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Matemática Pura e Aplicada, com área de
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Resumo

Neste trabalho, apresentamos e estudamos o Algoritmo de Restau-
ração Inexata não monótono para resolver problemas de minimização
com restrições de ortogonalidade, que combina o método de Restaura-
ção Inexata de Fischer e Friedlander [1] e o critério de não monotonia
de Zhang e Hager [2]. Desenvolvemos as ferramentas teóricas para ca-
racterizar o subespaço tangente do conjunto viável, o qual nos permite
descrever o Algoritmo proposto. Mostramos, sob certas hipóteses, a
boa definição do Algoritmo assim com a convergência global a pontos
viáveis do problema. O método de Restauração Inexata é um método
iterativo que consta de duas fases: viabilidade e otimalidade. Neste
trabalho a fase de viabilidade será feita de forma exata utilizando a
transformação de Cayley. Portanto, sequência de pontos restaurados
pertencem ao conjunto viável. Na fase de otimalidade, as direções de
descida podem ser obtidas da seguintes maneiras: o gradiente espectral
projetado ou a minimização de uma aproximação quadrática para o
Lagrangiano restrito ao subespaço tangente. Para resolver este ultimo
problema utilizamos o método de gradiente conjugado [3]. A imple-
mentação computacional do algoritmo proposto é realizado no software
MATLAB e é comparado com o método de Wen e Yin [4] e com o
método Gradiente Conjugado do pacote ManOpt [5] para diferentes
problemas testes da literatura.

Palavras-chave: Restauração Inexata, não monótono, restrições
de ortogonalidade, transformação de Cayley.
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Abstract

In this work, we present and study the non monotone algorithm
inexact restoration to solve minimization problems with orthogonality
constraints, which combines the Inexact Restoration Method of Fischer
and Friedlander [1] and the nonmonotone criteria of Zhang and Ha-
ger [2]. We develop the theoretical tools to characterize the subspace
tangent of the feasible set, which allows us to describe the proposed
algorithm. We show, under certain hypotheses, the good definition
of the Algorithm as well as the global convergence to viable points of
the problem. The inexact restoration method is an iterative method
that consists of two phases: viability and optimality. In this work,
the feasibility phase will be obtained in an exact way by using Cayley
transformation. Therefore, the sequence of restored points belong to
the viable set. In the optimality phase, the descent directions can be
obtained in two ways: projected spectral gradient or minimization of a
quadratic approximation for the Lagrangian, both on the tangent subs-
pace. To solve this minimization we use the conjugate gradient method
[3]. The computational implementation of the proposed algorithm is
performed on MATLAB software and is compared with the Wen and
Yin method [4] and the Conjugated Gradient method from ManOpt [5]
library for different test problems in the literature.

Keywords: Inexact Restoration, non monotone, orthogonality cons-
traints, Cayley Transform.
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Lista de Śımbolos

Rn Conjunto dos vetores com n coordenadas
reais

Rn×p Conjunto das matrizes com entradas reais
de n linhas e p colunas

∇f(X)[Z] Derivada direcional de f em X na direção Z

lim
k∈K

xk O limite de xk restrito a k ∈ K

vec(X) Dada uma matriz X ∈ Rm×n, denotamos
vec(X) = (xT1 , . . . , x

T
n )T ∈ Rmn, em que

xi ∈ Rm é a i-ésima coluna de X

〈A,B〉 Produto Interno no espaço das matrizes n× p

‖A‖F Norma de Frobenius

In Matriz identidade de ordem n

diag(d1, . . . , dp) Matriz diagonal de ordem m× n, onde
dij = 0
para todo i 6= j, di = dii e p = min{m,n}

Ker(A) Núcleo do operador A

L Função de Lagrange
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diversos valores do parâmetro ηk. . . . . . . . . . . . . . 94
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17 Número de avaliações da função e tempo de execução do
Algoritmo 3 para a resolução do Problema de Procrustes,
utilizando diferentes valores do M . . . . . . . . . . . . . 96
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Caṕıtulo 1

Introdução

Neste trabalho, consideramos o problema de otimização com restri-
ções de ortogonalidade,

minimizar F (X)

s.a. XTX = I,

X ∈ Ω,

(1.1)

em que Ω ⊂ Rn×p (p ≤ n) é um conjunto convexo e compacto e
F : Rn×p → R é uma função continuamente diferenciável. Muitos
problemas podem ser formulados como (1.1). Dentre eles, podemos ci-
tar o problema de autovalor de polinômios matriciais [6, 7], o problema
de Procrustes Ortogonal (simples e generalizado) [8, 9, 10], o problema
de minimização da Energia Total de Kohn-Sham [11], a diagonalização
conjunta [12, 13], a análise de componentes principais [14, 15, 16], o
problema de reduzir o posto de uma matriz de correlação [17, 18, 19],
etc.

O conjunto de restrições St(n, p) := {X ∈ Rn×p : XTX = I} é
conhecido, na literatura, como “Variedade de Stiefel”, em homenagem
a Eduard Stiefel, que estudou sua topologia [20]. Note que no caso em
que p = 1, a variedade é uma esfera unitária; se p = n, ela é conhecida
como grupo ortogonal. A dimensão da variedade St(n, p) é np− 1

2p(p+
1) e pode ser vista como uma subvariedade de Rn×p. Devido a que
este tipo de variedade aparecer em diferentes problemas das ciências
aplicadas, vários métodos númericos para o problema (1.1) têm sido
propostos. Bolla et al. [21] analisaram o problema do máximo da
soma de formas quadráticas com restrições de Stiefel baseados na teoria
das matrizes. Além disso, eles obtiveram um algoritmo que garante
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convergência global para pontos estacionários. Os autores Edelman,
Arias e Smith [22] desenvolveram os métodos de Newton e de Gradientes
Conjugados na variedade de Stiefel.

Vale ressaltar que, embora a variedade de Stiefel seja um conjunto
compacto, o que garante a existência de um mı́nimo global, a determi-
nação do mı́nimo não é tarefa fácil devido ao fato da variedade ser um
conjunto não convexo. Com isso, o problema (1.1) apresenta muitos
pontos estacionários, o que torna este problema de otimização dif́ıcil de
resolver. Alguns casos muito particulares apresentam soluções anaĺıti-
cas, como por exemplo o problema de autovalores lineares e o problema
de Procrustes balanceado. No entanto, na maioria dos casos, uma so-
lução do problema (1.1) é encontrada por técnicas iterativas computa-
cionais. Porém, preservar a viabilidade da sequência gerada pode ser
computacionalmente caro. A maioria dos algoritmos viáveis propostos
na literatura, ou utilizam rotinas para ortogonalizar matrizes, ou ge-
ram pontos ao longo de geodésicas. No primeiro caso, é necessária uma
decomposição em valores singulares em cada iteração ou decomposição
QR, e no segundo, calcula-se a exponencial de matrizes ou solução de
equações diferenciais parciais. Uma classe promissora de métodos usa
a transformação de Cayley para manter a viabilidade, e portanto, em
vez de uma decomposição SVD, estes métodos resolvem um sistema li-
near; isto leva a iterações mais econômicas do ponto de vista numérico
[4, 23, 24].

Alguns métodos de otimização trabalham com pontos não necessa-
riamente viáveis, como por exemplo o Método Lagrangiano Aumentado
[25], a Programação Quadrática Sequencial [26] e o Método Splitting
[27]. Mais recentemente, o método de Lagrangiano Aproximado Se-
quencial foi introduzido em Zhu et al. [28], que resolve problemas com
restrições lineares e restrições de ortogonalidade generalizadas. Uma
outra alternativa aos métodos de otimização do tipo não viável é o
Método de Restauração Inexata, introduzido por Mart́ınez e Pillota
[29]. Em resumo, este esquema decompõe cada iteração em duas fases:
uma de otimalidade (minimização no subespaço tangente) e a outra de
viabilidade. Visto como uma técnica de otimização em Rn, dado um
ponto y ∈ Rn, o método de Restauração Inexata gera uma aproximação
para o conjunto tangente das restrições em y e, utilizando algum crité-
rio de minimização, encontra um ponto x neste conjunto tangente que
melhora o ponto y, segundo uma função de mérito espećıfica. Assim,
o método procede calculando um ponto y+ que está mais próximo do
conjunto viável, quando comparado com y, e continua como descrito
anteriormente, calculando um x+. Os primeiros métodos de Restau-
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ração Inexata [29, 30] foram motivados pelas condições de otimalidade
sequencial AGP (approximate gradient projection) [31]. A convergên-
cia local do método foi provada pelos autores Birgin e Mart́ınez [32].
Um novo método de Restauração Inexata foi desenvolvido pelos autores
Fischer e Friedlander [1], o qual apresenta propriedades de convergência
global a pontos estacionários do problema. O principal resultado deste
artigo estabelece que, com certas hipóteses, as direções de descida ob-
tidas no subespaço tangente convergem para zero. Em [33], os autores
Gomes-Ruggiero et al . escolhem direções de descida no subespaço tan-
gente baseado no método Gradiente Projetado Espectral. O resultado
de convergência para esta nova escolha da direção é fundamentado por
[29]. Recentemente, no trabalho [34], foi apresentada uma variação do
método de restauração Inexata que propõe uma modificação na função
de mérito. A convergência global desta nova abordagem é provada com
certas hipóteses de condição de qualificação fracas.

Neste trabalho, embora utilizemos a teoria do algoritmo de Restau-
ração Inexata, consideramos o ponto y sempre viável (a fase da res-
tauração é exata). Para evitar cálculo da SVD na fase de viabilidade,
usamos a transformação de Cayley, que tem a propriedade de preservar
ortogonalidade. Além disso, na fase de otimização, uma das escolhas
da direção de busca pode ser feita minimizando o Lagrangiano no con-
junto tangente das restrições. Para tanto, usamos uma adaptação do
método do gradiente conjugado para minimização de quadráticas com
restrições lineares [3]. A fim de diminuir o número de avaliações da
função de mérito no Algoritmo de Restauração Inexata, em compara-
ção com a busca monótona, incorporamos o esquema não monótono de
Zhang e Hager [2].

A fim de analisar o desempenho numérico do método proposto, usa-
mos uma implementação computacional do método no ambiente
MATLAB2017b. Para o cálculo da direção de descida, foi implemen-
tado o método dos gradientes conjugados. Foram realizados testes nu-
méricos para o problema de autovalor linear, procrustes ortogonal, mi-
nimização da energia total e minimização de quadráticas.

O trabalho está estruturado da seguinte forma. No caṕıtulo 2, apre-
sentamos e descrevemos cada passo do método de Restauração Inexata
não monótono, assim como os resultados teóricos para demonstrar a
convergência do método no caṕıtulo seguinte. No caṕıtulo 3, propomos
o algoritmo de Restauração Inexata não monótono para o problema de
minimização matricial com restrições de ortogonalidade e, além disso,
mostramos resultados matemáticos que fundamentam nosso algoritmo,
os quais garantem a convergência global a pontos estacionários. No
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caṕıtulo 4, apresentamos os resultados dos testes numéricos para os
problemas acima descritos. No caṕıtulo 5, são colocadas as conclusões
do trabalho.
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Caṕıtulo 2

Método não monótono
de restauração inexata

Consideremos uma descrição do método de Restauração Inexata
(RI) aplicado ao problema com restrições de igualdade:

minimizar F (x)

s.a H(x) = 0

x ∈ Ω,

(2.1)

em que F : Rn → R,H : Rn → Rm são funções continuamente diferen-
ciáveis e Ω ⊂ Rn, um conjunto convexo e compacto. Em alguns casos,
Ω pode ser o espaço Rn. O ponto x ∈ Ω que satisfaz todas as restrições
é chamado de ponto viável.

O método RI foi introduzido por Mart́ınez e Pilotta [29], com o
objetivo de trabalhar com sequências de iterações não viáveis, sobre-
tudo quando as restrições são fortemente não lineares, para resolver
problemas de otimização restrita.

O método RI é um processo iterativo para calcular soluções para o
problema (2.1) e consta de duas fases: restauração e minimização. A
Figura 2.1 ilustra a ideia por trás do método de Restauração Inexata.
Os passos caracteŕısticos da metodologia de Restauração Inexata são
descritos a seguir:

1. Dado o iterado atual xk ∈ Ω geramos o ponto yk mais próximo do
conjunto viável, o qual é calculado usando um procedimento ar-
britário; na prática, é dependente das caracteŕısticas do problema.
Este passo é chamado de Passo de Restauração ou Viabilidade.
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2. Calculamos o ponto zk = yk + dk, que pertence a uma aproxima-
ção linear das restrições no ponto yk, de tal forma que o valor da
função de mérito que mede a otimalidade melhore no ponto zk
com relação a yk. Este passo é conhecido como minimização.

3. Se o ponto zk satisfaz um critério que combina viabilidade e oti-
malidade (função de mérito), definimos xk+1 = zk. Caso con-
trário, realizamos uma busca linear ao longo da direção a fim de
reduzir o valor da função de mérito.

Na fase de otimalidade, busca-se, um ponto zk = yk + dk que possa
melhorar o valor da função objetivo [29] ou da função Lagrangiano como
no artigo [30]. O ponto zk será aceito como um novo iterando xk+1 se o
valor da função de mérito, que combina a viabilidade e otimalidade, no
ponto zk é suficientemente menor do que em xk [29, 30] ou se satisfaz
uma estratégia de filtro [35].

Este trabalho está baseado no método de restauração inexata pro-
posto por Fischer e Friedlander [1], onde o novo iterado é calculado
numa aproximação linear das restrições e é aceito por um processo de
busca linear que envolve a função de mérito. Neste caṕıtulo, propomos
algumas modifições no Algoritmo de Fischer e Friedlander: realizamos
uma busca não monótona, inspirados em Zhang e Hager [2] para a
função de mérito. O propósito de usar busca não monótona é obter
melhores resultados numéricos para resolver problemas com restrições
de ortogonalidade.

O resultado principal do algoritmo proposto por Fischer e Fried-
lander garante a convêrgencia para zero da sequência de direções de
descida. Além disso, escolhendo direções apropriadas, implica que a
sequência gerada {xk} possui uma subsequência convergente a pontos
viáveis que satisfazem a condição de otimalidade AGP, proposta por
Mart́ınez e Svaiter [31]. A vantagem deste método é a liberdade na es-
colha das estratégias para realizar as duas fases, o que permite a escolha
de algoritmos apropriados para cada problema, conforme as caracteŕıs-
ticas do problema a ser resolvido.

8



Conjunto tangente

Figura 2.1: A ideia geral do método de Restauração Inexata.

A seguir, para todo x ∈ Ω e λ ∈ Rm, definimos o Lagrangiano por:

L(x, λ) := F (x) + 〈H(x), λ〉. (2.2)

O ponto (x̄, λ̄) ∈ Ω × Rm é dito um ponto estacionario do problema
(2.1) se

PΩ(x̄−∇L(x̄, λ̄))− x̄ = 0, (2.3)

H(x̄) = 0, (2.4)

onde PΩ : Rn → Ω denota a projeção ortogonal em Ω. Além disso,
se (x̄, λ̄) é um ponto estacionário de (2.1), dizemos que x̄ é um ponto
KKT.
Neste trabalho, consideramos uma função h : Ω→ [0,∞) tal que

‖H(x)‖ ≤ h(x), ∀x ∈ Ω, (2.5)

que representa a medida da viabilidade de um ponto x ∈ Ω.
Assim, definimos a função de mérito Φ : Ω× [0,∞)→ R por

Φ(x, θ) = θF (x) + (1− θ)h(x), ∀(x, θ) ∈ Ω× [0, 1], (2.6)

que combina a relação entre a viabilidade e otimalidade. Esta relação
será utilizada para decidir se o ponto intermediário zk, que foi primei-
ramente definido em [1], será aceito como o novo iterado do algoritmo.
A seguir, descreveremos os passos do Algoritmo de Restauração Ine-
xata.
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2.1 Fase de Restauração

Dado o ponto xk ∈ Ω, encontramos o ponto yk ∈ Ω, de modo que
esteja mais próximo do conjunto viável do problema. Neste caso, o
ponto yk deve satisfazer duas condições:

h(yk) ≤ rh(xk)

‖yk − xk‖ ≤ βh(xk),

em que r ∈ [0, 1) e β > 0. Se yk é um ponto viável, então podemos
escolher qualquer r ∈ [0, 1) e, neste caso, dizemos que a “restauração é
exata”. A primeira condição acima estabelece a necessidade de obter,
no passo de restauração, um ponto yk que esteja mais próximo da viabi-
lidade em comparação com o ponto xk, conforme é ilustrado na Figura
2.2. A segunda condição acima estabelece que o passo de restauração
não seja significativamente grande. Note que, se o ponto corrente xk é
viável, então yk é igual a xk.

Figura 2.2: Passo de restauração.

2.2 Conjunto tangente e direção de descida

Seja yk ∈ Ω, definimos o subespaço

S(yk) := Ker(∇H(yk)), (2.7)

e T (yk) o conjunto das direções tangentes em yk

T (yk) := {yk + d | yk + d ∈ Ω e d ∈ S(yk)}. (2.8)
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Considere a direção de descida proposta por Fischer e Friedlander

dk : = PT (yk)(yk −∇F (yk))− yk
= PS(yk)(−∇F (yk)),

(2.9)

em que PT (yk)(z) é a projeção ortogonal de z em T (yk), conforme é
esquematizado na Figura 2.3.

Figura 2.3: Direção de descida dk.

Podemos verificar que dk é uma direção de descida para F no su-
bespaço S(yk). De fato, pela definição da direção em (2.9), temos, pelo
teorema de Pitágoras:

‖−∇F (yk)− dk‖2 ≤ ‖−∇F (yk)‖2,
‖∇F (yk)‖2 + 2〈∇F (yk), dk〉+ ‖dk‖2 ≤ ‖∇F (yk)‖2,

〈∇F (yk), dk〉 ≤ −
1

2
‖dk‖2,

logo, dk é uma direção de descida.
Note que, se dk := PS(yk)(−∇F (yk)) = 0, então yk é um ponto
estacionário do problema (2.1).

2.3 Passo de otimalidade

Nesta parte, levamos em consideração o problema de encontrar o
valor do parâmetro tk, que minimiza a função de mérito Φ, definida
por (2.6), ao longo da reta que passa por xk e tem direção dk. De
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modo geral, Fischer e Friedlander [1] exigem que a função de mérito
no ponto xk + tdk seja menor que a função de mérito no ponto xk. De
fato, é necessária de uma redução suficiente da função de mérito, que
é definida pela verificação do seguinte teste:

Φ(xk + tdk, θk+1)− Φ(xk, θk+1) ≤ (1− r)
2

(h(yk)− h(xk))

F (yk + tdk)− F (yk) ≤ −γt‖dk‖2, γ ∈ (0, 1)

em que a escolha de θk a cada iteração depende de considerações teó-
ricas, por exemplo, se o tamaho de h(xk) é grande, então o pesso asso-
ciado a F (xk) em (2.6) deve ser menor.
Em geral, é usado o backtracking para encontrar o valor do compri-
mento da direção de descida t = tk, o qual é definido como o primeiro
termo da sequência {1/2j}j∈N tal que satisfaz:

Φ(xk + tkdk, θk+1)− Φ(xk, θk+1) ≤ (1− r)
2

(h(yk)− h(xk))

F (yk + tkdk)− F (yk) ≤ −γtk‖dk‖2.

Quando o critério acima é satisfeito, atualizamos xk+1 = xk + tkdk.
Caso contrário, fazemos uma nova busca linear na direção dk, de tal
forma que o novo ponto xk + tkdk verifica a condição acima.

2.4 Condição de otimalidade AGP

Definimos a direção d(z) como a projeção ortogonal da direção
−∇F (z) sobre T (z), isto é,

d(z) = PT (z)(z −∇F (z))− z. (2.10)

O ponto viável z tal que d(z) = 0 é chamado de ponto estacionário do
Problema (2.1).

Dizemos que o ponto viável x satisfaz a condição AGP, se existe
uma sequência {xk} ⊂ Rn que converge para x tal que

lim
k→∞

d(xk) = 0.

Esta condição de otimalidade foi introduzida por Mart́ınez e Svaiter
[31], a qual surgiu a partir do estudo do método de restauração inexata.
A seguir, apresentamos o Algoritmo de Restauração Inexata.
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Algoritmo 1: Restauração Inexata.

Dados: Seja r ∈ [0, 1), β > 0, γ > 0, γ̄ > 0.
Escolha uma aproximação inicial arbitrária x0 ∈ Ω e θ0 ∈ (0, 1).
Defina k = 0.
Passo 1. Passo de Restauração
Calcule yk ∈ Ω tal que:

h(yk) ≤ rh(xk) (2.11)

F (yk) ≤ F (xk) + βh(xk). (2.12)

Passo 2. Escolha do parâmetro de Penalidade
Calcule θk+1 como o primeiro θ da sequência {θk/2j}j∈N tal
que

Φ(yk, θk+1) ≤ Φ(xk, θk+1) +
1

2
(h(yk)− h(xk)). (2.13)

Passo 3. Escolha da direção de busca
Calcule dk ∈ Rn tal que yk + dk ∈ Ω,

F (yk + tdk) ≤ F (yk)− γt‖dk‖2, (2.14)

h(yk + tdk) ≤ h(yk) + γ̄t2‖dk‖2, (2.15)

∀t ∈ [0, τ ].
Passo 4. Passo de minimização
Calcule tk sendo o primeiro t da sequência {1/2j}j∈N tal que

Φ(yk + tkdk, θk+1) ≤ Φ(xk, θk+1) +
(1− r)

2
(h(yk)− h(xk))

(2.16)

F (yk + tkdk) ≤ F (yk)− γtk‖dk‖2. (2.17)

Passo 5. Atualização
Defina xk+1 := yk + tkdk e k := k + 1 volte para o Passo 1.

2.5 Resultados de convergência global do
método de restauração inexata

Nesta seção, apresentamos os resultados teóricos para o Algoritmo
1. Abordamos aspectos relacionados com a boa definição, viabilidade
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e convergência do algoritmo. Algumas demonstrações serão omitidas e
podem ser encontradas em [1].
Vamos supor as seguintes hipóteses:

1. Ω é um conjunto convexo e compacto.

2. As funções F e H são continuamente diferenciáveis.

3. O gradiente de F e H satisfazem a condição de Lipschitz. Isto é,
existe L > 0 tal que, para todo x, y ∈ Ω,

‖∇F (y)−∇F (x)‖ ≤ L‖y − x‖ (2.18)

‖∇H(y)−∇H(x)‖ ≤ L‖y − x‖. (2.19)

Lema 2.1. Existem constantes γ, γ̄, τ > 0 tais que

F (yk + tdk) ≤ F (yk)− γt‖dk‖2,
‖H(yk + tdk)‖ ≤ ‖H(yk)‖+ γ̄t2‖dk‖2,

para todo yk ∈ Ω, t ∈ [0, τ ] e sendo dk definido em (2.9).

Demonstração. A demonstração encontra-se no artigo de Fischer e Fri-
edlander [1] (Lema 1).

Teorema 2.2. O passo xk+1 do Algoritmo 1 está bem definido. Além
disso, existe k0 ∈ N e t̄ > 0 tal que

θk = θk0 > 0, ∀k ≥ k0

tk ≥ t̄, ∀k ∈ N.

Demonstração. A demonstração encontra-se no artigo de Fischer
e Friedlander [1] (Lema 3).

Teorema 2.3. Para qualquer sequência {xk}k∈N gerada pelo Algoritmo
1, existe σ > 0 tal que

∞∑
k=0

h(xk) = σ.

Logo, lim
k→∞

h(xk) = 0.

Demonstração. A demonstração encontra-se no artigo de Fischer
e Friedlander [1] (Teorema 1).
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Teorema 2.4. A sequência {dk} gerada pelo Algoritmo 1 satisfaz

lim
k→∞

dk = 0.

Demonstração. A demonstração encontra-se no artigo de Fischer
e Friedlander [1] (Teorema 2).

Teorema 2.5. Sejam as sequências {xk} e {yk} geradas pelo Algoritmo
1 e µ > 0, então temos as seguintes propriedades:

1. O limite lim
k→∞

h(xk) = lim
k→∞

h(yk) = 0 e qualquer ponto de acu-

mulação das sequências {xk} e {yk} é viável.

2. Se ‖dk‖ ≥ µ‖PS(yk)(−∇F (yk))‖, todo ponto limite de {xk} satis-
faz a condição de otimalidade AGP [31].

3. Se um ponto limite x∗ satisfaz a condição AGP e alguma condição
de qualificação, por exemplo: Mangasarian-Fromovitz (MFCQ)
ou dependência linear positiva constante (CPLD), então a condi-
ção KKT é satisfeita em x∗.

Demonstração. 1. Demonstraremos este item. Segundo o resultado
2.3 e a condição 2.11 temos que

lim
k→∞

h(yk) ≤ r lim
k→∞

h(xk) = 0.

Segue da desigualdade acima e da continuidade de h, que todo
ponto de acumulação das sequências {xk} e {yk} é viável.

2. Seja x∗ um ponto de acumulação de {xk}, então pelo item (3)
existe N′ ⊂

∞
N tal que

lim
k⊂N′

yk = x∗.

Segue do Teorema (2.4) e pela hipótese deste item que

lim
k→∞

PS(yk)(−∇F (yk)) = 0.

Além disso, pelo item (1) tem-se que x∗ é viável. Portanto, x∗

satisfaz a condição AGP.

3. A prova para o caso da condição de qualificação MFCQ encontra-
se em Martinez e Svaiter [31]( Corolário 2) e para o caso de CPLD
a prova encontra-se em Gomes-Ruggiero et al. [33]( Teorema
3.11).
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O próximo teorema afirma que, sob certas hipóteses, o Algoritmo 1,
gera sequências com taxas de convergência local linear ou quadrática.

Teorema 2.6. Assuma que os passos 1 e 3 do Algoritmo são satisfeitos
para todo k ∈ N. Suponhamos também que existem c > 0, ζ ∈ [0, 1),
λk ∈ Rm, ζk ∈ [0, ζ],∀k ∈ N, tais que

‖PΩ(yk + dk −∇L(yk + dk, λk+1))− (yk + dk)‖
≤ ζk‖PΩ(yk −∇L(yk, λk))− yk)‖ (2.20)

e

‖dk‖+ ‖λk+1 − λk‖ ≤ c‖PΩ(yk −∇L(yk, λk))− yk‖. (2.21)

Também, admita que (x̄, λ̄) é um ponto estacionário e que tk = 1 para
k suficientemente grande. Então, existem um δ, ε > 0 tais que:

• Se para algum k0 ∈ N, ‖xk0 − x̄‖ ≤ ε e ‖λk0 − λ̄‖ ≤ δ, então a
sequência {(xk, λk)} converge para algum ponto estacionário.

• Se r = ζ = 0, a convergência é quadrática.

A prova deste teorema pode ser encontrada em [32] (Teorema 2.3 e
2.5).
Observações

1. Na condição (2.20), o ponto yk + dk é calculado como a solução
aproximada para o problema

minimizar L(yk + d, λk)

s.a d ∈ S(yk) ∩ Ω.
(2.22)

2. A condição (2.21) é uma hipótese de estabilidade que garante que
a solução na fase de otimalidade está limitada.

2.6 Restauração inexata não monótona

A monotonia da sequência formada pelos valores da função objetivo,
apesar de parecer vantajosa, apresenta algumas dificuldades. Entre
elas, mencionaremos dois elementos importantes:

1. O algoritmo perde sua eficiência principalmente na minimização
de funções que apresentam uma bacia de atração estreita e curva,
o que causa passos bem pequenos ou trajetória zig-zag [36, 37].
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2. A busca linear de Armijo pode não ser válida para passos t pe-
quenos, pois f(xk + tdk) ' f(xk). Em tal situação, xk pode es-
tar longe do valor minimizado por f , não obstante, a condição
de Armijo pode não ser verificada devido aos valores da função
f(xk + tdk) e f(xk) serem quase iguais na aritmética de ponto
flutuante,

0 ' f(xk + tdk)− f(xk) > σtf(xk)T dk,

[38].

Portanto, a monotonicidade na busca linear de Armijo pode tornar
o Algoritmo muito lento, pois em alguns casos pode precisar de mui-
tos passos de busca linear e, consequentemente, muitas avaliações da
função objetivo. Desse modo, Grippo, Lampariello e Lucidi [36] intro-
duziram uma técnica de busca linear não monótona, que consiste em
uma variante da condição de Armijo e exige um decréscimo da função
a cada M iterações. Seja

fl(k) = max
0≤j≤m(k)

{f(xk−j)}. (2.23)

Dado um ponto xk, uma direção de descida dk e os parâmetros σ ∈ (0, 1)
e M ∈ N, a estratégia de Grippo, Lampariello e Lucidi consiste em
encontrar um comprimento de passo tk tal que

f(xk + tkdk) ≤ fl(k) + σtk∇f(xk)T dk,

em que m(0) = 0 e 0 ≤ m(k) ≤ min{m(k − 1) + 1,M}.
Posteriormente, o termo não monótono fl(k) foi utilizado por Grippo

et al [36] em algoritmos sofisticados, . Embora o método não mo-
nótono proposto por Grippo et al. funcione bem em muitos casos,
apresenta algumas desvantagens: primeiro, bons valores da função ob-
jetivo são descartados pelo máximo em (2.23). Segundo, em muitos
casos, o desempenho numérico é dependente da escolha do parâmetro
M [39, 40, 37]. Buscando superar as dificuldades, Zhang e Hager [2]
propõem outra abordagem para superar a dependência do parâmetro
M e substituir o termo fl(k) por um valor Ck que consiste da média
ponderada dos valores da função calculados anteriormente.

Assim, dados os parâmetros 0 ≤ ηmin ≤ ηmax < 1, σ ∈ (0, 1), o
iterado atual xk, a direção de descida dk, definindo C0 = f(x0) e Q0 =
1, o método de Zhang e Hager consiste em encontrar o comprimento de
passo tk que satisfaz a condição

f(xk + tkdk) ≤ Ck + σtk∇f(xk)T dk,
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em que

Ck+1 = (ηkQkCk + f(xk+1))/Qk+1, e Qk+1 = ηkQk + 1,

com ηk ∈ [ηmin, ηmax].

Note que Ck+1 é uma combinação convexa de Ck e f(xk+1). Como
C0 = f(x0), e pela definição de Ck, segue que Ck é uma combinação
convexa dos valores da função f(x0), f(x1), f(x2), . . . , f(xk). Também
repare que a escolha de ηk controla o grau de não monotonicidade. Por
exemplo, se ηk = 0 para todo k ∈ N, então a busca linear se reduz a
uma busca monótona de Armijo. Por outro lado, se ηk = 1, para todo
k ∈ N, então o termo Ck = Ak em que,

Ak =
1

k + 1

k∑
i=0

f(xi)

é a média dos valores da função para as iterações 0 até k + 1. Assim,
quando ηk aproxima-se de 0, a busca aproxima-se de uma busca linear
monótona; e quando ηk aproxima-se de 1, o esquema torna-se cada vez
mais não monótono.

Recentemente, Mo et al. [41] introduziram outro termo baseado na
combinação convexa dos valores da função objetivo

Dk = f(xk) + ηk−1(Dk−1 − f(xk)),

em que ηk−1 ∈ [ηmin, ηmax] e D0 = f(x0). Em um trabalho mais
recente, Amini et al . [42] propõem um novo termo não monótono como
sendo a combinação convexa de fl(k) e f(xk).

2.6.1 Algoritmo

Nesta seção, propomos um algoritmo de restauração inexata não
monótono para resolver o problema matricial com restrições de ortogo-
nalidade. A ideia principal é estabelecer um termo não monótono no
passo de minimização determinado pelo média dos valores da função de
mérito anteriores já calculados. Para tanto, aplicamos a estratégia de
não monotonia inspirada em Zhang e Hager [2]. Dada uma aproximação
inicial x0 ∈ Ω, θ0 ∈ (0, 1) e definindo C0 = Φ(x0, θ0), Q0 = 1, o crité-
rio de não monotonia para a função de mérito consiste em encontrar o
valor de tk que satisfaz

Φ(yk + tkdk, θk+1) ≤ Tk +
(1− r)

2
(h(yk)− h(xk)),
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em que
Tk := max{Ck,Φ(xk, θk+1)},

e

Qk+1 = ηkQk + 1,

Ck+1 = (ηkQkCk + Φ(xk+1, θk+1))/Qk+1,

com ηk ∈ [ηmin, ηmax], de modo que Tk ≥ Φ(xk, θk+1).
Aqui, as atualizações de Ck e ηk são feitas no passo seguinte ao back-
tracking.
A seguir, no Algoritmo 2 descrevemos os passos bem como os parâme-
tros necessários para a implementação numérica.

Proposição 2.7. Se ∇F é uma função cont́ınua e dk satisfaz a con-
dição para µ > 0,

〈∇F (yk), dk〉 ≤ −µ‖dk‖2, (2.31)

então dk é uma direção de descida para F em yk, e existe γ > 0 tal que

F (yk + tdk)− F (yk) ≤ −γt‖dk‖2.

Demonstração. Pelo Teorema fundamental do cálculo, pela hipótese
∇F cont́ınua e pela hipótese (2.31), temos que

F (yk + tdk)− F (yk) = t〈F (yk), dk〉

+

∫ 1

0

(∇F (yk + ξtdk)−∇F (yk))tdkdξ

≤ −tµ‖dk‖2 +
t2

2
L‖dk‖2

= t(µ− tL

2
)‖dk‖2.

Assim,
F (yk + tdk)− F (yk) ≤ −γt‖dk‖2, γ = µ/2 (2.32)

para todo t ≤ τ := min{1, µ2L}.

2.7 Resultados teóricos

Nesta seção, fornecemos resultados importantes que serão utilizados
no caṕıtulo posterior para demonstrar a convergência global do Algo-
ritmo aplicado ao problema matricial.
Assumiremos o seguinte:
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Algoritmo 2: Restauração Inexata não monótona.

Dados: Seja r ∈ [0, 1) e β, γ, γ̄, e 0 ≤ ηmin ≤ ηmax < 1.
Escolha x0 ∈ Ω e θ0 ∈ (0, 1). Defina C0 = Φ(x0, θ0), Q0 = 1 e
k = 0.

Passo 1. Passo de Restauração
Calcule yk ∈ Ω tal que:

h(yk) ≤ rh(xk) (2.24)

F (yk) ≤ F (xk) + βh(xk). (2.25)

Passo 2. Escolha do parâmetro de Penalidade
Calcule θk+1 como o primeiro θ da sequência {θk/2j}j∈N tal
que

Φ(yk, θk+1)− Φ(xk, θk+1) ≤ 1

2
(1− r)(h(yk)− h(xk)). (2.26)

Passo 3. Escolha da direção de busca
Calcule dk ∈ Rn tal que yk + dk ∈ Ω,

F (yk + tdk) ≤ F (yk)− γt‖dk‖2, (2.27)

h(yk + tdk) ≤ h(yk) + γ̄t‖dk‖2, ∀t ∈ [0, τ ].

Passo 4. Passo de otimalidade
Calcule tk sendo o primeiro t da sequência {1/2j}j∈N tal que

Φ(yk + tkdk, θk+1)− Tk ≤
(1− r)

2
(h(yk)− h(xk)), (2.28)

em que Tk := max{Ck,Φ(xk, θk+1)}.
Passo 5. Atualização
Defina xk+1 := yk + tkdk.
Escolha ηk ∈ [ηmin, ηmax] e defina

Qk+1 = ηkQk + 1, (2.29)

Ck+1 = (ηkQkCk + Φ(xk+1, θk+1))/Qk+1, (2.30)

k := k + 1 e volte ao Passo 1.
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(H1) Os gradientes de F e H satisfazem as condições de Lipschitz em
Ω, isto é, existe L > 0 tal que

‖∇F (x)−∇F (y)‖F ≤ L‖x− y‖F
‖∇H(x)−∇H(y)‖F ≤ L‖x− y‖F ,

para todo x, y ∈ Ω.

No próximo resultado, provamos que os parâmetros de penalidade
θk, assim como tk, são limitados acima de zero.

Teorema 2.8. O iterando xk+1 do Algoritmo 2 está bem definido.
Além disso, existe k0 ∈ N e t̄ > 0 tal que

θk = θk0 > 0, ∀k ≥ k0,

tk ≥ t̄, k ∈ N.

Demonstração. Seja xk gerado pelo Algoritmo 2. Note que por (2.24)
e (2.25) temos que

Φ(yk, θ)− Φ(xk, θ) = θ(F (yk)− F (xk)) + (1− θ)(h(yk)− h(xk))

≤ θβh(xk)− (1− θ)(1− r)h(xk)

= h(xk)
(
θ(β + 1− r)− (1− r)

)
.

Portanto, se 0 ≤ θ ≤ θ̃ := 1−r
2(β+1−r) então

Φ(yk, θ)− Φ(xk, θ) ≤ −
1

2
(1− r)h(xk) ≤ 1

2
(1− r)(h(yk)− h(xk)).

Assim, θk+1 pode ser escolhido como sendo

θk+1 ≥ θ̄ := min{θ0, θ̃/2}, ∀k ∈ N.

Como θk+1 é o maior valor na sequência {θk/2j}j∈N, então existe k0 ∈ N
tal que

θk = θk0 ≥ θ̄, ∀k ≥ k0. (2.33)

Veremos que o Passo 4 do Algoritmo 2 está bem definido. Note que
pela definição Tk ≥ Φ(xk, θk+1),

Φ(yk + tdk, θk+1)− Tk ≤ Φ(yk + tdk, θk+1)− Φ(xk, θk+1)
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Logo, usando (2.26), (2.27) e (2.33) e para k ≥ k0

Φ(yk + tdk, θk+1)− Φ(xk, θk+1)

=
(
Φ(yk + tdk, θk+1)− Φ(yk, θk+1)

)
+
(
Φ(yk, θk+1)− Φ(xk, θk+1)

)
≤ θk+1(F (yk + tkdk)− F (yk)) + (1− θk+1)

(
h(yk + tdk)− h(yk)

)
+

1

2
(1− r)(h(yk)− h(xk))

≤ −θ̄γt‖dk‖2 + γ̄t2‖dk‖2 +
1

2
(1− r)(h(yk)− h(xk))

= t‖dk‖2(−θ̄γ + γ̄t) +
1

2
(1− r)(h(yk)− h(xk)), ∀t ∈ [0, τ ].

Então, se 0 ≤ t ≤ t̃ := min{τ, θ̄γ/γ̄}, temos que −θ̄γ + γ̄t ≤ 0 e

Φ(yk + tdk, θk+1)− Φ(xk, θk+1) ≤ 1

2
(1− r)(h(yk)− h(xk)).

Portanto, o Passo 4 do Algoritmo está bem definido e gera a sequência
tk com

tk ≥ t̄ :=
t̃

2
, ∀k ∈ N.

Lema 2.9. Seja {Qk} a sequência gerada pelo Algoritmo 2, então

Qk+1 ≤
k∑
j=0

ηjmax, para todo k ≥ 0.

Além disso,

Qk+1 ≤
1

1− ηmax
, para todo k ≥ 0.

Demonstração. Para k = 0 e usando o fato de que Q0 = 1 e Qk+1 =
ηkQk + 1 e ηk ∈ [ηmin, ηmax]

Q1 = η0Q0 + 1

≤ ηmax + 1.

Usando o principio de indução matemática, suponha válido para k

Qk ≤
k−1∑
j=0

ηjmax.
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Logo, na iteração k + 1, verifica-se

Qk+1 = ηkQk + 1

≤ ηmax(

k−1∑
j=0

ηjmax) + 1

=

k∑
j=0

ηjmax

Por outro lado, desde que |ηmax| < 1, segue o resultado

Qk+1 ≤
k∑
j=0

ηjmax ≤
∞∑
j=0

ηjmax =
1

1− ηmax
, ∀k ≥ 0.

Lema 2.10. A sequência {Tk}k≥k0+1 é monótona não crescente e

Tk+1 − Tk ≤ −(1− ηmax)
(1− r)2

2
h(xk), ∀k ≥ k0. (2.34)

Demonstração. Pelo Teorema 2.8, temos que θk = θk0 , ∀k ≥ k0. Note
que

Tk+1 := max{Ck+1,Φ(xk+1, θk0)}, ∀k ≥ k0.

Por (2.28) e (2.24), temos que

Ck+1 =
ηkQkCk + Φ(xk+1, θk0)

Qk+1

≤ ηkQkCk + Tk + ((1− r)/2)(h(yk)− h(xk))

Qk+1

≤ (ηkQk + 1)Tk − ((1− r)2/2)h(xk)

Qk+1

= Tk −
(1− r)2

2Qk+1
h(xk), k ≥ k0.

E como Qk+1 ≤ 1
1−ηmax

, então

Ck+1 ≤ Tk − (1− ηmax)
(1− r)2

2
h(xk), k ≥ k0. (2.35)
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Por outro lado, para todo k ≥ k0 pelo Passo 4 do Algoritmo 2

Φ(xk+1, k0) ≤ Tk −
(1− r)2

2
h(xk)

≤ Tk − (1− ηmax)
(1− r)2

2
h(xk), k ≥ k0. (2.36)

Pela definição de Tk+1, pelos resultados (2.35) e (2.36), obtemos

Tk+1 ≤ Tk − (1− ηmax)
(1− r)2

2
h(xk), ∀k ≥ k0.

Agora, como ηmax ∈ [0, 1), então verifica-se a desigualdade

Tk+1 ≤ Tk, ∀k ≥ k0.

O Teorema seguinte garante que todo ponto de acumulação das
sequências {xk} e {yk} são pontos viáveis.

Teorema 2.11. Seja {xk}k∈N a sequência gerada pelo Algoritmo 2.
Então,

lim
k→∞

h(xk) = lim
k→∞

h(yk) = 0.

Além disso, todo ponto limite x̄ de {xk} satisfaz

h(x̄) = 0.

Demonstração. Pelo Teorema 2.8, para todo k ≥ k0, o parâmetro θk =
θk0 . Assim, para l > k0 e por (2.34) segue que

Tl+1 − Tk0 =

l∑
k=k0

(Tk+1 − Tk)

≤ −(1− ηmax)
(1− r)2

2

l∑
k=k0

h(xk), ∀l ≥ k0.

Logo,

(1−ηmax)
(1− r)2

2

l∑
k=k0

h(xk) ≤ Tk0−Tl+1 ≤ Tk0−Φ(xl+2, θk0) (2.37)
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e desde que Φ(·, θk0) é continua em Ω e {xk} ⊂ Ω, sendo Ω um conjunto
compacto, então a sequência {σ̃l}l≥k0 é limitada, em que

σ̃l :=

l∑
k=k0

h(xk), ∀l ≥ k0.

Note que, a sequência {σ̃l}l∈N é monótona crescente e limitada. Logo,

a série

∞∑
k=0

h(xk) é convergente, e consequentemente lim
k→∞

h(xk) = 0.

Além disso tomando o limite na desigualdade (2.24), temos que

lim
k→∞

h(yk) = 0.

Em resumo, o teorema acima garante a existência de uma sub-
sequência de {xk} que converge para um ponto viável x∗. Além disso,
se o ponto x∗ satisfaz a condição de otimalidade AGP e a condição de
qualificação CRCQ (posto constante), então x∗ é um ponto KKT.
No caṕıtulo seguinte provaremos que todo problema com restrições de
ortogonalidade satisfaz CRCQ. Ainda, utilizando hipóteses adicionais,
demonstraremos que todo ponto limite é AGP e, portanto, a conver-
gência global do algoritmo proposto para minimização com restrições
de ortogonalidade está assegurada.
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Caṕıtulo 3

Método de restauração
inexata não monótono
no problema de
minimização em
variedades de Stiefel

Nesta seção, aplicaremos o método de restauração inexata para re-
solver problemas de minimização com restrições de ortogonalidade

minimizar F (X)

s.a. XTX = I,

X ∈ Ω,

(3.1)

em que F : Rn×p → R é uma função continuamente diferenciável e
Ω ⊂ Rn×p, um conjunto convexo e compacto. Denotaremos o conjunto
viável do problema por V := {X ∈ Ω : XTX − I = 0}. O conjunto
St(n, p) := {X ∈ Rn×p : XTX − I = 0} é conhecido como variedade de
Stiefel [20]. Para o caso p = 1, a variedade de Stiefel identifica-se como
a esfera unitária e para o caso p = n identifica-se com o grupo ortogonal

O(n). A dimensão da variedade de Stiefel St(n, p) é np− p(p+1)
2 [43] e

pode ser vista como uma subvariedade imersa em Rn×p.
O Problema (3.1) tem diversas aplicações, dentre as quais citamos o

problema do autovalor linear [6, 7, 23], o problema de Procrustes [44],
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o problema de diagonalização conjunta [13], o problema de alocação
quadrática, o problema de minimização da energia total de Kohn-Sham
[45] e a decomposição em valores singulares [46, 47]. Em geral, é dif́ıcil
encontrar solução global para o Problema (3.1), pois as restrições são
não convexas. Além disso, manter a ortogonalidade a cada iteração,
para p grande, é numericamente caro.

A maioria dos métodos existentes para resolver este tipo de pro-
blema usa fatoração de matrizes, ou decomposição em valores singula-
res, ou QR. Outros requerem o cálculo de geodésicas, o que resulta em
algoritmos computacionalmente caros. Recentemente, Wen e Yin [4]
introduziram um método em que constroem curvas a partir da trans-
formação de Cayley o que pode ser visto como uma forma especial do
método de Crank-Nicolson. A cada busca linear, é necessário resolver
apenas sistemas lineares de tamanho 2p× 2p.

Inspirados em Wen e Yin [4], aplicamos o método de Restauração
Inexata não monótono da Seção 2.7.1 ao Problema (3.1), que inclui
um procedimento espećıfico na fase de restauração. Neste caso, apro-
veitamos as propriedades da transformação de Cayley para obter um
método eficiente que preserva as restrições de ortogonalidade. Para
tanto, defina a função

H(X) := XTX − I, ∀X ∈ Ω (3.2)

e a função h : Ω→ [0,∞) tal que

‖H(X)‖ ≤ h(X), ∀X ∈ Ω. (3.3)

Assim, temos a função de mérito

Φ(X, θ) = θF (X) + (1− θ)h(X), ∀(X, θ) ∈ Ω× [0, 1].

Além disso, defina a função de Lagrange associada ao Problema (3.1):

L(X,Λ) = F (X) +
1

2
tr(Λ(XTX − I)), (3.4)

em que Λ ∈ Rp×p é a matriz com os multiplicadores de Lagrange.

3.1 Subespaço tangente ao conjunto viável

Nesta seção, verificaremos resultados importantes referentes ao su-
bespaço tangente a V, e iremos obter o operador projeção neste subes-
paço.
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Dado Y ∈ V definimos o subespaço

S(Y ) = Ker(∇H(Y )), (3.5)

e o conjunto tangente

T (Y ) = {X ∈ Ω : X − Y ∈ S(Y )}. (3.6)

Note que T (Y ) é um conjunto afim paralelo a S(Y ) e restrito a Ω,
isto é,

T (Y ) = (Y + S(Y )) ∩ Ω. (3.7)

A seguir, apresentamos caracterizações do subespaço S(Y ). Com
efeito, calculando a variação de primeira ordem de (3.2) obtemos o
seguinte resultado.

Lema 3.1. Seja Y ∈ V. Então,

S(Y ) =

{
Z ∈ Rn×p : Y TZ + ZTY = 0

}

=

{
YW + Y ⊥K : WT = −W ∈ Rp×p, K ∈ R(n−p)×p

}
,

em que Y ⊥ ∈ Rn×n−p é tal que Y Y T + Y ⊥(Y ⊥)T = I. Além disso, a
dimensão de S(Y ) é np− p(p+ 1)/2.

A prova deste lema pode ser encontrada em [22] ( Seção 2.2.1).

No seguinte resultado, encontramos uma forma de representar os
elementos de S(Y ). O resultado diz que Z = AY pertence a S(Y ) se e
somente se A é antissimétrica.

Lema 3.2. Seja Y ∈ V. Definimos

M(Y ) :=

{
AY ∈ Rn×p : A ∈ Rn×n, AT = −A

}
, (3.8)

então S(Y ) =M(Y ).

Demonstração. Seja AY ∈M(Y ), então

Y T (AY ) + (AY )TY = Y T (A+AT )Y = 0,
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isto é, AY ∈ S(Y ). Portanto,

M(Y ) ⊂ S(Y ). (3.9)

Demonstraremos que dimM(Y ) = dimS(Y ), para todo Y ∈ V.

Denotamos por Ī =

[
I
0

]
∈ V, em que I é a matriz identidade p × p,

então

M(Ī) =

{
Ā =

[
A11

A12

]
, AT11 = −A11 ∈ Rp×p, A12 ∈ R(n−p)×p

}
.

Logo,

dimM(Ī) = (n− p)p+
p(p− 1)

2
.

Dado Y ∈ V, então esse elemento pode ser expressado como Y = QĪ,
em que Q =

[
Y Y ⊥

]
∈ Rn×n.

Verificaremos a seguinte igualdade de conjuntos

M(Ī) =M(QTY ) = QTM(Y ). (3.10)

De fato, mostraremos as seguintes inclusões

M(Ī) ⊂ QTM(Y ) e QTM(Y ) ⊂M(Ī)

1. Seja Z ∈M(Ī), então Z é da forma Z = ĀĪ. Pela igualdade
Ī = QTY temos que Z = ĀQTY. Agora, multiplicando pela ma-
triz Q, obtemos QZ = QĀQTY. Seja A = QĀQT , então A é
anti-simétrica e Z = QTAY,
portanto, Z ∈ QTM(Y ).

2. Seja Z ∈ QTM(Y ), então QZ ∈ M(Y ), isto é, QZ = AY e A
anti-simétrica. Logo, multiplicando por QT e usando o fato que
Q é ortogonal, obtemos Z = QTAQĪ. Segue que Z ∈M(Ī), pois
QTAQ é antissimétrica.

Por (3.10), segue que

dimM(Y ) = dimQTM(Y )

= dimM(Ī)

= (n− p)p+
p(p− 1)

2

= np− p(p+ 1)

2
.
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Pelo Lema 3.1 temos que dimS(Y ) = np− p(p+1)
2 . Assim,

dimM(Y ) = dimS(Y ) (3.11)

Portanto, de (3.9) e (3.11), temos que,

S(Y ) =M(Y ).

Observação De acordo com o Lema 3.2, o problema

minimizar ‖Z −X‖F
s.a. X ∈ S(Y ) (3.12)

pode ser substitúıdo pelo problema equivalente

minimizar ‖Z −AY ‖F
s.a. AT +A = 0. (3.13)

No seguinte teorema, obtemos a fórmula fechada para a projeção de
qualquer matriz Z ∈ Rn×p no subespaço S(Y ).

Teorema 3.3. Sejam Y ∈ V e Z ∈ Rn×p, então a solução do problema

minimizar ‖Z −AY ‖2F
s.a. AT +A = 0. (3.14)

é dada por

A∗ = (I − 1

2
Y Y T )ZY T − Y ZT (I − 1

2
Y Y T )

ou

A∗ = UV T , (3.15)

em que

U =
[
(I − 1

2Y Y
T )Z Y

]
e V =

[
Y −(I − 1

2Y Y
T )Z

]
. (3.16)

Além disso, a projeção de Z em S(Y ) é

PS(Y )Z = A∗Y = Z − 1

2
Y (ZTY + Y TZ). (3.17)
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Demonstração. A matriz Y ∈ V, pode ser escrito da forma

Y =
[
Y Y ⊥

] [I
0

]
= QĪ.

Então temos que

‖A∗Y − Z‖2F = ‖A∗QĪ − Z‖2F
= ‖QTA∗QĪ −QTZ‖2F
= ‖ĀĪ −QTZ‖2F ,

onde Ā = QTA∗Q. Denote

Ā =

[
Ā11 −ĀT12

Ā12 Ā22

]
, ĀT11 = −Ā11.

A norma

‖ĀĪ −QTZ‖2F = ‖
[
Ā11 −ĀT12

Ā12 Ā22

] [
I
0

]
−
[
Y T

(Y ⊥)T

]
Z‖2F

= ‖
[
Ā11 − Y TZ

Ā12 − (Y ⊥)TZ

]
‖2F

= ‖Ā11 − Y TZ‖2F + ‖Ā12 − (Y ⊥)TZ‖2F .

Assim, o problema (3.14) é equivalente ao problema

minimizar ‖Ā11 − Y TZ‖2F + ‖Ā12 − (Y ⊥)TZ‖2F
s.a. ĀT11 = −Ā11, Ā12 ∈ R(n−p)×p.

(3.18)

Logo, a solução do problema (3.18) é Ā
∗
11

= 1
2 (Y TZ − ZTY ), Ā

∗
12

=

(Y ⊥)TZ e Ā
∗
22
∈ R(n−p)×(n−p). Tomaremos

Ā
∗

=

Ā∗11
−(Ā

∗
12

)T

Ā
∗
12

0

 .
Assim, a matriz A∗ é

A∗ = QĀ∗QT

=
[
Y Y ⊥

] [ 1
2 (Y TZ − ZTY ) −ZTY ⊥

(Y ⊥)TZ 0

][
Y T

(Y ⊥)T

]

=
1

2
(Y Y TZY T − Y ZTY Y T )− Y ZTY ⊥(Y ⊥)T + Y ⊥(Y ⊥)TZY T .
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E como Y ⊥(Y ⊥)T = I − Y Y T

A∗ =(ZY T − Y ZT )− 1

2
(Y Y TZY T − Y ZTY Y T )

=(ZY T − Y ZT ) +
1

2
Y (ZTY − Y TZ)Y T .

Portanto, como

minimizar ‖Z −X‖F
s.a. X ∈ S(Y )

é equivalente a (3.14),

PS(Y )Z = A∗Y

= Z − Y ZTY +
1

2
Y (ZTY − Y TZ)

= Z − Y 1

2
(ZTY + Y TZ).

Note que como A é antissimétrica, então PS(Y )Z pertence a S(Y ).

Corolário 3.4. Se Z = G(Y )Y em que G : Ω → Rn×n, e G(Y )T =
G(Y ), então a solução do problema de minimização 3.14 é dado por

A∗ = ZY T − Y ZT =
[
Z Y

]
n×2p

[
Y T

−ZT
]

2p×n

e
PS(Y )Z = A∗Y = Z − Y ZTY.

A seguir, descrevemos as etapas do Algoritmo para resolver o pro-
blema (3.1).

3.2 Passo de restauração

O passo de restauração consiste em obter um ponto Yk que esteja
mais próximo do conjunto viável V e numa vizinhança de F (Xk) ob-
tido na iteração anterior, o qual é descrito através das condições de
restauração.

Dado Xk ∈ Ω, queremos encontrar Yk tal que

h(Yk) ≤ rh(Xk)

F (Yk)− F (Xk) ≤ βh(Xk).
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Porquanto, h(X) é uma cota superior para ‖H(X)‖ representa a
medida de inviabilidade de um ponto X.

Dado um ponto viável Yk ∈ V e Dk ∈ S(Yk), temos que

Dk = AkYk,

em que

Ak = (PkDk)Y Tk − Yk(PkDk)T e Pk = (I − 1

2
YkY

T
k ).

O ponto de restauração Yk+1 é determinado pelo esquema de Crank-
Nicolson

Yk+1(t) = Yk +
t

2
Ak(Yk + Yk+1(t)), (3.19)

que por sua vez pode ser visto da forma fechada:

Yk+1(t) = C( t2Ak)Yk,

em que C(A) := (I − A)−1(I + A) é chamada de transformação de
Cayley. A transformação C mapeia matrizes antissimétricas em ma-
trizes ortogonais. A Figura 3.1 ilustra o novo iterando Yk+1 mediante
a transformação de Cayley. A seguir, apresentamos alguns resultados
relacionados a transformação de Cayley.

Teorema 3.5. Seja Yk ∈ V. Se Ak ∈ Rn×n é uma matriz anti-
simétrica, então

1. (I − t
2Ak) é não singular para t > 0.

2. Yk+1(t) ∈ St(n, p) isto é, Yk+1(t)TYk+1(t) = I.

3. Yk+1(0) = Yk e d
dτ Yk+1(t)

∣∣∣∣
τ=0

= AkYk = Dk.

Demonstração. 1. Seja v ∈ Ker(I − t
2Ak), então (I − t

2Ak)v = 0.
Por outro lado, calculamos

〈v,Akv〉 = traço(vTAkv) = −traço(vTATk v)

= −〈Akv, v〉 = −〈v,Akv〉.

Assim, obtemos que traço(vTAkv) = 0. Segue que a norma
‖v‖2 = traço(vT v − tvTAkv) = traço(vT (I − t

2Ak)v) = 0. Por-
tanto, I − t

2Ak é não-singular.
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2. Verificaremos a ortogonalidade de C(Ak) :

C( t2Ak)TC( t2Ak)

=
(
(I − t

2
Ak)−1(I +

t

2
Ak)

)T
(I − t

2
Ak)−1(I +

t

2
Ak)

= (I +
t

2
Ak)T ((I − t

2
Ak)−1)T (I − t

2
Ak)−1(I +

t

2
A−k)

= (I − t

2
Ak)(I +

t

2
Ak)−1(I − t

2
Ak)−1(I +

t

2
Ak). (3.20)

Provaremos que

C( t
2
Ak) = (I− t

2
Ak)−1(I+

t

2
Ak) = (I+

t

2
Ak)(I− t

2
Ak)−1. (3.21)

De fato, como o produto de matrizes comuta (I− t
2Ak) e (I+ t

2Ak),
isto é,

(I − t

2
Ak)(I +

t

2
Ak) = (I +

t

2
Ak)(I − t

2
Ak) (3.22)

e pela não singularidade da matriz (I − t
2Ak), multiplicamos am-

bos lados da igualdade (3.22) à esquerda e à direita pela inversa
(I − t

2Ak)−1, respectivamente, e obtemos o resultado

(I − t

2
Ak)−1(I +

t

2
Ak) = (I +

t

2
Ak)(I − t

2
Ak)−1.

Logo, substituindo (3.22) em (3.20), temos

C( t2Ak)TC( t2Ak)

= (I − t

2
Ak)(I +

t

2
Ak)−1(I +

t

2
Ak)(I − t

2
Ak)−1

= I.

3. Derivando ambos lados da igualdade (3.19), obtemos Y ′k+1(t) =

Ak
(Yk+Yk+1(t))

2 + t
2AkY

′
k+1(t). Logo, para t = 0, temos Y ′k+1(0) =

AkYk.

Com os resultados teóricos obtidos, vamos adaptar o Algoritmo 2
para o problema matricial (3.1), sendo este descrito no Algoritmo 3.
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Algoritmo 3: Restauração Inexata não monótona aplicada ao
Problema de minimização matricial.

Dados: γ, µ > 0, 0 ≤ ηmin ≤ ηmax < 1, M ∈ N e r ∈ [0, 1).
Passo 0. Inicialização
Escolhemos uma aproximação inicial X0 ∈ Rn×p, Y0 = X0 e
θ0 ∈ (0, 1). Defina C0 = Φ(x0, θ0), Q0 = 1 e k = 0.

Passo 1. Escolha do Parâmetro de Penalidade.
Calcule θk+1 como o primeiro termo da sequência {θk/2j}j∈N
tal que

Φ(Yk, θk+1) ≤ Φ(Xk, θk+1) +
1

2
(h(Yk)− h(Xk)).

Passo 2. Direção de descida
Calcule Dk ∈ S(Yk) tal que Yk +Dk ∈ Ω

‖Dk‖F ≥ µ̄‖PS(Yk)(∇F (Yk))‖F (3.23)

〈∇F (Yk), Dk〉 ≤ −µ‖Dk‖2F . (3.24)

Passo 3. Calcule tk como o primeiro termo da sequência
{1/2j}j∈N tal que

Φ(Yk + tkDk, θk+1)− Tk ≤
(1− r)

2
(h(yk)− h(xk))

em que Tk := max{Ck,Φ(Xk, θk+1)}.
Passo 4. Restauração
Defina Ak = (I − 1

2YkY
T
k )DkY

T
k − YkDT

k (I − 1
2YkY

T
k )

Xk+1 = (I + tkAk)Yk (3.25)

Y k+1 =

(
I − tk

2
Ak

)−1(
I +

tk
2
Ak

)
Yk, (3.26)

Faça M iterações locais e encontre Yk+1 ∈ V tal que

F (Yk+1) ≤ F (Y k+1) (3.27)

Passo 5.
Escolha ηk ∈ [ηmin, ηmax] e defina

Qk+1 = ηkQk + 1, (3.28)

Ck+1 = (ηkQkCk + Φ(Xk+1, θk+1))/Qk+1, (3.29)

k := k + 1 e volte ao Passo 1.
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3.3 Cálculo da direção de descida

Escolheremos a direção de descida Dk no subespaço S(Yk) tal que
Yk+Dk ∈ Ω e satisfaz as condições (3.23) e (3.24) do Algoritmo 3. Con-
sequentemente estas duas condições garantem que Dk satisfaz (2.14) e
(2.15) do Algoritmo 1. Em particular se Dk = 0, então Yk é um ponto
AGP.

Figura 3.1: Ilustração do k-ésimo passo do Algoritmo 3.

Na prática, calculamos Dk como sendo

Dk := argmin
D∈S(Yk)
Yk+D∈Ω

Qk(Z), (3.30)

em que Qk(Z) é uma aproximação quadrática para L(Yk+Z,Λk) sendo
Λk multiplicador de Lagrange associado ao Problema 3.1. Se esta di-
reção satisfaz as duas condições (3.23) e (3.24), então escolhemos Dk

como direção de descida do Algoritmo 3. Caso contrário, utilizamos

Dk =
1

λspk
PS(Yk)(−∇F (Yk)),

em que PS(Yk)Z denota a projeção ortogonal de Z em S(Yk) e λspk é o
parâmetro espectral introduzido por Barzilai e Borwein em [48] definido
por

λspk = min{max{λmin, λ
BB
k }, λmax},
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e

λBBk =


|traço(∇L(Yk,Λk))−∇L(Yk−1,Λk))T (Yk−Yk−1)|

‖Yk−Yk−1‖2F
, se k é par

‖∇L(Yk,Λk)−∇L(Yk−1,Λk)‖2F
|traço(∇L(Yk,Λk)−∇L(Yk−1,Λk))T (Yk−Yk−1)| , se k é impar.

Note que,esta ultima escolha da direção Dk sempre verifica as duas
condições (3.23) e (3.24).

Para encontrar o valor do passo de minimização tk tal que o va-
lor da função de mérito diminua no subespaço tangente às restrições,
utilizamos a caracterização do subespaço S(Yk). Como vimos na seção
anterior, a busca linear de Armijo pode não oferecer um bom desempe-
nho. Assim utilizamos o método de busca não monótono, baseado em
Zhang e Hager [2] aplicado à função de mérito, conforme Algoritmo 2.
As condições de minimização do Algoritmo 3 podem ser descritas da
seguinte forma: Encontre tk > 0 que satisfaz a desigualdade

Φ(Yk + tDk, θk+1) ≤ Tk +
(1− r)

2
(h(Yk)− h(Xk))

em que Tk := max{Ck,Φ(Xk, θk+1)}. O Algoritmo 3 descreve o método
de Restauração Inexata não monótono aplicado ao Problema (3.1).

3.4 Análise da convergência do algoritmo
proposto

Nesta seção, além de verificarmos que o Algoritmo 3 está bem de-
finido, estudaremos a convergência global do algoritmo proposto, isto
é, todo ponto de acumulação é estacionário. Para o problema (3.1),
levaremos em consideração as mesmas hipóteses usadas no Caṕıtulo 2.

Agora, mostraremos que, no Passo de Restauração, a sequência {Yk}
satisfaz as condições (2.11) e (2.12). Como Yk ∈ V, ∀k, a condição
(2.11) vale para qualquer r ∈ [0, 1). Daqui em diante, vamos definir

h(X) := ‖H(X)‖F . (3.31)

Da Álgebra Linear, se A ∈ Rn×n é simétrica e semidefinida positiva, en-
tão existe uma única matriz simétrica e semidefinida positiva B ∈ Rn×n
tal que B2 = A. A matriz B é denotada por A1/2 [6].
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Lema 3.6. Seja Y ∈ V e X ∈ T (Y ), então H(X) = XTX − I é
simétrica e semidefinida positiva. Portanto, a matriz H(X)1/2 está
bem definida, ∀X ∈ S(Y ).

Demonstração. Veremos que H(X) é semidefinida positiva em T (Y )
para Y ∈ V.
De fato, seja X ∈ T (Y ), então X é da forma X = Y +D, D ∈ S(Y ).

H(X) = (Y +D)T (Y +D)− I
= Y TY + (Y TD +DTY +DTD)− I

Temos que Y TY = I e Y ∈ S(Y ), isto é, Y TD +DTY = 0.
Assim,

H(X) = DTD.

Logo, H(X) é semidefinida positiva. Portanto, temos a boa definição
de H(X)1/2 para cada X ∈ S(Y ).

Teorema 3.7. Seja β̄ > 0, Yk−1 ∈ V e Xk = Yk−1+AYk−1 ∈ T (Yk−1),
para alguma matriz antissimétrica A ∈ Rn×n tal que ‖AYk−1‖2 ≥ 1/β̄.
Então Y k = (I − 1

2A)−1(I + 1
2A)Yk−1 ∈ V e

‖Xk − Y k‖2 ≤ β̄‖H(Xk)‖2.

Demonstração. Como A é antissimétrica, então (I − 1
2A)−1(I + 1

2A) e

(I + 1
2A)(I − 1

2A)−1 são matrizes ortogonais. Além disso, Yk−1 ∈ V,

então Y k = (I − 1
2A)−1(I + 1

2A)Yk−1 ∈ V.
Calculando a norma e por (3.21) segue que

‖Xk − Y k‖2 = ‖(I +A)Yk−1 − (I − 1

2
A)−1(I +

1

2
A)Yk−1‖2

= ‖(I +
1

2
A)Yk−1 +

1

2
AYk−1 − (I − 1

2
A)−1(I +

1

2
A)Yk−1‖2

= ‖(I +
1

2
A)Yk−1 − (I +

1

2
A)(I − 1

2
A)−1Yk−1 +

1

2
AYk−1‖2

= ‖(I +
1

2
A)(I − 1

2
A)−1

(
(I − 1

2
A)Yk−1 − Yk−1

)
+

1

2
AYk−1‖2

= ‖(I +
1

2
A)(I − 1

2
A)−1

(
−1

2
AYk−1

)
+

1

2
AYk−1‖2

≤ ‖(I +
1

2
A)(I − 1

2
A)−1

(
−1

2
AYk−1

)
‖2 + ‖

1

2
AYk−1‖2.
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Desde que a matriz (I+ 1
2A)(I− 1

2A)−1 é ortogonal e utilizando o fato
de que a norma 2 é invariante por matriz ortogonal, obtém-se

‖Xk − Y k‖2 ≤ ‖−
1

2
AYk−1‖2 + ‖1

2
AYk−1‖2

= ‖AYk−1‖2.

Logo,
‖Xk − Y k‖2 ≤ ‖AYk−1‖2 (3.32)

Por outro lado,

‖XT
k Xk − I‖2 = ‖Y Tk−1(I +A)T (I +A)Yk−1 − I‖2

= ‖Y Tk−1(I −A)(I +A)Yk−1 − I‖2
= ‖Y Tk−1(I −A2)Yk−1 − I‖2
= ‖(AYk−1)T (AYk−1)‖2
= ‖AYk−1‖22.

Usando (3.32) e a hipótese ‖AYk−1‖ ≥ 1/β̄, obtemos

‖Xk − Y k‖2 ≤ ‖AYk−1‖2 ≤ β̄‖AYk−1‖22 = β̄‖XT
k Xk − I‖2.

Logo,
‖Xk − Y k‖2 ≤ β̄‖H(Xk)‖2.

O seguinte Corolário estabelece que a condição (2.12) é satisfeita
pelas sequências geradas pelo Algoritmo 3.

Corolário 3.8. Com as mesmas hipóteses do Teorema 3.7 tem-se que

F (Yk)− F (Xk) ≤ β‖H(Xk)‖F .

Demonstração. Como ∇F é continua em Ω compacto, então existe
L1 > 0 tal que

‖∇F (X)‖ ≤ L1, ∀X ∈ Ω. (3.33)

Então, calculamos a diferença usando o Teorema Fundamental do Cál-
culo Integral, a desigualdade (3.33) e Teorema 3.7 obtemos

F (Y k)− F (Xk) =

∫ 1

0

〈∇F (Xk + s(Y k −Xk)), Y k −Xk〉ds

≤
∫ 1

0

‖∇F (Xk + s(Y k −Xk))‖F ‖Y k −Xk‖F ds

≤ L1‖Y k −Xk‖F
≤ L1

√
pβ̄‖H(Xk)‖2,
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onde temos usado a equivalência entre normas.
Também, pela condição (3.27) temos que F (Yk) ≤ F (Y k),∀k, então

F (Yk)− F (Xk) ≤ F (Y k)− F (Xk).

Logo,

F (Yk)− F (Xk) ≤ β‖H(Xk)‖2 ≤ β‖H(Xk)‖F sendo β = L1
√
pβ̄.

Os resultados obtidos anteriormente garantem a existência de β e
que a transformação de Cayley preserva ortogonalidade.

Teorema 3.9. Seja Xk = UkΣkV
T
k a decomposição em valores singu-

lares reduzida de Xk ∈ Rn×p. Se Y k o elemento de V mais próximo de
Xk ao conjunto viável, isto é,

Y k = argmin
Y TY=I

‖Y −Xk‖F ,

então

Y k = UkV
T
k ,

‖Xk − Y k‖F ≤ ‖H(Xk)‖F ,

e

F (Yk)− F (Xk) ≤ β‖H(Xk)‖F , com β = L.

Demonstração. Segundo o resultado de [6]( Seção 12.4.1) a solução Y k
é da forma Y k = UkV

T
k . Utilizando o fato que a norma Frobenius é

invariante por matrizes ortogonais e denotando σjk o valor singular de
Xk, temos que

‖Xk − Y k‖2F = ‖Σk − I‖2F

=

p∑
j=1

(σjk − 1)2.

Por outro lado, calculando a norma

‖XT
k Xk − I‖2F = ‖Σ2

k − I‖2F =

p∑
j=1

((σjk)2 − 1)2.
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Como cada valor singular σjk é não negativo, temos que |σjk − 1| ≤
|(σjk)2 − 1|, para todo j ∈ {1, . . . , p}. Assim,

‖Xk − Y k‖2F =

p∑
j=1

(σjk − 1)2 ≤
p∑
j=1

((σjk)2 − 1)2 = ‖XT
k Xk − I‖2F .

Seguindo o procedimento análogo a Corolario 3.8 e utilizando a desi-
gualdade acima, obtém-se que

F (Yk)− F (Xk) ≤ β‖H(Xk)‖F , com β = L.

Observação:
Se ‖AkYk‖2 ≥ 1

β̄
, então, pelo Corolario 3.8, podemos restaurar Y k+1

via a transformação de Cayley, caso contrário usamos o Teorema 3.9 e,
neste caso Y k+1 = UkV

T
k . Portanto, as condições, (2.11) e (2.12), são

sempre válidas no Algoritmo 3.

Definição 3.10. Dizemos que X ∈ V satisfaz CRCQ se para todo
I ⊂ {1, . . . , p} temos que {∇Hi,j(X)}i,j∈I tem posto constante, então,
para qualquer Y em uma vizinhança de X, temos que {∇Hi,j(Y )}i,j∈I
tem posto constante.

A seguir, mostraremos que todo X ∈ Ω no conjunto viável satisfaz
a condição CRCQ (condição de qualificação de posto constante).

Lema 3.11. Seja Hi,j(X) = XT
i Xj − δij , i, j = 1, · · · , p, em que Xi ∈

Rn é a i-ésima coluna de X e δij =

{
1, se i 6= j

0, se i = j
Então, o conjunto

Γ = {∇Hi,j(X)}i≥j é linearmente independente.
Além disso,

dim

(
span{∇Hij(X)}i≥j

)
=
p(p+ 1)

2
. (3.34)

Demonstração. SejaX ∈ V. Organizaremos a matrizX = [X1 · · ·Xp] ∈
Rn×p na forma vetorial:

vec(X) =

X1

...
Xp

 ∈ Rpn.
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Calcule o ∇Hj,j(vec(X)) :

∇Hj,j(vec(X)) =



0
...

2Xj

...
0

 .

Note que ∇Hi,j(vec(X)) = ∇Hj,i(vec(X)), portanto, calculamos para
o caso i > j,

∇Hij(vec(X)) =



0
...
Xi

...
Xj

...
0


.

Então, para j fixo, {∇Hij(X)}i≥j é linearmente independente.
De fato, considere a combinação linear

cj∇Hjj(vec(X))+ cj+1∇H(j+1)j(vec(X))+ · · ·+ cp∇Hpj(vec(X)) = 0.

Então 

0
...

2cjXj + . . .+ cpXp

cj+1Xj

...
cpXj


= 0.

Note que, XT
j Xj = 1 e XT

i Xj = 0, se i 6= j. Então, cj = cj+1 = . . . =
cp = 0, para j fixo, isto é, {∇Hi,j(X)}i≥j é linearmente independente.
O mesmo é válido se deixarmos j livre: consideramos a combinação
linear

p∑
j=1

p∑
i≥j

cij∇Hij(vec(X)) = 0,

42



isto é, 
2c11X1

c21X1 + 2c22X2

...
cp1X1 + cp2X2 + . . .+ 2cppXp

 = 0.

Do fato de que para j fixo temos que a independência linear é satisfeita,
temos que Γ = {∇Hi,j(X)}i≥j é linearmente independente.

Teorema 3.12. Se X ∈ V, então X satisfaz CRCQ [49]. Isto é, se
para todo I ⊂ {1, . . . , p} vale dim(span{∇Hij(X)}i,j∈I) = d, então
para qualquer Y e I ⊂ {1, . . . , p} em uma vizinhança de X temos que

dim(span{∇Hij(Y )}i,j∈I) = d.

Demonstração. SejaX ∈ V. Pelo Lema anterior temos que {∇Hij(X)}i≥j
é um conjunto linearmente independente. Demonstraremos que
{∇Hij(Y )}i≥j é linearmente independente para Y em uma vizinhança
de X com raio δ, para algum δ > 0. Suponha, por contradição, que
existe cij não nulo tal que

p∑
j=1

p∑
i≥j

cij∇Hij(Y ) = 0,

em que ‖Y −X‖ < δ, para todo δ > 0. Pela continuidade de {∇Hij}
temos que para todo ε > 0, existe δ > 0 tal que, se ‖X − Y ‖F < δ,
então

‖∇Hij(X)−∇Hij(Y )‖F < ε/M,

em que M =

p∑
j=1

p∑
i≥j

cij > 0.

Logo,

‖
p∑
j=1

p∑
i≥j

cij∇Hij(X)‖F =

p∑
j=1

p∑
i≥j

cij‖∇Hij(X)−∇Hij(Y )‖F

<

p∑
j=1

p∑
i≥j

cijε/M = ε.

Portanto, existe cij não nulo tal que

p∑
j=1

p∑
i≥j

cij∇Hij(X) = 0, o qual é

uma contradição com {∇Hij(X)}i≥j ser linearmente independente.
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Se I ⊂ {i ≥ j : i, j = 1, . . . , p} então pelo resultado anterior a condição
de posto constante é satisfeita para todo X ∈ V. Note que para I0 =
{i < j : i, j = 1, . . . , p} temos que {∇Hij(X)}i,j∈I0 ⊂ {∇Hij(X)}i≥j
pois verifica-se ∇Hkl(X) = ∇Hlk(X), em que k < l.

Teorema 3.13. Suponha que a hipótese (H1) é satisfeita. Então o
Algoritmo 3 está bem definido e sejam as sequências {Xk} e {Yk},
geradas pelo Algoritmo 3 e lim

k→∞
h(Xk) = lim

k→∞
h(Yk) = 0. Ainda, todo

ponto de acumulação X∗ de {Xk} satisfaz h(X∗) = 0.

Demonstração. A boa definição do Algoritmo 3 segue do Teorema 2.8.
A prova de todo ponto de acumulação ser viável, segue do Teorema
2.11

A condição (3.23) exige que o tamanho Dk deve ser pelo menos
maior a µ̄‖PS(Yk)(∇F (Yk))‖F , com µ̄ > 0. Esta condição evita direções
de busca Dk com tamanho pequeno. Por último, a condição (3.24)
considera direções de descida, em que o ângulo entre o Dk e ∇F (Yk)
seja menor que π/2.

O seguinte teorema mostra a convergência do Algoritmo de restau-
ração inexata não monótona.

Teorema 3.14. Seja {Xk} a sequência gerada pelo Algoritmo 3 e supo-
nha a validade da hipótese (H1). Então, todo ponto limite X∗ de {Xk}
satisfaz a condição de otimalidade AGP. Ainda, as condições KKT são
satisfeitas em X∗.

Demonstração. Para nosso problema, como Dk ∈ S(Yk), temos que

H(Xk+1) = H(Yk + tkDk)− I
= (Yk + tkDk)T (Yk + tkDk)− I
= Y Tk Yk − I + tk(Y Tk Dk +DT

k Yk) + t2kD
T
kDk.

Também, como Dk ∈ S(Yk) e Yk ∈ V, segue que, Y Tk Dk +DT
k Yk = 0 e

Y TK Yk − I = 0, respectivamente. Logo,

H(Xk+1) = t2kD
T
kDk. (3.35)

Observe que h(X) = ‖H(X)‖F e pelo item 2 do Teorema 3.13, temos
que

lim
k→∞

H(Xk) = 0.
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Usando o argumento anterior e (2.11), temos

lim
k→∞

H(Yk) = 0.

Tomando K1 ⊂
∞

N tal que lim
k∈K1

Xk = X∗, e pelo Teorema 2.8, a sequên-

cia {tk} admite uma subsequência convergente para um valor acima de
zero, isto é, existe K2 ⊂

∞
K1 tal que lim

k∈K2

tk ≥ t̄ > 0. Tomando o limite

em (3.35) e utilizando lim
k∈K2

H(Xk) = lim
k∈K2

H(Yk) = 0, obtemos

lim
k∈K2

DT
kDk = 0.

Calculando a norma de Frobenius, lim
k∈K2

‖Dk‖2F = lim
k∈K2

traço((Dk)TDk) =

0. Então lim
k∈K2

Dk = 0.

Usando este último resultado e a condição (3.23), obtemos que

lim
k∈K2

‖PS(Yk)(∇F (Yk))‖F = 0. (3.36)

Assim, X∗ é um ponto que satisfaz a condição AGP. Além disso, como
o ponto X∗ satisfaz CRCQ. Consequentemente, X∗ verifica a condição
CPLD. Portanto, segue de Gomes [33]( Teorema 3.11) que X∗ é um
ponto KKT.

O seguinte resultado mostra que Yk+1(t) := (I− t
2Ak)−1(I+ t

2Ak)Yk
é um caminho viável de descida para F .

Teorema 3.15. Seja {Ak} gerada no Passo 4 do Algoritmo 3. Então,
Yk+1(t) = (I − t

2Ak)−1(I + t
2Ak)Yk é um caminho de descida a partir

de Yk+1(0) = Yk isto é,

〈∇F (Yk+1(0)), Y ′k+1(0)〉 = 〈∇F (Yk), Dk〉 < 0 (3.37)

Demonstração. Pela definição de Yk+1(t), temos (I − t
2Ak)Yk+1(t) =

(I + t
2Ak)Yk e, derivando com respeito a t em ambos lados,

d

dt
((I − t

2
Ak)Yk+1(t)) =

1

2
AkYk.

Assim,

Y ′k+1(t) =
1

2
(I − t

2
Ak)−1Ak(Yk + Yk+1(t)).
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Note que Yk+1(0) = Yk, então, para t = 0, obtemos Y ′k+1(0) = AkYk.
Além disso, podemos verificar que AkYk = Dk com

AkYk = (PkDkY
T
k + YkD

T
k Pk)Yk

= PkDk + YkD
T
k PkYk

= Dk −
1

2
YkY

T
k Dk +

1

2
YkD

T
k Yk

= Dk −
1

2
Yk(Y Tk Dk +DT

k Yk).

Como Dk ∈ S(Yk), então Y ′k+1(0) = AkYk = Dk. Portanto, pela
condição (3.23)

〈∇F (Yk+1(0)), Y ′k+1(0)〉 = 〈∇F (Yk), Dk〉 < 0.

Teorema 3.16. Assuma que os passos 1 e 3 do Algoritmo são satis-
feitos para todo k ∈ N. Assuma que existe c > 0, ζ ∈ [0, 1) tal que, para
todo k ∈ N, existe Λk ∈ Rp×p, ζk ∈ [0, ζ] tal que

‖∇L(Yk +Dk,Λk+1)‖ ≤ ζk‖∇L(Yk,Λk)‖
‖Dk‖+ ‖Λk+1 − Λk‖ ≤ c‖∇L(Yk,Λk)‖.

Também, assuma que (X̄, Λ̄) é um ponto estacionário e que tk = 1 para
k suficientemente grande. Então,

• Se ζ = 0, a convergência é R-quadrática.

Este resultado é consequência do Teorema 2.6.
Com base no teorema 3.16, na fase de restauração fazemos M iterações
locais com tk = 1 para reduzir o número de avaliações de função do
Algoritmo de RI e conseguir um Yk ∈ V tal que F (Yk) ≤ F (Y k).

3.5 Critério de parada

O próximo teorema estabelece uma equivalência entre as condições
KKT do Problema (3.1) e projeção no subespaço tangente. Para isto,
definimos alguns conceitos importantes.
Dizemos que X ∈ Ω satisfaz a condição KKT se existe Λ ∈ Rp×p tal
que {

∇F (X) +XΛ = 0

H(X) = XTX − I = 0.
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O seguinte teorema estabelece condições equivalentes para que uma
matriz X∗ ∈ Ω seja um ponto estacionário.

Teorema 3.17. Dado X∗ ∈ V, as seguintes afirmações são equivalen-
tes.

1. X∗ satisfaz as condições KKT de (3.1).

2. −2∇F (X∗) +X∗((X∗)T∇F (X∗) +∇F (X∗)TX∗) = 0.

3. ∇F (X∗) = X∗S, para alguma matriz simétrica S ∈ Rp×p.

Demonstração. Mostraremos que (1) implica em (2). Se X∗ satisfaz a
condição KKT, então existe Λ tal que

∇F (X∗) + 〈∇H(X∗)T ,Λ〉 = 0, (3.38)

isto é, −∇F (X∗) ∈ Im(∇H(X∗)T ) = Ker(∇H(X∗))⊥, então

PS(X∗)(−∇F (X∗)) = 0

e usando a forma fechada da projeção (3.17), temos que

−2∇F (X∗) +X∗((X∗)T∇F (X∗) +∇F (X∗)TX∗) = 0.

Demonstraremos que (2) implica em (3). Pela hipótese, temos que

∇F (X∗) = X∗
(

(X∗)T∇F (X∗) +∇F (X∗)TX∗

2

)
.

Assim, o gradiente pode ser visto como ∇F (X∗) = X∗S, em que

S :=
(X∗)T∇F (X∗) +∇F (X∗)TX∗

2
.

Por último, temos que (3) implica em (1). De fato, para todo Z ∈
Ker(∇H(X∗)),

〈∇F (X∗), Z〉 = 〈X∗S,Z〉
= 〈S, (X∗)TZ〉
= 0,

pois (X∗)TZ + ZT (X∗) = 0. Assim, ∇F (X∗) ∈ Im(∇H(X∗)T ).
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3.6 Estimativa do multiplicador de Lagrange

A direção de descida Dk na iteração k pode ser calculada a partir
do subproblema no subespaço tangente às restrições

Dk := argmin
Z∈S(Yk)

Q(Z),

em que Q(Z) é uma aproximação quadrática para (Yk + Z,Λk).
Portanto, é importante estimar os multiplicadores de Lagrange Λk a
cada iteração, pois deles depende o cálculo de Dk. A ideia para estimar
o multiplicador é aproximar o valor da função objetivo no conjunto
viável usando a função de Lagrange definida no subespaço tangente.
Dado X ∈ S(Y ), o valor da função de Lagrange em X deve aproximar
o valor da função objetivo num ponto viável mais próximo de X. A
iteração de Newton aplicada à H(X) = 0 é uma ferramenta que nos
permite encontrar um ponto viável próximo de X. Neste caso, uma
iteração de Newton para encontrar este ponto seria

X̄ = X − (X†)TH(X),

em que X† := (XTX)−1XT e H(X) := 1
2 (XTX − I).

O valor de F em X̄ é aproximadamente dado por

F (X̄) ≈ F (X) + 〈∇F (X), X̄ −X〉. (3.39)

Agora,

〈∇F (X), X̄ −X〉 =traço(∇F (X)T (X̄ −X))

=− traço(∇F (X)T (X†)TH(X)). (3.40)

Por outro lado,

traço(∇F (X)T (X†)TH(X)) =traço(H(X)TX†∇F (X))

=traço(X†∇F (X)H(X)). (3.41)
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Substituindo (3.41) em (3.40), temos que

〈∇F (X), X̄ −X〉 =− 1

2
[traço(∇F (X)T (X†)TH(X))

+ traço(X†∇F (X)H(X))]

=− 1

2
[〈X†∇F (X),H(X)〉

+ 〈∇F (X)T (X†)T ,H(X)〉]

=−
〈
X†∇F (X) +∇F (X)T (X†)T

2
,H(X)

〉
.

(3.42)

Substituindo (3.42) em (3.39), obtemos

F (X̄) ≈ F (X) +

〈
−(X†∇F (X) +∇F (X)T (X†)T )

2
,H(X)

〉
.

Como queremos calcular o valor dos multiplicadores de Lagrange na
fase de otimização, temos o seguinte:

Λk = −
Y †k∇F (Yk) +∇F (Yk)T (Y †k )T

2
.

Além disso, como o ponto Yk satisfaz Y Tk Yk = I, então Y +
k = Y Tk e

Λk = −Y
T
k ∇F (Yk) +∇F (Yk)TYk

2
. (3.43)

3.7 Método dos gradientes conjugados com
restrições lineares

Nesta seção estudaremos o método dos gradientes conjugados que
calcula uma solução aproximada do subproblema

minimizar Qk(Z)

s.a. Z ∈ S(Yk)

em que Qk(Z) é uma aproximação quadrática do Lagrangiano no ponto
Yk + Z.
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Considere o problema

minimizar
1

2
xTGx+ xTw

s.a. CTx = b,
(3.44)

onde G é uma matriz simétrica e definida positiva, C ∈ Rn×m, com m <
n e de posto m, isto é, as colunas de C são linearmente independentes.

Shariff [3] desenvolveu um método dos gradientes conjugados para
resolver (3.44), o qual é considerado uma extensão do Algoritmo de
Fletcher e Reeves. Este método de direções conjugadas consiste em,
dada uma aproximação inicial x0 para a solução de (3.44) e seu reśıduo
g0 = Gx0 − w, escolhermos a primeira direção de busca

d0 = −Hg0,

em que H é a matriz de projeção no subespaço nulo de CT , ao longo da
qual será feita uma busca linear exata, a fim de obter o novo iterado x1.
Depois, calculamos uma nova direção d1 conjugada a d0, ao longo da
qual obtemos o novo ponto x2. De forma recursiva, a iteração continua
até atingir uma solução do problema (3.44).

Segundo o artigo de Shariff [3], garante-se que o método converge
em máximo n − m iterações, com taxa de convergência que depende
do espalhamento dos autovalores de G. Este método é descrito no
Algoritmo 4.

3.7.1 Descrição do algoritmo de Shariff

Suporemos que Z ∈ Rn×(m−n) é uma matriz cujas colunas geram o
espaço nulo de CT , ou seja, CTZ = 0 e W ∈ Rn×m é uma matriz tal
que as colunas geram uma base da imagem de C. Assim, as colunas de
[Z,W ] geram o espaço Rn. Todo x ∈ Rn pode ser decomposto como:

x = Zy +Wq, (3.45)

para qualquer y ∈ Rn−m e q ∈ Rm. Se x é algum ponto viável, então
substituindo (3.45) em CTx = b, temos que

CTx = CT (Zy +Wq) = b

e como CTZy = 0, então CTWq = b.
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Pela definição de W , a matriz CTW é não-singular, então existe um
único q∗ tal que CTWq∗ = b. Portanto, x pode ser escrito como

x = Zy +Wq∗,

ou seja, o Problema (3.44) se reduz a um problema de dimensão n−m.
Toda direção viável pode ser escrita como uma combinação linear das
colunas de Z, ou seja, pode-se escrever

z = Zg, (3.46)

para algum g ∈ R(n−m). Considere o gradiente na direção Y

g = −∇Y F (X) = −ZT∇F (X), (3.47)

e substituindo (3.47) em (3.46), obtemos z = −ZZT∇F (x). Repare
que a matriz de projeção P = ZZT não é única e não satisfaz PP = P .
Em particular, considere a projeção ortogonal

Pm = Z(ZTZ)−1ZT . (3.48)

Se as colunas de Z são ortonormais, isto é, ZTZ = I, então

z = −Pmg.

Dado um ponto inicial x0 ∈ {x ∈ Rn : CTx = b} e um conjunto de
direções G conjugadas {d0, d1, . . . , dn−m−1}, utilizaremos a relação de
recorrência

xi+1 = xi + αidi, (3.49)

em que

αi := argmin
α∈R

F (xi + αdi).

Agora, geraremos as direções G conjugadas. Dado g0 = Gx0 + w,
z0 = Pg0 e para i = 0, . . . , n−m− 2

di+1 = zi+1 + βidi,

em que xi+1 é dado por (3.49), zi+1 é o gradiente projetado e βi é
calculado de tal forma que a direção di+1 seja G-conjugada com di.
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Algoritmo 4: Gradiente Conjugado com restrições lineares de
igualdade.

Entrada: ε > 0;
Escolha x0 que satisfaz CTx = b;
Faça g0 = Gx0 − w, z0 = Hg0, d0 = −z0, i = 0;

Enquanto ‖di‖ > ε× ‖d0‖

αi =
−gTi di
dTi Gdi

xi+1 = xi + αidi;

gi+1 = gi + αiGdi;

zi+1 = Hgi+1;

βi =
gTi+1zi+1

gTi zi
;

di+1 = −zi+1 + βidi;

i = i+ 1;

Sáıda: Uma aproximação x∗ para a solução de (3.44).
Fim

No artigo [3], temos a convergência e a taxa de convergência do mé-
todo. A prova dos resultados apresentados abaixo pode ser encontrada
nos Teoremas [3].

Teorema 3.18. Para qualquer x0 ∈ {x ∈ Rn : CTx = b}, a sequência
gerada pelo Algoritmo 4 converge para a solução x∗ do problema (3.44)
em no máximo n−m iterações.

Demonstração. A prova deste teorema encontra-se em Shariff [3](Teorema
2).

Teorema 3.19. Se ZTGZ tem autovalores λ1 ≤ λ2 ≤ . . . ≤ λn, temos

‖xk − x∗‖G ≤ Tk
(λn−m + λ1

λn−m − λ1

)−1‖x0 − x∗‖G,

em que ‖x‖2G = xTGx, Tk é o polinômio de Chebyshev de grau k.
Além disso, para qualquer ε > 0, se ρ(ε) é definido como sendo o menor
inteiro k tal que

‖xk − x∗‖G ≤ ε‖xo − x∗‖G,
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então ρ(ε) ≤ 1
2

√
c ln(2/ε) + 1, em que c é o número de condição de

ZTGZ.

Demonstração. A prova deste teorema encontra-se em Shariff [3]( Te-
orema 3).

A seguir, apresentamos a notação que será utilizada ao longo do
texto.
Considere Ψ : U ⊂ Rn×p → R uma função diferenciável no ponto

X ∈ U, em que denotamos o gradiente de Ψ por DΨ =
(

∂Ψ
∂Xi,j

)
n×p

.

Seja a função ϕ : U ⊂ Rn×p → Rn×p e denote a derivada de ϕ no
ponto X ∈ U na direção Z, como

Dϕ(X)(Z) := lim
t→0

ϕ(X + tZ)− ϕ(X)

t
∈ Rn×p. (3.50)

Vale observar que, no Passo 2 do Algoritmo 3 de Restauração Inexata
não monótono, a direção Dk ∈ S(Yk) pode ser calculada como solução
do subproblema

minimizar Qk(Z)

s.a. Z ∈ S(Yk)
(3.51)

em que Qk(Z) := 1
2 〈Z,D(DL(Yk + Z,Λk))(Z)〉+ 〈DL(Yk + Z,Λk), Z〉.

A função Qk(Z) é uma aproximação quadrática para L(Yk + Z,Λk),
para o caso de problemas quadráticos.

Note que o problema (3.51) pode ser resolvido utilizando métodos
iterativos, tais como o Lagrangiano aumentado [50] e o Gradiente Con-
jugado para restrições lineares [3]. Neste trabalho, empregaremos uma
adaptação do método dos gradientes conjugados com restrições linea-
res de igualdade [3] para o problema matricial (3.51). Isto é descrito
no Algoritmo 5, em que utilizaremos o Teorema (3.3) para calcular a
projeção de um ponto no subespaço S(Yk).

Consideraremos a matriz P = Pm, com Pm definida em (3.48), como
a matriz projeção tem a propriedade PmPm = Pm, então

βi =
gTi+1zi+1

gTi zi
=
zTi+1zi+1

zTi zi
. (3.52)
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Algoritmo 5: Gradiente Conjugado aplicado ao problema de
minimização no subespaço tangente.

Entrada: ε > 0;
Dado Z0 ∈ S(Yk);
Faça R0 = ∇xQk(Z0), G0 = PS(Yk)R0, V0 = −G0, i = 0;

Enquanto ‖Vi‖ < ε

αi = −
traço(RTi Gi)

traço(V Ti D(DQk(Zi))(Vi))
;

Zi+1 = Zi + αiVi;

Ri+1 = Ri + αiD(DQk(Zi)(Vi);

Gi+1 = Ri+1 − 1
2Y (RTi+1Yk + Y Tk Ri+1);

βi =
traço(RTi+1Gi+1)

traço(RTi Gi)
;

Vi+1 = −Gi+1 + βiVi;

i = i+ 1;

Sáıda: Uma aproximação Z∗ da solução de (3.51).
Fim

Para encontrar o valor de αi minimizamos Qk ao longo da reta que
passa por Zi na direção Vi. Para tal, defina φ : R → R por φ(α) =
Qk(Zi + αVi). Utilizando a definição de αi, obtemos

φ′(αi) = 〈DQk(Zi + αiVi), Vi〉 = 0. (3.53)

Utilizando, a expansão local do gradiente de Qk no ponto Zi+αiVi,
temos que

DQk(Zi + αiVi) = DQk(Zi) + αiD(DQk(Zi))(Vi) + o(‖V 2
i ‖). (3.54)

Substituindo (3.54) em (3.53)

traço

(
V Ti DQk(Zi) + αiV

T
i D(DQk(Zi))(Vi)

)
= 0

traço

(
V Ti DQk(Zi)

)
+ αitraço

(
V Ti D(DQk(Zi))(Vi)

)
= 0.
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Logo,

αi = − traço(V Ti DQk(Zi))

traço(V Ti D(DQk(Zi))(Vi))
.

3.8 Redução do sistema linear

No passo de restauração para encontrar Yk a partir de Xk, precisa-
mos calcular a matriz (I − tk

2 Ak)−1. Na maioria das aplicações, temos
que p < n/2. Assim, no teorema a seguir, mostraremos que a dimensão
do sistema pode ser reduzida a 2p×2p. Para tanto, aplicamos o Teorema
de Sherman-Morrison-Woodbury para calcular, de maneira eficiente, a
matriz inversa.

Segundo o Teorema 3.3, temos que Ak pode ser reescrita da forma

Ak = UkV
T
k , (3.55)

em que Uk =
[
PkDk Yk

]
∈ Rn×2p e V =

[
Yk −PkDk

]
∈ Rn×2p.

Teorema 3.20. Seja Ak ∈ Rn×n da forma (3.55). Então Y k+1 =
(I − tk

2 Ak)−1(I + tk
2 Ak)Yk é equivalente a

Y k+1 = Yk + tkUk(I − tk
2
V Tk Uk)−1V Tk Yk. (3.56)

Demonstração. Como I− tk
2 Ak = I − tk

2 UkV
T
k , aplicando a fórmula de

Sherman-Morrison-Woodbury [51]:

(A+ CDT )−1 = A−1 −A−1C(I +DTA−1C)−1DTA−1, (3.57)

obtemos

(I − tk
2
UkV

T
k )−1 = I +

t2
2

(I − tk
2
V Tk Uk)−1V Tk . (3.58)

Logo,

Y k+1 = (I +
tk
2
Uk(I − tk

2
V Tk Uk)−1V Tk )(I +

tk
2
UkV

T
k )Yk

= Yk +
tk
2
Uk

(
I + (I − tk

2
V Tk Uk)−1(I +

tk
2
V Tk Uk)

)
V Tk Yk

= Yk + tkUk(I − tk
2
V Tk Uk)−1V Tk Yk.
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Portanto, o uso da fórmula de Sherman-Morrison-Woodbury para
inverter a matriz I − tk

2 Ak reduz o custo computacional de se obter

Y k+1, o qual é 4np2 +O(p3).

Cabe observar que, se p ≥ n
2 , então vale a pena resolver o sistema li-

near (I− tk
2 Ak)Y k+1 = (I+ tk

2 Ak)Yk para encontrar o ponto restaurado
Yk+1.
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Caṕıtulo 4

Resultados numéricos

Neste caṕıtulo, estudaremos o desempenho do Algoritmo de Res-
tauração Inexata não monótono, Algoritmo 3, aplicado a diferentes
problemas de otimização matriciais envolvendo restrições de ortogona-
lidade. Primeiro, estudaremos todos os detalhes da implementação do
algoritmo proposto a fim de realizar os testes computacionais. Na se-
gunda parte, fazemos comparações do Algoritmo proposto com outros
dois métodos para resolver problemas com restrições de ortogonalidade,
o método de Busca Curvilinear [4](Wen e Yin), que será denotado por
OptStiefel e o método de gradiente conjugado, que será denotado por
Conj-Grad do pacote ManOpt [5]. A implementação do Algoritmo 3
foi realizada em MATLAB versão R2017b de 64-bits.

Todos os experimentos numéricos foram realizados em um notebook
com processador Intel(R) Core(TM) i5-2520M de 2.50GHz e 4Gb de
memória RAM.

4.1 Detalhes da implementação

Assumiremos como ponto inicial X0 = UV T , em que U e V são
obtidas pela decomposição em valores singulares da matriz randn(n, p)
e Y0 = X0. Em todos os testes numéricos utlizaremos: θ0 = 0.999.

Consideramos nos experimentos numéricos, problemas em que o nú-
mero de restrições p menor que n. A fim de analisar o desempenho e
aplicação do Algoritmo de Restauração Inexata não monótona foram
realizados diferentes testes numéricos dos problemas: autovalor linear
[4], procrustes ortogonal [9], minimização da energia total [11] e mini-
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mização de formas quadráticas heterogêneas [52].

Além disso, descrevemos os critérios de parada utilizados nos testes
numéricos. A execução do Algoritmo 3 é interrompida nos seguintes
casos:

• O número de iterações do Algoritmo excede kmax = 1000.

• O tamanho da derivada do Lagrangiano no ponto (Yk,Λk) está
próximo de zero, isto é,

‖PS(Yk)(∇F (Yk))‖F < ε, (4.1)

O ponto Yk que satisfaz a condição (4.1) é chamado de ε-AGP.
Para os testes utilizamos ε = 10−5.

• O valor do comprimento do passo tk é pequeno, ou seja, tk <
10−10. Note que é interessante aceitar passos tk = 1, para garantir
a convergência superlinear ou quadrática, conforme Teorema 2.6.

• A falta de progresso da iteração ou dos valores da função, isto
é, ‖Xk − Xk−1‖F < xtol ou |F (Xk) − F (Xk−1)| < ftol. Nos
experimentos utilizamos xtol = ftol = 10−10.

A medida de eficiência a ser utilizada nos problemas testes será o tempo
computacional de execução. Neste caṕıtulo, compararemos o desempe-
nho do algoritmo proposto com OptStiefel [4] e Conj-Grad [5]. Além
disso, estudaremos os perfis de desempenho na resolução dos problemas
testes para determinar alguns parâmetros do Algoritmo η e M .

Uma caracteŕıstica importante do método de Restauração Inexata
é a liberdade de escolha das estratégias para resolver as fases de Res-
tauração e Otimalidade. A seguir, apresentamos as abordagens para a
resolução de cada fase do algoritmo.

4.1.1 Fase de restauração

Nesta fase, encontraremos a sequência {Yk} ∈ V que satisfaz as
condições dadas em (2.24) e (2.25).

Pelo Algoritmo 3, a sequência Y k é definida pela transformação de
Cayley

Y k+1 = (I − tk
2
Ak)−1(I +

tk
2
Ak)Yk

e Yk+1 pode ser qualquer ponto viável tal que F (Yk+1) ≤ F (Y k+1).
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Como o Teorema 2.6 garante boas propriedades de convergência
local com tamanho de passo tk = 1, geraremos uma quantidade finita
de iterações da seguinte maneira: Dado o ponto inicial Y1,0 = Y k+1 e o
multiplicador de Lagrange Λk ∈ Rp×p, definiremos para j = 1, . . . ,M ,
com M ∈ N,

Dk,j = − 1

λspk,j
PS(Yk,j)(∇F (Yk,j)),

Ak,j = (I − 1

2
Yk,jY

T
k,j)Dk,jY

T
k,j − Yk,jDT

k,j(I −
1

2
Yk,jY

T
k,j),

Yk,j+1 = (I − 1

2
Ak,j)

−1(I +
1

2
Ak,j)Yk,j ,

em que λspk,j é o parâmetro espectral definido por

λspk,j = min{max{λmin, λ
BB
k,j }, λmax},

e

λBBk,j =


|traço(∇L(Yk,j ,Λk))−∇L(Yk−1,j ,Λk+1))T (Yk,j−Yk−1,j)|

‖Yk,j−Yk−1,j‖2F
, se j é par

‖∇L(Yk,j ,Λk)−∇L(Yk−1,j ,Λk)‖2F
|traço(∇L(Yk,j ,Λk)−∇L(Yk−1,j ,Λk))T (Yk,j−Yk−1,j)| , se j é impar.

A execução deste algoritmo é interrompida se

‖PS(Yk,j)(∇F (Yk,j)‖ < ε.

Portanto, o iterando Yk,j é solução aproximada do problema.
Após a realização das M iterações, atualizamos Yk+1 = Yk,j , em que
j ∈ {1, . . . ,M} é o maior ı́ndice tal que F (Yk,j) ≤ F (Yk,1). A seguir
apresentamos o Algoritmo 6, que corresponde à iteração interna do
Passo 4 do Algoritmo 3.

Pelo Teorema 3.20, Y k+1 pode ser obtido resolvendo-se um sistema
linear de tamanho 2p× 2p

Y k+1 = Yk + tkUk(I − tk
2
V Tk Uk)−1V Tk Yk.

Vale observar que outros algoritmos podem ser utilizados na realização
desta fase. Em particular, se ‖ tk2 Ak‖F < 1, podemos utilizar o Lema
de Banach [53] para aproximar a inversa (I − tk

2 Ak)−1. Então, o ponto
Yk poderá ser estimado pela expressão

Y k+1 = Yk + 2

 m∑
j=1

(
tk
2
Ak)j

Yk.
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Algoritmo 6: Iteração local.

Entrada: Y k+1 ∈ Rn×p viável,
Yk ∈ Rn×p, Λk ∈ Rp×p,M ∈ N, ε > 0.

Sáıda: Yk+1 ∈ Rn×p viável
Faça Yk,0 = Yk,Yk,1 = Y k+1, j = 1;
enquanto j ≤M faça

se j par então

λBBk,j =
|traço(∇L(Yk,j ,Λk))−∇L(Yk,j−1,Λk))T (Yk,j−1−Yk,j)|

‖Yk,j−Yk,j−1‖2F
senão

λBBk,j =
‖∇L(Yk,j ,Λk)−∇L(Yk,j−1,Λk)‖2F

|traço(∇L(Yk,j ,Λk))−∇L(Yk,j−1,Λk))T (Yk,j−1−Yk,j)|
fim

fim

λspk,j = min{max{λmin, λ
BB
k,j }, λmax};

Dk,j = − 1
λsp
k,j

PS(Yk,j)(∇F (Yk,j));

Ak,j = (I − 1
2Yk,jY

T
k,j)Dk,jY

T
k,j − Yk,jDT

k,j(I − 1
2Yk,jY

T
k,j);

Yk,j+1 = (I − 1
2Ak,j)

−1(I + 1
2Ak,j)Yk,j ;

se F (Yk,j+1) ≤ F (Yk,1) então
Ymin = Yk,j+1;

fim
se ‖PS(Yk,j)(∇F (Yk,j))‖ < ε então

Yk,j é solução aproximada do problema; Pare;
fim
Faça j = j + 1.

fim
Faça Yk+1 = Ymin.

4.1.2 Fase de otimização (escolha de Dk)

Neste trabalho, a escolha da direção tangente Dk do Passo 2 do Al-
goritmo 3 será feita de duas formas. Primeiro, se ‖PS(Yk)(∇F (Yk))‖ ≥
10−2, fazemos

Dk =
1

λspk
PS(Yk)(−∇F (Yk)),
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isto é, pelo Teorema 3.3,

Dk =
1

λspk
(−∇F (Yk) +

1

2
Yk(∇F (Yk)TYk + Y Tk ∇F (Yk))), (4.2)

em que λspk é o parâmetro espectral. Neste caso,

λspk = min{max{λmin, λ
BB
k }, λmax},

e

λBBk =


|traço(∇L(Yk,Λk))−∇L(Yk−1,Λk))T (Yk−Yk−1)|

‖Yk−Yk−1‖2F
, se k é par

‖∇L(Yk,Λk)−∇L(Yk−1,Λk)‖2F
|traço(∇L(Yk,Λk)−∇L(Yk−1,Λk))T (Yk−Yk−1)| , se k é impar.

Agora se, ‖PS(Yk)(∇F (Yk))‖ < 10−2, o candidato à Dk é uma solução
do subproblema

minimizar Qk(Z)

s.a. Z ∈ S(Yk)

em que Qk(Z) = 1
2 〈Z,D(DL(Yk + Z,Λk))(Z)〉 + 〈DL(Yk + Z,Λk), Z〉.

O Algoritmo 5 gera uma sequência {Zki } que aproxima a solução do
subproblema acima. Consideraremos, o ponto inicial
Zk0 = PS(Yk)(−∇F (Yk)) ∈ S(Yk) e estabelecemos os seguintes critérios
de parada utilizados no Algoritmo 5:

1. O tamanho ‖Zki ‖F é menor que uma tolerância 10−4.

2. Uma direção de curvatura negativa ou nula é encontrada, isto é,

(Zki )TD(DQk(Zki ))Zki < εc,

em que εc = 10−10.

3. A quantidade de iterações do método dos gradientes conjugados
excede 50 iterações.

4. O tamanho de Zki excede a região de confiança, ‖Zki ‖F > ∆,
em que ∆ := max{‖∇QkZk0 ‖F , ‖Zk0 ‖F , 10

√
p} como ilustrado na

Figura 4.1.

Após o cálculo da direção Dk, verificaremos se Dk satisfaz as duas
condições:

‖Dk‖F ≥ µ̄‖PS(Yk)(∇F (Yk))‖F e 〈∇F (Yk), Dk〉 ≤ −µ‖Dk‖2F .
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de Nível de 

Figura 4.1: Região de confiança de raio ∆ e centro Dk.

Se não satisfaz, escolhemos

Dk =
1

λspk
PS(Yk)(−∇F (Yk)).

Vamos mostrar, na sequência, que com estas escolhas, nossa implemen-
tação é um caso particular do Algoritmo 3.

Teorema 4.1. Assuma que a hipótese (H1) é satisfeita. Então, exis-
tem γ, γ̄, τ > 0 tais que

F (Yk + tDk) ≤ F (Yk)− γt‖Dk‖2F ,
h(Yk + tDk) ≤ h(Yk) + γ̄t2‖Dk‖2F ,

para todo Yk ∈ Ω e t ∈ [0, τ ].

Demonstração. Pelo Teorema fundamental do Cálculo Integral,

F (Yk + tDk) =F (Yk) + t〈∇F (Yk), Dk〉

+ t

∫ 1

0

〈∇F (Yk + tsDk)−∇F (Yk), Dk〉 sds, (4.3)

∀t ∈ [0, 1].
Utilizando o fato que ∇F é Lipschitz cont́ınua em Ω, Yk, Yk +Dk ∈ Ω
e pela convexidade de Ω, temos que

F (Yk + tDk) ≤ F (Yk) + t〈∇F (Yk), Dk〉+
1

2
t2L‖Dk‖2F , ∀t ∈ [0, 1].
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Logo, pela condição (3.23)

F (Yk + tDk) ≤ F (Yk)− µt‖Dk‖2F +
1

2
t2L‖Dk‖2F

= F (Yk)− t(µ− 1

2
tL)‖Dk‖2F .

Portanto, se t ≤ τ := min{1, µ2L}, então

F (Yk + tDk) ≤ F (Yk)− γt‖Dk‖2F ,

com γ = µ/2.
Aplicando o Teorema Fundamental do Cálculo a H e se Dk ∈ S(Yk),
isto é, a derivada deH no ponto Yk, e na direçãoDk, é zero,∇H(Yk)Dk =
0, temos que

H(Yk+tDk) = H(Yk)+t

∫ 1

0

(∇H(Yk + tsDk)−∇H(Yk))Dk ds, (4.4)

para todo t ∈ [0, 1].
Tomando a norma em ambos os lados da igualdade (4.4) e pela hipótese
∇H ser Lipschitz cont́ınua, segue que

‖H(Yk + tDk)‖F ≤ ‖H(Yk)‖F +
1

2
Lt2‖Dk‖2F

para todo t ∈ [0, 1]. Portanto, a desigualdade seguinte

‖H(Yk + tDk)‖F ≤ ‖H(Yk)‖F + γ̄t2‖Dk‖2F .

vale para todo t ∈ [0, τ ] ⊆ [0, 1] com γ̄ := 1
2L .

4.2 Escolha dos parâmetros de não mono-
tońıa η e iterações locais M

A fim de escolher os parâmetros ηk e M , analisamos o perfil de
desempenho do Algoritmo 3. Para tanto, foram resolvidos 39 e 36
problemas respectivamente. As instâncias para analisar ηk estão nas
Tabelas 12 a 15, e para analisar M , nas Tabelas 16 a 19.
Os resultados encontram-se resumidos nas Figuras 4.2 e 4.3 respectiva-
mente, utilizando o perfil de desempenho introduzido por Dolan e Moré
[54]. Dado um conjunto de problemas P e um conjunto de métodos de
otimização S, comparamos o desempenho do problema p ∈ P por um
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algoritmo em particular s ∈ S, com o melhor desempenho realizado por
outro método para este problema. Denotamos tp,s a quantidade de ava-
liações funcionais requeridas para resolver o problema p ∈ P usando o
método s ∈ S, define-se o coeficiente de desempenho da seguinte forma

rp,s =
tp,s

min{tp,s : s ∈ S}
,

e assuma que rp,s pertence ao intervalo [1, rM ]. O valor rp,s será igual
rM quando o problema p não foi resolvido usando o método s. A seguir
definimos o perfil de desempenho do método s, pela fração

ρs(τ) =
1

np
size{p ∈ P : rp,s ≤ τ}, (4.5)

em que np denota a quantidade total de problemas resolvidos. O perfil
de desempenho é uma função que associa a um valor τ ∈ R+, a fração de
elementos resolvidos pelo método s com um desempenho dentro de um
fator τ do melhor desempenho obtido. Devido a que rM pode ser muito
maior do que 1, será utilizada escala logaŕıtmica para a apresentação
dos perfis de desempenho, com o seguinte mapeamento:

τ → 1

np
size{p ∈ P : log2(rp,s) ≤ τ} (4.6)

Na figura do perfil de desempenho, a curva superior representa o mé-
todo mais eficiente.

Primeiro, estudamos o desempenho para diferentes valores ηk com
parâmetro M = 0 fixo para cada problema. A Figura 4.2 ilustra o perfil
de desempenho para diferentes valores ηk ∈ {0, 0.25, 0.5, 0.85, 0.99} no
intervalo [0.1361, 1]. A Figura 4.2 mostra que ηk = 0.85 resolve, com o
menor tempo, 74% problemas testados. As tabelas associadas aos perfis
de desempenho estão organizados no Apêndice. Ao final, no apêndice
encontram-se as tabelas com a informação obtida para os problemas
testes: autovalor linear, Procrustes ortogonal, minimização total de
energia e minimização de formas quadráticas.

O perfil de desempenho correspondente à execução do Algoritmo 3
para diferentes valores das iterações locais M ∈ {0, 10, 15, 20, 50, 100}
e ηk = 0.85 são apresentados na Figura 4.3. Observe que, o valor
M = 15 obtém um bom desempenho, pois 80% dos problemas testados
foram resolvidos em tempo significativamente menor. Os detalhes dos
resultados obtidos encontram-se no apêndice.
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Figura 4.2: Perfil de desempenho para diferentes valores ηk.

1 2 3 4
0

0.2

0.4

0.6

0.8

1

M=0

M=10

M=15

M=20

M=50

M=100

Figura 4.3: Perfil de desempenho para diferentes valores de M
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4.3 Problemas testes

4.3.1 Problema de autovalor linear

Dada uma matriz simétrica A ∈ Rn×n e λ1 ≥ λ2 ≥ . . . ≥ λn
seus autovalores, o problema de encontrar uma base ortonormal para o
subespaço invariante associado aos seus p maiores autovalores pode ser
escrito como

maximizar
1

2
traço(XTAX)

s.a. XTX = I, X ∈ Rn×p, n ≥ p.
(4.7)

Neste caso, o valor da função objetivo no ótimo global é
∑p
i=1 λi. O

cálculo do subespaço invariante principal de uma matriz simétrica tem
muitas aplicações em problemas, tais como: análise de estabilidade de
sistemas dinâmicos, partição de grafos, entre outros.
Note que o problema (4.7) é equivalente a minimizar −traço(XTAX).
Aqui, definimos a função objetivo

F (X) := −traço(XTAX)

e V := {X ∈ Rn×p : XTX = I}. Considere o problema

minimizar F (X)

s.a. X ∈ V.
(4.8)

O gradiente de F de é da forma ∇F (X) = −AX. Assim, as condições
KKT do Problema (4.8) são

AX −XΛ = 0

XTX = I,

em que Λ ∈ Rp×p é a matriz formada pelos multiplicadores de Lagrange
do Problema (4.8).
Considere a seguinte notação: “Feval” o valor da função objetivo na so-
lução encontrada, “Feasi” a medida da viabilidade, “normG” a medida
da otimalidade ‖PS(Yk)(∇F (Yk))‖F , “itr” o número de iterações, “nfe-
val” o número de avaliações da função objetivo, “CPUtime” o tempo em
segundos. O “Erro” denota o erro relativo entre os valores da função
objetivo, dados pelo comando eigs do MATLAB, e os valores obtidos
por cada algoritmo, isto é,

Erro =
1
2

∑p
i=1 λi −

1
2 traço(XT

k AXk)
1
2

∑p
i=1 λi

,
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em que Xk é a solução aproximada calculada pelos Algoritmos.
Além disso, nas tabelas, o valor entre parênteses indica o total de ite-
rações do Algoritmo 5, dado pela soma do número de iteraçõs do Gra-
diente Conjugado para encontrar a direção de descida.

Exemplo 1: Os elementos da diagonal são gerados através de uma
distribução normal no intervalo [10, 12].

A Tabela 4.1 apresenta o desempenho dos métodos para o Exemplo
1 com n ∈ {250, 500, 1000, 2000} e p ∈ {5, 20, 20, 40}. Podemos notar
que tanto o Algoritmo 3 quanto OptStiefel foram mais eficientes em
termos do tempo CPU, do que Conj-Grad. Além disso, da Tabela 4.1
percebemos que o Algoritmo 3 converge em poucas iterações para todos
os casos. Também a medida que aumentamos a dimensão de n e p o
tempo de execução dos algoritmos é maior.
A Figura 4.4 à esquerda mostra o comportamento do erro relativo da
função objetivo para o Exemplo 1 com n = 250, p = 5. A figura à
direita ilustra o comportamento da condição de otimalidade.
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Figura 4.4: Comportamento do Algoritmo 3 para o Exemplo 1 com
n = 250, p = 5.

Exemplo 2: A matriz A é da forma A = ĀT Ā, em que Ā ∈ Rn×n é
uma matriz randômica com distribução normal.

A Tabela 4.2 expõe os resultados alcançados para o Exemplo 2 com
n ∈ {500, 1000, 2000, 4000} e p = 50. Notemos que, o Algoritmo 3
e OptStiefel tiveram melhor desempenho computacional do que Conj-
Grad. Além disso, para n = 500 e n = 2000, o Algoritmo 3 atingiu
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melhor tempo de execução. Para os dois últimos valores de n, o Algo-
ritmo 3 não realizou iterações do gradiente conjugado.

Os gráficos das figuras 4.5 mostram o comportamento dos três mé-
todos para o Problema de Autovalor Linear com n = 500 e p = 50. O
gráfico inferior à direita é um resumo dos gráficos anteriores. Note que,
o Algoritmo 3 apresentou um menor número de iterações para calcular
a solução aproximada.

A Tabela 4.3 apresenta os resultados para o Exemplo 2 com n =
5000 e p ∈ {10, 40, 70, 100}. Nestes problemas, o Algoritmo 3 e OptS-
tiefel apresentaram um desempenho similar. Repare que, com p = 40
o Algoritmo 3 utilizou menor tempo de CPU. Além disso, o Algoritmo
3 apresentou menos avaliações da função objetivo.
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Figura 4.5: Comportamento dos Algoritmos para o Exemplo 2 do Pro-
blema de Autovalor Linear com n = 500, p = 50.
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4.3.2 Problema de procrustes ortogonal

Seja X ∈ Rn×p, n ≥ p. Dadas as matrizes A ∈ Rm×n e B ∈ Rm×p,
o problema de Procrustes Ortogonal (OPP) consiste em resolver

minimizar
1

2
‖AX −B‖2F

s.a. XTX = I, X ∈ Rn×p, n ≥ p,
(4.9)

O problema OPP tem varias aplicações em diversas áreas tais como:
análise [44], psicometria [55], sistema de posicionamento global(GPS)
[56] entre outros.

O lema seguinte garante a forma fechada para o problema (4.9) para
o caso m = n.

Lema 4.2. Seja A = UΣV T a decomposição em valores singulares
reduzida de A ∈ Rn×n. Então X∗ = UV T é solução de

minimizar ‖X −A‖2F
XTX = I, X ∈ Rn×p.

Demonstração. A prova do lema encontra-se em [6]( Seção 12.4.1).

Portanto, pelo Lema 4.2 a solução do problema (4.9) é da forma:
X = U1V

T , em que ATB = UΣV T é a decomposição em valores sin-
gulares de ATB e U =

[
U1 U2

]
.

Para os experimentos numéricos consideramos p = q, m = n, a
matriz A é da forma A = PSRT , em que P e R são matrizes randômicas
ortogonais com distribução normal e S uma matriz diagonal definida
para cada tipo de problema. A fim de estudar o comportamento da
solução aproximada Xk com respeito a solução exata, escolheremos a
solução X∗ e tomaremos a matriz B = AX∗, em que X∗ é uma matriz
com colunas ortogonais geradas randomicamente. Os problemas testes
foram retirados de [57] e são descritos a seguir.

Exemplo 1: Os elementos da diagonal principal de S são randômicos
e uniformemente distribúıdos no intervalo [10, 12], sendo um problema
bem condicionado.
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Denotamos o reśıduo 1
2‖AXk −B‖2F por Res e a norma do erro na

solução ‖Xk−X∗‖F por Erro. Observe que, para este problema, a ma-
triz A é bem condicionada pois tem valores singulares muito próximos.
Da Tabela 4.4 podemos chegar às seguintes conclusões: o Algoritmo
3 exibe um bom desempenho para todos os casos. Além disso, nosso
Algoritmo realizou pouca iterações e avaliações da função. Também po-
demos observar que o reśıduo e o erro decaem à medida que aumenta o
número de iterações, como é mostrado na Figura 4.6 para o problema
com n = 500 e p = 50.

Exemplo 2: Cada entrada da diagonal de S é dada por Sii = 1 +
99(i−1)
n−1 + 2ri, com ri distribúıdos uniformemente no intervalo [0, 1].
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Figura 4.6: Comportamento do Algoritmo 3 para o Exemplo 1 com
n = 500, p = 50.

A Tabela 4.5 mostra que o desempenho numérico do Algoritmo 3
foi melhor do que os métodos OptStiefel e Conj-Grad com n = 100 e
p ∈ {10, 30, 50, 70}. Cabe ressaltar que, para os valores p = 30 e p = 70
nosso Algoritmo alcançou o valor aproximado com 333 e 372 iterações
respectivamente, porém o método OptStiefel atingiu o número máximo
de iterações.

Exemplo 3: A matriz S é definida por
S = diag([10∗ones(1,m1)+randn(1,m1), 5∗ones(1,m2)+rand(1,m2),
2 ∗ ones(1,m3) + rand(1,m3), rand(1,m4)/1000]), em que m1 +m2 +
m3 +m4 = n.
Vamos considerar os seguintes valores para m1, m2, m3, m4:
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• m1 = m2 = 15, m3 = 12, m4 = 8

• m1 = m2 = m3 = 30, m4 = 5

• m1 = m2 = m3 = 160, m4 = 20.

Observe que, para este problema, a matriz A possui valores singu-
lares muito pequenos quando comparados com o maior valor singular.
Nos problemas testados, o Algoritmo 3 foi o mais eficiente, como pode-
mos observar na Tabela 4.6. Para a metade dos problemas, o método
OptStiefel não encontrou a solução aproximada no número máximo de
iterações estabelecidas.
Podemos observar na Figura 4.7, que o reśıduo obtido pelo Algoritmo
3 decresce mais rápido do que para os outros métodos.
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Figura 4.7: Comportamento dos Algoritmos para o problema Procrus-
tes Ortogonal, Exemplo 3 com n = 50, p = 15.

Exemplo 4: A matriz S tem valores singulares agrupados e é definida
por
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S = diag([10 + rand(1, n1), 5 + rand(1, n2), 2 + rand(1, n3),
rand(1, n4)/10000]), em que n1 + n2 + n3 + n4 = n. Vamos considerar
n1, n2, n3, n4 da seguinte forma:

• n1 = floor((3/10) ∗ n)

• n2 = floor((n− n1)/3)

• n3 = floor((n− n1− n2)/2)

• n4 = n− (n1 + n2 + n3),

em que floor(x) arredonda o valor de x para o inteiro mais próximo
inferiormente.

Note que, para este problema a matriz A tem valores singulares
agrupados conforme mostrado na Figura 4.8. Na mesma figura expo-
mos o comportamento dos reśıduos gerados pelos três métodos.
Novamente o Algoritmo 3 mostrou-se eficaz como pode ser observado
nos dados da Tabela 4.7. Na mesma tabela, notamos que o método
OptStiefel alcançou o número máximo de iterações para todos os pro-
blemas testados.
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Figura 4.8: Valores singulares de A e comportamento dos Algoritmos
para o problema Procrustes, Exemplo 4 com n = 100, p = 20.
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4.3.3 Problema de minimização da energia total (Au-
tovalor não linear)

Nesta subseção, estamos interessados em resolver um tipo de pro-
blema de Autovalor não linear definido por:

minimizar E(X) :=
1

2
traço(XTLX) +

α

4
ρ(X)TL†ρ(X)

s.a. XTX = I,
(4.10)

em que L denota o operador Laplaciano discreto, α uma constante po-
sitiva, ρ(X) := diag(XXT ) a densidade de carga e L† a matriz inversa
generalizada de Moore-Penrose. O problema (4.10) é uma forma re-
duzida da minimização total da energia da equação de Hartree-Fock e
de Kohn-Sham, que tem aplicacões no cálculo de estruturas eletrônicas
[4, 58].
Neste caso, o gradiente da função E(X) é

∇E(X) = LX + αdiag(L†ρ(X))X.

As condições necessárias de primeira ordem do problema (4.10) podem
ser escritas como:

H(X)X −XΛ = 0

XTX = I,

em que H(X) = L + αdiag(L†ρ(X)) e Λ é uma matriz diagonal cujos
elementos são os menores autovalores da matriz simétrica H(X).
A seguir, testaremos o problema (4.10) para valores diferentes de n, α
e k como sugerido em [47].
Consideramos a matriz L uma matriz tridiagonal simétrica com valo-
res: a diagonal principal igual a 2 e as subs diagonais inferior e superior
iguais com valor igual −1. O ponto inicial X0 = eigs(H(X̂), k,′ sm′),
em que X̂ é uma matriz randômica com distribução normal tal que
X̂ ∈ V.

Exemplo 1:

(a) n = 2, k = 1, α = 3

(b) n = 10, k = 2, α = 0.6
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(c) n = 100, k = 10, α = 0.005

Com base na Tabela 4.8, embora o Algoritmo 3 atingiu o número má-
ximo de iterações com (n, k, α) = (100, 10, 0.005), teve um desempenho
superior a OptStiefel e Conj-Grad. Além disso, para os dois primei-
ros problemas, o Algoritmo 3 realizou poucas iterações de gradientes
conjugados.
Exemplo 2:

(a) n = 2, k = 1, α = 9

(b) n = 10, k = 2, α = 3

(c) n = 100, k = 10, α = 1

(d) n = 100, k = 4, α = 2

Vemos na Tabela 4.9, que o Algoritmo 3 e OptStiefel tiveram um
desempenho similar com (n, k, α) = (2, 1, 9), (10, 2, 3). Por outro lado,
neste mesma tabela observamos que para valores maiores de n não ob-
tivemos bons resultados. De fato, para o último problema, o Algoritmo
3 atingiu o número máximo de iterações.

4.3.4 Problema de minimização de formas quadrá-
ticas heterogêneas

Nesta subseção, consideramos o seguinte problema, que surge em
aplicações relacionadas à estat́ıstica multivariada [21].
Seja X ∈ V e dadas p matrizes simétricas, A1, A2 . . . , Ap ∈ Rn×n, o
problema de minimização de formas quadráticas heterogêneas consiste
em resolver

minimizar

p∑
i=1

XT
i AiXi

s.a. XTX = I, X ∈ Rn×p, n ≥ p,
(4.11)

em que Xi denota a i-ésima ‘coluna de X. Aqui, a função objetivo é

F (X) =

p∑
i=1

XT
i AiXi e o gradiente de F é

G = ∇F (X) = [Gi] = [2AiXi] ,

em que Gi denota a i-ésima coluna de G.
A fim de testar o desempenho numérico dos métodos, consideramos os
problemas seguintes, que foram retirados de [28].
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Figura 4.9: Comportamento dos Algoritmos para o Exemplo 1 do Pro-
blema de minimização de formas quadráticas heterogêneas

Exemplo 1: As matrizes Ai são da forma

Ai = diag

(
(i− 1)n+ 1

p
:

1

p
:
in

p

)
, (4.12)

em que diag(v) é uma matriz diagonal cujos elementos da diagonal são
as componentes do vetor v.
No teorema a seguir encontramos a solução exata para o problema 4.11.

Teorema 4.3. A solução do problema (4.11) com matrizes de coefici-

entes dadas por (4.12) é o conjunto de matrizes da forma X∗ =

(
Q
0

)
,

em que Q é uma matriz ortogonal. Além disso, o valor ótimo do pro-

blema (4.11) é n(p−1)+p+1
2 .

Demonstração. A prova do teorema encontra-se em [28] (Proposição
1).

A Tabela 4.10 mostra que o Algoritmo 3 teve um bom desempenho
para todos os casos. Observe que, ao aumentar as dimensões n e p
o nosso Algoritmo se sobressai ainda mais em relação aos outros dois
métodos.
A Figura 4.9 mostra o comportamento da condição de otimalidade com
n = 100 e p = 10 ao longo das iterações.

Exemplo 2: As matrizes Ai são da forma

Ai = diag

(
(i− 1)n+ 1

p
:

1

p
:
in

p

)
+Bi +BTi ,
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em que Bi são matrizes randômicas geradas por Bi = randn(n)/10.

Na Tabela 4.11 observa-se que o desempenho da estratégia de res-
tauração inexata não monótona foi superior aos outros dois métodos.
Cabe ressaltar que o número de avaliações da função é maior à medida
que a dimensão p aumenta.
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Conclusões

Neste trabalho, estudamos o problema de minimização matricial
com restrições de ortogonalidade. Temos interesse em estudar este tipo
de problemas devido às inúmeras aplicações e à dificuldade computa-
cional para resolvê-las. Existem vários métodos que podem ser empre-
gados para a resolução destes problemas. Dentre eles, encontra-se o
método de Restauração Inexata proposto por Fischer e Friedlander [1].
A escolha desta abordagem foi motivada pelo fato de que o Algoritmo
de Restauração Inexata possui duas fases: viabilidade e otimalidade,
com flexibilidade na escolha de métodos para realizar estas duas fa-
ses. Portanto, nos permite explorar as caracteŕısticas e propriedades
do problema, principalmente do conjunto viável.

Na primeira etapa deste trabalho, introduzimos o método de Res-
tauração Inexata não monótona para resolver problemas com restrições
de igualdade. Na fase de otimização, escolhemos as direções de descida
gradiente projetado no subespaço tangente. Além disso, a melhora na
viabilidade e na otimalidade é controlada pela função de mérito. Uti-
lizando hipóteses adicionais é posśıvel garantir a convergência global.
Nossa proposta consiste em incorporar a idéia de não monotonia na
fase de otimalidade, o qual permite melhorar a eficiência do método.
Mostramos a boa definição desta nova proposta e além disso, obtemos
que todo de acumulação da sequência gerada pelo Algoritmo 2 é viável.

Na segunda etapa do trabalho, estudamos o método de Restaura-
ção Inexata não monótono aplicado ao problema de minimização com
restrições de ortogonalidade. Cabe ressaltar que aproveitamos a estru-
tuta e caracteŕısticas da região viável a fim de encontrar representações
para o subespaço tangente às restrições assim com projeções dos pontos
neste subespaço. Os resultados teóricos obtidos nesta etapa nos permi-
tem estabelecer o critério de parada e a estimativa para o multiplicador
de Lagrange. Na fase de otimalidade, a escolha das direções de descida
podem decorrer de duas formas: a projeção do gradiente no subespaço
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tangente com tamanho de passo espectral ou a solução do subproblema
de minimização de um modelo quadrático para o Lagrangiano restrito
ao subespaço tangente. Na fase de viabilidade, o ponto restaurado é
obtido utilizando a transformação de Cayley. Além disso, com hipóte-
ses adicionais garantimos a convergência global do algoritmo a pontos
viáveis, que satisfazem adequadas condições de qualificação.

Na implementação numérica o método proposto mostrou-se bas-
tante competitivo, obtendo um bom desempenho na maioria dos pro-
blemas testes. No Caṕıtulo 4, para a convergência dos testes, foi de
muita importância o ajuste dos parâmetros: grau de não monotonici-
dade ηk e número de iterações locais M . Destacamos que o método
proposto baseado na Restauração Inexata apresenta uma alternativa
com sólida base teórica para resolver problemas de minimização com
restrições de ortogonalidade, o qual resulta num aporte significativo na
área de otimização.
Finalmente, propomos algumas sugestões para trabalhos futuros:

1. Aplicar o método proposto para resolver problemas

minimizar F (X)

s.a. XTX = I,

X ≥ 0

X ∈ Ω,

em que X ≥ 0 denota cada entrada de Xi,j é maior igual a 0.

2. Na fase de otimalidade, aplicar outros métodos para resolver o
subproblema tangencial.

3. Estender a teoria de convergência do algoritmo de restauração
inexata não monótono (caṕıtulo 2) para problemas gerais de pro-
gramação não linear.
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çõ
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çã
o

d
o

P
ro

b
le

m
a

d
e

m
in

im
iz

a
çã
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çã
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