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RESUMO

O segmento de andlise de dados tem apresentado crescimento exponencial nos mercados
nacionais e internacionais nos ultimos anos, possibilitando uma tomada de decisdo baseada
em métodos estatisticos e proporcionando uma substancial melhora nos resultados
economicos. Nesse contexto, a avaliagdo individual no mercado de analise de crédito vem
continuamente buscando novas formas de renovagdo tecnologica, introduzindo diferentes
aspectos de caracterizacdo através da utilizacdo de diversos tipos de dados pessoais. O
presente trabalho busca, dessa maneira, criar novas varidveis a partir de dados de compra do
varejo, de forma a categorizar comportamentos inadimplentes e complementar sistemas de
avaliacdo ja disponiveis no mercado. Os dados foram trabalhados visando a quantificag¢do de
diferentes pardmetros comportamentais através da criacdo de features, possibilitando sua
aplicagdo em modelos de classifica¢do e utilizando como variavel resposta dados de uma
plataforma online de modelagem preditiva. O processo interativo de andlise, em que cada
teste foi feito utilizando diferentes combinagdes de variaveis e modelos preditivos, permitiu
comparar resultados através de métricas estatisticas ao final de cada ciclo, apontando quais
apresentaram melhores rendimentos. Foram utilizadas ferramentas estatisticas e feature
importance de diferentes modelos de classificagdo para a selecdo de variaveis (Ridge
Classifier e Balanced Random Forest), buscando comparar os modelos Random Forest,
Ridge classifier e Regressao Logistica quanto ao desempenho com base nas métricas ROC-
AUC e MCC. O desenvolvimento dos passos apresentados resultaram em 15 combinagdes
de grupos de varidveis e modelos estatisticos, apontando para regressdo logistica como
modelo mais eficiente na predi¢ao de possiveis inadimplentes e a sele¢do de features baseada
em diferentes modelos de previsdo para limitacdo das variaveis utilizadas no algoritmo,
resultando em um indice AUC-ROC de 0,647 ¢ MCC de 0,095.

Palavras-chave: Analise de Crédito. Aprendizado de Maquina. Sele¢do de Features.



ABSTRACT

The data analysis segment has shown exponential growth in national and international
markets in the last years, enabling decision making based on statistical methods and
providing a substantial improvement in economic results. In this context, the individual
evaluation in the credit analysis market has been continually seeking new ways of
technological renewal, introducing different aspects of characterization through the use of
different types of personal data. Thus, the present work seeks to create new variables from
retail purchase data, in order to categorize default behaviors and complement evaluation
systems that are already available in the market. The data were manipulated aiming the
quantification of different behavioral parameters through the creation of features, enabling
its application in classification models and using as an answer variable data from an online
predictive modeling platform. The interactive process of analysis, in which each test was
done using different combinations of variables and predictive models, allowed to compare
results through statistical metrics at the end of each cycle, indicating which ones presented
better yields. Statistical tools and feature importance of different classification models were
used for the variable selection (Ridge Classifier and Balanced Random Forest), seeking to
compare the Random Forest, Ridge Classifier and Logistic Regression models as its
performance based on the ROC-AUC and MCC metrics. The development of the presented
steps resulted in 15 combinations of variable groups and statistical models, pointing to
logistic regression as the most efficient model for predicting possible defaults and feature
selection based on different forecasting models to limit the variables used in the algorithm,
resulting in an AUC-ROC index of 0,647 and MCC of 0,095.

Keywords: Credit analysis. Machine Learning. Feature Selection.
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1 INTRODUCAO

1.1  CONTEXTUALIZACAO

De acordo com Liu (2019), as receitas mundiais no mercado de Big Data para
softwares e servigos apontam para uma taxa de crescimento anual de 10,48%, agregando
valor ao diminuir as despesas em 49,2% dos casos e criando novos caminhos para inovagao
(NewVantage Partners, 2017). Com a dinamicidade do mercado atual, em que compras
online foram responsaveis por uma receita de R$166,2 bilhdes de reais apenas em 2017 no
Brasil (IPSOS, 2018), a necessidade de avaliacao para a concessao de crédito individual de
forma quase que instantanea demanda novos critérios e fontes de dados de forma a discernir
e selecionar, de maneira otimizada, aqueles com capacidade de pagamento ou possiveis
inadimplentes, buscando assim potencializar os lucros institucionais.

Visto isso, a utilizagdo de modelos de previsdo associados a dados digitais tem
apresentado crescimento expressivo na avaliagdo de instituicdes para a deliberacdo de
empréstimos, permitindo tanto o surgimento de empresas que associam Big Data ao mercado
financeiro quanto o desenvolvimento tecnoldgico de estabelecimentos tradicionais no ramo
de anélise de crédito (PASSARELLI, 2016). Desde 2015, o Banco do Brasil tem utilizado
dados de redes sociais como insumo para a obten¢do de indicadores comportamentais sobre
os clientes, adotando uma postura mais ativa na preven¢ao de riscos de inadimpléncia. Em
um pais que conta com 52% da populagdo envolvida em algum tipo de divida e um saldo de
R$96,6 bilhdes em inadimpléncia acumulada apenas em setembro de 2018 (COSTA, 2018),
o desenvolvimento de métodos alternativos de avaliagdo de crédito aos poucos deixa de
representar uma vantagem competitiva para se tornar regra em grande parte das instituigdes
financeiras.

O presente trabalho procura, através da utilizagdo de dados de compras realizadas
tanto no varejo virtual (online, e-commerce) quanto no real (off-line, lojas fisicas), criar
novos parametros para a avaliagdo e concessdo de crédito individual, levando em
consideracdo diferentes aspectos sociais, regionais e comportamentais para a sua formulagado

através do emprego de ferramentas de aprendizado de maquina.

1.2 JUSTIFICATIVA
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Para grande parte dos brasileiros, o acesso ao crédito ¢ um requisito essencial para a
mobilidade ascendente e o sucesso financeiro, sendo necessaria uma boa avaliacdo para a
aquisigdo de tal. Segundo Oskarsdottir et al. (2018), a pontuagio de crédito é a forma mais
antiga de analise, em que credores e instituicdes financeiras avaliam o poder de compra do
cliente visando a concessao ou ndo do empréstimo demandado. Segundo Chen e Xiang
(2017), bancos comerciais tém historicamente confiado na experiéncia de agentes de crédito
para a sua realizacdo no campo da gestdo de risco. Com o aumento expressivo na demanda
de tais profissionais, um nimero crescente de abordagens baseadas em dados histdricos vem
sendo desenvolvido visando a otimizagdo dos processos em questdo, possibilitando a
avalia¢do de novos candidatos ou mesmo clientes existentes.

Apesar da quantidade expressiva de tais dados, um numero notével de pessoas com
pouco ou nenhum historico de crédito se encontra em situa¢do desfavoravel a esse tipo de
avaliagdo. Segundo Hurley e Adebayo (2016), a ndo concessdo de crédito aqueles com
pequena quantidade de dados avaliados estd relacionada ao alto custo de uma possivel
inadimpléncia, sendo a ado¢do de métodos alternativos de andlise um caminho viavel para
facilitar o processo daqueles que se encontram em situagdes economicamente
marginalizadas. Segundo Oskarsdottir et al. (2018), essa abordagem pode beneficiar jovens
tomadores de empréstimos, credores explorando novos mercados ou paises em
desenvolvimento com mercados de crédito jovens.

O marco regulatorio internacional para bancos - Basileia III - que surgiu em resposta
a crise americana de crédito em 2007, apresentou um conjunto abrangente de medidas de
reforma para fortalecer a regulagdo, supervisao e gestdo de risco do setor bancario, buscando
novas solucdes e visando maior flexibilidade e sensibilidade ao risco perante o mercado geral
(ORESKI, S., ORESKI, D., ORESKI, G., 2012). Em outras palavras, os sistemas de
pontuacao alternativos vém crescendo de forma institucionalizada e continua, permitindo aos
credores uma melhor tomada de decisdo no gerenciamento de clientes existentes e na
previsao de seu desempenho futuro (THOMAS, 2000).

Dessa forma, a adi¢cdo de dados de compra na caracterizagao individual busca amparar
e aprimorar modelos ja existentes, fornecendo um panorama mais completo de avaliagdo e
favorecendo a entrada de novos consumidores ao passo que cria barreiras para potenciais

casos de inadimpléncia.
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1.3 OBJETIVOS

1.3.1 Objetivo Geral

O objetivo geral da pesquisa consiste no desenvolvimento de um modelo de previsao
capaz de identificar inadimplentes, tendo como base dados do varejo para a criagdo de
features de forma melhorar resultados de modelos pré-existentes no mercado de avaliagio de
crédito. Sao utilizados modelos supervisionados de classificagao através de ferramentas de
aprendizado de maquina para a sua execucdo, comparando sua efetividade através de

métricas estatisticas ao final de cada ciclo.

1.3.2 Objetivos Especificos

Alguns objetivos especificos foram propostos visando atingir o objetivo geral
delimitado, sendo estes apresentados abaixo:

a) Delimitacdo de um escopo para a estruturagcdo do processo de criagdo de features.

b) Criacdo de features baseadas no escopo previamente desenvolvido.

¢) Selecdo de features através de abordagens estatisticas e da aplicagdo de diferentes
modelos de previsdo.

d) Identificacdo de um modelo que otimize diferentes métricas de avaliacao.

15



1.4 LIMITACOES DO TRABALHO

Por apresentar dados pessoais sigilosos e features desenvolvidas como produto para
uma plataforma de deteccdo de fraude, o presente trabalho apresenta limitagdes quanto a
disponibilidade de informacgdo a ser divulgada. Dessa maneira, apesar de apresentar os
diferentes resultados (com base nas métricas MCC e AUC-ROC) obtidos nas diferentes
combinagdes de métodos de classificacao e selegdao de variaveis, as features desenvolvidas,

assim como exemplos de personas identificadas, ndo puderam ser explicitadas.
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2 FUNDAMENTACAO TEORICA

O presente capitulo apresentard os métodos de avaliagdo de crédito nos ambitos
nacionais e, brevemente, internacionais, assim como o seu desenvolvimento ao longo da

historia e os processos utilizados na constru¢cdo do modelo apresentado.

2.1 ANALISE DO SISTEMA DE AVALIACAO DE CREDITO

O primeiro modelo de andlise de crédito com a concessdo de uma pontuacao para
fins comerciais surgiu nos EUA em 1956. A pontuacdo FICO (ou FICO score, em inglés),
desenvolvida pela empresa Fair, Isaac and Company, ainda ¢ usada como instrumento para
tomada de decisdo por instituicdes financeiras, seguradoras e servicos terceirizados
(OSKARSDOTTIR et al., 2019). Além disso, o surgimento do cartio de crédito e suas
tecnologias relacionadas no final da década de 1960 tornou possivel a automatizagdo da
decisdo de empréstimo ndo apenas por uma perspectiva econdmica (uma vez que criou-se
grande autonomia em relacdo a utilizacdo de mao-de-obra para o processamento de dados),
como também pela possibilidade de uma tomada de decisdo imparcial e respaldada por dados
e modelos legitimos baixando, assim, as taxas de inadimpléncia em 50% ou mais (THOMAS,
2000). J& na década de 1980, os resultados bem sucedidos provenientes do sistema de
pontuacao fez com que bancos passassem a utiliza-lo para empréstimos pessoais além dos
empréstimos imobilidrios e para pequenas empresas, como vinha acontecendo até entdo. Sob
essa perspectiva, o interesse institucional ndo apenas visava a concessao ou ndo de crédito,
como também os limites que possivelmente poderiam ser oferecidos para cada cliente de
forma individual (THOMAS, 2000).

No Brasil, os métodos de avaliacdo de crédito se concentram em dados ou
pontuacdes fornecidos principalmente por trés instituigdes: Serasa (Centralizacdo de
Servicos dos Bancos), SPC (Servigo de Prote¢ao ao Crédito) e SCPC (Servigo Central de
Protecao ao Crédito). Tal servico foi iniciado no pais através da ultima, hoje em dia
denominada Boa Vista SSPC, em resposta ao crescimento da economia e do sistema de
crédito (ACIAV, 2017). Atualmente, os servigos prestados sdo divididos entre aqueles
voltados principalmente a analises de dividas bancarias (SERASA) e aqueles voltados a

dividas adquiridas no comércio (SPC e SCPC).
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As tabelas abaixo exemplificam os dados fornecidos para cada plano pessoal

oferecido pelas instituigdes mencionadas anteriormente:

Tabela 1 — Servigos voltados a andlise de dados oferecidos pelo SPC

Plano SPC

Informagdes

Novo SPC
Maxi

Dados cadastrais do consultado; consultas realizadas por outras empresas ao
CPF/CNPJ; informagdes de dividas vencidas e nao pagas incluidas no banco de
dados do SPC; informacdes sobre titulos protestados nos cartdrios de todo pais;
informacdes de dividas vencidas e ndo pagas incluidas no banco de dados do
SPC e da Serasa; ocorréncias de cheques sem fundos, roubados, sustados ou
extraviados; informag¢ao sobre créditos concedidos ao cliente informados pelas

empresas associadas ao SPC.

Novo SPC
Mix Mais

Dados cadastrais do consultado; consultas realizadas por outras empresas ao
CPF/CNPJ; informagdes de dividas vencidas e nao pagas incluidas no banco de
dados do SPC; informacdes sobre titulos protestados nos cartdrios de todo pais;
ocorréncias de cheques sem fundos, roubados, sustados ou extraviados;
informacdo sobre créditos concedidos ao cliente informados pelas empresas

associadas ao SPC.

SPC

Imobiliario

Dados cadastrais do consumidor; CCF — Cadastro de emitentes de cheques sem
fundos; SPC; renda presumida; crédito concedido; contraordem; contumacia;
dados agéncia bancaria; ordem judicial; pendéncias financeiras na base Serasa;

protesto; participagdo em empresas; a¢ao; SPC Score 12 meses.

SPC Obito

Dados cadastrais da pessoa fisica; dados cadastrais da pessoa juridica;

informagio de Obito

SPCheque

Analitica

Dados cadastrais do consultado; endereco e telefone; consultas realizadas por
outras empresas ao documento consultado; informagdes sobre cheques sem
fundos, roubados, sustados ou extraviados; informa¢do sobre os ultimos

enderegos e telefones informados.

Fonte: SPC Brasil, acesso em 2019
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Tabela 2 — Servicos voltados a andlise de dados oferecidos pelo SERASA

Planos SERASA Informagdes

Serasa Score; consultas a Serasa e SPC; dividas em bancos, empresas e SPC;

Consulta . o . .
informagodes societarias; cheques; antecessores; protestos; informagoes
Completa _ ) L
cadastrais; faléncias e a¢des judiciais; CNAE e enderecos
Consulta Serasa Score; dividas em bancos, empresas e SPC; cheques; protestos;
Intermediéria informagdes cadastrais; faléncias e agdes judiciais; CNAE e enderegos

Identificador de Identificador de dividas CNPJ ou CPF (nao inclui o detalhamento da divida);
Dividas endereco, telefone ¢ demais dados CPF ou CNPJ

Fonte: SERASA Experian, acesso em 2019

Os servigcos de Consulta Completa, Consulta Intermediaria e Identificador de dividas
do SERASA custam, respectivamente, R$30,00, R$15,00 e R$5,00. Os dados referentes as
consultas pelo SPC ndo sdo explicitados no site e ndo puderam ser informadas através do
contato via e-mail. Para fins ndo empresariais, o SPC oferece consultas individuais a R$9,90
o acesso aos dados relativos ao proprio CPF e R$16,90 a consulta a CPF de terceiros. Tal

servigo garante o acesso aos seguintes dados (SPC, 2019):

e Registro de inadimpléncia no SPC Brasil.

e Informacdes cadastrais, Gltimos enderegos e telefones.

e Registro de titulo protestado em cartorio.

e Informacdes do Poder Judiciario.

e (Crédito concedido.

e Registro de cheque lojista.

e Consultas realizadas no documento nos ultimos 180 dias.

e Alerta de documentos, mediante registro de furto junto a CDL ou a Associagdo

Comercial.
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2.2  ANALISE COMPORTAMENTAL CARACTERISTICA

Levando em consideracdo a grande quantidade de dados disponiveis, um estudo
sobre comportamentos caracteristicos relacionados a inadimpléncia foi realizado visando
uma melhor compreensao e direcionamento em relagdo ao problema. Uma pesquisa realizada
por Arya, Eckel e Wichman (2012), motivada por um maior entendimento sobre a correlagao
entre o credit score e atitudes sociais representativas, testou quatro fatores potencialmente
ligados a inadimpléncia: impaciéncia, impulsividade, falta de confiabilidade e tolerancia ao

risco.

Parece razoavel esperar que credit scores mais baixos sejam associados a maiores
descontos em recompensas futuras: isto ¢, a impaciéncia esta associada a um desejo
de transferir o consumo do futuro para o presente, e empréstimos maiores implicam
em uma maior probabilidade de inadimpléncia. Individuos impulsivos sdo
propensos a ter dificuldade em resistir a tentagdo de pedir emprestado para
consumo atual, e mais propensos a nao pagar suas dividas. Os credit scores ruins
também podem ser causados por falta de confiabilidade, pois os menos confiaveis
nao cumprem suas obrigagdes. E, finalmente, as pontuacdes de crédito podem ser
afetadas de maneira significativa pela assung@o de riscos financeiros, ja que
aqueles que jogam acumulam dividas que tém dificuldade em pagar. (ARYA,
ECKEL, WICHMAN, 2012).

Em relacdo aos resultados, apenas a tolerancia ao risco ndo apresentou resultados
que indicassem correlacdo com um baixo credit score. Uma analise realizada pelo SPC em
agosto de 2018 apresenta os principais produtos comprados no crédito, responsaveis pela

inadimpléncia (cujo valor médio é de R$2.934,34), apresentados abaixo (SPC, 2018):

e Roupas, calgados e acessorios: 42,0%

e Supermercado: 20,5%

e Eletronicos (TV, DVD, aparelho de som, MP3, camera digital, computador,
notebook, tablet): 20,3%

e (elular/smartphone: 15,2%

e Eletrodomésticos (geladeira, fogao, cafeteira): 15,2%

20



2.3 DATA SCIENCENA AVALIACAO DE COMPORTAMENTOS

CARACTERISTICOS

Segundo Peng e Matsui (2016), uma pesquisa exploratéria esta relacionada a andlise
de dados visando a identificagdo de padrdes, tendéncias ou relacionamento entre varidveis
criando possiveis hipoteses relacionadas. Dessa forma, a identificacdo de padrdes em
comportamentos de compras caracteristicos baseada em dados primarios demanda uma
andlise exploratdria inicial, utilizando como ferramenta simulagdes e previsoes estatisticas
qualitativas de forma a confirmar ou refutar hipoteses sobre tais comportamentos em relagdo
a inadimpléncia.

Os procedimentos metodologicos relacionados a esse tipo de pesquisa sdo baseados
em 4 atividades dindmicas principais: Constatagdo e refinamento de uma hipodtese inicial,
analise exploratdria dos dados (EDA), constru¢do de modelos estatisticos e interpretacdo dos
resultados, sendo eventualmente retomadas ao longo do processo. Embora existam diferentes
tipos de atividades envolvidas, aspectos distintos de cada uma podem ser abordados por meio
de um processo interativo denominado “ciclo de analise de dados”, cujas etapas sdo

apresentadas abaixo:

1. Estabelecimento de objetivos;
2. Coleta de dados, comparando-os com o0s objetivos;

3. Revisdo dos objetivos, de forma a corresponder com os dados fornecidos.

Figura 1 — Procedimento metodoldgico da pesquisa exploratéria

Estabelecimento  Coleta de dados

de objetivos

Revisdo dos objetivos

Hipotese Objetivo é Revisdo bibliogrifica Aperfeigoamento dos
inicial factivel e de objetivos
interesse?
EDA Os dados sdo Analises visuais ou Refinamento dos
apropriados para  descritivas sobre dados objetivos ou obtengido
o objetivo? obtidos de mais dados
Modelos Modelo inicial Analise de sensibilidade  Alteragdo de modelo de
estatisticos corresponde aos  sobre alteragdes em previsdo
objetivos Sfeatures ¢
iniciais? hiperpardmetros
Interpretagdo  Interpretagio da  Interpretagio da Revisdo da EDA e/ou
analise concede totalidade da analise modelo de previsdo para
resposta relacionada a diferengas  prover respostas

significativa e
especifica para o
objetivo?

no tamanho da amostra e
incertezas

especificas e
interpretaveis

Fonte: Peng, Matsui (2016)
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2.4 FEATURE ENGINEERING

Segundo Turner (1999), uma feature pode ser caracterizada como um agrupamento
ou modularizag¢do de requisitos individuais dentro de um tema especifico, enfatizando sua
origem dentro do dominio do problema. A representacao de tais aspectos do problema ocorre,
no contexto de Machine Learning, através da estruturagdo de uma Feature Matrix onde cada
instancia a ser analisada ¢ representada por uma linha e cada feature por uma coluna. Dessa
forma, cada unidade observada (representada por uma linha horizontal) ¢ caracterizada
através de colunas por valores numéricos (inteiros ou continuos), discriminadores (ou
booleanos, representados por 1 ou 0) ou categoricos (representados por palavras ou nimeros
que ndo estejam em uma escala numérica), obtidos através da analise e tratamento dos dados
recebidos. De forma geral, feature engineering pode ser caracterizado como o processo de
transformar tais dados em recursos (ou varidveis dentro das features), atuando como entradas
para modelos de aprendizado de maquina (SARKAR, 2018).

Para exemplificar o processo de construcdo de features, a tabela abaixo
apresenta os dados obtidos a partir da coleta de digital footprints de usuérios de uma
companhia e-commerce, assim como as variaveis utilizadas para construir o modelo. As
digital footprints (pegadas digitais) podem ser facilmente coletadas por lojas que prestam
servicos de vendas on-line, podendo ser utilizadas para complementar métodos tradicionais

de concessao de credit score (BERG et al., 2018):

Tabela 3 — Descri¢ao de variaveis de um modelo de analise de crédito

feature Descri¢ao Unidade

Tipo de aparelho  Tipo do aparelho utilizado na compra. Ex: desktop, tablet, Categodrica

celular.
Sistema Sistema operacional utilizado. Ex: Windows, i0S, Android, Categoérica
operacional Machintosh.
E-mail host E-mail host. Ex: Gmail, Hotmail, Yahoo. Categorica
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Canal Canal o qual consumidor utilizou para direcionar ao site de Categodrica
compra. Ex: pago (incluindo cliques pagos e
redirecionados), direto, afiliado, organico.

Hora de check-out Hora do dia em que a compra foi realizada. Numérica

(0-24h)

Configuragdo de Binario igual a 1 caso consumidor n3o permita o Bindria

ndo-rastreamento  rastreamento do aparelho, sistema operacional ou canal de
compra.

Nome no e-mail Binario igual a 1 caso primeiro ou ultimo nome do Bindria
consumidor seja parte do e-mail

Numero no e-mail Binario igual a 1 caso algum niimero esteja presente no e- Bindria
mail

E letra minascula  Bindrio igual a 1 caso primeiro nome, ultimo nome, nome Bindria
da rua ou cidade estejam escritas em letra minascula

1

Erro no e-mail Bindrio igual a um se o endereco de e-mail contiver um erro Bindria

na primeira tentativa (Observagdo: os clientes s6 podem
fazer o pedido se se registrarem com um endereco de e-mail

correto).

Fonte: Berg et al. (adaptado - 2018)

A estruturacdo final de uma feature matrix, em que cada linha ¢é representada por uma
instancia individual, € apresentada abaixo:

Figura 2 — feature matrix representando exemplo anterior

Tipo de Sistema E-mail Hora Configuragao Nome no Numero no E letra
D . Canal - " o . Erro no e-mail

aparelho operacional host heck-out nao-rastr e-mail e-mail mindscula

Id_0 Desktop Windows hotmail Google ads 15:36 1 1 0 0 0

Id_1 Celular i0s gmail facebook ads 13:07 0 0 1 0 1

Id_2 Tablet i0S yahoo direto 18:00 0 1 4] 1 0

Id_3 Celular Android gmail facebock ads  03:00 1 0 1 1 1

Id_5 Desktop  Machintosh gmail direto 09:00 0 1 0 0

0
Fonte: Elaborado pelo autor (2019)
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2.5 FEATURE PROCESSING

Para a constru¢do de um modelo de predi¢do consistente e eficaz, € necessario que se
padronize os dados de entrada desenvolvendo heuristicas especificas para o preenchimento
de variaveis que ndo estejam no padrdo encontrado dentro das features elaboradas. Segundo
Press (2016), a coleta e limpeza dos dados sdo responsaveis por aproximadamente 80% do

tempo efetivo de trabalho de um cientista de dados, como evidenciado na figura abaixo:

Figura 3 — Distribui¢do do tempo efetivo de trabalho de um cientista de dados

Em quais atividades cientistas de dados gastam a maior parte

do tempo

@ Preparagéo dos dados para treino

@ Limpeza e organizagéo dos dados
Coleta de dados

@ Mineracdo de dados

@ Refinamento do algoritmo

Qutros

Fonte: Gil Press (adaptado - 2016)

Neste processo de padronizagdo, ¢ inicialmente importante garantir que todas as
features apresentem, de forma individual, objetos do mesmo tipo - dados exclusivamente
numéricos (nimeros inteiros ou decimais), strings (palavras), etc. Além disso, uma andlise
criteriosa deve ser inicialmente feita para garantir que valores discrepantes dentro de uma
mesma feature possam ser identificados, uma vez que os mesmos podem gerar ruidos
prejudiciais para o desenvolvimento do modelo. Observagdes que apresentam outliers
numéricos devem ser examinadas para a definicdo de um valor valido correspondente, caso
apresente claro erro de imputagcdo, ou simples remocdo da observagdo. Para features
comportas por strings, a andlise deve ser voltada para a determinagdo de um padrao nio
apenas de digitagdo das palavras, como também de pequenas transformacdes para casos de
NLP (natural language processing). Isso corresponde a configuracdo das varidveis em letras
apenas minusculas e possivel remog¢ao dos radicais e dos acentos.

Apos tais procedimentos de padronizagdo, desenvolvimento de estratégias para a
substitui¢dao de valores nulos ao longo da feature matrix deve levar em consideracao o tipo

de informagao carregada pela feature avaliada. Em casos numéricos (inteiros ou continuos),

24



a substituicdo do valor faltante por zero pode gerar falsos indicadores que, potencialmente,
podem prejudicar o modelo (como a substituicdo de um valor nulo relacionado a idade por
zero, por exemplo). Assim, a utilizagdo de modelos matematicos de regressdo levando em
consideragdo observagdes semelhantes e features relacionadas se faz necessaria. Em casos
booleanos, apenas a imputagdo de valores de 0 ou 1 garantem resultados satisfatorios.

Para a execugdo do modelo, features compostas por strings devem ser transformadas
em booleanas através da transposi¢cdo do valor de variaveis em novas features. Um exemplo

de tal processo pode ser observado abaixo:

Figura 4 — Exemplo do processo descrito

ID SEXO ID feminino masculino
Id 0 feminino Id 0 1 0
Id_1 masculino Id_1 0 1
Id_2 masculino Id_2 0 1
Id_3 feminino Id_3 1 0
Id_5 feminino Id_5 1 0

Fonte: Elaborado pelo autor (2019)

Apesar da necessidade de avaliacdo de cada caso, o pré-processamento das features
pode ser feito de forma automatica através da utilizacdo de algumas bibliotecas. O pacote
sklearn.preprocessing, por exemplo, realiza tratamentos matematicos para a padronizac¢ao de
features tanto numéricas quanto em forma de strings, sendo algumas delas (SCIKIT-LEARN,

2019):

e C(Centralizacdo da distribuicdo em 0 (features numéricas)
e Delimitacdo da escala a uma variagao especifica (features numéricas)
e Implementagdo dos dados em distribui¢ao gaussiana (features numéricas)

e Transformacao de strings em vetores (features categéricas)

2.6 MODELOS DE PREVISAO

Segundo Copeland (2016), o termo machine learning esta relacionado, de forma
sucinta, ao desenvolvimento de algoritmos para coletar dados, aprender com eles e, entdo,
determinar ou prever resultados sobre um tema especificado. Ao identificar padrdes, a

maquina ¢ capaz de formar diferentes heuristicas podendo ou nao conter, na sua formulacao,
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as variaveis resposta (configurando o modelo como supervisionado ou nao-supervisionado,
respectivamente). Enquanto o ultimo apresenta melhores resultados para problemas de
agrupamento ou categorizagdo a partir de conjuntos ndo identificados, modelos
supervisionados utilizam variaveis resposta para o desenvolvimento de um algoritmo que
leva em consideracdo os dados apresentados na feature matrix. Segundo Maini (2017), o
objetivo do aprendizado supervisionado ¢ prever Y com a maior precisdo possivel, quando
sd0 dados novos exemplos em que X € conhecido e Y ¢ desconhecido.

Trés modelos relacionadas a resolucdo de problemas supervisionados serdo
apresentadas a seguir, sendo divididos em classificadores ou regressivos. Enquanto o
primeiro remete a classificagdes categoricas, os modelos regressivos apresentam como

output variaveis numéricas, provenientes de diferentes modelos matematicos de regressao.

2.6.1 Regressao logistica

O modelo de regressdo logistica consiste, no universo de machine learning, em uma
técnica de aprendizado estatistico que visa estimar a probabilidade do acontecimento de um
evento levando em consideragcdo uma gama de diferentes variaveis, classificando-o de acordo
com o problema especificado.

Assumindo Y como varidvel dependente de dois estados possiveis (0 e 1) e um

nimero 'n' de varidveis independentes (X;,X,,..., X;;), podemos descrever o modelo da
1 .

forma P(Y =1) = T sendo f(x) =By + B Xi+...+B,X,, . Os coeficientes

By, By, ..., B,sdo determinados através do método da maxima verossimilhanga, encontrando

uma combinagdo de coeficientes que maximize a probabilidade de a amostra ter sido
observada (BARBETTA, 2011).

Considerando uma combinagao especifica de coeficientes e variando os valores de X,
¢ possivel obter uma curva logistica (ou fungdo sigmoide) de comportamento probabilistico,

como apresentado abaixo:

26



Figura 5 — Curva logistica de comportamento probabilistico
1—

Y

L )J—/ o | | |

-6 -4 -2 0 2 4 6

Fonte: Weisstein (2019)

Em problemas de classificagdo, a discriminag¢do entre grupos deve ser feita através
do arredondamento dos valores obtidos através da regressdo: caso P(Y=1)>0,5, Y=1. Caso

contrario, se P(Y=1)<0,5, devemos considerar Y=0.
2.6.2 Ridge classifier

O modelo de classificacdo Ridge ¢ baseada em regressdes lineares, estruturando-se
como uma fungdo y = w[0] X x[0] + w[1] X x[1] +...+w[n] X x[n] + b, sendo n o
numero de features utilizadas pelo modelo (SAPTASHWA, 2018):

A partir de um conjunto de M observagdes, ¢ possivel desenvolver um modelo de
regressao linear visando a otimizacdo de w e b através do método de minimos quadrados,

minimizando a fung¢do custo. Sua representagdo pode ser observada na equacao abaixo:

M 5 M n 5
Zi()’i_),’\i) = Z‘i(%'_ Z{:)Wj X b;;)
= = J=

No modelo de regressdo Ridge, a fun¢do custo ¢ alterada adicionando uma

penalidade equivalente ao quadrado da magnitude dos coeficientes:

M M n n
SO =5 Y = X 0i— L w x by Ay w?
i=1 i=1 j=0 j=0

Isso significa que a fungdo Ridge adiciona restri¢cdes nos coeficientes w. O termo de

penalidade lambda (A) realiza a regularizacdo dos coeficientes de forma a penalizar a fungdo
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de otimizag¢do caso os mesmos assumam altos valores, reduzindo-os ¢ baixando, assim, a
complexidade e multicolinearidade do modelo. E possivel observar que, quando 1 - 0, a
fung¢do de custo se torna semelhante a fun¢do de regressdo linear, tornando possivel a
alteracdo de tal parametro de acordo com a necessidade do modelo a ser implementado.
Para a implementacao do modelo de regressao Ridge em problemas de classificacao,
a variavel resposta ¢ rotulada com valores +1 (casos positivos, ou 1 em modelos binérios) ou
-1 (casos negativos, ou 0 em classificagdo binaria), de acordo com a classe em que pertence.
Dessa forma, valores maiores que zero retornam Y=1 e valores menores que zero retornam

Y=0.

2.6.3 Random Forest

O algoritmo do modelo de classificagdo Random Forest baseia-se no modelo de
arvores de decisdo, desenhada de cabega para baixo com a raiz no topo. Na imagem abaixo,
cada pergunta representa uma condi¢ao (ou nd) a partir da qual diferentes galhos se dividem
e chegando, ao final, em uma folha (ou decisdo) (GUPTA, 2017). A imagem abaixo
exemplifica o processo, utilizando como modelo os dados relacionados as pegadas digitais

(ou digital footprints) apresentados anteriormente de forma simplificada:

Figura 6 — Exemplo do modelo Random Forest

sim Contém nimero no e-mail? N
Contém nome no e-mail? Bom pagador
T T
Mau pagador Apresenta erros de digitagio?
T
Bom pagador Mau pagador

Fonte: elaborado pelo autor (2019)

Modelos simples de classificagdo (como decision trees, por exemplo) podem fazer
uso de ensemble methods (métodos de conjunto, em portugués) para garantir melhores
resultados, combinando diferentes modelos para a constru¢do de uma heuristica ideal. O
processo denominado BAGGing (bootstrap + aggregating), combina bootstrap (re-

amostragem iterativa de um conjunto de dados com substituicdo) e agregacao das diferentes
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previsdes do modelo aplicados a dados iniciais de entrada. Uma arvore de decisdo ¢ formada
em cada uma das amostras iniciais a partir de um mesmo conjunto de features, sendo entdo
agregadas para formar o preditor mais eficiente. Apesar de se basear em modelos BAGGing,
a aplicacdo do algoritmo Random forest seleciona features de forma aleatéria em cada nd,
gerando diversos cendrios e permitindo a geragdo de um resultado mais preciso (LUTINS,

2017).

2.6.3.1 Balanced random forest

Em casos onde ha um significativo desequilibrio entre ocorréncias na variavel
resposta, a probabilidade de que as amostras iniciais contenham poucas ou nenhuma
observagao da classe minoritaria é consideravel, resultando em uma arvore com baixo
desempenho de previsdo da classe inferior. Dessa forma, o algoritmo Balanced Random
Forest (BRF) induz a geragdo de arvores em dados balanceados de baixa amostragem, a partir
de uma segregacdo inicial dessas varidveis. Os passos relacionados ao processo sio

demonstrados a seguir (Chen, C. et.al, 2014):

1) Para cada iteragdo, selecione amostras bootstrap da classe minoritaria.

2) Selecione aleatoriamente um mesmo niumero de amostras, com substitui¢do, da classe
majoritaria.

3) Formule uma arvore de classificagdo de maximo tamanho de forma semelhante a
apresentada anteriormente, com a seguinte modificacdo: Em cada nd, em vez de
analisar todas as variaveis para a divisdo ideal, pesquise apenas um conjunto de m
variaveis selecionadas aleatoriamente.

4) Repita as etapas acima o nimero de vezes desejado. Agregue as previsdes do conjunto
para a previsao final.

2.7 TUNAGEM DE HIPERPARAMETROS

Diferentemente dos parametros (varidveis escolhidas para realizar o ajuste dos dados
através de técnicas de machine learning, como Random forest e Logistic regression), 0s
hiperpardmetros sdo variaveis de configuragdo que controlam o proprio processo de
treinamento, permanecendo constantes durante um job (Produtos Google de machine

learning e TA, 2019). Segundo Prabhu (2018), os hiperpardmetros sdo importantes porque
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controlam diretamente o comportamento do algoritmo de treinamento e t€ém um impacto

significativo no desempenho do modelo que esta sendo treinado.

2.8 METRICAS DE AVALIACAO

Feitos os processos anteriormente apresentados, ¢ necessdrio que se avalie a
qualidade do algoritmo desenvolvido baseando-se em diferentes parametros relacionados aos
resultados apresentados. Ao testar o modelo com parte dos dados, as varidveis de uma
previsdo supervisionada podem facilmente ser comparadas as varidveis resposta, indicando

a assertividade ou ndo do modelo.

2.8.1 Confusion matrix

Baseando-se na comparag@o entre os resultados obtidos e a variavel resposta, uma
matriz de confusdo (confusion matrix) pode ser estruturada levando em consideracdo quatro

possiveis cendrios:

e Verdadeiro positivo (True Positive - TP): Casos apresentados como positivos (ou 1)
pelo algoritmo e ratificados pela varidvel resposta.

e Verdadeiro negativo (True Negative - TN): Casos apresentados como negativos (ou
0) pelo algoritmo e ratificados pela variavel resposta

e Falso positivo (False Positive - FP): Casos apresentados como positivos (ou 1) pelo
algoritmo de forma equivocada, sendo de fato negativos

e Falso negativo (False Negative - FN): Casos apresentados como negativos (ou 0) pelo
algoritmo de forma equivocada, sendo de fato positivos.

A confusion matrix ¢ normalmente retratada através de uma tabela, apresentada

abaixo:
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Tabela 4 — Exemplo de confusion matrix

Resposta original

1 0
Previsao 1 TP FP
do
modelo 0 FN TN

Fonte: Elaborada pelo autor (2019)

A partir da avaliagdo dos modelos da previsdo, diferentes métricas podem ser
aplicadas buscando apresentar panoramas especificos de cada resultado tendo como base os
indicadores apresentados na feature matrix. Sdo explicitadas, na tabela abaixo, as principais

métricas utilizadas para a avaliagdo de modelos em machine learning:

Tabela 5 — Exemplo de feature matrix

Acuréacia TP+ TN
Total de instancias

Precisdo TP

TP + FP
F1 1 1

2x1
/(Preciséo + Recall)
Sensibilidade TP
(Recall) TP+ FN
Especificidade Ll
TN+FP

Fonte: Elaborado pelo autor (2019)

2.8.2 AUC-ROC (A4rea Under the Curve - Receiver Operating Characteristics)

A curva de probabilidade ROC (Receiver Operating Characteristics), aliada a
medi¢do da area sobre o grafico formado (AUC - Area Under the Curve) proporciona um

indicador relacionado a separabilidade das classes levando em considerag¢do as métricas de
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sensibilidade e especificidade - quanto maior o AUC, melhor o modelo em prever Os e 1s

corretamente. Uma representacdo da métrica pode ser observada abaixo:

Figura 7 — Representacgdo da curva de probabilidade ROC
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Fonte: Draelos (2019)

E importante que se faga uma analise sobre o significado e pertinéncia dos eixos
horizontais e verticais. True positive rate (taxa de verdadeiros positivos, ou sensibilidade) ¢
relevante no contexto em que os falsos negativos sdo considerados mais prejudiciais do que
falsos positivos (como no caso de deteccao de doengas, por exemplo). Paralelamente a isso,
False positive rate (taxa de falsos positivos, ou especificidade) relaciona aspectos opostos
aqueles apontados pela sensibilidade, complementando assim o modelo.

O indice AUC, que varia entre 0 e 1, representa a probabilidade de identificar
corretamente uma observagao aleatéria: 1 determina chances de 100% de acerto, 0,5 aponta
para um algoritmo inteiramente aleatorio e 0 representa uma inversao de classes (ou seja,

previsao de classes negativas para positivas e vice-versa).
2.8.3 MCC (Matthews Correlation Coefficient)

Apesar de a grande maioria das métricas utilizadas na avaliagdo de modelos de
aprendizado de maquina funcionarem bem com variadveis quantitativamente equilibradas, a
tarefa se torna desafiadora quando tratamos de dados desbalanceados, muitas vezes
tendenciando a resposta ao conjunto de dados majoritario. Tais algoritmos sdo ineficientes
nesse caso uma vez que procuram maximizar uma medida de desempenho, como precisao,

negligenciando o grande desequilibrio das variaveis.
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Visto isso, a métrica MCC visa solucionar tais desequilibrios através da utilizagao
de todos os quadrantes da confusion matrix (TP, TN, FP, FN), retornando valores no intervalo
[-1, 1] sendo 1 uma concordancia completa, -1 uma discordancia completa e 0 a auséncia de
correlacdo entre as variaveis (BOUGHORBEL, 2017). A formulacdo da métrica pode ser

observada abaixo:

TP x TN— FPx FN
\/(TP+ FP)(TP + FN)(TN + FP)(TN + FN)

MCC =

2.9 SELECAO DE FEATURES

Mesmo que individualmente uteis, um vasto numero de features é capaz de prejudicar
o modelo devido ao acréscimo de um grande nlimero de dimensdes. A chamada 'maldicao da
dimensionalidade' (curse of dimensionality, em inglés) se refere justamente aos fendmenos
que surgem a partir da analise de dados com um elevado ntimero de features, inferindo que
um modelo otimizado ndo estd necessariamente relacionado a um grande ntimero de

atributos, como apresentado na imagem abaixo:

Figura 9 — Avaliacdo da performance de acordo com o niimero de features

ot

Classifier performance

0 Dimensionality (number of features)
Optimal number of features

Fonte: Computer Vision for dummies (2014)

Diversas heuristicas foram desenvolvidas buscando diminuir significativamente o
namero de features, deixando no modelo apenas aquelas de fato relevantes para o problema

como apresentadas a seguir.
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2.9.1 Correlagao entre variaveis

A correlagdo ¢ uma medida estatistica utilizada para medir a relagao linear entre duas
variaveis (BARBETTA, 2011). O ajuste dos dados pode ser representado visualmente em um

grafico de dispersdo, como apresentado abaixo:

Figura 10 — Gréfico de dispersao

r=0 r=-04

Y
v
A

Positive Correlation No correlation Negative

Fonte: Statistics How To (2019)

O coeficiente de correlagdo ¢ um valor que indica a relevancia da relagdo entre as

variaveis, assumindo coeficientes entre -1 e +1, sendo interpretadas da seguinte maneira:

e -1: correlacdo negativa perfeita. As varidveis tendem a se mover em diregdes opostas
(ou seja, quando uma variavel aumenta, a outra variavel diminui linearmente).

e (: sem correlacao.

e 1: Correlacdo positiva perfeita. As variaveis tendem a se mover na mesma dire¢ao
(ou seja, quando uma variavel aumenta, a outra variavel aumenta linearmente).

A determinag¢do do coeficiente pode ser feita através da formula:
n
) (x; _J_C)(yi_)_’ )
i=1

Fxy =

2" X0y’

Ty~ Coeficiente de correlagdo linear entre as variaveis x € y
x;- Valor de x na observagao i
x- Média entre os valores de x

y;- Valor de y na observagao i
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y- Média entre os valores de y

Dessa forma, podemos observar que o coeficiente 1 é representado por uma reta a 45°
do eixo das coordenadas, de forma que qualquer acréscimo em x representa uma alteracao de
mesma magnitude em y. No contexto de machine learning, a remog¢ao de features altamente
correlacionadas (90% ou mais) promove um menor esfor¢co computacional ao rodar o
modelo, tornando-o mais barato e eficiente.

Segundo Lee (2019), 'p' ¢ uma medida estatistica que auxilia na determinagdo de
hipoteses e resultados, representada por um nimero entre 0 e 1 e baseada em modelos de
correlacdo entre varidveis. O teste qui-quadrado, nesse contexto, compara features e variaveis
resposta para verificar se estdo relacionadas entre si, avaliando e confrontando suas
distribuicdes em relacdo as esperadas caso ndo estivessem vinculadas. O resultado obtido
com a férmula de Chi-quadrado retorna o valor da probabilidade acumulada a esquerda da

funcdo, como pode ser observado abaixo:

Figura 11 — Exemplo da utiliza¢do do chi-quadrado para a obten¢do do p-valor.

Fonte: Riffenburgh (2006)

Para esse tipo de teste, valores baixos de p-value estipulados a partir de um nivel de
significancia a(normalmente abaixo de 0,05) indicam alta relevancia de observagdes,

decaindo de acordo com a sua correlagdo com a varidvel resposta.

2.9.2 RFE (Recursive feature elimination)

A utilizacdo de RFE (Recursive Feature Elimination) consiste na eliminacdo

consecutiva de features, chegando em um niimero pré-determinado que otimize ao maximo
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o modelo escolhido diante de tais parametros. Como dito anteriormente, tal ferramenta pode
ser utilizada tendo como base diferentes modelos de previsdo, aplicando métodos
caracteristicos de eliminacdo de features de acordo com o modelo proposto.

Segundo Kim (2019), a andlise de regressdo "Ridge" consiste em um método de
selecdo de varidveis para modelos de regressao linear, obtendo um subconjunto de preditores
que minimiza o erro de previsdo para uma variavel de resposta quantitativa. Tal analise impde
restricdes nos parametros do modelo fazendo com que os coeficientes de regressdo de
algumas varidveis tendam a zero, sendo estas excluidas do modelo conforme os parametros
estipulados pela utilizagdo do RFE. A utilizacdo do RFE em modelos de classificagdo
Random Forest tem como base a avaliacao de variaveis através da métrica Gini Importance,
sendo empregada consecutivamente até chegar ao nimero estipulado de features. Para cada
arvore de decisao, a relevancia de cada no ¢ calculada assumindo dois "nos filhos" (uma vez

que trata-se de um problema binario).
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3METODOLOGIA

A metodologia utilizada para o desenvolvimento da pesquisa ¢ apresentada em trés
partes: na primeira, o cendrio do estudo ¢ apresentado levando em considerag@o o contexto e
objetivos do trabalho; na segunda parte, ¢ apresentado o enquadramento metodologico

utilizado e, por fim, as etapas e procedimentos utilizados para chegar no resultado final.

3.1 CENARIO DE ESTUDO

A presente pesquisa tem como base dados fornecidos pela LINX (empresa
especializada no ramo de tecnologia da informagao), sendo estes coletados através do uso de
seus produtos por mais de 50.000 empresas. Suas atividades sdo enquadradas em trés grandes
areas: gestdo e performance para varejo fisico, transformacao digital e meios de pagamento,
possuindo 41,3% de market share do mercado varejista e 180 franquias. Suas principais

atividades sdo apresentadas abaixo:

- Varejo fisico: Sistema ERP e PDV, sistema de controle de emissdo de documentos
fiscais
- Transformagao digital:
- Understand:Captura e segmentacgdo de clientes, além da criacdo de solucdes
a partir da automatizacao de marketing
- Engage: Criagdo de vitrines personalizadas
- Reengage: Criagdo de campanhas automaticas para o reengajamento de
clientes.
- OMNI OMS: Integragdo de canais fisico e digitais
- LINX COMMERCE: Plataforma de vendas online
- Meios de pagamento: Solugdes de pagamento empresariais personalizadas

Além disso, dados referentes ao pagamento ou ndo de uma compra sdo obtidos
através de uma plataforma online de modelagem preditiva, com foco em crédito, cobranga e

fraude.

3.2  PROCEDIMENTOS METODOLOGICOS
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Os procedimentos metodolégicos utilizados na pesquisa seguem o "ciclo de analise
de dados" apresentado por Peng e Matsui (2016), sendo eles: constatacdo e refinamento de
uma hipodtese inicial, analise exploratoria dos dados (EDA), constru¢do de modelos

estatisticos e interpretacdo dos resultados, apresentados a seguir.

3.2.1 Constatacio e refinamento de uma hipotese inicial

Para Peng e Matsui (2016), o levantamento de um objetivo para a pesquisa deve
levar em consideragdo 5 aspectos relevantes relacionados a hipotese inicial: ser de interesse
a um segmento ou problema especificado, ainda ndo ter sido respondida, plausivel
(removendo possiveis causalidades relacionados ao tema), respondivel (levando em
consideragdo os dados existentes e questdes éticas intrinsecas ao processo) €
direta/especifica. Dito isso, a proposta de encontrar uma possivel correlagdo entre
comportamentos caracteristicos e inadimpléncia através de dados de compras no varejo
confere a hipdtese inicial todos os requisitos demandados, possibilitando assim o

desenvolvimento da pesquisa.

3.2.2 Obtencao e analise exploratoria dos dados

Segundo Medri (2011), "a analise exploratéria de dados nos fornece um extenso
repertorio de métodos para um estudo detalhado dos dados, antes de adapta-los. Nessa
abordagem, a finalidade ¢ obter dos dados a maior quantidade possivel de informacgao, que
indique modelos plausiveis a serem utilizados numa fase posterior, a analise confirmatoria
de dados ou inferéncia estatistica". A partir dessa analise, ¢ possivel identificar quais serdo
os caminhos e caracteristicas do banco de dados sdo mais pertinentes para a obtencdo dos
resultados desejados, assim como quais deles estdo desconexos com o contexto da pesquisa
ou necessitam de uma padronizagao.

As informacdes estdo divididas em diferentes tabelas, cada qual relacionada a uma
esfera de mercado ou atuagdo sendo todas indexadas pelo CPF do consumidor. Uma vez que
parte das informagdes fora detalhada manualmente por funcionarios de lojas fisicas, uma
avaliagdo criteriosa sobre possiveis erros de portugués e preenchimento ou outliers numéricos
¢ necessaria para que ndo haja a possibilidade de deturpagdo dos resultados. Além disso,

campos com uma baixa taxa de preenchimento devem ser desconsiderados.
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A seguir, sdo apresentados os itens utilizados para a constru¢do do modelo, com as

colunas de baixo indice de preenchimento (abaixo de 15%) ja removidas:

- Tabela "customer": dados relativos a informagdes pessoais cadastrais do consumidor
- CPF, nome, e-mail, telefone, dia do nascimento, género, pais do endereco de
entrega, estado do enderego de entrega, cidade do endereco de entrega, rua do
endereco de entrega, CEP do endereco de entrega.

- Tabela "payments": dados relativos a loja, momento da compra e forma de pagamento
(perspectiva fiscal da transacdo) - CPF, ano da compra, més da compra, hora da
compra, CNPJ da loja, cidade da loja, estado da loja, CEP da loja, nimero e descri¢ao
de cada divisao do CNAE (Classificagdo Nacional de Atividades Economicas), valor
do pagamento, método de pagamento, tipo de pagamento (condigdes de
parcelamento) e marca do cartdo de crédito (se utilizado).

- Tabela "offline sales”: dados relativos a loja, produto e valores (perspectiva
organizacional da venda) - CPF, ano da compra, més da compra, hora da compra,
CNP]J da loja, cidade da loja, estado da loja, CEP da loja, nimero e descri¢ao de cada
divisao do CNAE, cddigo EAN do produto, SKU do produto, cddigo do produto no
sistema da institui¢do, categoria do produto no sistema da instituicao, quantidade de
produtos vendidos, preco comercial do produto, valor de desconto e valor total da
compra

- Tabela "online users": dados relativos ao consumidor, nome da loja e detalhes sobre
dispositivo utilizado e valores relacionados a compra - CPF, e-mail, género, CEP do
cliente, credenciais da loja, browser utilizado para efetuar a compra, sistema
operacional utilizado para efetuar a compra, nimero de produtos comprados.

Além disso, foi utilizado como varidvel resposta (ou Y) dados provenientes da
plataforma online citada anteriormente, em que 0 representa inadimpléncia e 1 o devido
pagamento das compras realizadas. Vale ressaltar que tais variaveis se apresentam de forma
desproporcional: apenas aproximadamente 10% dos CPFs cadastrados apresentam 1 como
variavel resposta.

Feita a familiarizacdo acerca das tabelas apresentadas, foi determinada a
segmentacao de alguns topicos para uma melhor anélise do problema: divisdo entre dados e
features relacionadas ao cliente (caracteristicas relacionadas a dados individuais cadastrais
de cada CPF), compra (caracteristicas gerais relacionadas a produtos e grupos de produtos,

assim como padrdes de compra), loja (caracteristicas gerais relacionadas a loja onde a compra
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foi realizada) e transacdo (caracteristicas gerais relacionadas ao método de pagamento),
permitindo assim diferentes enfoques entre as categorias. E importante salientar que se trata
de uma divisdo abstrata, em que grande parte das features se enquadra em mais de uma

categoria.

3.2.3 Modelagem formal

Segundo Oreski, S., Oreski, D. e Oreski, G. (2012), a precisao das previsdes de um
cliente bom ou ruim em termos de risco de crédito pode ser otimizada através de uma boa
selecdo de dados de entrada ¢ da combinacao dos resultados de diferentes métodos de
classificagdo. Dessa forma, o método de constru¢do do modelo preditivo foi inicialmente
focado amplamente no desenvolvimento de diferentes features visando caracterizar, de forma
individual, comportamentos relacionados a inadimpléncia no Brasil. A partir da segmentagdo
feita em uma primeira analise exploratoria dos dados, foi determinado quais aspectos dentro
de cada subgrupo deveriam ser observados através de cada feature, baseando-se em alguns
comportamentos identificados na literatura. Além disso, os dados de compra foram reduzidos
de forma a apresentar apenas observacdes de pessoas cujo CPF constava na base de dados da
plataforma online, retornando informagdes referentes a um total de 20.000 individuos.

A partir da tabela customer, diferentes dados relacionados ao cadastro individual por
CPF permitiram a constru¢ao de um perfil individual majoritariamente enquadrado no grupo
"Cliente". A escrita do e-mail, por exemplo, permite a analise de aspectos relacionados a
escolaridade, profissionalismo e necessidade de identificagdo pessoal, enquanto a avaliacao
do CEP do endereco de entrega possibilita uma investiga¢do sobre caracteristicas regionais
relacionadas ao ambiente de vida da pessoa em questao.

Diferentemente da primeira tabela apresentada acima, as tabelas payments, offline
sales e online users apresentam um historico temporal de compras encabec¢adas pelo CPF do
cliente, em que diversas informagdes referentes a loja e produtos comprados sdo agregadas
de acordo com o seu acontecimento. Em relagdo ao grupo "Compras", dados relacionados ao
custo de itens semelhantes permitem a classificagdo de lojas e produtos a partir de uma
comparac¢do de precos, podendo classifica-los como premium ou populares. Além disso, a
classificagdo de um produto como promocional e a quantidade de compras realizadas
utilizando cupons de desconto permitem a criagdo numérica de um perfil quantificando

possiveis caracteristicas impulsivas.
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A andlise sobre compras realizadas em diferentes lojas ao longo do tempo permite
a criacdo de features enquadradas nas categorias "Loja" e "Compra", possibilitando a
formulagdo de um cendrio em que se investiga habitos ou mudangas comportamentais e
sociais. Uma compra realizada fora da cidade em periodo de férias possivelmente indica um
maior acesso pessoal ao lazer, enquanto gastos online no periodo da madrugada
potencialmente estdo ligados a atitudes impulsivas, por exemplo. Compras concentradas no
inicio do més potencialmente caracterizam um menor poder individual de compra,
diferentemente da disting@o de individuos que as realiza em lojas com poucos concorrentes.

Por fim, a constru¢do de variaveis relacionadas a tematica “Transacdo” estd
diretamente ligadas a forma de pagamento, parcelamentos e métodos utilizados para a
realizacdo das compras, possibilitando a identificacdo e enquadramento individual em um
comportamento padrdo caracteristico possivelmente inadimplente. Além disso, valores
numéricos foram extensamente trabalhados a fim de extrair diferentes pardmetros
quantitativos (valores maximos, médios, minimos, moda, desvio padrao).

Por questoes de sigilo, o conjunto de features desenvolvidas ndo pdde ser apresentado
no presente trabalho.

Apos a construcao de um niimero significativo de features, foi necessario padroniza-
las de forma a termos apenas varidveis numéricas na feature matrix para a implementagao do
modelo. Features categoéricas foram transpostas em booleanas, e valores nulos foram
substituidos por 0. Feitos tais processos de feature engineering e feature processing, diversos
testes foram realizados levando em consideragcdo variagdes nos modelos preditivos, seus
respectivos hiperparametros e selecdes de features.

Segundo Oskarsdottir et al (2018), o modelo de regressdo logistica para modelos
tradicionais de pontuagdo de crédito tem demonstrado resultados significativamente
positivos, sendo técnicas de classificacdo mais recentes passiveis de oferecer apenas ganhos
de desempenho marginais. Dito isso, foram feitos testes utilizando, além do modelo
tradicional, os modelos de classificagdo Ridge € Random Forest, com diferentes combinagdes
entre alguns de seus hiperparametros (variagdes do lambda no primeiro e no numero de
arvores no segundo, além de diferentes pesos entre as variaveis resposta em ambos 0s casos)
para a validacao de tal hipdtese inicial. Para validacdo das respostas e aplicacdao das métricas
escolhidas, a feature matrix foi dividida no modelo 70-30, de modo a possibilitar o

desenvolvimento do modelo nos 70% dos dados iniciais e aplica-lo nos 30% restantes.
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Por fim, diversos métodos de selegao de variaveis foram utilizados a fim de evitar
os problemas relacionados a "maldicdo da dimensionalidade", estipulando um valor de 150

para o nimero maximo de features a serem utilizadas.

3.2.4 Interpretacio

Ao analisar os resultados ao final de cada teste, diferentes métricas de avaliagdo
foram utilizadas visando uma melhor percep¢do acerca dos diferentes parametros
relacionados a resposta. Isso tém importancia significativa sob a perspectiva de que as
varidveis resposta se apresentam em forma desproporcional. Dessa forma, além da métrica
ROC-AUC (utilizada pela plataforma de analise de analise preditiva e amplamente difundida
na literatura), o coeficiente de correlacao Matthews (MCC) foi utilizado a fim de analisar os

efeitos do desbalanceamento de varidveis na interpretagdo dos modelos de previsao.
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4 RESULTADOS

A fim de constatar a hipdtese de que a adig¢@o de features provenientes de dados do
varejo auxilia na constru¢do de um modelo de previsdo para a analise de crédito, diferentes
modelos e selecdes de features foram utilizadas e combinadas de forma distintas. A seguir,
sdo apresentados os resultados de cada combinagdo, de forma a serem comparadas no final
da presente secdo. Em relacdo aos hiperparametros, uma vez apontada a distribui¢do
desbalanceada entre as respostas, foram determinados diferentes pesos entre as variaveis 1 e
0 de forma a ndo prejudicar a previsao de ocorréncias ndo populares, sendo o primeiro 100
vezes maior que o segundo. Além disso, foi estipulado um numero de 1000 arvores para a

produ¢do do modelo Random Forest, e um A = 0,01no modelo de classificagdo Ridge.

4.1 CENARIO ATUAL

Os resultados obtidos a partir dos testes realizados sobre os dados fornecidos pela
plataforma de deteccdo de fraude sdo apresentados abaixo. Nao foi feito nenhum tipo de
tratamento ou sele¢do inicial sobre as 101 features recebidas, de forma a estabelecer um

parametro inicial de comparacgao.

Tabela 6 — Resultados dos testes realizados sobre as varidveis da plataforma

Modelo ROC-AUC MCC
Regressao 0,584 0,018
Logistica

Ridge Classifier 0,575 0,023
Random Forest 0,537 0,009

Fonte: Elaborado pelo autor (2019)

Paralelamente a isso, um teste utilizando as 3033 features desenvolvidas na pesquisa

também foi feito, de forma a comparar os resultados iniciais obtidos.

Tabela 7 — Resultado do teste com 3303 features
Modelo ROC-AUC MCC
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Regressao 0,553 0,006
logistica

Ridge Classifier 0,559 0,029

Random Forest 0,512 0,002

Fonte: Elaborado pelo autor (2019)

Por fim, a fim de avaliar o desempenho da combinagdo de features juntamente com

o impacto gerado por uma selecdo posterior, um novo teste foi feito mantendo as mesmas

configura¢des iniciais, agora com um total de 3404 features. Os resultados sdo apresentados

a seguir:

Tabela 8 — Resultado do teste com 3404 features

Modelo ROC-AUC MCC
Regressao Logistica 0,559 -0,009
Ridge Classifier 0,564 0,033
Random Forest 0,562 -0,004

E possivel perceber que, apesar de apresentar indicadores de ROC-AUC maiores do
que uma selecdo aleatoria de dados (0,5), essa pequena discrepancia estd associada ao
desbalanceamento das variaveis aleatorias, confirmando-se ao observar a métrica MCC.
Parte do mau desempenho do modelo estd associado ao grande numero de variaveis utilizadas

para a sua construcdo, ocasionando a denominada "maldi¢do da dimensionalidade".

4.2 FEATURE SELECTION

Fonte: Elaborado pelo autor (2019)

Para que seja possivel conciliar informagdes provenientes da plataforma e as features

produzidas de forma otimizada, ¢ necessario que haja uma remogao significativa do namero

de variaveis, utilizando métodos ja apresentados anteriormente. Para isso, dois caminhos

foram inicialmente adotados levando em consideracdo tanto ferramentas intrinsecas dos

modelos adotados (selecionando as features mais relevantes dos modelos Random Forest e
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Ridge Classifier) quanto métodos estatisticos de correlacdo (p-value e correlacdo entre
features). Para que fosse possivel comparar resultados aparentemente similares de ROC-
AUC, uma nova métrica ndo utilizada originalmente pela plataforma contratante do servigo
foi adicionada, levando em consideracdo aspectos negligenciados pela primeira. Os

resultados obtidos sdo apresentados abaixo:

4.2.1 Modelos estatisticos

Para que fosse possivel reduzir significativamente o niimero de variaveis foram
inicialmente observadas quais features estavam correlacionadas entre si, possibilitando assim
um menor esfor¢o computacional no processamento e uma diminui¢do das dimensodes.
Posteriormente, o p-value sobre cada feature foi calculado de forma a possibilitar a criacao
de um ranking de acordo com seus respectivos valores, escolhendo os 150 menores resultados
para a introdugdo das respectivas features no modelo. Os valores obtidos no processamento

de tais dados sdo apresentados a seguir:

Tabela 9 — Resultados da selecao por modelos estatisticos

Modelo ROC-AUC MCC
Regressao 0,636 0,015
Logistica
Ridge Classifier 0,653 0,021
Random Forest 0,569 0,020

Fonte: Elaborado pelo autor (2019)

4.2.2 Feature importance de modelos de previsao

Outro caminho utilizado para a sele¢do de um nimero reduzido de features foi
abordado ao empregar métodos de selecdo provenientes de modelos de previsdo, visando
chegar em um total final de 150 features. Para isso, a ferramenta RFE foi utilizada tendo

como base os modelos Balanced Random Forest (sele¢dao das 500 features mais relevantes)
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e Ridge Classifier (selecao das 150 features finais). A tabela abaixo apresenta os resultados

obtidos em cada teste:

Tabela 10 — Resultados da selecdo por feature importance

Modelo ROC-AUC MCC
Regressao Logistica 0,647 0,095
Ridge Classifier 0,652 0,080
Random Forest 0,555 0,042

Fonte: Elaborado pelo autor (2019)

Apesar de apresentarem resultados de ROC-AUC similares, uma analise sobre a
métrica MCC aponta grande disparidade nos métodos de sele¢dao de varidveis observados,
indicando aqueles provenientes de modelos de previsdo mais indicados para o caso
especificado. Além disso, como ja previamente apontado pela literatura, o modelo de
regressao logistica apresentou resultados expressivos ao lidar com os casos apresentados,
respondendo de forma positiva perante os problemas de desbalanceamento existentes no
modelo. Na tabela abaixo, os métodos de selecdo de variaveis (assim como as métricas

aplicadas) sao apresentados, de forma a facilitar a comparacao:

Tabela 11 — Resultados dos diferentes métodos de selegcdo de variaveis

Selegdo de features Numero de Modelo | ROC- [ MCC
features AUC
utilizadas

Features plataforma (sem | 101 Regressao |0,584 |0,018
selecdo) Logistica

Features plataforma (sem | 101 Ridge 0,575 10,023
selecdo) Classifier

Features plataforma (sem | 101 Random 0,537 10,009
selecdo) Forest

Features desenvolvidas no | 3033 Regressao | 0,553 | 0,006
projeto (sem sele¢do) Logistica




Features desenvolvidas no | 3033 Ridge 0,559 10,029
projeto (sem selecdo) Classifier
Features desenvolvidas no | 3033 Random 0,512 0,002
projeto (sem sele¢do) Forest
Combinacao de features | 3404 Regressao |0,559 |-0,009
(sem selegdo) Logistica
Combinacao de features | 3404 Ridge 0,564 10,033
(sem selegdo) Classifier
Combinacao de features | 3404 Random 0,562 |-0,004
(sem selegdo) Forest
Selecio  por  métodos | 150 Regressao | 0,636 | 0,015
estatisticos Logistica
Selecio  por  métodos | 150 Ridge 0,653 10,021
estatisticos Classifier
Selecio  por  métodos | 150 Random 0,569 10,020
estatisticos Forest
Selecao por  feature | 150 Regressao | 0,647 | 0,095
importance de modelos de Logistica
previsao
Selecao por  feature | 150 Ridge 0,652 10,080
importance de modelos de Classifier
previsao
Selecao por  feature | 150 Random 0,555 10,042
importance de modelos de Forest
previsao
Fonte: Elaborado pelo autor (2019)
5 CONCLUSAO

A pesquisa apresentada teve como objetivo principal a criagdo de um modelo de
previsdo capaz de identificar pessoas inadimplentes através da criacdo de diversas features
provenientes de dados do varejo, utilizando-as como insumo em diferentes modelos de

classificagdo e comparando-os no final de cada ciclo apresentado.
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A primeira etapa do projeto foi representada por uma vasta pesquisa bibliografica,
em que duas perspectivas principais foram levadas em consideragdo: aspectos socioculturais
relacionados a comportamentos inadimplentes e diferentes abordagens de Machine Learning
sobre temas relacionados.

Posteriormente, uma andlise meticulosa sobre os dados apresentados foi feita na
segunda etapa, observando quais caracteristicas sobressaiam em relacdo ao padrdo e quais
apresentavam possivel relagdo com a variavel resposta. Dessa forma, foi possivel delimitar
os passos seguintes através da divisdo e coordenacdo dos esfor¢os na delimitagdo de
caracteristicas especificas relacionadas a 4 grandes areas principais: cliente, compra, loja e
transagao.

A partir da compreensdo holistica do assunto e de uma andlise criteriosa sobre os
dados iniciais, a terceira etapa teve como abordagem principal a criacao de diversas features
capazes de transcrever, de forma tanto quantitativa quanto qualitativa, aspectos significativos
observados na etapa anterior. A caracterizagdo individual buscou, dessa forma, identificar
padrdes inadimplentes brasileiros observados na literatura, levando em consideragdo
perspectivas sociais, regionais e comportamentais.

Por fim, a quarta etapa teve como foco o processo interativo de combinagao entre
diferentes features e modelos de previsdao, comparando-os ao final de cada estagio através da
métrica AUC-ROC e MCC, permitindo uma analise geral sobre os resultados individuais de
verdadeiros positivos, verdadeiros negativos, falsos positivos e falsos negativos. Ao levar em
consideracdo a desproporcionalidade entre as varidveis respostas, foi possivel observar
indicadores MCC dispares mesmo entre valores proximos de AUC-ROC, conduzindo a
avaliagdo a tal métrica como critério de desempate. Dessa forma, foi constatado que a selecao
de features baseadas em modelos de previsdo (reducao de 3404 features para 500 através do
modelo Balanced Random Forest e posteriores 150 através do modelo Ridge Classifier)
apresentou os melhores resultados, sendo o modelo de regressdo linear o melhor entre os
avaliados.

Apesar de conter uma quantidade expressiva de dados, a pesquisa foi limitada por
uma quantidade consideravel de informagdes faltantes, o que repercutiu tanto na etapa da
constru¢do de features quanto no bom desempenho dos diferentes modelos. No primeiro
caso, a falta de um histérico completo de compras gerou significativas interferéncias no
sentido de estimar um comportamento econdmico financeiramente ascendente ou

descendente, uma vez que a regressao linear ao longo do periodo analisado sofre altera¢des
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significativas caso apresente dados faltantes. Da mesma maneira, na constru¢do do modelo,
a auséncia de dados referentes a features numéricas e sua respectiva substituicao por 0 gera
a falsa compreensao de que ndo houveram atividades no periodo em detrimento da falta de
informagdo do caso original.

Os modelos construidos na pesquisa podem servir como base para o
desenvolvimento de métodos alternativos de avalia¢do de crédito, possibilitando uma melhor
identificacdo de clientes inadimplentes e facilitando o acesso ao crédito de pessoas com

pouco ou nenhum histérico relacionado.
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