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Resumo

Na industria de petroleo e gas, controladores preditivos baseados em modelos (MPC)
multivariaveis podem ser utilizados para otimizar os processos de producao e de refino.
Esta estratégia de controle requer modelos que representem a dinamica dos processos.
Muitos algoritmos MPC utilizam modelos lineares invariantes no tempo em sua formulacao,
porém estes modelos representam bem o sistema apenas perto de um ponto de operacao
para o qual foram obtidos. Por outro lado, modelos fenomenolégicos nao lineares, baseados
em equagoes dinamicas, podem ser dificeis de obter e normalmente apresentam um
alto custo computacional. Uma alternativa é a modelagem baseada em dados, capaz de
gerar boas aproximacoes com um custo computacional reduzido para a execugao. Uma
das possiveis técnicas para obtencao desse tipo de modelo é a identificacao por redes
neurais. Entretanto, existem dificuldades na escolha dos parametros destas redes e possiveis
problemas causados pela respectiva ma escolha destes. Estes problemas serao apresentados
ao longo do documento, que detalhara algumas técnicas para redugao/anulagao dos efeitos
indesejaveis da ma escolha dos parametros. O objetivo deste trabalho é obter um modelo
nao linear através do uso de redes neurais, capaz de representar a dinamica do sistema em
diversos pontos de operacao com a possibilidade de ser utilizado, entao, para a construgao

do modelo linear para predi¢gao do MPC.

Palavras-chave: Redes Neurais. Identificacao. MPC. Modelagem Baseada em dados.






Abstract

To optimize production and refining processes, oil and gas facilities often use multivariable
model-based predictive controllers (MPC). This control strategy requires models that
represent the dynamics of the processes. Many MPC algorithms use linear time-invariant
models in their formulation, but these models only represent the system accurately
near the operating point for which they were obtained. On the other hand, nonlinear
phenomenological models based on ordinary differential equations can be difficult to obtain
and usually have a high computational cost. An alternative is the data-based modeling,
capable of generating good approximations with a reduced computational cost for execution.
One of the possible techniques for obtaining this type of model is the identification by
neural networks. However, there are difficulties in choosing the network’s parameters
and possible problems caused by their poor choice. These problems will be presented
throughout this document, which will detail some techniques for reducing/nullifying the
undesirable effects of poor parameter selection. The objective of this work is to obtain a
nonlinear model through the use of neural networks, capable of representing the system
dynamics in several operating points with the possibility of being used, then, to construct

the linear prediction model for the MPC algorithm.

Keywords: Neural Networks. Identification. MPC. Data-based Modeling.
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1 Introducdo

Uma estratégia de controle aplicada com sucesso na industria do petroleo e gas é
o Controle Preditivo baseado em Modelo (MPC, do inglés Model Predictive Control) [1].
Em [2]| e [3], os autores propoem o uso de algoritmos MPC para manter sistemas de
compressao operando em regioes estaveis, além de minimizar a energia consumida no
processo. A cada iteragao, o MPC prevé a saida do sistema através de um modelo explicito
do mesmo e calcula as agoes de controle através da minimizacao de uma fungao objetivo,
considerando as restri¢goes do sistema. Além disso, o MPC lida facilmente com atrasos
e sistemas multivariaveis e ainda permite a inclusao de perturbacoes medidas na sua
formulacao.

Para o correto funcionamento do MPC, o modelo do sistema a ser controlado é
essencial. O desempenho do MPC esta diretamente relacionado a qualidade do modelo
utilizado para predicao. Caso esse modelo de predi¢ao nao represente bem o comportamento
do sistema, o algoritmo controlador tera dificuldade em atingir os objetivos especificados.
Diversas estratégias de controle MPC aplicadas na industria utilizam modelos de predigao
lineares com sucesso, mas a medida que o sistema se afasta do ponto de operacao no qual
o modelo linear foi obtido, esse modelo perde a capacidade de representar o sistema. O
Practical Nonlinear MPC' (PNMPC), proposto por [1], apresenta um MPC que utiliza
modelos de predicao linearizados sucessivamente a cada iteracao do controle, obtidos a
partir de um modelo nao linear do processo.

Realizar linearizagoes sucessivas de um modelo nao linear a cada iteragao do con-
trole pode ser um problema, afinal nem todos os processos possuem modelos dindmicos
fenomenolodgicos nao lineares que representem bem o sistema. Além disso, o custo com-
putacional para resolver modelos fenomenolégicos de complexidade elevada pode ser alto
demais, tornando muitas vezes inviavel seu uso a cada iteragao do algoritmo de controle.

Nesse contexto, os modelos baseados em dados estao sendo cada vez mais utilizados
para prever as saidas futuras de um sistema [4]. Com uma boa coleta de dados, é possivel
gerar modelos com funcionamento relativamente simples, com custo computacional mais
baixo que modelos baseados na resolu¢ao de um conjunto de equacoes diferencias e ainda
assim representando bem o comportamento do sistema em seus diversos pontos de operagao.
Assim, a obten¢ao do modelo nao linear que representa o sistema é simplificada e o custo
computacional reduzido para seu uso o torna viavel para aplicacoes onde o tempo disponivel
para a simulagao do processo é curto.

No contexto deste trabalho, a ferramenta escolhida para a obtencao de modelos
a partir de dados foram as redes neurais. Sua escolha se deu pela existéncia prévia de
projetos e desenvolvimentos na empresa utilizando a ferramenta e, portanto, havendo

uma maior familiaridade com a aplicagao desta quando comparada a outras técnicas de
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identificagao de sistemas a partir de dados.

Redes neurais sao poderosas ferramentas de aprendizado de méaquina utilizadas
para, através de aprendizado por reforco, reconhecer e aprender a representar ou classi-
ficar padroes presentes em conjuntos de dados. Suas aplicagoes sao possiveis nas mais
diversas areas, englobando medicina, economia, planejamento urbano, engenharia e muitas
outras, auxiliando em tarefas como, por exemplo, o diagnostico e predicao de doencas,
reconhecimento de fala ou escrita manual, Data Mining etc.

No contexto de sistemas dinamicos, as redes neurais apresentam um grande potencial
para obtencao de modelos baseados em dados, visto sua capacidade e poder computacional
de representar as diversas nao linearidades e relagoes complexas presentes nos sistemas.
Uma vantagem bastante atrativa é a versatilidade de aplicacao das redes, uma vez que a
técnica utilizada nao necessita de alteragoes quando aplicadas a sistemas SISO (Single
Input Single Output) ou MIMO (Multiple Input Multiple Output).

1.1 Objetivo geral

Dada a necessidade de obtencao de modelos nao lineares possiveis de se utilizar
em conjunto com as técnicas de MPC, este trabalho tem como objetivo desenvolver uma
ferramenta de identificacao de sistema utilizando redes neurais. Esta ferramenta devera,
ainda, contar com algumas melhorias de modo a simplificar a tarefa de obter modelos
capazes de representar com qualidade sistemas dindmicos nao lineares em suas diferentes
faixas de operacao e que possam ser utilizados como base para obtencao dos modelos

lineares de predicao do MPC.

Objetivos Especificos

e Desenvolver uma ferramenta capaz de aprender e, posteriormente, representar as

dindmicas de um sistema nao linear;
e Aplicar técnicas de taxa de aprendizado adaptativa na ferramenta;

e Aplicar técnicas de selecao de estrutura na ferramenta

1.2 Estrutura do documento

Este trabalho é dividido em seis capitulos:

No capitulo 1, é apresentada a introducao do documento, destacando pontos como
apresentacao do problema, contextualizacao e objetivos.

No Capitulo 2, é apresentada a fundamentacao teérica com relagao as redes neurais

artificiais.
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No capitulo 3, é apresentada a fundamentacao tebrica com relacao a identificagao
de sistemas.

No capitulo 4, é apresentado a metodologia utilizada no projeto.

No capitulo 5, é apresentado o sistema utilizado como caso de estudo, onde foram
aplicadas e validadas as técnicas vistas neste trabalho, assim como os resultados obtidos
apo6s realizacao dos testes.

No capitulo 6, sao apresentadas as conclusoes e perspectivas para trabalhos futuros.
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? Redes Neurais

Nas se¢oes a seguir sao apresentados alguns conceitos basicos sobre o funcionamento

das redes neurais utilizadas neste trabalho.

2.1 Feedforward Neural Networks

As redes neurais do tipo feedforward sao redes cujas conexoes nao formam ciclos,
sendo o célculo de suas saidas feito exclusivamente em um tnico sentido: das entradas
para as saidas. Sendo assim, essa arquitetura de rede nao possui memoria, nao havendo,
entdo, nenhuma influéncia das entradas/saidas passadas ou futuras da rede no calculo das

saldas atuais. Um exemplo de FNN ¢é visto na figura 1.

» Saidas

Entradas -(’\ .

o aglA

Sentido de Informagéo

Figura 1 — Rede neural do tipo FNN, onde o fluxo da informacao ocorre sempre das
entradas para as saidas, sem formagao de ciclos.

Conforme é discutido em [5], redes feedforward sao as mais simples e conhecidas,
tendo sido a primeira classe de redes neurais artificiais a ser criada. Dentre as arquiteturas
pertencentes a esta classe estao: Adaline (Adaptive Linear Element), MLP (Multilayer
Perceptron) e, de forma geral, qualquer arquitetura montada de modo a formar um grafo

aciclico dirigido.

Multilayer Perceptron

De acordo com [5,6], redes do tipo MLP s@o formadas por ao menos trés camadas:
camada de entrada, camada(s) oculta(s), e camada de saida. Com exce¢ao da camada de
entrada, todas as outras sao formadas por neuronios dotados de uma funcao de ativacao
e conectados aos neuronios da camada anterior e também aos neuronios da camada

seguinte, nao havendo conexoes entre os neurénios de uma mesma camada. Entre a camada
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de entrada e a camada de saida da rede, podem existir uma ou varias camadas ocultas
) )
possuindo, cada uma delas, um ou mais neurénios. Um exemplo de rede MLP é apresentado

na Figura 2.

Figura 2 — Rede do tipo MLP com 3 entradas, 3 saidas e 4 camadas ocultas, com 5
neurdnios cada.

Normalmente, cada neurénio da rede recebe, através de suas entradas, informagoes
de todos os neurdnios da camada anterior e fornece, através de sua saida, informacgoes para
todos os neurdnios existentes na camada seguinte da rede, caracterizando, assim, camadas

completamente conectadas.

2.2 Funcdes de ativacdo

Como visto em [5], as fungbes de ativagdo desempenham o papel de permitir o
mapeamento e aprendizado de relagoes nao lineares, visto que sem a presenca dessas, a
rede acabaria por ser apenas um modelo de regressao linear. Para tanto, sao aplicadas
funcoes nao lineares nas saidas de cada um dos neurénios.

O calculo da saida y; de cada um dos neuronios da rede passa a ser feito através
da fungao de ativacao f(z;) que recebe como entrada z;, a soma de todas as entradas
daquele neurdénio multiplicadas por seus respectivos pesos, assim como representado pela

Equagao (2.1).

1=0

Na Equagao (2.1), y; ¢ a saida do neurénio de indice i da camada anterior, conectado
a entrada do neuronio de indice j da camada atual para qual a saida y; esté sendo calculada,
w;; € o peso conectando a saida do neurdnio de indice ¢ da camada anterior & entrada do
neurénio de indice j da camada atual e n é o ntimero total de neuronios que se conectam

as entradas do neurénio de indice j da camada atual.
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O célculo da saida y; do neurdnio ¢ feito, entao, conforme a Equacao (2.2), onde

y; € o valor de saida do neurdnio e x; é o valor obtido através da Equacao (2.1) e f(z;) é

a funcao de ativagao definida para aquele neurénio.

y; = f(r;) (2.2)

Qualquer fungao pode ser utilizada como funcao de ativagao dos neurdnios. Porém,
deve-se levar em conta que fungoes demasiadamente complexas ou com elevado custo
computacional devem ser evitadas, visto que podem dificultar, ou até mesmo impossibilitar,
o aprendizado das redes. Além disso, fungoes com alto custo computacional podem impactar
nao somente o treinamento, mas também o tempo de execugao das redes. A seguir, serao
apresentadas algumas funcgoes de ativagao largamente utilizadas e com bom desempenho

geral.
Funcdo Sigmoide
1

=17

Uma fungao nao linear e continuamente diferenciével, com funcionamento facil de

(2.3)

entender e implementar. Sua saida varia na faixa entre 0 e 1, sendo centrada em 0,5 (Fig.
3). Em alguns casos nao é desejavel seu uso devido ao fato de gerar apenas valores positivos.
Ainda, por nao ser uma funcao centrada em zero, pode trazer uma maior dificuldade para
o aprendizado da rede em alguns casos.

Existe ainda o problema da dissipacao do gradiente ("The Vanishing Gradient
Problem"), onde os gradientes propagados durante o treinamento de uma rede vao sofrendo
multiplicagoes por valores menores que 1 a cada camada da rede atravessada, chegando nas
camadas iniciais da rede com valores infimos. Isso faz com que o ajuste dos pesos, calculado
a cada iteracao do treinamento da rede, sejam, também, infimos. Assim, torna-se muito
custoso o treinamento das primeiras camadas da rede, necessitando de uma quantidade

muito elevada de iteracoes para um ajuste minimamente relevante.
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Funcéo Sigmoide

Figura 3 — Representacao grafica da funcao sigmoide.

Funcdo Tangente Hiperbdlica
et — e %
et +e”*

fx) =

(2.4)

A tangente hiperbélica acaba por ser uma fun¢ao muito semelhante a sigmoide,

tendo as mesmas caracteristicas funcionais, exceto por suas saidas variarem entre -1 e 1,

tendo entao as vantagens de ser capaz de assumir valores negativos e ter seu centro em

zero. Ainda assim, a fungao também é sensivel ao problema de dissipacao do gradiente.

A representacao grafica da funcao é vista na Figura 4.

Funcéo Tangente Hiperbolica

0.5

051

Figura 4 — Representacao grafica da funcao tangente hiperbolica

Funcdo Rel U

f(z) = max(zx,0)

(2.5)
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Ou,

@) = Osex <0 (2.6)

rsex >0

Uma funcao nao linear e computacionalmente menos custosa que func¢oes como a
sigmoide, que utilizam a funcao exponencial em sua formula¢ao. Por nao haver progressivas
multiplicacoes do gradiente por valores menores que 1, a funcao nao é afetada pelo problema
da dissipacao do gradiente.

Apesar de resolver o problema da dissipacao do gradiente, um novo problema surge,
visto que para valores abaixo de zero o valor de sua saida, assim como o de seu gradiente,
é zero, nao sendo possivel um ajuste de pesos e propagacao de gradiente nesses casos.
Assim, é possivel que em algum momento do treinamento da rede, o neurdnio seja levado
para uma regiao em que jamais é ativado novamente e por consequéncia tem seu valor de
gradiente, a partir daquele momento, sempre zero. Isso faz com que o neurénio torne-se
incapaz de aprender, passando a ser considerado um neurénio morto. Este problema recebe
o nome de "Dying ReLU".

Para solucionar este novo problema que surge ao se fazer uso da ReL.U (Fig. 5),
foram criadas variagdes da ReLLU como a Leaky Rectified Linear Unit (LReLU, ou Leaky
ReLU), a Exponential Linear Unit (ELU), dentre outras. Estas variagdes buscam modificar
os valores da fun¢ao para entradas abaixo de zero. Resumidamente, os valores negativos
que, ao serem computados pela ReLU, retornavam sempre o valor zero, nessas variantes
da funcao retornam um valor diferente de zero. Assim, mesmo para esses valores a fungao
de ativagao possui um gradiente de valor diferente de zero, tornando possivel o calculo de

ajustes para os pesos das conexoes do neurénio.

Funcéo ReLU

Figura 5 — Representagao grafica da funcao ReLLU
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Func3o Identidade

flz)=x (2.7)

Apesar de nao contribuir para complexidade e capacidade de aprendizado da rede,
esta fungao nao limita os valores de sua saida a nenhuma faixa, podendo ser, em alguns
casos, uma alternativa interessante para os neurénios da camada de saida.

A representagao grafica da funcao é vista na Figura 6.

Funcao Identidade

Figura 6 — Representagao grafica da funcao identidade.

2.3 Backpropagation

Para realizar o treinamento das redes, de acordo com [5], um algoritmo muito
utilizado é o backpropagation. Nele, existe uma fungao custo, C'(W), que mensura o erro
do conjunto de pesos, W, atual da rede. O negativo do gradiente desta fungao é utilizado,
entao, para calcular o ajuste que deve ser feito em cada um dos pesos de modo que o erro
seja reduzido. Para o calculo dos valores deste gradiente referentes as camadas anteriores
a de saida, é necesséario propagar este erro até cada uma das conexoes por meio da regra
da cadeia.

O célculo da funcdo de custo C(W) referente ao conjunto atual de pesos W é
definido pela Equagao (2.8), onde p é o nimero de amostras do conjunto de treino utilizado;

()

n é o nimero de saidas da rede; y;”’ é o valor desejado na saida de indice ¢ para a amostra

7, e g)i(j ) ¢ o valor estimado pela rede na saida de indice ¢ para a amostra j.

| AR :
cw)==->"> 7~ (2:8)
LY
O calculo do gradiente referente a cada uma das conexoes da rede se da através da

Equacao (2.9), onde C'(W) é a fungao custo calculada para os pesos atuais da rede; yi(L) é
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(L)

a saida do neurdnio de indice ¢ da camada L; x; "’ é o somatorio das entradas multiplicadas

por seus respectivos pesos (ou seja, a saida antes de passar pela fungao de ativagao) do
(L)
]

da camada L — 1 e o neurénio de indice 7 da camada L para o qual esté sendo calculado o

neuronio de indice ¢ da camada L; e w;;” é o peso da conexao entre o neurénio de indice j

valor do gradiente.

acw) acw) oy oz

awgf ) 83/2-(” 81‘1@) 8w£jL )

(2.9)

Apos calculado o valor do gradiente referente a cada uma das conexdes da rede, o
(L)
ij

9CW) & o valor do gradiente do erro para a

ajuste Awgf) a ser aplicado no peso da conexao w,;” acontece conforme a Equagao (2.10),

onde 7 representa a taxa de aprendizado e oD
W, ;

conexao.
w _  0C(W)
ow;;
Por fim, o ajuste é aplicado aos pesos da rede conforme a Equagao (2.11).

wgf)atual - wgf)anterior + AwEJL) (211)

2.4 Taxa de aprendizado

O valor da taxa de aprendizado tem influéncia direta no céalculo do ajuste dos pesos
da rede. Ela define o quao grande serd o passo na direcao oposta a do gradiente calculado
através do Backpropagation. A escolha de uma taxa de aprendizado muito elevada pode
resultar em instabilidade no treinamento, onde o ajuste acaba ultrapassando a area 6tima
da solugao e muitas vezes sendo incapaz de convergir para algum valor 6timo, seja global
ou mesmo local. Por outro lado, a escolha de uma taxa muito pequena pode levar a
um treinamento demasiadamente lento ou mesmo fazer com o treinamento fique preso
em 6timos locais, nao sendo capaz de levar a rede deste ponto para o ponto do 6timo
global da solucao. Exemplos graficos de como diferentes valores de taxa de aprendizado se

aproximam do 6timo da funcao sao apresentados na Figura 7.
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Taxa de aprendizagem muito elevada Taxa de aprendizagem muito pequena

Cw)| cw)

cw) Taxa de aprendizagem ideal

Figura 7 — Desempenho de diferentes taxas de aprendizado na convergéncia para o 6timo
da funcao.

A taxa de aprendizado é, normalmente, um parametro livre da rede que nao possui
um valor ideal definido. Portanto, cabe ao usuario definir, de forma empirica, o valor da
taxa a ser utilizada na rede especifica. Como este ¢ um parametro que possui forte influéncia
nos resultados possiveis de se obter para uma rede, sua escolha pode ser trabalhosa e
nao intuitiva, sendo necessérias, muitas vezes, um grande investimento de tempo para
encontrar o valor mais adequado para a taxa de aprendizado a ser utilizado na rede.

Para evitar a necessidade da realizacao desses testes até obter a taxa de aprendizado
ideal para uma dada rede, foram desenvolvidos os algoritmos de taxa de aprendizado
adaptativa. Com isso, embora ainda seja necessario definir uma taxa de aprendizado base
para o método, este parametro passa a causar pouco impacto no treinamento da rede, pois
o algoritmo modifica, a cada novo ajuste a ser aplicado aos pesos, a taxa de aprendizado
para um valor ideal a ser utilizado naquele instante.

Apesar de tornar o processo de treinamento mais custoso computacionalmente, por
adicionar uma etapa a mais ao calculo dos ajustes, o uso de uma taxa de aprendizado
adaptativa acaba por reduzir o tempo total gasto com o treinamento da rede, visto que
elimina a etapa de realizar testes buscando a taxa ideal para, s6 depois de encontrada, ser
aplicada no treinamento real da rede.

Alguns dos métodos propostos para cumprir esta funcao sao capazes, ainda, de
calcular uma taxa de aprendizado para cada um dos pesos da rede, nao sendo necessério

ajustar todos os pesos com um mesmo valor, como acontece no caso da taxa de aprendizado



2.4. Tazxa de aprendizado 25

fixa. Assim, é possivel um treinamento muito mais eficiente, com uso de taxas maiores ou
menores dependendo da necessidade, no momento, para cada um dos pesos da rede.

Alguns exemplos de métodos para calculo de taxa de aprendizado adaptativa sao o
Adagrad, o Adadelta e o Adam. Estes trés métodos funcionam de forma bastante semelhante,
calculando uma taxa de aprendizado especifica para cada conexao da rede, baseada no
gradiente daquela conexao especifica.

O método do Adagrad, visto em 7], calcula o ajuste dos pesos baseado numa taxa
de aprendizado pré definida que é dividida pelo somatério dos quadrados dos gradientes
anteriores, acumulados desde o inicio do treinamento da rede, de modo que o treinamento
da rede é iniciado com uma taxa de aprendizado elevada, se aproximando de forma
mais réapida da regiao 6tima e reduzindo gradativamente a taxa para possibilitar uma
acomodacao suave neste 6timo. Porém, por acumular os gradientes desde o inicio do
treinamento, eventualmente o denominador da divisao adquire um valor muito elevado,
fazendo com que os ajustes aplicados tornem-se muito proximos a zero, impossibilitando o
treinamento da rede além deste ponto.

Para resolver o problema da impossibilidade de treinar a rede além de certo ponto,
o método do Adadelta, como visto em [8], transforma esse denominador nao mais em
um acumulo desde o inicio do treinamento, mas sim um acumulo apenas em uma janela
de tempo. Assim, o método Adadelta funciona de forma muito semelhante ao Adagrad,
porém levando em conta apenas os gradientes mais recentes, deixando de acumular valores
indefinidamente e mantendo o denominador da equacao num valor razoéavel, sendo possivel
a realizacao dos ajustes mesmo apds muitas etapas de treinamento.

O método Adam, encontrado em [9], por sua vez, funciona de forma muito seme-
lhante ao Adadelta, porém acrescentando, ainda, uma parcela a mais no calculo dos ajustes
que se assemelha com o uso de Momentum, muitas vezes utilizado junto ao método de
ajuste padrao com taxa de aprendizado fixa. A aplicacao de Momentum no treinamento é,
basicamente, dividir o calculo do ajuste dos pesos em duas partes: uma levando em conta
a taxa de aprendizado e gradiente calculado no instante atual e a outra sendo uma parcela
do ajuste realizado na iteracao anterior do treinamento. A Equagao (2.12) demonstra como
é feito o calculo do ajuste para um peso w no instante k utilizando Momentum, onde 7 é
o valor da taxa de aprendizado, g(w)) ¢ o gradiente do erro calculado para o peso w no
instante k, Aw(;_1) € o ajuste aplicado ao peso w no instante £ — 1 e p ¢ um valor entre 0

e 1, definido pelo usuéario, que faz o balanco entre as duas partes da equagao.

Awgy = p x (—ng(w)w)) + (1 —p) * (Awg—1)) (2.12)

Cada um desses métodos possui ainda alguns parametros livres para definir seu
funcionamento, como a taxa de aprendizado base, coeficientes de decaimento etc. Porém,
apesar de aumentarem o nimero total de parametros livres a serem definidos na rede,

estes pardmetros causam um impacto muito menor no treinamento da rede do que a taxa
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de aprendizado em si, nao sendo necessaria uma escolha muito rigorosa para definicao de

seus valores.

2.5 Comentarios Finais

Neste capitulo foram vistos conceitos bésicos sobre o funcionamento das redes
neurais e algumas opc¢oes de ferramentas para ajudar no treinamento das redes. No proximo
capitulo, serao apresentados alguns conceitos e termos de identificacao de sistemas que

foram tteis para o desenvolvimento deste trabalho.
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3 Identificacdo de Sistemas

Na tarefa de encontrar modelos matematicos capazes de representar o comporta-
mento de sistemas, sejam estes dinamicos ou estacionarios, foram desenvolvidas diversas
técnicas e métodos ao longo do tempo [10]. Este conjunto de conhecimentos e ferramentas
é o que define a area de identificagao de sistemas.

Os modelos utilizados em grande parte das técnicas de identificacao de sistema,
como ¢ o caso das redes neurais do tipo feedforward, sao estaticos, nao havendo relagoes
dindmicas entre suas entradas e saidas. Assim, para que seja possivel representar as
dinamicas de um sistema através desses modelos, sao adicionados regressores das entradas
e saidas do sistema na composicao de suas entradas. Estes regressores sao as respectivas
entradas e saidas do sistema com atrasos de amostra. Desta forma, o funcionamento
do modelo se assemelha, neste aspecto, a maneira como sao construidas as equagoes a
diferencas.

Como exemplo, um sistema qualquer com entrada x e saida y, poderia ser represen-
tado por um modelo que leva em conta, para o calculo da saida da amostra atual, para o
instante k, y(k), os regressores com atraso de 1 e 3 atrasos de amostra da entrada x e ainda
os regressores com atraso de 1 e 2 amostras da saida y (considerando que estes seriam
os regressores adequados para a representagao deste sistema). Neste caso, as entradas do
modelo seriam: z(k — 1), z(k —3), y(k — 1) e y(k — 2).

De modo a mensurar a qualidade da representacao do modelo, é realizada a
validagao do mesmo através de uma simulagao livre em um conjunto de dados diferentes do
utilizado para obtencao do modelo. Para realizar a simulagao livre, é fornecido ao modelo
as informagoes do estado inicial do sistema, considerando todos os regressores necessarios
para as entradas do modelo. Além disso, é fornecido o conjunto de entradas que alimentam
o sistema desde este ponto inicial até o dltimo ponto a ser estimado pelo modelo. Assim, o
modelo estima as saidas do sistema para os instantes seguintes, passando a considerar, nas
proximas iteragoes, as saidas estimadas pelo proprio modelo para compoér seu conjunto de
regressores de entrada. Ou seja, com apenas o estado inicial do sistema e o conjunto de
entradas aplicadas ao longo da simulacao, estima-se seu comportamento para todo um
conjunto de amostras.

A partir dos resultados desta simulagao, as saidas estimadas pelo modelo sao
comparadas com as saidas conhecidas do sistema para este conjunto de dados. Esta
diferenca é o erro de estimagao, existindo um valor de erro para cada uma das amostras.
De modo a generalizar a qualidade da estimagao do conjunto como um todo, sao utilizados
indices como o erro quadratico médio (MSE - do inglés, Mean Squared Error), R? etc.

Nas secoes deste capitulo serao apresentados alguns conceitos de identificagao de

sistemas utilizados na obtencao de modelos baseados em dados.
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3.1 Overfitting

O owverfitting é um problema indesejado para um modelo, sendo caracterizado pela
incapacidade do modelo de generalizar o comportamento de um sistema, representando
este com qualidade apenas no conjunto de dados utilizados para o treinamento. O problema
ocorre quando o modelo nao aprende as relagoes de fato existentes entre as entradas e
saidas do sistema, mas sim apenas decora os dados presentes no conjunto utilizado para
treinamento.

A Figura 8 demonstra um exemplo do que seria o overfitting. Dado o sistema
original, sao coletados alguns dados que, por motivos diversos, tais como imprecisao dos
sensores ou presenca de ruido, nao se encaixam perfeitamente na curva que representa o
comportamento real do sistema. A partir destes dados, um bom modelo seria obtido de
forma que represente razoavelmente bem todas as amostras e que tenha comportamento
proximo ao do sistema real. No caso onde ocorre overfitting, o modelo é obtido de forma
a representar perfeitamente os dados existentes no conjunto utilizado para identificacao,
porém representa um comportamento que nada tem a ver com o sistema real que esta

sendo identificado.

Representagao ideal Overfitting

— Modelo Estimado — Modelo Estimado

—— Sistema Real —— Sistema Real

s

® ® ¢ Dados de Treino ® ® ¢ Dados de Treino

Figura 8 — Representagoes de um mesmo sistema, a partir de um modelo bem condicionado
e outro modelo onde ocorre o overfitting.

Algumas das principais causas de overfitting sao: conjunto de dados de treinamento
com poucas amostras, complexidade excessiva do modelo utilizado para representar o
sistema e, em casos de modelos neurais, o treinamento excessivo da rede. Todos as trés
causas levam ao mesmo problema: o modelo deixa de representar as relagoes entre as
variaveis e suas dindmicas e passa a simplesmente "decorar"o conjunto de dados. As
Figuras 9, 10 e 11 demonstram, respectivamente, as relagoes entre tamanho do conjunto
de dados, complexidade do modelo e excesso de treinamento de uma rede neural com o

problema do owverfitting.
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Error

Testing Error

Overfitting

A
1
1
1
1
1
1

W Training Error

Figura 9 — Relacao entre o tamanho do conjunto de dados e erro nos conjuntos de treino
e de validagao: Com um conjunto de dados demasiadamente pequeno, nao é
possivel reconhecer todas as dindmicas presentes no comportamento do sistema.
Devido a isso, o modelo acaba por decorar as respostas do sistema para as
poucas amostras de dados disponiveis, representando bem o comportamento
do sistema para aquelas entradas especificas, mas sendo incapaz de generalizar
este comportamento em outros conjuntos de dados.

Dataset Size

Error

Best Testing Error
Complexity

Training Error

1 Model Complexity

Figura 10 — Relacao entre complexidade do modelo e erro nos conjuntos de treino e de
validagao: Com uma alta complexidade do modelo e consequente alto poder de
processamento, o modelo tende a ter uma maior facilidade em simplesmente
representar especificamente cada uma das amostras presentes no conjunto de
dados de treinamento. Assim, melhora sua representacao para estas amostras
especificas, porém nao adquire a capacidade de generalizar o comportamente
do sistema em outros conjuntos de dados.
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Error

Early Testing Error

Termination

Training Error

1 Training Steps

Figura 11 — Relagao entre etapas de treinamento da rede realizadas e erro nos conjuntos de
treino e de validagao: O treinamento da rede acaba por forga-la a representar
o melhor possivel aquele conjunto de dados utilizado no treinamento. Assim,
quando feito em excesso, a rede é obrigada a especializar-se em representar
muito bem as amostras contidas no conjunto de dados de treinamento. Com
isso, acaba sacrificando sua capacidade de generalizar o comportamento do
sistema e, por consequéncia, sua capacidade de representa-lo em deferentes
conjuntos de dados.

3.2 Projeto de Testes

De acordo com [10], para que seja possivel a obtengao de um modelo que seja
capaz de representar as dinamicas do sistema, é necessario que estas dindmicas estejam
presentes no conjunto de dados a partir dos quais seré realizada a identificacao. Portanto,
é necessario uma taxa de amostragem adequada para a coleta dos dados, de modo que as
dindmicas nao fiquem ocultas entre uma amostra e outra. Ainda, é necesséario que os dados
coletados nao sejam de um momento de estado estacionario do sistema, onde as variaveis
nao mudam de valor e, por consequéncia, nao é possivel identificar suas dindmicas.

Nos casos onde é possivel excitar o sistema livremente para a coleta de dados, como
em modelos virtuais ou plantas experimentais, é desejavel um projeto de sinal de excitagao
de forma a abranger todas as faixas de operacao desejadas do sistema e, em cada uma
destas faixas, explorar variagoes com diferentes frequéncias. Para esta func¢ao, é comum
o uso de sinais como Pseudorandom Binary Sequence (PRBS), Pseudorandom Sequence
(PRS), combinacao de senoides etc. Estes sao boas opgoes por tratarem-se de sinais de
excitagao persistente com ricos espectros de frequéncia, capazes de extrair as diferentes
dindmicas do sistema em relacao as suas diversas frequéncias.

Ainda, é necesséario que sejam coletados dados em quantidade suficiente, pois um
conjunto de dados muito reduzido pode nao ser suficiente para a correta identificagao do

sistema, podendo levar o modelo a sofrer de overfitting.
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3.3 Meétodo de selecdo de estrutura do FROLS - Forward Regres-
sion OLS

O estimador por minimos quadrados ortogonais (OLS - Orthogonal Least Squares),
encontrado em [11], € um método bastante consolidado na literatura e é utilizado para
obter modelos nao lineares. O método consta de realizar uma ortonormalizagao no conjunto
de dados, tornando possivel a estimacao de cada parametro de forma individual. Ainda,
¢é possivel mapear o modelo ortonormal, obtido através da estimacao, de volta para os
dominios do sistema inicial.

A partir desta técnica, foi desenvolvido o método de estimacao com selecao de
estrutura FROLS, que usa como base para escolha dos parametros do sistema a figura de

mérito da taxa de redugao de erro em conjunto com a relagao erro-sinal.

Taxa de Reducdo de Erro - ERR

Como visto em [10,11], o modelo estimado do processo, por se tratar de uma
aproximacao, contém um erro residual em sua resposta. A resposta do sistema pode, entao,
ser representada pela soma de duas parcelas: a resposta do modelo estimado em funcao
das entradas e o valor de erro residual. A Equagao (3.1) demonstra essas parcelas, onde
Y seria a resposta do sistema, z as entradas do modelo, f(z) a fun¢ao estimada para

representar o modelo e e a parcela de erro residual.

Y =f(z)+e (3.1)

Quanto mais uma entrada contribui para aproximar a resposta do modelo em
funcao das entradas ao valor da resposta do sistema real, mais esta variavel contribui para
a redugao do valor de erro residual. A taxa de redugao de erro (ERR - Error Reduction
Ratio) é o valor calculado para quantificar essa contribuigao da entrada do modelo na
redugao do erro residual. Como visto em [10, 11], o valor da ERR para uma entrada
de indice i do modelo ¢ feito conforme a Equagao (3.2), onde x; é o vetor contendo as
amostras da entrada de indice ¢ do sistema e y é o vetor contendo as amostras de saidas
do sistema. Este valor pode ainda ser multiplicado por 100 para indicar o valor percentual

da contribui¢ao da entrada.

<, ZL’z’>2

<T;, T;i>

(3.2)

As duas parcelas que compoem a resposta do sistema podem ser vistas, entao, como
o somatorio dos valores de ERR das entradas presentes no modelo e a relacao erro-sinal
(ESR - Error-to-Signal Ratio). Sendo estas duas parcelas valores percentuais referentes

a suas contribui¢oes na composicao da resposta do sistema. Portanto, a composicao da
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resposta do sistema é definida conforme a Equagao (3.3), onde M é o ntimero de entradas

do modelo.

M
1 =) ERR;+ESR (3.3)
=1

De forma equivalente, temos a Equagao (3.4).
M
ESR=1-) ERR (3.4)
i=1

Algoritmo da selecdo de estrutura do FROLS

De acordo com [11], primeiro se calcula o valor de ERR para cada um dos regressores
do modelo, selecionando o regressor com maior ERR.

Apos selecionado este, o grupo de regressores candidatos é reduzido, com a retirada
do regressor ja selecionado. O conjunto de regressores remanescente é entao ortogonalizado,
através do método de Gram-Schmidt, em relagao ao primeiro selecionado. A partir deste
conjunto reduzido e ortogonalizado, é selecionado o regressor seguinte. O processo ¢é
repetido até que a condicao de parada seja atingida.

A condicao de parada acontece quando o valor do ESR, calculado a partir do
somatorio das ERR do conjunto de regressores selecionados até o momento, for menor que

o valor p definido pelo usuério, como visto na Equagao (3.5).

ESR<p (3.5)

Apo6s isso, o modelo é construido com os regressores selecionados, descartando os

demais candidatos.

3.4 Comentarios Finais

Neste capitulo, foram apresentados alguns conceitos de identificacao de sistemas
para obtencao e validacao de modelos. No capitulo seguinte, serao apresentadas as técnicas

e métodos que foram utilizadas no desenvolvimento deste projeto.
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4 Metodologia

Neste capitulo serao apresentados como foram utilizados os conceitos postos nos
capitulos anteriores para a resolu¢ao dos problemas propostos no Capitulo 1, assim
como técnicas alternativas para a resolugao de problemas que surgiram ao longo do

desenvolvimento deste projeto.

Linguagem e bibliotecas

Levando em conta as necessidades do ambiente de trabalho, como ferramentas
j& existentes e planos futuros, foi escolhida a linguagem Python para implementagao do
projeto.

Para a implementacao das redes neurais, foi feito uso da biblioteca TensorFlow,
com a qual é possivel, de maneira simples, montar uma estrutura de rede neural e realizar
seu treinamento. Nessa biblioteca, ja estavam disponiveis implementacgoes de diversas
fungoes de ativagao e técnicas de taxa de aprendizado adaptativa. A fungao LReLLU, assim
como o método Adam, escolhidos para aplicagao neste projeto, ja estavam implementados
na biblioteca.

A técnica de selecao de estrutura, porém, nao possui implementacao na biblioteca
e, portanto, teve de ser desenvolvida por completo. Além da TensorFlow, foram utilizadas
na implementacao bibliotecas como NumPy, para lidar com dados e operacoes matemé-
ticas/vetoriais, time para acompanhar o tempo levado em cada etapa do treinamento,

selecao de estrutura etc. da rede e pickle para salvar dados, redes treinadas etc.

41 Funcdo de Ativacio

Inicialmente foram utilizadas funcoes de ativagao do tipo RelLU nas camadas
ocultas da rede. Porém, durante a execugao dos treinamentos das redes, foram enfrentados
problemas com a morte de neurdnios e incapacidade da rede de convergir para uma boa
representacao do sistema nessas condigoes. De modo a resolver esse problema, foi adotado
o uso da funcdo Leaky ReLU (LReLU).

A fungao LReLLU se comporta de maneira similar a original ReLLU, porém para
valores abaixo de zero, em vez de retornar zero, a funcao se comporta conforme a Equacao

(4.1), onde « é uma constante com valor 0 < o < 1.

f(z) =ax (4.1)

Desta maneira, ¢ mantida a nao linearidade da fungao, seu calculo continua com-

putacionalmente simples e o problema dos neuréonios mortos ¢é eliminado, visto que, com
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o uso desta funcao, resultados abaixo de zero ainda possuem um gradiente e, portanto,
ainda podem ser treinados em qualquer situagao. Na Figura 12 é demonstrada a forma

grafica da fungao LReL.U.

Leaky ReLU

Figura 12 — Representacao grafica da funcao LReLU, com o = 0.1.

4.2 Taxa de aprendizado adaptativa

De modo a reduzir o nimero de parametros livres da rede que causam grande
impacto na qualidade do modelo obtido, foi adotado o uso de taxa de aprendizado
adaptativa na rede.

O método escolhido foi o Adam, que calcula uma taxa de aprendizado adaptativa
individual para cada conexao da rede. No célculo do ajuste de peso, Aw, que se dé
conforme a Equacgao (4.2), ¢ utilizado um valor de taxa de aprendizado base, 7, além de
uma constante € para evitar problemas numéricos e ajudar a manter a taxa de aprendizado

bem condicionada mesmo em situacoes onde os gradientes estejam préximos de zero.

Awk :—ALxmk 4.2
(k) (k)
Uy + €

As parcelas m e ¥ sao corre¢oes aplicadas as parcelas originais m e v, respectiva-
mente. O calculo das parcelas m e © se dao conforme as Equacoes 4.3 e 4.4, respectivamente.

Nas equagoes, os valores (31 e 35 sao as constantes de decaimento de m e v, respectivamente.

5 (k)

Mg = —o) 4.3
0 = T2 gF (4.3)

A U(k)

W = T gF (4.4)

Estas corregoes sao necessarias para adequar o valor das parcelas na Equacao (4.2)

no inicio do treinamento, visto que os valores de m e v, que representam, respectivamente, a
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média decadente dos gradientes passados e a média decadente dos quadrados dos gradientes
passados, sao iniciados em zero.

Os valores de m e v sao calculados conforme as Equagoes 4.5 e 4.6, respectivamente.

M) = B X me-1) + (1 — B1) X g (4.5)

vy = Bo X vge-1y + (1= B2) % g (4.6)

Uma vez calculado o ajuste Aw, a regra de aplicagao deste & conexao é a mesma

vista na Equagao (2.11).

4.3 Neural-FROLS

Com o intuito de combater o problema do overfitting causado pela alta complexidade
do modelo e buscando obter o modelo mais simples possivel para representar, com qualidade,
as dindmicas do sistema, é proposta uma estratégia de selegao de estrutura para a rede.

A selegao consiste em avaliar todas as conexoes existentes entre os neurdnios da
rede, definindo quantas e quais sdo as conexoes relevantes para cada neurdnio. E definido
um limite minimo de conexoes relevantes para que o neurdnio seja mantido e, caso o
neurénio nao atinja esse limite minimo, o neurénio é excluido da rede. Esta avaliacao
ocorre em todos os neurénios, com exce¢ao apenas dos neurdnios de saida, visto que nao
seria interessante a exclusao de uma saida da rede. Ou seja, é possivel a exclusao de
qualquer neurdnio presente nas camadas ocultas ou até mesmo de camadas inteiras da
rede. Além disso, a analise é executada também na camada de entrada, existindo, entdo, a
possibilidade de entradas da rede deixarem de existir.

A Figura 13 mostra os passos necessarios para realizacao de um ciclo completo de
treinamento e selecao de estrutura de uma rede. E realizado o treinamento da rede até
que se possa considera-la treinada. Apoés finalizado o treinamento, é feita uma analise de
todas as conexdes da rede (detalhada na Segao 4.3.1) e definido quais s@o os neurdnios que
devem permanecer na rede e quais devem ser retirados. Caso nao haja nenhum neurénio a
ser retirado, o ciclo é finalizado e a estrutura atual da rede é escolhida como estrutura
resultante.

Caso haja neuroénios a serem retirados da rede, é realizada a poda destes neurdnios e
a nova rede, gerada a partir da exclusao dos neuronios, com sua nova estrutura, é treinada.
Finalizado o treinamento, a rede é testada num conjunto de dados de validacao e tem seu
desempenho comparado com o obtido pela rede antes da poda. Caso o desempenho da
nova rede seja pior que o da anterior, a rede existente antes da poda é restaurada e o ciclo

¢é finalizado, sendo esta rede restaurada o resultado final da selecao de estrutura.
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No caso desta nova configuracao desempenhar melhor no conjunto de dados de
validacao, é feita uma nova anéalise das conexoes, de modo a verificar a possibilidade de

reduzir ainda mais a estrutura. A partir dai, o ciclo se repete como explicado anteriormente.

Ha o qué
podar?

Desempenho
melhorou?

Figura 13 — Ciclo completo de treinamento e selecao de estrutura da rede

4.3.1 Analise das conexdes e selecdo dos neurdnios

Para definir os neurénios a serem mantidos ou retirados da rede, é realizada, para
cada um dos neurdnios da rede, uma analise de suas conexoes e um posterior calculo de
sua "pontuacao". Apods isso, apenas os neurdnios que obtiveram uma pontuagao igual ou
acima do limite minimo definido sao escolhidos para permanecerem na rede. O método
depende, ainda, de dois parametros livres: O valor minimo de influéncia de uma conexao
para que seja considerada relevante (p) e a pontuagado minima para que o neurdnio seja
mantido na rede (Imin). As etapas de anélise das conexoes e célculo da pontuagao, assim

como a func¢ao dos parametros livres, sao definidas a seguir.

Analise das conexdes

A escolha das conexoes se da por meio da anélise, ao longo de um conjunto de
dados conhecido, das entradas e das saidas de cada um dos neurénios. Assim como visto
no algoritmo do FROLS, a analise ¢é feita através da ortonormalizacgao, através do método
de Gram-Schmidt do conjunto de dados e célculo do ERR. Para aplicar o método nas
redes neurais, cada um dos neurénios é tratado como um modelo individual, conforme a

Figura 14. Assim, cada neur6nio é considerado como um modelo que tem como entradas
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as saidas de todos os neuronios da camada anterior que se conectam a ele e como saida o
valor do somatorio do produto das entradas do neurénio por seus respectivos pesos. Ou

seja, a saida do neurénio em si antes de ser aplicada a funcao de ativacao deste.

Neurdnio

gur — neuronio, onde u,; represen ntr indice 7, w; represen

Figura 14 — Modelo do neurénio, onde epresenta a entrada de indice i, epresenta o
peso da conexao de indice i, x é o valor do somatorio do produto das entradas
por seus pesos, f(-) é a fungao de ativagao e ¢ é a saida do neurdnio.

O motivo para considerar a saida do modelo como sendo a saida do neurdnio
antes da aplicacao da funcao de ativacao é que existem casos onde a saida é a mesma
para diferentes valores do somatorio das entradas. No caso da ReLU, por exemplo, se
o somatorio das entradas resulta em qualquer valor entre 0 e —inf, a saida é sempre a
mesma: zero. Assim, embora as entradas tenham suas contribuicoes individuais para a
obtencao desse resultado, torna-se impossivel quantificar a influéncia de cada uma das
entradas na saida.

Assim como no método do FROLS, a cada iteragao do algoritmo as conexoes sao
analisadas e a que possuir maior relevancia é selecionada. As conexoes sao selecionadas,
uma a uma, até que o ESR seja igual ou menor que o valor p definido para o método.
Assim, sao formados os vetores contendo os indices de cada conexao relevante para cada

um dos neurdnios da rede.

Calculo da pontuacio do neurdnio

A partir do vetor contendo as conexoes de entrada que sao relevantes para cada
neurénio, obtido na etapa de anélise das conexoes, é gerado um novo vetor, contendo os
indices dos neurdnios da camada seguinte para os quais a saida do neurdnio é considerada
relevante. Por questoes praticas, o primeiro vetor, obtido na etapa anterior, sera chamado
de Viniradas € 0 segundo, obtido a partir deste, Vigidas-

Em posse dos dois vetores, Ve iradas € Vsaidas, € realizado o calculo da pontuagao de
cada neurénio, que definird sua permanéncia ou exclusao da rede. O calculo da pontuagao
tem como objetivo manter na rede apenas os neurdnios que possuem multiplas conexoes

com as camadas adjacentes. Deste modo, um neurénio n,, que apenas repassa a informagao
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da camada anterior para a camada seguinte (ou seja, tem registrado apenas 1 conexao
relevante em Vi,4radas(n) € 1 conexao relevante em Vigigqs(n,)), assim como um neurénio
n; que nao é considerado relevante para nenhum dos neurénios da camada seguinte (nao
possui nenhuma conexao registrada em Vgiq4as(n;)) recebem pontuagoes baixas, enquanto
neuronios que recebem multiplas conexoes relevantes e sao considerados relevantes por
miultiplos neurdnios na camada seguinte recebem pontuagoes elevadas.

Para as camadas ocultas, o calculo da pontuagao é feito de acordo com a Equagao
(4.7), onde Pontos(n) é a pontuagao calculada para o neuroénio n, Vepiradas(n) contém
os indices das entradas consideradas relevantes para o neuronio n e Vyigas(n) contém os

indices dos neuronios para os quais a saida do neurénio n é considerada relevante.

Pontos(n) = (Numero de indices em V,,1r0d0s(1)) X (Numero de indices em Vigigqs(n))
(4.7)

Apo6s o calculo, cada neuronio tem sua pontuacao comparada ao limite minimo
definido através do parametro Imin e, caso a pontuagao seja maior ou igual a este limite,
o neurénio permanece na rede, caso contrario, o neurénio é retirado.

Considerando um valor Imin = 3, podemos ver, na Figura 15, exemplos de neurénios
que seriam excluidos (neurénios A, B, C, D e E) e neurénios que seriam mantidos (neurénios
F, G e H) na rede. Neste caso, as pontuagoes dos neurénios A, B, C, D e E seriam,
respectivamente, 1, 0, 2, 0 e 2. Como todas ficam abaixo do valor limite [min, os neuroénios
seriam eliminados. J& os neurénios F, G e H, possuem, respectivamente, as pontuacoes 4, 3
e 3, ficando as trés acima ou iguais ao limite minimo [min e, portanto, sendo os neuronios

mantidos na rede.
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566
000

/

Camada de Camadas Camada de
\ entrada ) Ocultas \ saida )

Figura 15 — Figura ilustrando neurénios com conexoes insuficientes para serem mantidos
na rede (neurénios A, B,C ,D e E) e neurénios com conexoes suficientes para
que permanecam na rede (neurénios F, G e H).

Na camada de entrada, o calculo das pontuacoes é feito de forma bastante similar ao
caso das camadas ocultas. Nesta camada, como os neuronios recebem apenas os valores de
entrada do conjunto de dados e nao possuem nenhuma conexao vinda de outros neuroénios,
o valor do Total de indices em V_piradas(Mentrada), Visto na Equacao (4.7) é considerado 1
para qualquer neuroénio Neprade da camada de entrada. Desta maneira, a pontuacao dos
neurdnios da camada de entrada é calculada levando-se em conta apenas a quantidade de
neurdnios da camada seguinte para os quais o neurdnio da camada de entrada é considerado
relevante. Assim, a pontuacgao dos neurénios da camada de entrada é calculada conforme

a Equagao (4.8).

Pontos(Nentrada) = 1 X (Total de indices em Vigigas(Nentrada)) (4.8)

Novamente considerando Imin = 3, a Figura 16 mostra exemplos de neurdénios que
seriam mantidos (B e C) e neurdnios que seriam excluidos (A) da rede. No exemplo, o
neurénio A tem a pontuacao 2, abaixo de Imin e portanto seria excluido, enquanto B
e C teriam pontuacgoes de valor 3, sendo, entao, iguais ao limite minimo estabelecido e,

portanto, seriam mantidos na rede.
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Figura 16 — Figura ilustrando entradas com conexoes insuficientes para serem mantidos na
rede (neurdnio A) e entradas com conexoes suficientes para que permanegam
na rede (neurénios B e C).

4.4 Comentarios Finais

Neste capitulo foram vistas as técnicas utilizadas para resolver os problemas
encontrados ao longo do desenvolvimento e alcangar os objetivos do trabalho. No préximo
capitulo serao apresentados os resultados de um caso de estudo onde as técnicas foram

aplicadas aos dados de um sistema de compressao de uma plataforma de petroleo e géas.
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5 Estudo de caso: Sistema de compressio

Neste capitulo é apresentado o sistema de compressao de uma plataforma de
petroleo utilizado como caso de estudo, seguido de detalhes sobre a implementagao e os

resultados da aplicagao das técnicas apresentadas nos capitulos anteriores.

5.1 Funcionamento do Sistema

As unidades de producao de petroleo e gas natural sdo compostas basicamente
por um separador trifasico, que recebe a producao dos pogos, um sistema de tratamento
de 6leo/agua e um sistema de compressao de gas, que é um processo vital da unidade.
O sistema de compressao é responsavel por aumentar a pressao do gés proveniente do
separador, fornecendo uma determinada vazao de gés em pressao, umidade e temperatura
especificas, de acordo com o ponto de operacao desejado e as especificacoes dos sistemas
subsequentes. O gas comprimido pode entao ser exportado, usado para gas-lift, usado para

gerar energia elétrica ou injetado novamente no reservatorio nos pogos de injegao 2, 3].

Figura 17 — FPSO (do inglés, Floating Production Storage and Offloading) utilizada na,
industria de petroleo e gas

Os sistemas de compressao das unidades de producao de petroleo e gas sao formados
por compressores do tipo centrifugos, que trabalham em uma faixa relativamente estreita
de condig¢oes operacionais. Em condi¢oes normais de operagao, o sistema de compressao

deve processar todo o gas recebido. Porém, alteracoes na vazao de gas proveniente do
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separador ou nas propriedades do gas, como peso molecular e compressibilidade, podem
ter impacto no funcionamento do compressor. Vérios controladores locais sao usados para
manter pressoes, temperaturas e vazao nos valores desejados para o funcionamento correto
do compressor. No entanto, devido ao efeito de altas perturbagoes, mesmo com a acao do
sistema de controle local, o sistema de compressao poderia ser levado a operar em regioes
indesejaveis, tendo que queimar gas ou consumir mais energia do que o necessario. Em
alguns casos extremos, o processo pode ficar instavel, for¢cando o sistema de seguranca a
paré-lo. Uma parada do sistema de compressao afeta todos os outros sistemas da unidade,
causando grandes perdas econdmicas e estressando varios equipamentos |2, 3].

O sistema de compressao utilizado no caso de estudo deste trabalho conta com
trés compressores, o compressor principal, o compressor de exportacao e o compressor de

injecao. Um esquema simplificado do sistema de compressao é apresentado na Figura 18.

*— Compressor 1 > Processo 1 Compressor 2

Processo 2 Compressor 3 >

Figura 18 — Esquemético do sistema de compressao

O sistema de compressao trabalhado possui trés compressores em série. Os Processos
1 e 2, apresentados na Figura 18, ainda nao estao operando na planta do sistema e, portanto,
nao existe vazao de gas destes para fora do sistema. Por este motivo, é considerado que
todo o gés que entra no sistema passa pelos 3 compressores antes de deixéa-lo.

Cada compressor pode, ainda, contar com miltiplos estagios de compressao, po-
dendo estes estarem dispostos em série ou em paralelo. Cada estagio de compressao conta
com um vaso para receber o gis em sua entrada, o compressor em si, onde a pressao do
gas ¢é elevada, um trocador de calor para regular a temperatura do gas que é aquecido ao
ser comprimido e uma valvula de reciclo.

A valvula de reciclo regula a passagem de gas da saida do estagio de compressao
diretamente para o vaso existente em sua entrada. Em algumas circunstancias o aciona-
mento desta valvula é necessario para regular a diferenca de pressao entre a entrada e a
saida do compressor, evitando que este venha a operar em regioes instaveis do sistema.

Cada estagio conta ainda com dois controladores regulatorios. Um regula a pressao
na entrada do compressor, atuando sobre a rotagao do compressor, enquanto o outro
mantém a relagao de pressao entre a entrada e a saida do compressor em pontos de

P

operacao seguros, abrindo a valvula apenas em situagoes onde isso é necesséario para
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manter o sistema estével.

5.2 Variaveis de interesse

A Tabela 1 apresenta as variaveis utilizadas como entradas na modelagem do
sistema. Ja na Tabela 2, sao apresentadas as variaveis de saida do sistema a serem

representadas pelo modelo.

Entradas do Modelo

Descricao Quantidade
Setpoint dos controladores de pressao
de succao dos compressores 3

(variaveis manipuladas)
Fluxo de entrada de gas
no sistema (perturbagao)

Total 4

1

Tabela 1 — Variaveis de entrada do sistema, manipuladas e perturbacao.

Saidas do Modelo

Descricao Quantidade
Poténcia de operagao nos estagios -
dos compressores

Medida de rotagao dos trens de compressao 5
Pressoes inter-estagio 3
Vazao de gas 2
Variaveis observadas no controle regulatorio 17
Medidas alternativas da rotacao 9

dos compressores (redundantes)
Total 36

Tabela 2 — Varidveis de saida

5.3 Implementacdo

Aquisicdo de dados

Os dados utilizados para identificacao do sistema foram obtidos através de simula-
¢oes realizadas no software EMSO (sigla para Environment for Modeling, Simulation and
Optimization). O software oferece um ambiente gréafico completo onde é possivel modelar e
simular complexos sistemas dindmicos ou estacionarios. Os componentes sao modelados
através de equagoes diferenciais que regem seu comportamento e modelos complexos podem
ser construidos através de flowsheets onde sao criados objetos destes componentes e sao

definidas todas as conexoes existentes que formam o sistema como um todo.
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A partir do flowsheet, onde o sistema de compressao esta modelado, foram realizadas
as simulagoes para aquisicao de dados do sistema. Durante as simulagoes, foram aplicados,
nas variaveis de interesse definidas como entradas, sinais compostos por somatorios de
diversas senoides com diferentes amplitudes e frequéncias, de modo a levar o sistema para
as diversas faixas de operacao a serem analisadas e, nestas, variar as entradas para exibir

as dinamicas do sistema naquele ponto.

Rede Neural

A rede construida para identificar o sistema do caso de estudo foi do tipo MLP,
possuindo 5 camadas, contendo, respectivamente, 1000, 100, 1000, 100 e 1000 neurdnios
cada uma. Foram selecionados os regressores da entrada com atrasos de 1 a 5, para todas
as 4 entradas e 36 saidas da rede, somando um total de 200 regressores. Com isso, a rede
foi montada com 200 neurénios na camada de entrada e 36 neurénios na camada de saida.

As fungoes de ativagao empregadas foram do tipo LReLU para as camadas ocultas

e funcao identidade para a camada de saida.

54 Resultados

Apos realizado o treinamento, a rede representou de forma satisfatéra o sistema no
conjunto de dados de treinamento. Porém, quando utilizada para simular o comportamento
do sistema em um conjunto de dados de validacao, diferente do utilizado no treinamento, a
rede apresentou resultados ruins, demonstrando incapacidade de representar corretamente
o comportamento do sistema. Os resultados da simulacao e comparacao entre os dados
estimados e os produzidos pelo sistema real para uma das suas saidas podem ser conferidos

na Figura 19.

Conjunto de Dados de Treino Conjunto de Dados de Validacao

1 ‘ ‘ ‘ i 0.5 ‘ ‘ ‘ ‘ ‘
> Sistema Real S Sistema Real
E 0.8 Modelo Estimado | 4 E 0451 Modelo Estimado | 1
] i T 04t
£ 0.6 £ 0
204 1 2035
= 1
=02 Z 03}
o o
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Figura 19 — Desempenho da rede em representar o sistema nos dados de treinamento e
nos dados de validagao.

Esta grande diferenca de desempenho nos dois conjuntos de dados, obtendo uma

representacao quase perfeita no conjunto de dados de treinamento e um desempenho
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insatisfatorio no conjunto de dados de validacao, indica a ocorréncia de overfitting no
modelo.

Visto que uma das principais causas de overfitting é o uso de um modelo excessiva-
mente complexo para representar o sistema, foi executada a rotina de selegao de estrutura

na rede. Os resultados da selegao de estrutura sao apresentados na Tabela 3.

Rede Apos

Rede Original Selecao de Estrutura

Entradas da Rede
(Total de Regressores)
Camadas Ocultas 5 5
Neurdnios por
Camada Oculta [ 1000, 100, 1000, 100, 1000 | | [ 180, 100, 159, 100, 16 |
Saidas do Sistema
que deixaram de - 2
ser entradas da Rede

200 139

Tabela 3 — Estrutura da rede antes e depois da selecao de estrutura

Apo6s a selegao de estrutura, foi possivel obter uma rede muito mais enxuta. Nesta
nova rede obtida, alguns regressores deixaram de compor as entradas e houve uma grande
reducao na quantidade de neurénios totais da rede, chegando a uma redugao de mais de
98% na quantidade de neurdnios existentes na tltima camada oculta.

Ainda, podemos destacar que 2 saidas do sistema tiveram todos os seus regressores
excluidos das entradas da rede. Este é um resultado bastante desejavel, visto que estas
duas saidas eram apenas variaveis utilizadas para monitorar o sistema, sendo seus dados
redundantes.

Nos testes realizados utilizando esta nova rede, é perceptivel uma queda na qualidade
de representacao do sistema no conjunto de dados de treinamento. Porém, no conjunto
de dados de validagao, o desempenho apresentado foi muito superior ao da rede original,
demonstrando que a rede simplificada foi capaz de generalizar melhor o sistema, assim nao
apresentando o problema de overfitting. Os resultados das simulagoes da rede simplificada

podem ser conferidos na Figura 20.
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Figura 20 — Desempenho da rede em representar o sistema nos dados de treinamento e
nos dados de validagao apos selecao de estrutura.

As Figuras 19 e 20 mostram resultados de estimagoes levando em conta apenas
uma das 36 saidas presentes no modelo neural. Na Tabela 5 sao apresentados, através do
calculo do MSE entre os dados de validacao e os dados estimados pela rede, os resultados
para as estimacgoes de todas as saidas do modelo. As Figuras 19 e 20 mostram resultados
referentes a saida de indice 11 vista na Tabela 5.

Ainda, a rede obtida apds a selecao de estrutura apresentou uma reducao de
aproximadamente 15% no tempo de execugao quando comparada com a rede original
para um mesmo conjunto de dados. J& quando comparada com a simulagao pelo modelo
construido a partir de EDOs, através do software EMSO, a reducao de tempo foi de cerca
de 98% para os dados de validacao e de cerca de 99,5% para o conjunto de dados de
treinamento.

Os tempos de execugao aproximados para os trés casos, avaliados nos conjuntos de

dados de treino e de validagao, podem ser observados na Tabela 4.

Rede Reduzida | Rede Original | Simulador por EDOs
Treino .
(18 mil amostras) 18 segundos 22 segundos 50 minutos
(12 IYl?ll l;izﬁfs?cras) 12 segundos 14 segundos 10 minutos

Tabela 4 — Tempo de execucao aproximado para estimacao dos valores por cada um dos
modelos, avaliados nos conjuntos de dados de treino e de validagao.

O tempo de execucao por amostra é constante para as redes neurais, visto que em
toda execucao sao feitas as mesmas operagoes, apenas com valores diferentes. Ja para
o sistema baseado em EDOs, o ponto de operagao em que o sistema se encontra e a
ocorréncia de determinados eventos podem influenciar fortemente o tempo de execucao
para cada amostra. Dai a justificativa de um aumento de 500% no tempo de execucao
para o modelo baseado em EDOs quando comparados os conjuntos de dados de validacao
e de treinamento, apesar de o conjunto de treinamento conter apenas 50% mais amostras

que o de validagao.
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Indice da MSE das saidas MSE das saidas Diferenca
Saida da Rede | da Rede Original | da Rede Reduzida | (Original - Reduzida)
1 0,000039 0,000083 -0,000044
2 0,000143 0,000026 0,000117
3 0,000096 0,000092 0,000004
4 0,000201 0,000024 0,000177
5 0,000403 0,000048 0,000355
6 0,000554 0,000031 0,000523
7 0,003357 0,000042 0,003315
8 0,000611 0,000032 0,000579
9 0,044332 0,000157 0,044175
10 0,002175 0,000011 0,002164
11 0,000416 0,000053 0,000363
12 0,000567 0,000031 0,000536
13 0,003590 0,000040 0,003550
14 0,000758 0,000030 0,000728
15 0,008535 0,000099 0,008436
16 0,000059 0,000094 -0,000035
17 0.043298 0,000154 0,043144
18 0,000547 0,000028 0,000519
19 0,000029 0,000020 0,000009
20 0,000220 0,000028 0,000192
21 0,000091 0,000018 0,000073
22 0,000235 0,000031 0,000204
23 0,007232 0,000156 0,007076
24 0,001004 0,000035 0,000969
25 0,000732 0,000033 0,000699
26 0,000968 0,000027 0,000941
27 0,000270 0,000046 0,000224
28 0,000974 0,000034 0,000940
29 0,000580 0,000030 0,000550
30 0,000988 0,000027 0,000961
31 0,000303 0,000049 0,000254
32 0,002422 0,000016 0,002406
33 0,001705 0,000051 0,001654
34 0,000445 0,000142 0,000303
35 0,000790 0,000030 0,000760
36 0,000665 0,000029 0,000636

Soma Total: 0,129332 0,001878 0,127454

Tabela 5 — Tabela contendo os valores medidos de MSE no conjunto de dados de validacao
para a rede original e para a rede obtida apds a selecao de estrutura.

5.5 Comentarios Finais

Neste capitulo foram apresentados o sistema utilizado como caso de estudo, detalhes

acerca da implementacao das técnicas e aquisicao de dados e ainda os resultados obtidos.

No proximo capitulo serao apresentadas as conclusoes e perspectivas futuras para este

trabalho.
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6 Conclusdes

A aplicacao das técnicas vistas no Capitulo 4 no treinamento da rede contribuiu
com a reducao dos parametros livres da rede. Com o uso da taxa de aprendizado adaptativa,
foi possivel treinar redes sem a necessidade de buscar um ajuste fino para a mesma.

A técnica de selecao de estrutura permitiu que bons resultados fossem obtidos
mesmo com uma rede super-parametrizada e um escolha descuidada dos regressores a serem
utilizados nas suas entradas. Isso possibilita que a rede seja construida sem muito critério
quanto a sua complexidade, pois é possivel simplesmente exagerar nos parametros da rede
e, usando o seletor de estrutura, simplificar esta até que seja obtida uma complexidade
ideal para representacao do sistema.

Foi visto, ainda, que a técnica de selecao de estrutura apresentou bons resultados,
eliminando entradas que deveriam, de fato, ser eliminadas do modelo, simplificando
bastante a estrutura da rede e resolvendo o problema de overfitting existente na rede
original. Com isso, a rede obtida apo6s aplicacao da técnica era muito mais qualificada
para realizar estimagoes e simular o comportamento do sistema.

Ainda, durante os treinamentos foram enfrentados problemas com a morte de
neurénios dvido ao uso da funcao de ativagao ReLU. Com o uso da func¢ao alternativa
Leaky ReLLU o problema foi resolvido e a rede manteve um bom desempenho durante os
treinamentos, com tempo de execucao semelhante ao obtido com a fungao RelLU original.

Por fim, foi possivel obter uma boa representacao do sistema mesmo com a alta

complexidade deste. Assim, a técnica mostrou-se promissora para aplicagoes em conjunto

do MPC.

6.1 Trabalhos/Perspectivas Futuras

Apesar de a técnica de selegao de estrutura ja apresentar bons resultados, algumas
melhorias ja foram planejadas para estudos, implementacoes e testes futuros. Dentre elas,
a reducao dos parametros livres da técnica, tornando p um parametro definido através
de algoritmo, de maneira semelhante ao que é feito no caso das taxas de aprendizado
adaptativas.

Outra melhoria para o método de selecao de estrutura seria encontrar uma fun-
¢ao capaz de definir de maneira clara o trade-off entre representabilidade do sistema e
complexidade da rede. Esta mudancga permitiria uma selecao de estrutura com foco na
obtencao do modelo com melhor representacao possivel ou, alternativamente, a busca
por um modelo que sacrifique um pouco sua qualidade de representagao para obter uma
estrutura ainda mais simplificada.

Ainda sobre o seletor de estrutura, pode-se estudar a possibilidade de, além de
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retirar neurdnios por completo da rede, permitir que o algoritmo exclua também conexoes
especificas dos neurénios remanescentes.

Por fim, considerando o tempo de simulacao aproximado de 1 milissegundo por
amostra, as redes neurais se mostram uma opcao viavel para se utilizar em conjunto de
técnicas como o PNMPC. Assim, a parcela de tempo necesséria para a simulagao do
modelo nao linear, que normalmente nao ¢ maior que 500 amostras, seria pequena em
relacao ao tempo de iteracao do laco de controle, que normalmente tem valores como 5, 10

ou até mais segundos.
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