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RESUMO

A extração de entidades nomeadas é a tarefa de recuperação de informações presen-
tes em um texto e de classificação dessas informações em categorias predefinidas,
tais como pessoas, empresas, locais, valores monetários, porcentagens e datas. Di-
ante da grande quantidade de dados não estruturados, por exemplo, documentos de
texto, postagens e e-mail, que são gerados a todo momento durante a utilização dos
meios digitais, torna-se necessária a criação de ferramentas de mineração de texto
que possibilitem a transformação de dados em informação. Hoje grande parte dos mo-
delos que possuem acurácia acima de 90% no processo de extração de entidades, são
criados a partir do idioma inglês. Isso ocorre, em parte, devido à quantidade de dados
disponíveis para treinamento de um modelo, pois, para sua criação, é necessário que
exista um conjunto de documentos que são, conhecidos como corpus, com trechos
de textos que possuam as anotações das entidades contidas. Hoje, parte dos corpora
públicos que existem na língua portuguesa não possuem anotações. Sendo assim,
esta dissertação propõe uma metodologia para a criação de um corpus anotado em
português para o reconhecimento de entidades nomeadas. O objetivo da metodologia
proposta é a criação de um corpus adequadamente anotado para treinar modelos no
reconhecimento de entidades nomeadas. Dessa forma, este trabalho visa aproximar a
acurácia de extração de entidades nomeadas dos modelos encontrados na literatura
em outros idiomas que possuem resultados próximos a 90%. Acurácia é quantidade de
entidades corretas extraídas pelo modelo em relação à quantidade total de entidades
existentes. Os resultados preliminares do modelo proposto neste trabalho mostram que
a utilização de um conjunto de técnicas, como a limpeza e a padronização dos dados
de treino e o uso de redes neurais recorrentes, permite chegar a 85,63% de acurácia. A
metodologia proposta abordada os aspectos da arquitetura implementada, bem como
a metodologia de testes do projeto. No projeto, são utilizados corpora contendo trechos
de textos e anotações de palavras a partir notícias jornalísticas. As entidades extraídas
são nomes próprios do tipo Local, Pessoa e Organização.

Palavras-chave: Corpus; Extração de Entidades Nomeadas; Redes Neurais Artificiais;
Processamento de Linguagem Natural; Recuperação da Informação.



ABSTRACT

The extraction of named entities is the task of retrieving information present in a text and
classifying it in predefined categories, such as people, companies, places, monetary
values, percentages and dates. In view of the large amount of unstructured data, such
as text documents, posts and e-mail, which are generated at all times during the use of
digital media, it is necessary to create text mining tools that enable the transformation
of data into information. Today, most of the models that have an accuracy above 90 %
in the entity extraction process, are the models created from the English language. This
occurs, in part, due to the amount of data available for training a model, since for its
creation it is necessary to have a set of documents, which are known as corpus, with
excerpts of texts that have the notes of the entities contained in them. Today, part of
the public corpora that exist in the Portuguese language have no notes. Therefore, this
dissertation proposes a methodology for creating a corpus in Portuguese annotated
for the recognition of named entities. The objective of the proposed methodology is to
create a properly annotated corpus to train models in the recognition of named entities.
Thus, the aim is to approach the accuracy of extracting named entities from the models
found in the literature in other languages that have results close to 90 %. Accuracy is
the number of correct entities extracted by the model in relation to the total number of
existing entities. The preliminary results of the model proposed in this work show that
the use of a set of techniques, such as the cleaning and standardization of training data
and the use of recurrent neural networks, is possible to reach 85.63 % accuracy. The
proposed methodology addressed aspects of the implemented architecture, as well as
the project’s testing methodology. The project uses corpus containing excerpts from
texts and annotations of words from journalistic news. The extracted entities are proper
names of the type Local, Person and Organization.

Keywords: Corpus; Extraction of named entities Artificial Neural Networks; Natural
Language Processing; Information Retrieval.
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1 INTRODUÇÃO

A recuperação de informação (RI) surgiu a partir de esforços para facilitar a

manipulação de dados em grandes bases (MOOERS, 1960). Mesmo com esforços

empregados na areá de recuperação de informação ainda existem grandes desafios

no que se refere ao processamento de linguagem natural (PLN). A extração de in-

formações a partir de textos em português ainda constitui um campo de investigação

aberto, devido à baixa acurácia no reconhecimento de entidades, na análise semântica,

sintática e na extração de relacionamentos (AMARAL; VIEIRA, 2014). A acurácia é

determinada pela quantidade de classificações corretas. Somado ao desafio do proces-

samento de linguagem natural para o português, há uma escala crescente de dados

gerados, devido ao sucessivo aumento no número de usuários da internet.

Uma vez que a existência de bases (corpus) para criação de modelos é me-

nor, muitas vezes desatualizadas e com estruturas complexas, quando comparadas

a outros idiomas, como o inglês, há uma escala crescente de dados gerados, devido

ao sucessivo aumento no número de usuários da internet (IBGE, 2017). Estima-se

que a cada segundo são gerados milhares de dados em uma diversidade de formatos

(MOSLEY et al., 2017), tais como imagens, textos, vídeos e áudios.

Um estudo realizado pelo Data Management Association (Dama) constatou que

ainda em 2005 existiam mais de 500 quatrilhões de Megabytes em dados armazenadas

no universo digital. O estudo também aponta que, a cada dois anos, a produção de

dados dobra, com previsão de chegar a 350 zettabytes em 2020 (MOSLEY et al., 2017).

Grande parte dos dados gerados, cerca de 80%, são dados não estruturados, como,

por exemplo, texto em linguagem natural. A crescente escala de produção de textos,

juntamente com a baixa acurácia para o reconhecimento de entidades nomeadas em

português, envolve questões que podem ser enfrentadas com técnicas modernas de

aprendizagem de máquina, como redes neurais artificiais, árvore de decisão, máquinas

de vetor de suporte e redes bayesianas.

Com a utilização de técnicas de aprendizagem de máquina, é possível criar

modelos com capacidade de extrair entidades a partir de textos. Na língua inglesa,

por exemplo, existem modelos que possuem acurácia de 92,6%, criados a partir da

utilização do framework spaCy; e 91,7%, com o framework ClearNLP. Segundo Amaral

e Vieira (2014), em português, a acurácia fica em torno de 80,77%, utilizando como

base de treinamento o corpus HAREM e redes neurais do tipo Conditional random

fields(CRF). Para um modelo atingir um alto desempenho, é necessário um conjunto

de dados previamente classificados com notações sobre a sua estrutura gramatical

e suas entidades. Esse conjunto é conhecido como corpus textual, e a atividade de

classificar os trechos de textos é realizada por linguistas conhecedores da estrutura

do idioma. Entretanto, como cada corpus é criado para uma finalidade específica e
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nem sempre possui a mesma estrutura, não existe um padrão. Além disso, (VILLALVA;

MATEUS, 2008) ressalta que a morfologia e a sintaxe da língua portuguesa possuem

características próprias criando complexidades quando essa língua é comparada com

a língua inglesa, que possui menos elementos em sua notação gramatical quanto à

conjugação de verbos.

O domínio da informação também é uma questão a ser considerada, pois con-

forme Dias (2015) uma determinada comunidade pode possuir hábitos em relação ao

uso da informação, isto é, ao modo como seus membros realizam buscas e organizam

novos conhecimentos. Esses hábitos afetam a escrita e a estrutura sintática, mesmo

que o idioma seja igual em comunidades diferentes. A linguagem jornalística é o gênero

textual que possui melhor aderência à contemporaneidade do idioma, algumas das

características da escrita jornalística, como a objetividade, a simplicidade, a imparciali-

dade e o referencial, evitam termos em desuso, pois a informação deve ser transmitida

de forma clara ao leitor (PRETTO, 2009). Por esse motivo, foram escolhido o corpora

textuais baseados em textos jornalísticos a fim de criar uma base de treinamento para

o reconhecimento de entidades nomeadas.

1.1 JUSTIFICATIVA

A partir do emprego de redes neurais artificiais, é possível realizar a extração

de entidades nomeadas, podendo extrair entidades como: nome, documento, telefone,

conta bancária, nome de instituição etc. Também é possível determinar o relaciona-

mento existente entre as entidades, por exemplo, a qual entidade "NOME"pertence

a entidade "DOCUMENTO"localizada em um texto. Dessa forma, é viável estruturar

dados que poderão ser utilizados em diversas outras áreas e aplicações como, comu-

nicação entre sistemas de órgãos públicos governamentais.

Com a automatização da extração de entidades por meio de técnicas de apren-

dizagem de máquina, os benefícios serão: i) redução do tempo necessário para que

a informação chegue do ponto de origem ao ponto de destino; ii) a redução de erros

nos cadastros que hoje são realizados manualmente. Além disso, o serviço pode ser

utilizado ininterruptamente a qualquer hora, diferente dos cadastros manuais, que são

realizados por pessoas; iii) redução de gastos pois um servidor pode realizar mais

extrações que varias pessoas juntas por um valor bem menor; iv) cadastramento au-

tomático de formulários, enviando documentos ou textos através de uma interface de

programação de aplicações (API), posteriormente processados pelo modelo gerado

através do processamento de linguagem natural e receber os dados estruturados para

o preenchimento automático.

Hoje existe uma carência de dados que possuam uma base com estrutura lin-

guística em larga escala, muitas vezes obrigando a criação de modelos e treinamentos

específicos para uma única problemática ou domínio (não existindo uma base padrão
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para utilização e treinamento). Um exemplo de corpus que pode ser citado para criação

de um modelo de extração de entidade é o Corpora em língua portuguesa, porém, em

alguns aspectos, ele não é aderente ao português falado, devido ao domínio da lingua-

gem, uma vez que usa trechos de notícias de jornais, que reduz a eficácia do modelo

em documentos usados no dia a dia ou na análise de textos de redes sociais, que

possuem uma linguagem mais contemporânea próximo ao português falado (IBPAD,

2018).

1.2 DELIMITAÇÃO DO PROBLEMA

Para o presente estudo, formulou-se a seguinte questão problema:

É possível criar uma metodologia de extração de entidades nomeadas, a

partir de um corpus jornalístico escrito no idioma português, que apresente uma

acurácia próxima aos valores gerados em modelos baseados no idioma inglês?

Dessa forma, o problema a ser trabalhado será o desenvolvimento de uma

metodologia contendo um novo corpus para a extração de entidades nomeadas em

português. Não serão trabalhadas questões como identificação sintática e semântica

e outras características de mineração de texto.

1.3 HIPÓTESE

A partir da extração e organização de trechos de textos contidos no corpus

CETENFolha, é possível criar um modelo de extração de entidades, por meio do uso

de redes neurais artificiais, que poderá aumentar a acurácia no Reconhecimento de

Entidades Nomeadas (REN). A escolha do corpus CETENFolha é justificada por ser

de domínio público e por possuir anotações relacionadas a entidades contidas nos

trechos. Além disso, o corpus CETENFolha possui o volume de 340.947 trechos e

25.475.272 palavras de artigos jornalísticos dos anos 1994 e 1995, extraídos do jornal

Folha de São Paulo (LINGUATECA, 2018).

1.4 OBJETIVOS

1.4.1 Objetivo geral

O objetivo geral do projeto é a criação de uma metodologia que guie a geração

de um modelo de extração de entidades nomeadas no idioma português. Dessa forma,

o modelo pode ser treinado a partir de um corpus de domínio público e gratuito, a fim

de que detenha à acurácia próxima a acurácia encontrada nos modelos já existentes

no idioma inglês.
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1.4.2 Objetivos específicos

a) Criar uma base de dados contendo trechos de textos em português com tags

que indiquem as entidades e sua devida posição a partir do processamento

do corpus CETENFolha.

b) Criar um modelo base de extração de entidades utilizando o domínio jorna-

lístico.

c) Analisar, por meio das métricas; acurácia, F1 e Recall, quais arquiteturas

de redes neurais e parâmetros se adéquam melhor à tarefa de criação do

modelo.

d) Criar uma arquitetura que possibilite a reutilização dos modelos já criados e

permita extrair entidades de novos trechos de textos não existentes na base.
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2 REVISÃO DE LITERATURA

Nas próximas seções, serão abordadas algumas linhas de pensamento encon-

tradas na literatura, em relação aos aspectos gerais, dados e tecnologia empregadas

durante o decorrer do estudo.

2.1 CORPUS

Corpus pode ser definido, conforme o dicionário Aurélio, como um conjunto de

documentos ou textos (CORPUS, 2020). O primeiro corpus eletrônico público conhe-

cido foi o Brown University Standard Corpus of Present-Day American English lançado

em 1964, era escrito na língua inglesa e possuía um milhão de palavras (SARDINHA,

2000).

Os corpora são construídos de forma minuciosa e escritos de acordo com o

objetivo ao qual são destinados, conforme sugerem Tagnin e Teixeira (2004). A língua

é um sistema probabilístico, pois, mesmo que um determinado termo possua a sintaxe

correta, como em amigo próximo, é mais provável que ocorra com maior frequência o

uso de amigo íntimo no idioma português brasileiro, dentro do mesmo contexto.

Para criação de um modelo de extração de entidades, é necessário que o

volume de trechos seja representativo, pois a rede neural artificial aprende conforme

encontra os padrões de escrita. Uma vez que não existe um consenso que defina um

tamanho mínimo ou máximo de um corpus (SARDINHA, 2000), é necessário observar

o objetivo da pesquisa e o idioma utilizado, pois, quanto maior a variação da escrita,

maior deverá ser o volume de trechos.

Entre as anotações utilizadas em um corpus, podemos citar como a mais uti-

lizada a morfossintática, conhecida pelo termo part-of-speech (POS) (TAGNIN; TEI-

XEIRA, 2004). Na anotação morfossintática, cada palavra possui uma anotação deno-

minada POS tagging, com a informação da classe gramatical da palavra no contexto,

podendo identificar, por exemplo, palavras estrangeiras, entidades nomeadas, termos

técnicos, cor, sentimentos e roupas. As anotações são criadas conforme o objetivo do

corpus.
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Figura 1 – Trecho do corpus CETENFolha

Fonte: Elaborada pelo autor (2020)

Conforme "Figura 1 - Trecho do Corpus CETENFolha"é possível ver um trecho

extraído do corpus CETENFolha com anotações de classe gramatical para cada pa-

lavra, conjugação, infinitivo da palavra e identificação de plural ou singular. Quando

existem entidades, elas são classificadas conforme o Quadro 1 - Tipos de entidades.

Quadro 1 – Tipos de entidades

ANOTAÇÃO ENTIDADE CONTEÚDO
<hum> PER nome de pessoas
<civ> LOC paises, estados, cidades, bairros, ruas

<temp> DATE datas, dias da semana
<org> ORG organizações, empresas

Fonte: Elaborado pelo autor

Devido as anotações dos trechos em um corpus, serem anotadas conforme o

objetivo do corpus, muitas vezes se faz necessário realizar o tratamento para padronizá-

lo. Para o caso do corpus em questão, conforme "Quadro 1 - Tipos de Entidades",

são localizadas as seguintes anotações: <hum>, <civ>, <temp> e <org>, que são as

anotações criadas para as entidades pessoa, local, data e organização. Durante o

tratamento das informações do corpus, é realizada uma conversão para o tipo de

anotação mais utilizado nas tarefas de extração de entidades nomeadas. Dessa forma,

passaram a ser anotados como PER, LOC, DATE e ORG, assim, caso seja necessário

inserir novos trechos de uma nova origem que possuam outro tipo de anotação, o

processo será repetido.

Conforme a Figura 2 - Comparativo entre a estrutura dos Corpus existentes,

é possível notar a diferença na estrutura de três corpus, HAREM, CETENPublico e

CETENFolha. No HAREM as anotações são realizadas em estrutura XML (Extensible

Markup Language), possui a anotação de entidade e tipo de entidade. No corpus CE-
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2.2 MINERAÇÃO DE TEXTO

O termo mineração de texto, como é conhecido hoje, foi descrito inicialmente

como descoberta de conhecimento em textos (FELDMAN; DAGAN, 1995). A ideia

central é a utilização de técnicas semiautomáticas para extração do conhecimento a

partir de dados não estruturados em formato de textos escritos em linguagem natural.

A mineração de texto é uma subaérea da mineração de dados, basicamente o que a

difere da mineração de dados é o tipo de dado em que são empregadas as técnicas

de mineração, serão estruturados ou não estruturados (REZENDE, 2003).

O processo de mineração de dados possui 5 etapas principais, são elas: iden-

tificação do problema, pré-processamento, extração de padrões, pós-processamento

e utilização do conhecimento (REZENDE, 2003). Essas etapas são apresentadas de

forma mais detalhada a seguir.

1. Identificação do problema: são identificadas as necessidades de automatiza-

ção de tarefas relacionadas ao tratamento do texto.

2. Pré-processamento: nesta etapa é realizada a normalização do texto, são ex-

traídas as palavras com menor peso semântico, por exemplo, a, e, de e ou, que

são conhecidas como stopwords. Em alguns casos são retirados os acentos,

além disso, as letras são alteradas de forma que sejam todas maiúsculas ou

minusculas e são retirados os caracteres especiais.

3. Extração de padrões: são utilizados métodos para definir padrões a fim de

automatizar a tarefa, por exemplo, extrair um código ou uma palavra que apareça

sempre em alguma posição do texto e que possua o mesmo padrão inicial ou

final que possa identificar sua posição para extração. Um exemplo de técnica

usada para realizar a extração é o regex.

4. Pós-processamento: são realizadas validações para verificar e validar a vera-

cidade do dado, se foi extraído da forma correta, ou normalizar o dado para

inserção em uma nova base de dados já estruturada.

5. Utilização do conhecimento: nesta etapa os dados já foram processados e já

são utilizados como informação, por exemplo, uma data de nascimento, um valor

monetário uma localização geográfica.

2.3 PROCESSAMENTO DE LINGUAGEM NATURAL

Processamento de linguagem natural (PLN) pode ser definido como o emprego

de técnicas computacionais para criação de modelos capazes de extrair informações

de algum tipo de linguagem natural (MICHAEL, 2009). Conforme definido por Vieira e
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Lopes (2010), é a área da computação que estuda o desenvolvimento de tecnologias

para reconhecer ou gerar textos em linguagens humanas, que possui como foco cinco

níveis de estudo da linguagem, são eles:

1. Sonético ou Fonológico: responsável pelo processamento da língua falada ou

sons.

2. Morfológico: responsável pelo processamento das palavras contidas em um

texto e sua classe gramatical.

3. Sintático: responsável pelo processamento da estrutura do texto.

4. Semântico: responsável pelo significado do textos processado.

5. Pragmático: responsável pelo processamento do contexto em que o texto está

inserido.

Conforme definido por Carvalho (2012), o processamento de linguagem natural

tem como objetivo aproximar o homem da máquina, desenvolvendo ferramentas que

possibilitem uma comunicação mais natural.

Dentro da temática de processamento de linguagem natural, existe a técnica de

reconhecimento de entidades nomeadas que realiza o reconhecimento de entidades

presentes em um texto e viabiliza o processamento da linguagem humana para criação

de modelos.

2.3.1 Reconhecimento de entidades nomeadas

O reconhecimento de entidades nomeadas (REN), também encontrado no idi-

oma inglês como Named-entity recognition (NER) ou Reconhecimento de entidade

nomeada em tradução livre, é descrito como a tarefa de análise semântica de um texto

que busca localizar e classificar trechos em categorias já predefinidas, como, nome de

pessoas, lugares, organizações, datas, eventos ou outras categorias que possam ser

desejadas (CARVALHO, 2012). A partir de técnicas de processamento de linguagem

natural (PLN), é realizado o processamento automático, por meio de abordagens esta-

tísticas, quantitativas e probabilísticas, possibilitando que a entidade seja classificada

de acordo com seu significado no contexto geral do texto (CARVALHO, 2012).

Tomando como exemplo o seguinte trecho "Elon Musk deu início à transmissão

ao vivo da Neuralink. Visivelmente nervoso, o fundador e CEO da Tesla começou sua

fala a mais de 145 mil pessoas reforçando que aquele evento tinha como único objetivo

recrutar profissionais", sabemos que uma pessoa foi citada "Elon Musk"; "Neuralink"

pode ser classificado como um evento; e "Tesla", como uma organização.

Segundo Carvalho (2012), a extração de entidades é considerada uma tarefa

crucial para áreas que necessitam de extração de informação, como a mineração de
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texto. O conhecimento obtido possibilita a execução de tarefas mais complexas, uma

vez que os dados não estruturados são transformados em dados estruturados.

Em alguns casos, podem ser criados modelos para extração de entidades de do-

mínios específicos, como na medicina, especializados em classificar vírus, proteínas e

genes (CARVALHO, 2012), ou na área jurídica em busca de legislação e jurisprudência

(ARAUJO et al., 2018).

2.3.1.1 POS-Tagging

O termo POS-Tagging pode ser traduzido livremente como marcação da parte

da falada, POS é a redução de Part-of-Speech, ou seja, parte do discurso. É o termo

utilizado para definir o processo de classificação gramatical ou sintática dos trechos

de um texto ou fala dentro do contexto em que o trecho é inserido no texto (DANIEL;

MARTIN, 2008). Na anotação inserida em cada trecho, são inseridas as classificações

gramaticais conforme as oito partes da fala, são elas: substantivo, verbo, partes da

fala, pronome, preposição, advérbio, conjunção, particípio e artigo (DANIEL; MARTIN,

2008), além de possíveis entidades existentes.

Segundo Daniel e Martin (2008), o papel do POS-Tagging para o processa-

mento de linguagem natural é de grande importância, uma vez que através da classe

gramatical de uma palavra é possível verificar informações sobre a estrutura sintática

das palavras vizinhas, pois, substantivos são precedidos por determinantes e adjeti-

vos, verbos podem ser precedidos substantivos e substantivos são geralmente parte

de sintagmas nominais. Sendo assim, é possível identificar trechos de um texto que

podem ser recursos úteis para serem rotulados como as entidades nomeadas, como,

pessoas e organizações (DANIEL; MARTIN, 2008);

No quadro abaixo é possível visualizar uma relação de anotações encontradas

em um corpus. O padrão abaixo é chamado de Penn Treebank (MARCUS; SAN-

TORINI; MARCINKIEWICZ, 1993) e contém originalmente 45 anotações gramaticais

possíveis, nem todas são aplicáveis ao idioma português, muitos corpora já anotados

seguem este padrão quando são realizadas anotações gramaticais, que são inseridas

após cada trecho do texto. Porém, podem existir anotações de entidades, em que são

inseridas anotações em trechos de acordo com categorias de entidades predefinidas.

Para as entidades que são normalmente encontradas em textos, por exemplo, pessoa,

organização, data e local, já existem alguns padrões que são adotados, porém nada

impede que sejam criados novos tipos de anotações para outros tipos de entidades.
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Quadro 2 – Relação de anotações

TAG DESCRIÇÃO EXEMPLO TAG DESCRIÇÃO EXEMPLO
CC conjunção coordenativa e, porém, ou POS final possessivo s (em inglês)
CD número cardinal um, dois, três... PRP pronome pessoal Eu, você, nós...
DT determinante a, o PRP$ pronome possessivo Meu, Minha, Seu, Sua
EX existencial há RB advérbio rapidamente
FW palavra estrangeira mea culpa RBR advérbio comparativo melhor, menos, mais
IN preposição / conj. subordinada de, em, por RBS superlatv. adverb tão, como, depois
JJ adjetivo legal, amável RP partícula se, da, do, de
JJR Adj. comparativo maior que, menor que SYM símbolo "+",%, &
JJS superlativo Adj. melhor, mais UH interjeição ah, oops
LS marcador de item da lista 1, 2, 3... VB forma de base do verbo comer, falar
MD modal poderia, deveria VBD pretérito do verbo comi, bebi, dirigi
NN substantivo de massa àgua, cadeira VBG verbo gerúndio comendo, pulando, brincando
NNS substantivo, plural cadeiras, cidades VBN verbo particípio passado comido, ido, bebido
NNP substantivo próprio IBM, Brasil, Tesla VBP verb 1ª SG pres. como
NNPS substantivo próprio, plu. Carolinas VBZ verb 3ª SG pres. come
PDT predeterminador todos, ambos

Fonte: Adaptado de Daniel e Martin (2008)

2.4 APRENDIZAGEM DE MÁQUINA

Conforme tradução extraída do livro Machine Learning de Mitchell (1997), a

definição de aprendizagem de máquina é: “Diz-se que um programa de computador

aprende com a experiência E com respeito para alguma classe de tarefas T e medida

de desempenho P, se o seu desempenho em tarefas em T, medido por P, melhora com

a experiência E.” (MITCHELL, 1997, p. 2).

Conforme sugere COPPIN (2004), existem vários métodos de aprendizagem

de máquina, entre os dois tipos mais utilizados, é possível citar a aprendizagem por

hábito, que basicamente aprende com as opções já classificadas anteriormente; e a

aprendizagem por conceito, que analisa todas as hipóteses possíveis e busca a mais

provável. Os dois métodos citados utilizam algoritmos matemáticos e probabilísticos

em forma de funções.

No momento da escolha de um algoritmo ou método para aplicação em um pro-

jeto, deve-se levar em consideração alguns fatores, como, dados de entrada e objetivos

a serem atingidos. Quanto aos tipos de aprendizado disponíveis, pode-se dividi-los em

três tipos, são eles: aprendizado supervisionado, aprendizado não supervisionado e

aprendizado por reforço (GRUS, 2016).

Quadro 3 – Tipos de aprendizagem de máquina e aplicações

Aprendizagem supervisionada Aprendizagem não supervisionada Aprendizagem por reforço
Reconhecimento de imagens Elicitação de atributos Decisões em tempo real
Retenção de clientes Visualização de atributos Tarefas de constante aprendizagem
Diagnósticos Sistema de recomendação Aquisição de conhecimento
Previsões de mercado Segmentação de clientes Navegação

Fonte: Elaborado pelo autor (2020)
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Conforme descrito no "Quadro 3 - Tipos de aprendizagem de máquina e apli-

cações"o aprendizado de máquina pode ser aplicado em diversos projetos das mais

diversas áreas. Uma vez delimitado o escopo, os dados disponíveis e o objetivo, é

possível escolher a melhor técnica a ser utilizada para o projeto em questão.

2.5 REDE NEURAL ARTIFICIAL

Rede neural artificial é o termo utilizado para definir um conjunto de neurônios

artificiais baseados em algoritmos matemáticos e inspirados nas funcionalidades bioló-

gicas dos neurônios. Essa definição foi introduzida no meio científico por Mcculloch e

Pitts (1943).

Atualmente, entre as técnicas de aprendizagem de máquina mais utilizadas

estão as redes neurais artificiais, que possuem como inspiração o funcionamento da

estrutura neural de organismos inteligentes (COPPIN, 2004). Possibilitando a criação

de grandes redes neurais com centenas ou até mesmo milhares de neurônios artificiais,

que são interligados em camadas, onde a saída de uma unidade neural é interligada à

entrada de outra.

Um neurônio artificial busca simular o mais próximo possível a atividade de um

neurônio biológico. O neurônio biológico é uma célula do sistema nervoso responsável

pela condução de impulsos nervosos (BORGES et al., 2015).

Na figura abaixo, é possível ver uma comparação entre a representação dos

componentes básicos de um neurônio biológico e um neurônio artificial.

Figura 3 – Comparação de neurônio Artificial x neurônio biológico

Fonte: Rocha (2017)
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No neurônio biológico, existem os dendritos são responsáveis pela recepção

e transmissão dos estímulos nervosos para a região do corpo celular. Essa região

é conhecida como soma e contém o núcleo do neurônio e o citoplasma onde são

produzidas as proteínas (BORGES et al., 2015). O axônio é coberto pela mielina, uma

camada isolante que auxilia na transmissão do impulso nervoso que passa da base

do axônio até a extremidade final. A extremidade do axônio desenvolve dilatações

conhecidas como terminais axônicos ou terminais nervosos, que são responsáveis

pela transmissão dos estímulos e são conectadas a dendritos de outros neurônios

criando assim uma rede neural (BORGES et al., 2015).

Um neurônio artificial é definido por Haykin (2005) como uma unidade de pro-

cessamento de informação fundamental para o funcionamento de uma rede neural

artificial. Existem diversos tipos de neurônios artificiais, entre os primeiros modelos

matemáticos que deram origem a neurônios artificiais, podemos citar o Perceptron

que foi criado por Frank Rosenblatt em 1957 (HAYKIN, 2005). O exemplo do neurônio

artificial apresentado na figura acima pode ser detalhado da seguinte forma:

1. As entradas são representadas por (x1, x2, xn), que são multiplicados com os

respectivos pesos sinápticos associados (w1, w2, wn).

2. O somador representado pelo simbolo Σ somará os sinais de entrada, pondera-

dos pelas sinapses do neurônio, e aplicara a equação (HAYKIN, 2005).

3. O resultado da somatória das entradas ponderadas será somado ao limiar de

ativação (θ) para ser passado como argumento para a função de ativação. Em

alguns casos é possível observar a anotação de bk , que é conhecido como bias

externo e tem basicamente o mesmo objetivo do limiar de ativação, com o efeito

de aumentar ou diminuir a entrada líquida da função de ativação (HAYKIN, 2005).

4. A função de ativação (g(.)), que também é referida como função restritiva, é

aplicada com o objetivo de restringir a amplitude de saída do neurônio para um

valor finito normalmente entre -1 e 1 (HAYKIN, 2005).

Em termos matemáticos, um neurônio artificial pode ser descrito por duas equa-

ções:

uk =
m∑

j=1

wkjxj (1)

yk =ϕ(uk +bk ) (2)

A maneira que a arquitetura de uma rede neural é desenhada depende dire-

tamente do algoritmo utilizado para o treinamento, uma vez que o tipo de algoritmo
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escolhido influenciará nas regras de aprendizagem da rede (HAYKIN, 2005). Basica-

mente podemos definir três tipos de arquiteturas de redes diferentes:

1. Redes alimentadas adiantes com camada única: possui uma camada de en-

trada que se projeta sobre uma camada de saída de neurônios (nós computacio-

nais), nesse caso, contamos apenas a camada de neurônios, ou seja, a camada

que realizará o processamento das informações, visto que a camada de entrada

não realizará nenhuma computação (HAYKIN, 2005).

2. Redes alimentadas diretamente com multicamadas: esta arquitetura possui a

presença de camadas ocultas de neurônios entre a camada de entrada e saída,

onde a saída de uma camada é ligada na entrada de outra camada através das

ligações sinápticas dos neurônios. Assim uma rede multicamada pode possuir

mais de uma camada oculta. Sendo possível potencializar o aprendizado e con-

tribuir na execução de tarefas estatísticas de ordem elevada. (HAYKIN, 2005).

3. Redes recorrentes: é uma rede neural capaz de se realimentar, pois possui

laços de realimentação que podem ligar a saída novamente à entrada do neurônio

até mesmo em uma rede de única camada e mesmo em redes recorrentes

multicamadas tendo ou não camada oculta (HAYKIN, 2005). A adoção de laço

de realimentação na arquitetura de uma rede neural artificial tem um impacto

profundo em sua capacidade de aprendizado e desempenho (HAYKIN, 2005)

Na figura abaixo, é possível visualizar um esquema de uma rede neural multica-

mada, que utiliza neurônios ocultos, são conectados através de nós sinápticos.
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entre a predição da informação relevante da palavra de contexto “Brasil” e o timestep

“cresci” acaba tornando-se distante (OLAH, 2015).

2.7 LONG SHORT-TERM MEMORY (LSTM)

Para tipos de problemas em que temos a necessidade de aprendizados em

que existiram dependências de longo prazo, existem redes LSTM. As redes LSTM

são redes neurais recorrentes que possuem memória de longo prazo. Todas as redes

neurais recorrentes possuem módulos de repetições. em uma rede neural recorrente

padrão, esse módulo possui a estrutura mais simplificada, como uma única camada

de repetição, já o LSTM possui três portões, para proteger e controlar o estado da

célula. Em redes LSTM, existem quatro camadas de repetições que facilitam na hora

da utilização em problemas complexos de aprendizagem em que existe a necessidade

de predição ou classificação baseada em uma entrada já mapeada em outra etapa

(OLAH, 2015). Ao contrário do primeiro diagrama na LSTM, a informação percorre

entre os módulos, o LSTM tem a capacidade de remover ou adicionar informações

ao estado da célula, cuidadosamente reguladas por estruturas chamadas portas. Os

portões são uma forma de, opcionalmente, deixar passar as informações. Eles são

compostos de uma camada de rede neural sigmoide e uma operação de multiplicação

pontual. A camada sigmoide produz números entre zero e um, descrevendo quanto de

cada componente deve ser liberado. O valor de zero significa "não deixe nada passar",

enquanto o valor de um significa "deixe tudo passar!"(BROWNLEE, 2017).

2.8 MÉTRICAS

Segundo Klubeck (2011), uma métrica é composta por informações, medidas e

dados. E, dentro de uma métrica, é possível incluir outra métrica. Klubeck (2011) ainda

menciona que uma métrica conta uma história completa por meio da representação

de informações, que é obtida através da compilação de medidas que são utilizadas

para transmitir o significado. As medidas são construídas a partir dos dados coletáveis,

sendo eles valores ou números que, por sua vez, respondem uma questão raiz, não

sendo possível existir uma boa métrica sem uma questão raiz bem formulada.

São exemplos de dados, medidas, informações, métricas e pergunta raiz:

• Dados: 9 e 17

• Medidas: 9KM/L e 17KM/L

• Informações: quilômetro por litro rodados usando gasolina sem chumbo em um

carro compacto: 9KM/L na cidade, 17KM/L na rodovia.
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3 REVISÃO SISTEMÁTICA DE LITERATURA

A revisão sistemática de literatura foi elaborada seguindo a metodologia pro-

posta por Sampaio e Mancini (2007), conforme Tabela 4.

Quadro 4 – Passos metodologia revisão sistemática de literatura

PASSO DESCRIÇÃO

Passo 1 – Pergunta

É possível a criação de um modelo padrão de extração de
entidades nomeadas em documentos escritos na língua
portuguesa com o emprego de redes neurais recorrentes
e com base em corpus disponíveis na internet?

Passo 2 – Busca

Bases de dados: SCORPUS, IEEE, Library and Information
Science Abstracts (LISA) e WEB OF SCIENCE
Palavras-chave: Named Entity Recognition; corpus;
recurrent neural networks
Idioma: Inglês e português
Tipo de publicação: Artigos científicos
2017 a 2019

Passo 3 – Revisão e seleção de
documentos

Critérios de inclusão:
(1. Artigos com textos completos;
2. Artigos revisados por especialistas;
3. Artigos nos idiomas inglês e português;
4. Tipo de documento: Artigos científicos )

Critérios de exclusão:
(1. Artigos com temática diferente;
2. Artigos com idioma que não seja inglês e espanhol;
3. Apresentam redes neurais que não sejam LSTM
ou variações;
4. Não possui palavras-chaves no resumo;
5. Artigos em duplicidade;
6. Documentos que não sejam artigos científicos;
7. Artigos que não possuem corpora disponíveis na
internet;
8. Artigos incompletos)

Passo 4 – Analisando a qualidade
metodológica dos documentos

Leitura completa dos documentos, aplicando os critérios de
inclusão e exclusão

Passo 5 – Apresentação de
resultados

Descrição das características e resultados dos,
após aplicação dos critérios.

Fonte: Elaborado pelo autor

A busca realizada com base na metodologia descrita no quadro 4, resultou na

recuperação de 169 documentos, sendo aplicados os critérios de exclusão e inclusão

para seleção dos documentos utilizados neste artigo.

Os detalhes relacionados à Revisão Sistemática de Literatura são descritos de

forma integral no Apêndice A.
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4 TRABALHOS RELACIONADOS

Na seção a seguir são apresentados alguns trabalhos relacionados à extração

de entidades nomeadas que foram encontrados na literatura e foram utilizados com o

fim comparativo entre a metodologia criada para execução deste projeto e estruturas

já existentes.

Um grande número de propostas com o objetivo de desenvolver novos corpora

para classificadores pode ser encontrado na literatura. Os corpora podem ser baseados

em dados de mídia social, opendata de feed de notícias, sites ou mesmo dados de

empresas (OLIVEIRA et al., 2017).

Os autores de Holthaus et al. (2016) desenvolveram um corpus para ambientes

inteligentes. O corpus inclui materiais de áudio e vídeo, reações de robôs e aparta-

mentos, bem como informações extraídas de sensores e atuadores. Os dados foram

coletados de 62 voluntários e podem ser usados para o treinamento de robôs automati-

zados. Conforme argumentado pelos autores, esses dados são valiosos para análises

aprofundadas das interações das pessoas com dispositivos, inteligência ambiental e

robôs nos ambientes cotidianos. O nosso trabalho se diferencia do trabalho realizado

por Holthaus et al. (2016), pois utilizamos dados de texto para fornecer corpora para

tarefas de Processamento de linguagem natural (PNL).

Em Cavalin et al. (2016) é apresentado um Corpus de Perguntas e Respostas

(QA-Corpus) específico de domínio construído com tweets e notícias em português.

Ao usar a mídia social, os autores poderiam reunir respostas candidatas e confiáveis

para possíveis perguntas do usuário, tornando o conjunto de dados mais real. Eles

usaram o aprendizado profundo para combinar as perguntas e obter respostas dos

candidatos. Tanto este artigo como Cavalin et al. (2016) criaram um corpora para a

língua portuguesa, que carece de bons conjuntos de dados/corpora, a fim de comparar

os resultados. Ao contrário de Cavalin et al. (2016), que se concentra nos sistemas de

controle de qualidade, o presente trabalho se concentra na tarefa de Processamento

de linguagem natural (PNL).

O trabalho realizado por Spoustová, Spousta e Pecina (s.d.) teve a iniciativa

de criar um corpus nacional na língua tcheca. Os autores descrevem um projeto para

construir um corpus maior composto por textos em tcheco extraídos de páginas da

web. A motivação por trás desse projeto reside no fato de que os autores acreditam

que grandes corpora são essenciais para os métodos modernos de linguística compu-

tacional e processamento de linguagem natural. A diferença entre o presente trabalho

e Spoustová, Spousta e Pecina (s.d.) é que não são usadas páginas da Web, mas

melhora a escolha existente para produzir um corpus único, unificado e comparável.

Um esforço árabe para criar um corpus ocorreu baseando-se em jornais publi-

cados on-line de diferentes idiomas de países árabes. Os autores Abdelali, Cowie e
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Soliman (2005) criaram o corpus para melhorar diferentes pesquisas em Recuperação

de Informação, Tradução Automática e Processamento de Língua Árabe, em geral.

Assim como Abdelali, Cowie e Soliman (2005), nosso artigo é uma tentativa de padro-

nizar um corpus grande e comparável para o processamento da língua portuguesa em

várias áreas de pesquisa. Além disso, ambos os trabalhos usam o texto de jornais para

construir o conjunto de dados/corpus.

O autor Araujo et al. (2018) e colaboradores fizeram um corpus para um do-

mínio específico da linguagem, o vocabulário jurídico. O corpus contém entidades

como "TEMPO", "JURISPRUDENCIA"e "LEGISLACAO". O modelo criado utilizou as

redes neurais LSTM-CRF e LSTM-CNN, com uma precisão de 90,01%. Por outro lado,

o estudo utiliza o corpus HAREM em dois cenários diferentes. No primeiro, o técor-

pus é utilizado integralmente, com as entidades "PESSOA", "ORGANIZACAO", "LO-

CAL", "VALOR", "TEMPO", "ABSTRACAO", "OBRA", "ACONTECIMENTO", "COISA"e

"OUTRO". No segundo cenário, foram consideradas apenas as entidades "PESSOA",

"LOCAL", "ORGANIZACAO", "DATA"e "VALOR". Para o primeiro cenário, a precisão

obtida foi de 74,91%. Por sua vez, o segundo cenário obteve 83,38% de precisão. Os

modelos usaram uma variação de um conjunto de redes neurais, como LSTMs recor-

rentes, CNNs e redes convolucionais, porém o volume de dados utilizado, tanto para

treinamento quanto para teste, foi baixo.

Com o desenvolvimento do projeto, foi possível destacar seis características

que diferem entre o modelo proposto e trabalhos relacionados, conforme mostrado na

quadro 5 :

Quadro 5 – Trabalhos relacionados
Trabalho E.B. M.H.E. I.L.2.L. A.E. P.V. G.A.

MODELO PROPOSTO SIM SIM SIM SIM SIM SIM
(HOLTHAUS et al., 2016) NÃO NÃO INFORMADO NÃO NÃO NÃO INFORMADO SIM
(CAVALIN et al., 2016) NÃO NÃO NÃO NÃO NÃO SIM
(SPOUSTOVÁ;SPOUSTA; PECINA, 2010) NÃO NÃO NÃO NÃO NÃO SIM
(ABDELALI; COWIE; SOLIMAN, 2005) NÃO NÃO NÃO NÃO NÃO SIM
(LUZ DE ARAUJO et al., 2018) NÃO NÃO NÃO SIM NÃO SIM
(SANTOS et al., 2019) NÃO NÃO NÃO INFORMADO SIM NÃO SIM

Fonte: Elaborado pelo autor

A descrição de cada métrica utilizada como comparativo são:

1. Entity Balancing (E.B.): Antes do pré-processamento do treinamento, são se-

lecionadas as seções que possuem quantidades representativas de entidades.

Dessa forma, é possível obter com maior acerto a acurácia isolada por entidade,

pois evita distorções na medição, uma vez que todas as entidades possuem

quantidades aproximadas ao seu percentual geral encontrado no corpus inteiro.

2. Models History Evolution (M.H.E.): Um relatório analítico é gerado com o nú-

mero de iterações para orientar a parametrização do modelo.
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3. Pre-Processing indexing letter to letter of each token (I.L.2.L.): Duas aborda-

gens foram geradas durante o pré-processamento do modelo, indexando para

cada token existente no vocabulário e indexando cada letra existente no token.

4. Accuracy by Entity (A.E.): verifica por classe de entidade a quantidade recupe-

rada pelo modelo e a quantidade realmente existente na base.

5. The creation of a database with processed vectors (P.V): Após a análise, os

vetores são gerados com informações separadas, token, entidade, seção, posição

e tamanho. Esses vetores são armazenados para uso posterior, reduzindo a

etapa de pré-processamento.

6. General Accuracy (G.A.): Verifica a quantidade total recuperada pelo modelo e

a quantidade total realmente existente na base.
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5 ARQUITETURA DE IMPLEMENTAÇÃO

Nesta seção são abordados, as técnicas e ferramentas utilizadas para criação

da arquitetura que possibilitou treinar a rede neural artificial com base nos trechos

do corpus CETENFolha e obter os resultados reacionados a extração de entidades

nomeadas.

5.1 PYTHON

Para desenvolvimento do estudo foi utilizada a linguagem de programação

Python, a linguagem de programação Python é muito utilizada em projetos de pro-

cessamento de linguagem natural devido a possuir vários módulos organizados em

bibliotecas contendo funções e métodos que auxiliam na limpeza e processamento do

texto (VAN ROSSUM; DRAKE, 2009).

No Quadro 6 - Bibliotecas e versões, segue o versionamento usado em cada

biblioteca.

Quadro 6 – Bibliotecas e versões

Biblioteca Versão
Keras 2.2.4
Keras_Preprocessing 1.0.9
nltk 3.4.4
regex 2019.4.14
sklearn 0.0
pymongo 3.8.0
mongoquery 1.3.5

Fonte: Elaborado pelo autor

Nas próximas subseções serão detalhadas as funções e uso das principais

bibliotecas usadas no desenvolvimento do projeto.

5.1.1 NLTK

A biblioteca NLTK Natural Language Toolkit é usada para processamento simbó-

lico e estatístico de linguagem natural, em processamento de textos, possuindo suporte

para diversos idiomas, incluindo o inglês e português. A biblioteca possui um conjunto

de funções que permitem realizar algumas atividades, como, tokenizar sentenças, resu-

mir texto, clusterização de palavras, mapeamento de n-gramas e stopwords, lógica de

primeira ordem, avaliação de modelos, precisão, recall, concordância de coeficientes

e distribuições de frequência entre outras funções (BIRD; KLEIN; LOPER, 2009).

Para o presente trabalho foi utilizada a função para mapeamento de stopwords,

sendo gerado uma lista de palavras sem peso semântico presentes no idioma portu-
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Figura 6 – Extração de caracteres especiais

import re

text = "Rua Conselheiro Mafra, nº 656 - 4º Andar - Sala 403.

Centro - CEP: 88010-914. Telefone: (48) 3251-6107"

text = re.sub(r'[^\w\s]','',text)

print(text)

>> Rua Conselheiro Mafra n 656 4 Andar Sala 403

Fonte: Elaborado pelo autor

Figura 7 – Extração de tags HTML

import re

text = "<h1>Rua Conselheiro Mafra</h1>"

text = re.sub(r"<[^>]*>",'',text)

print(text)

>> Rua Conselheiro Mafra

Fonte: Elaborado pelo autor

guês, por exemplo, o, a, os, as, de, da, do, esse e essa. Estas palavras são retiradas

do texto para possibilitar a geração do dicionário, sem a presença de palavras que

possam criar distorções no resultado do reconhecimento de entidades nomeadas.

5.1.2 Regex

O regex é uma biblioteca muito utilizada para localizar cadeias de caracteres,

uma vez que seja necessário realizar, mineração de texto ou limpeza de dados (AHO,

1991), por exemplo, caracteres especiais em determinadas partes de um texto ou

números.

Conforme o exemplo na Figura 6 - Extração de caracteres especiais, na primeira

sentença foi utilizado o regex que resulta na retirada de qualquer carácter que não seja

dígito ou letra. No caso abaixo foram retirados os caracteres, º, -, ., : e ,.

Na segunda sentença conforme Figura 7 - Extração de tags HTML, foi usado

para retirar qualquer tag em HTML e XML do texto procurando o padrão com abertura

«"e fechamento da tag "/>".
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5.1.3 Keras

O Keras é uma biblioteca de código aberto para experimentação de redes neu-

rais artificiais de aprendizagem profunda, ela possibilita a criação de diferentes redes

neurais de forma rápida, preenchendo apenas seus parâmetros (CHOLLET et al.,

2015). Entre as redes neurais artificiais disponíveis para implementação existem as

LSTM que foram utilizadas neste projeto. Conforme Figura 8 - Módulo de treinamento

do projeto, é possível visualizar o código python usado na criação do módulo de treina-

mento e os parametrôs usados.
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Figura 8 – Módulo de treinamento do projeto

from keras.models import Model, Input

from keras.layers import LSTM, Embedding, Dense, TimeDistributed,

Dropout, Conv1D

from keras.layers import Bidirectional, concatenate, SpatialDropout1D,

GlobalMaxPooling1D

epochs = 40

batch_size = 32

tamanho_test = 0.2

max_len = 150

max_len_char = 10

TimeDistributed

# input and embedding for words

word_in = Input(shape=(max_len,))

emb_word = Embedding(input_dim=n_words + 2, output_dim=20,

input_length=max_len, mask_zero=True)(word_in)

# input and embeddings for characters

char_in = Input(shape=(max_len, max_len_char,))

emb_char = TimeDistributed(Embedding(input_dim=n_chars + 2,

output_dim=10,input_length=max_len_char, mask_zero=True))(char_in)

# character LSTM to get word encodings by characters

char_enc = TimeDistributed(LSTM(units=20, return_sequences=False,

recurrent_dropout=0.5))(emb_char)

# main LSTM

x = concatenate([emb_word, char_enc])

x = SpatialDropout1D(0.3)(x)

main_lstm = Bidirectional(LSTM(units=50, return_sequences=True,

recurrent_dropout=0.6))(x)

out = TimeDistributed(Dense(n_tags + 1, activation="softmax"))(main_lstm)

model = Model([word_in, char_in], out)

model.compile(optimizer="adam", loss="sparse_categorical_crossentropy",

metrics=['mae'])

model.summary()

history = model.fit([X_word_tr,

np.array(X_char_tr).reshape((len(X_char_tr), max_len,

max_len_char))],np.array(y_tr).reshape(len(y_tr),

max_len, 1),

batch_size=batch_size, epochs=epochs,

validation_split=0.1, verbose=1)
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Tabela 2 – Parâmetros da rede neural artificial

Parâmetro Valor Descrição
units 50 Dimensionalidade do espaço de saída.

recurrent_dropout 0.6
Flutua entre 0 e 1. Fração das unidades a cair
para a transformação linear do estado recorrente.

optimizer adam Algoritmo de otimização

loss
sparse_categorical
_crossentropy

Parâmetro que avalia de desempenho
do algoritimo de aprendizado, como
perda logarítmica ou erro quadrático médio,
em cada epoch realizada pelo algoritimo

activation softmax Função de ativação a ser usada.

metrics mae
Função usada para julgar o desempenho do
seu modelo

epochs 20
Hiperparâmetro que define o número de vezes
que o algoritmo de aprendizado funcionará em
todo o conjunto de dados de treinamento.

batch_size 32
Hiperparâmetro que define o número de
amostras a serem trabalhadas antes de atualizar
os parâmetros do modelo interno.

tamanho_test 0.2
Tamanho da base de teste em relação a base
principal

max_len 150
Tamanho máximo de cada vetor que representa
o trecho de entrada

max_len_char 10
Tamanho máximo de cada vetor que representa o
token

Fonte: Elaborada pelo autor

Os valores aplicados nos parâmetros da rede neural artificial, podem ser visu-

alizados na Tabela 2 - Parâmetros da rede neural artificial, que possui a descrição de

cada parâmetro usado.

5.1.4 Scikit-learn

A Scikit-learn é uma biblioteca de aprendizagem de máquina de código aberto,

ela possui diversos algorítimos de regressão, classificação e clusterização (PEDRE-

GOSA et al., 2011). Conta também um módulo com funções que calculam as métricas

mais utilizadas na exploração e análises de resultados de treinamentos e aprendi-

zagem dos algorítimos. Este módulo é utilizado para gerar as métricas contidas na

sessão de Resultados deste projeto, são elas, acurácia geral, acurácia por entidade e

acurácia isolada que retira a entidade "O", que são tokens que não possuem entidades

anotadas.

Conforme a Figura 9 - Cálculo de métricas, é possível aferir o resultado da
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acurácia comparando os dois vetores gerados a partir das colunas de "Previsto"que é a

previsão realizada pela rede neural artificial para os trechos de teste e "Verdadeiro"que

são as entidades conforme anotadas no corpus.

Figura 9 – Cálculo de métricas

print('====================Acurácia Geral==========================')

y_true = df.Verdadeiro.to_list()

y_pred = df.Previsto.to_list()

print('Acuracia Geral: ',accuracy_score(y_true,y_pred))

relatorio['acuracia_geral'] = accuracy_score(y_true,y_pred)

print('=================Acurácia - Real (Filtrada) ================')

#Retira a Classe que possui maior incidência que cria distorções

#na acurácia

y_true_2 = list()

y_pred_2 = list()

for i in df.values:

if i[1]!='O' and i[2]!='O':

y_true_2.append(i[1])

if i[1]=='O' and i[2]!='O':

y_true_2.append(i[1])

y_pred_2.append(i[2])

if i[1]!='O' and i[2]=='O':

y_true_2.append(i[1])

y_pred_2.append(i[2])

print('Acurácia: ',accuracy_score(y_true_2, y_pred_2))

Fonte: Elaborado pelo autor
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volvimentos utilizando a biblioteca BERT. Optando assim pela utilização da biblioteca

Keras.
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6 METODOLOGIA

Nesta seção, será apresentada a metodologia utilizada para padronizar o corpus

CETENFolha, a fim de produzir um único corpus a ser utilizado na criação do modelo

estatístico de extração de entidades nomeadas. A metodologia foi desenvolvida em

quatro etapas, como mostra a Figura 12 – Arquitetura do modelo proposto.

Figura 12 – Arquitetura do modelo proposto

Fonte: Elaborada pelo autor

6.1 PROCESSAMENTO DO CORPUS

A primeira etapa teve como objetivo encontrar e analisar corpora textuais dis-

poníveis na internet e que possuíssem melhor estrutura para treinamento do modelo.

Levamos em consideração todas as propriedades que um corpus necessita para que

seja possível realizar o treinamento, são elas: delimitação de início e fim do parágrafo,

tokens, tag com a classe gramatical e o pos tag, que é a classificação da entidade. Foi

encontrado o corpus CETENFolha disponibilizado pelo projeto Linguateca, que possui

24 milhões de palavras em 340.947 extratos de trechos de artigos do jornal Folha de

São Paulo.

Após a escolha do corpus, foi necessário criar o método que permitisse realizar

o parsing (análise sintática) do arquivo, possibilitando que o corpus fosse processado

e disponibilizado em um arquivo de saída, que é um dicionário que mantém todas as
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informações relevantes para o treino e é inserido no banco de dados MongoDB Figura

12 - Arquitetura do modelo proposto. Uma das preocupações em relação à criação

da estrutura foi o tipo de base de dados, pois, devido ao volume de informação, é

necessário que seja possível selecionar de forma rápida as informações relevantes

para o treino, visto que nem toda informação em um corpus é relevante.

6.2 PRÉ-PROCESSAMENTO DO TREINAMENTO

foram criados métodos para validar textos, esses métodos serviriam para garan-

tir que os textos não tivessem erros que pudessem atrapalhar o aprendizado ou causar

erros durante o processo de treinamento. Essas etapas estão representadas na Figura

1 como, Pré Processamento do Treino e Separação dos dados. O Conversor de tags

(Figura 12 como pré-Processamento do treino e separação dos dados, Conversão das

tags) recebe a Tag original do corpus e é padronizado em relação a um dicionário de

tags controlado para que não exista uma tag representada de duas formas diferentes.

Além disso, essa etapa gera dicionários de palavras, tags, caracteres e entidades por

meio de vetores para treinamento e validação, gerando um vetor com as palavras que

são as variáveis independentes e outro com as tags que são as variáveis dependentes.

Para criar a variável dependente, deve-se converter as entidades de cada

número do token. A nova lista de tokens numéricos será relacionada ao dicionário

"tag2idx". Cada entidade nessa lista está relacionada a uma entidade na lista de veto-

res variáveis independentes.

Quando o token não possui uma entidade localizada, é classificado como "O".

Se o token tiver uma entidade localizada, ele será classificado com uma letra de acordo

com sua posição. Se o token for o primeiro token da entidade, ele terá a letra “B” (início)

+ “-” + “tag da entidade”. Se o token não for o primeiro, ele terá a letra “I” + “-” + “tag de

entidade”. Os tokens de entidades definidos são:

1. B-LOC: primeiro token de entidade local, ou seja: "São"; 2. I-LOC: token

de localização restantes, ou seja: "Paulo"; 3. B-ORG: Organização do primeiro token

de entidade, ou seja: "Banco"; 4. I-ORG: token restantes da organização, ou seja:

"Votorantim"; 5. B-PER: token de entidade da primeira pessoa, i. e .: "Paulo"; 6. I-PER:

token de pessoa restante, i. e .: "de", "Tarso"; 7. O: token restantes não classificáveis, i.

e .: ”Transferência”.

Finalmente, foi preciso padronizar o tamanho das listas presentes no vetor,

uma vez que a rede neural artificial precisa que todos os vetores tenham o mesmo

tamanho. Para a padronização de vetores, verificou-se que o tamanho máximo de

tokens existentes nos textos era de 75 caracteres. Assim, tokens menores que 75

caracteres foram preenchidos com zeros.
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6.3 MÓDULO DE TREINAMENTO

Nesta etapa, as técnicas escolhidas para a criação do modelo foram as redes

neurais Long short-term memory (LSTM), com os algoritmos Conditional Random

Fields (CRF) e máquina de vetores. O estudo apresentado por Suzgun, Belinkov e

Shieber (2018), mostra a flexibilidade das redes neurais recorrentes em generalizar

modelos para processamento de linguagem natural. O estudo avaliou variações da

rede LSTM para a generalização de modelos em idiomas formais.

Figura 13 – Rede neural recorrente com memória de longo prazo bidirecional

Fonte: Adaptada de Olah (2015)

A rede neural escolhida é composta por unidades Long short-term memory

(LSTM), que é uma variação das redes tradicionais Recurrent neural network (RNN’s).

As unidades Long short-term memory (LSTM) possuem a capacidade de persistir as

informações por um tempo arbitrário. Esse tipo de unidade neural é muito utilizado

nas áreas de reconhecimento de fala, tradução, legenda de imagens e processamento

de linguagem natural. Essas áreas possuem como característica comum a existência

de padrões em relação de longo prazo. Para que os padrões dispersos ao longo do

tempo possam ser capturados pela rede neural, o uso de unidades LSTM é essencial,

devido a sua capacidade de conectar informações de estados anteriores com estados

correntes.

A rede neural escolhida interliga várias unidades LSTM nos dois sentidos (forward

e backward). Essa arquitetura de rede neural é conhecida como Bidirectional Long
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Short-Term Memory (BLSTM), que possui a capacidade de predição em dois sentidos.

A predição bidirecional tem como objetivo maximizar a entropia.

O módulo responsável pelo treinamento recebe os vetores do pré-processamento

e realiza o treino. Os resultados do treinamento são: i) o modelo em arquivo binário para

ser reutilizado sem a necessidade de novo treinamento; ii) um relatório de métricas

de saída em relação à base de validação; iii) o tempo de execução; iv) os parâmetros

usados para construção do modelo; v) o código de identificação de cada trecho de

texto da base de dados, que foram usados durante o processo; vi) o histórico de cada

iteração da rede com as métricas de Loss; vii) o erro; viii) um arquivo contendo: todos

os tokens usados na validação, o valor verdadeiro e o classificado pelo modelo.

6.4 CONTROLE DE VERSÃO

O módulo de controle de versão é responsável pelo carregamento dos dados

salvos, que incluem: o modelo, o dicionário de palavras, o dicionário de caracteres, o

dicionario da etiqueta, os dados convertidos em número e a conversão para o formato

de texto novamente. A principal função desse módulo é manter um histórico de ver-

são dos modelos criados no processo de treinamento. Portanto, é possível verificar

a evolução do modelo em relação à precisão e, assim, identificar as mudanças que

foram significativas. Portanto, é possível verificar a evolução do modelo, em relação à

precisão, e identificar as mudanças que foram significativas.
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há uma menor quantidade de tokens representados nos conjuntos de treinamento e

validação. Dessa forma, espera-se que o valor de entidades do tipo “I” tenha acurácia

inferior ao do tipo “B”.

7.1 CONTRIBUIÇÕES

Dentre as contribuições geradas a partir do desenvolvimento deste projeto, po-

demos citar:

1. A redução do tempo de pré-processamento com a criação de uma metodologia

que possibilita a armazenagem dos vetores já processados.

2. O armazenamento do resultado do calculo de métricas e parâmetros utilizados

durante a criação do modelo, possibilita uma análise histórica do modelo contri-

buindo para a melhora na evolução. Com isso, é possível mapear os resultados

em relação às alterações de parâmetros.

3. Aumento na acurácia em relação a outros trabalhos encontrados na literatura,

conforme visto no capítulo "Trabalhos Relacionados".
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8 CONCLUSÃO

Os resultados alcançados foram promissores. As evidências indicam que, por

meio da restruturação do corpus, foi possível criar modelos relativamente próximos,

em termos de assertividade, aos modelos baseados na língua inglesa.

Antes da criação da metodologia proposta neste estudo, era necessário, a cada

tentativa de criação de um modelo de extração de entidades, realizar o processamento

de todos os trechos presentes no corpus, utilizando a seguinte sequência de even-

tos: i) realizar o parser ; ii) gerar vetores, contendo: tokens de palavras, classificação

gramatical e pos-taggings; iii) converter as anotações do pos-tagging para que sejam

normalizadas. Esse conjunto de atividades demanda muito tempo de processamento.

Após a abordagem proposta, todos os vetores processados são armazenados, sem

a necessidade de refazer o trabalho a cada nova tentativa. Para exemplificar o ganho

no tempo de processamento, foram necessárias 4 horas para processar 2 milhões de

trechos, e apenas 1 hora para processar com a abordagem metodológica proposta, ou

seja, uma redução de 75% no tempo.

Outro beneficio gerado durante o desenvolvimento, foi o módulo de controle

de versão, que armazena todas as informações de parâmetros, tempo de execução,

resultados, métricas e cada identificador do texto usado no treinamento e no teste

do modelo. Dessa forma, temos um painel consolidado com gráficos que mostram a

evolução de cada versão de modelo gerado, a partir dos parâmetros escolhidos.

Consequentemente, os dados gerados durante o desenvolvimento deste projeto

podem auxiliar os profissionais da área de Processamento de Linguagem Natural

que utilizam a língua portuguesa para extração de entidades nomeadas. A criação

de um método que facilita o planejamento do volume de exercícios para treinamento;

uma nova estrutura de corpus; possibilidade de selecionar apenas as entidades mais

relevantes no momento da formação; número de iterações necessárias para atingir um

bom nível de precisão sem causar overfitting (quando o modelo se ajusta muito bem

aos dados de treino, porem, não é eficaz em novos dados), serão os principais pontos

de contribuição deste trabalho.

Apesar dos desafios encontrados ao longo deste trabalho, pode-se afirmar que

o objetivo geral foi alcançado, uma vez que foi possível criar uma metodologia eficaz

capaz de extrair entidades, pois, tanto a acurácia geral quanto a acurácia por entidade

apresentaram resultados superiores a 80%.
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9 PUBLICAÇÕES REALIZADAS

Durante o desenvolvimento dessa dissertação foram alcançadas as seguintes

publicações:

1. Reconhecimento de Entidades Nomeadas Em Relatórios de Inteligência Finan-

ceira, no evento. In: WIDAT 2019: Workshop de informação, dados e tecnologia.

João Pessoa: Editora UFPB, 2018 (SANTANA et al., 2018).

2. A New Entity Extraction Model Based on Journalistic Brazilian Portuguese Lan-

guage to Enhance Named Entity Recognition, na revista DIONE 2020: Data and

Information in Online Environments, apresentado na conferência International

Conference on Data and Information in Online (AQUINO SILVA et al., 2020a).

3. An Improved NER Methodology to the Portuguese Language na revista, Mobile

Networks and Applications (AQUINO SILVA et al., 2020b).

4. Grau de pertencimento como insumo para classificação automática de textos:

uma abordagem sintática. na revista CIÊNCIA DA INFORMAÇÃO (ONLINE):

Editora IBCT, 2020 (DYCK et al., 2020)

5. Evaluating the Effect of Corpus Normalisation in Topics Coherence, na revista DI-

ONE 2021: Data and Information in Online Environments, apresentado na confe-

rência International Conference on Data and Information in Online (SILVA SOUSA

et al., 2021)
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10 PRÓXIMOS PASSOS

A partir do resultado obtido nesta pesquisa planeja-se outros objetivos para

trabalhos futuros, sendo eles: aumentar o número de trechos para cobrir todas as

entidades durante todas as iterações de teste, uma vez que entidades com menores

quantidades podem ser prejudicadas conforme os resultados de acurácia por entidade;

a criação de novos modelos utilizando outras variações de redes neurais e comparar

os modelos com trechos que não sejam do domínio da linguagem jornalística. Tam-

bém pretende-se construir uma plataforma que possibilite utilizar modelos criados por

outros sistemas, passando apenas os parâmetros de nome do modelo e trecho a ser

processado criando.
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APÊNDICE A – REVISÃO SISTEMÁTICA DE LITERATURA

O documento a seguir trata-se de uma revisão sistemática de literatura, reali-

zada durante do processo de confecção da metodologia atual. O mesmo será atuali-

zado durante o processo de desenvolvimento devido o avanço de pesquisas que estão

em produção na área de tecnologia.

Como será abordado a no documento de Revisão Sistemática de literatura

foram consultadas 3 bases SCORPUS, LISA e IEEE com os filtros Período: 2017

a 2019 nos idiomas Português e Inglês. Foi retornado o total de 169 documentos

a serem analisados com os critérios aplicados, que foram incluídos e excluídos da

revisão de acordo com os critérios de inclusão e exclusão apresentados no decorrer

do documento.
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1 INTRODUÇÃO 
 

A recuperação de informação (RI) surgiu a partir de esforços para facilitar a             

manipulação de dados em grandes bases (FERNEDA, 2018). Os esforços para RI ainda             

encontram grandes desafios quando se trata de processamento de linguagem natural           

(PLN). A extração de informação a partir de texto em português ainda constitui um campo               

aberto de investigação devido a baixa acurácia em vários aspectos como reconhecimento            

de entidades, análise semântica e sintática, extração de relacionamentos, dentre outros           

(Amaral e Vieira 2013). Somado ao desafio de PLN para português, há uma escala              

crescente de dados gerados, devido ao sucessivo aumento no número de usuários da             

internet (IBGE, 2017). Estima-se que a cada segundo são gerados milhares de dados em              

uma diversidade de formatos de dados nas como imagens, textos, vídeos e áudios. 

 Um estudo realizado pelo Data Management Association (Dama) constatou que          

atualmente existam mais de 500 quatrilhões em dados armazenadas no universo digital. O             

estudo também aponta, que a cada dois anos, a produção de dados dobra, com previsão de                

chegar a 350 zettabytes em 2020 (DMBOK et al. 2017). Grande parte dos dados gerados,               

cerca de 80%, são dados não estruturados, como textos. A crescente escala de produção              

de textos, juntamente com a baixa acurácia para o reconhecimento de entidades nomeadas             

em português, são questões que podem ser enfrentadas com técnicas modernas de            

inteligência artificial. 

Com a utilização de técnicas de aprendizagem de máquina é possível criar modelos             

com capacidade de extrair entidades a partir de textos. Na língua inglesa, por exemplo,              

existem modelos que possuem acurácia de 92,6% criados a partir da utilização do             

framework spaCy e 91,7% com o framework ClearNLP, que voltados ao treinamento de             

modelos para extração de entidades. Segundo (Amaral e Vieira 2013), em português, a             

acurácia fica em torno de 80,77%, utilizando como base de treinamento o corpus HAREM e               

redes neurais CRF (Amaral, et. al 2014), pois para o modelo atingir um alto desempenho é                

necessário um conjunto de dados já classificado com notações sobre a estrutura gramatical             

e entidades existentes nele. Esse conjunto é conhecido como corpus e normalmente a             

atividade de classificar os trechos é realizada por linguistas que são aptos a realizar essa               

tarefa, por conhecerem a estrutura do idioma e suas propriedades. Entretanto, como cada             

corpus é criado para uma finalidade, nem sempre possuem a mesma estrutura, não             

existindo assim um padrão. Além disso, (Villalva 2007) ressalta que a morfologia e a sintaxe               

da língua portuguesa possui características próprias criando complexidades quando         

comparada a língua inglesa que possui menos elementos em sua notação gramatical            

quanto à conjugação de verbos. 



O domínio da informação também é uma questão a ser considerada, pois conforme             

(Dias 2015) uma determinada comunidade pode possuir hábitos em relação ao uso da             

informação, como realizar suas buscas e como organizam seus novos conhecimentos.           

Estes hábitos afetam a escrita e a estrutura sintática de alguns termos, mesmo que o               

idioma seja igual em comunidades diferentes. Sendo a linguagem jornalística, o gênero            

textual que possui melhor aderência a contemporaneidade do idioma, algumas das           

características da escrita jornalística como a objetividade, a simplicidade, a imparcialidade e            

o referencial, evitam termos em desuso pois a informação deve ser transmitida de forma              

clara ao leitor (PRETTO, 2009). Por esse motivo, escolhemos o corpus baseados em textos              

jornalísticos para criar a base de treinamento para o reconhecimento de entidades            

nomeadas. 

Existem diversas técnicas de aprendizagem de máquina que possibilitam a criação           

de modelos capazes de classificar as entidades, sendo o mais utilizado para este fim, redes               

neurais recorrentes (RNN) (OLAH, 2015). Geralmente as RNNs são aplicadas em           

problemas onde existam a necessidade de reconhecimento de padrões que variam em uma             

determinada série temporal (NELSON, 2017).  

A presente pesquisa apresenta uma Revisão Sistemática da Literatura (RSL) sobre           

“extração de entidades nomeadas e relacionamentos de documentos com a utilização de            

aprendizagem de máquina”, realizada no mês de Julho de 2019. O presente estudo foi              

organizado com a seguinte disposição: metodologia (seção 2); resultados preliminares          

(seção 3) com o protocolo de pesquisa, revisão e seleção dos estudos recuperados, análise              

dos estudos selecionados, resultados e sumarização dos resultados; os trabalhos          

relacionados (seção 4); as considerações finais (seção 5), e um apêndice contendo os             

critérios de exclusão dos artigos recuperados que não foram incluídos nos trabalhos            

relacionados.  

 

2 METODOLOGIA 
A metodologia utilizada no processo de construção desta RSL emprega o uso do             

método descrito por Sampaio e Mancini (2007), no qual é descrito cinco etapas para              

constituir uma revisão sistemática. A primeira etapa prevê a criação do protocolo de             

pesquisa, que estabelece os termos de busca bem como os critérios de inclusão, exclusão              

que devem focar na busca pela qualidade metodológica dos documentos recuperados. 

Conforme passos definidos por Sampaio e Mancini (2007), o primeiro passo é            

definição da pergunta, a mesma deve ser clara, com a descrição do estudo, população e               

contexto. O segundo passo é a busca de evidências que tragam todos documentos que              



sejam relevantes para a temática abordada que vão ser analisados durante a RSL, que vão               

ser localizados a partir dos termos de busca e demais estratégias nas bases de dados. O                

terceiro passo é analisado todos os títulos e resumos dos documentos retornados e             

realizado a inclusão e exclusão de acordo com o critérios propostos no protocolo de              

pesquisa. Os documentos que forem incluídos devem ser lidos em sua totalidade e             

novamente aplicado os critérios de inclusão e exclusão. Por último, no quinto passo são              

apresentados os resultados em relação aos documentos incluídos no estudo após a            

validação dos critérios de inclusão e exclusão, contendo as principais características,           

métodos e resultados de cada um. 

Após as etapas abordadas, são criados relatórios contendo os documentos,          

incluídos, excluídos e os critérios utilizados na análise. 

 

 Quadro 1 - Passos metodologia Sampaio e Mancini (2007)   

PASSO DESCRIÇÃO 

Passo 1 – 
Pergunta 

É possível a criação de um modelo padrão de extração de entidades 
nomeadas em documentos escritos na língua portuguesa com o emprego 
de redes neurais recorrentes e com base em corpus disponíveis na 
internet? 

Passo 2 – 
Busca 

Bases de dados: SCORPUS, IEEE, ​Library and Information Science 
Abstracts​ (LISA) e WEB OF SCIENCE 
Palavras-chave: Named Entity Recognition;corpus;recurrent neural 
networks 
Idioma: Inglês e português 
Tipo de publicação: Artigos científicos 
Período: 2017 a 2019 

Passo 3 – 
Revisão e 
seleção de 
documentos 

Critérios de inclusão: (1. Artigos com textos completos; 2. Artigos 
revisados por especialistas; 3. Artigos nos idiomas inglês e português; 4. 
Tipo de documento Artigos científicos; 5. ) 
Critérios de exclusão: (1. Artigos com temática diferente; 2. Artigos com 
idioma que não seja inglês e espanhol; 3. Apresentam redes neurais que 
não sejam LSTM ou variações; 4. Não possui palavras-chaves no 
resumo;5. Artigos em duplicidade; 6. Documentos que não sejam artigos 
científicos; 7. Artigos que não possuem corpus disponíveis na internet; 8. 
Artigos incompletos) 













1 SCORPUS Artigo 2019 

Saimaiti, A.; 
Wang, L.; 

Yibulayin, T. 

Learning subword 
embedding to 

improve Uyghur 
named-entity 
recognition 

Informati
on 

(Switzerl
and) Inglês 

2 SCORPUS Artigo 2019 
Thomas, A.; 

Sangeetha, S. 

An innovative hybrid 
approach for 

extracting named 
entities from 

unstructured text 
data 

Comput
ational 
Intellige

nce Inglês 

3 SCORPUS Artigo 2018 
Lee, H.-G.; Park, 

G.; Kim, H. 

Effective integration 
of morphological 

analysis and named 
entity recognition 
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onde são comparadas as técnicas para envio das informações para criar o modelo. São              

elas ​Knowledge-Based Clustering Model (KB + Clustering) e ​Knowledge-Based Deep          

Learning (KB + DL). A métricas utilizada para avaliação final dos métodos foi F1 ​score ​. Os                

F1 = 91.91% para o método KB + DL e F1 = 85.2% para o método KB + Clustering. 

Lee, Park e Kim (2018) Realizam à comparação do emprego de uma rede neural              

recorrente híbrida do tipo ​bidirectional gated recurrent unit model with a conditional random             

field layer (BI-GRU-CRF) adicionando uma técnica denominada ​MorpheNE que à partir de            

uma equação que avalia a probabilidade de sequências de ​tokens ​para uma determinada             

tag usando como princípio à cadeia de markov. O estudo é comparado com outro modelo               

que possui as mesmas características em relação às redes neurais apresentadas           

inicialmente, construído por um dos autores em 2016 denominado LEE-2016. As métricas            

utilizadas para comparar os modelos são: Acurácia, Precisão, Recall e F1 ​score. O             

resultado apresentado foi Acurácia = 93.94%, Precisão = 78.98%, Recall = 69.21, F1 score              

= 73.77 para o modelo LEE-2016 e Acurácia = 94.65%, Precisão = 83.43%, Recall =               

88.01%, F1 score = 85.66% para o modelo com emprego do ​MorpheNE​. 
Wang et al. (2018) utiliza uma abordagem baseada em rede neural recorrente do             

tipo LSTM, CRF e LSTM-CRF. Um corpus público com dados de contratos de casamento,              

com o total de 48.502 trechos para treino e com à base de teste dividida em 1.976 para                  

contrato e 1.651 para casamento. As métricas de avaliação são Precisão, Recall e F1 ​score ​.               

O resultado foi, Precisão = 79.29%, Recall = 70.70%, F1 score = 74.75% com o emprego de                 

CRF na base de contrato, Precisão = 62.35%, Recall = 48.10%, F1 score = 54.31% na base                 

de teste de casamento; Precisão = 91.99%, Recall = 71.89%, F1 score = 80.71% com o                

emprego de LSTM-CRF na base de contrato, Precisão = 69.47%, Recall = 64.05%, F1              

score = 66.65% na base de teste de casamento. 

Liu et al. (2018) são utilizados dois corpus FIGER e OntoNotes com o total de               

13.109 trechos e uma base de testes de 77 trechos anotados manualmente, e para criação               

do modelo redes neurais BiLSTM e LSTM. Os autores afirmam que utilizaram 840 bilhões              

de ​tokens ​no pré treinamento sendo utilizado o algoritmo de ​word embeddings ​conhecido             

como ​Glove ​. Não foi mencionado à tentativa de testes utilizando outro algoritmo como             

Word2Vec ​na comparação. Como métrica de avaliação foram utilizados Strict, Loose macro            

e Loose micro. À métrica Loose micro é visualizada como F1 ​score pelos autores. Os               

resultados obtidos foram F1 = 75.35% para o corpus FIGER e F1 = 65.35% com os dados                 

de teste do corpus OntoNotes. 

Kadari et al. (2018) sugerem um modelo baseado em BiLSTM com o uso corpus              

CCGBank. Houve experimentos em relação à notação do corpus tanto manual quanto            



automática. Também foram gerados alguns modelos com base nos experimentos.. Sendo           

que o melhor resultado apresentou acurácia de 94.09%. 

Fernandes et al. (2019) e autores empregam redes neurais BiLSTM-CRF e           

BIGRU–CRF. Para treino e validação um corpus composto pelas decisões Judiciais do            

Tribunal de Justiça Federal do Estado do Rio de Janeiro. O corpus foi dividido com 2.568                

decisões separadas para treino do modelo e 454 separados para teste do modelo, as              

entidades foram anotadas manualmente não passando por nenhum processo de          

classificação automática no pré processamento. Os textos são escritos em língua           

portuguesa porém as entidades anotadas foram: ​IncMorDm ​sendo o aumento do valor de             

danos morais, ​InitMonCo sendo à data inicial da correção monetária, ​InitIntArr sendo a data              

inicial de interesse dos atrasados; ​DecMorDm é a diminuição do dano moral valor e              

ValLegFee é o valor da taxa legal devida pela, as entidades nesse sentido não são               

necessariamente ​tokens com anotações de nomes próprios como vimos nos outros           

estudos. Os resultados foram: Precisão = 95.71% Recall = 93.89% e F1 =  94.79%. 

Helwe e Elbassuoni (2019) . O corpus utilizado possui 25000 trechos aleatórios de             

artigos do wikipédia sendo de domínio público, em idioma Árabe. Pelo que foi notado              

apenas entidades são anotadas, não possuindo anotações de postaging para outros tokens            

que não sejam entidades. Para testes foram utilizados outros corpus, 292 notícias extraídas             

do google news do feed of the Arabic (Egito), O corpus AQMAR, que possui 2456               

sentenças, construído durante um estudo de Mohit et al. (2012) e postagens do twitter, um               

corpus construído por Darwish (2013) com 982 postagens. As entidades anotadas também            

foram PER, LOC e ORG. Foi empregada uma rede neural BiLSTM-CRF, porém outros             

modelos também foram propostos como LSTM unidirecional e algumas variações de pré            

processamento. Como resultado, cada corpus em que foi testado os modelos possui uma             

acurácia superior em uma entidade utilizando uma técnica. Nos textos do twitter os             

melhores resultados foram usando BiLSTM-CRF com dados semi anotados à acurácia           

média ficou em 59.2%. Já no textos de notícias e no corpus AQMAR os melhores resultados                

foram utilizando redes BiLSTM com dados semi anotados, à média da acurácia para o              

corpus de notícias foi 74.1% e 62.8% para o corpus AQMAR.  

 

5 CONSIDERAÇÕES FINAIS 
 

À pesquisa realizada recuperou diversos documentos contendo as palavras ​Named          

Entity Recognition ​, ​corpus, ​recurrent neural networks​, todos resultados recuperados nas          

quatro bases selecionadas foram em inglês, para melhorar os resultados foram retirados            
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