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RESUMO

Com o crescimento exponencial de dados gerados por dispositivos [0T, o0 meio de
comunicagédo esta se tornando um gargalo para a computacao em nuvem. Paradigmas
como a computacao de borda estdo sendo cada vez de mais interesse por suas van-
tagens, tais como reducao da laténcia de comunicacao, uso mais eficiente da rede e
o menor gasto energético. Ao transferir parte ou toda a computacao para os dispositi-
vos de borda é possivel reduzir a quantidade de informagdes enviadas para a nuvem.
Entre as aplicagdes que manipulam uma quantidade consideravel de dados, pode-se
destacar o processamento de videos e imagens. Através de algoritmos como as redes
neurais € possivel extrair propriedades e caracteristicas uteis destes dados brutos.
Dentro destes algoritmos, as redes neurais binarias tém atraido bastante interesse ulti-
mamente devido as suas vantagens como a redugao da complexidade computacional
e de requisitos de memoaria. Além disso, em sistemas embarcados como encontrados
nos dispositivos de borda, o uso de aceleradores de dominio especifico para realizar
uma determinada tarefa tem se mostrado altamente eficiente. Este trabalho apresenta
o estudo, projeto e desenvolvimento de um acelerador de dominio especifico para
realizar o algoritmo de convolucao binaria presente nestas redes, visando a sua uti-
lizagdo nos sistemas embarcados dos satélites desenvolvidos no SpacelLab (UFSC).
Através do uso de técnicas como especializacdo de dados e paralelismo de operacbes
€ possivel obter ganho de desempenho significativo na execugdo do algoritmo em
comparagao com a sua execu¢ao em um nucleo de processamento. Os dados obtidos
em simulacdo mostram que o acelerador executa em até 97,77% menos ciclos do que
a execucao utilizando apenas um nucleo RISC-V simples e em 96,06% menos ciclos
do que um nucleo RISC-V com extensao de manipulacao de bits. Além disso, a sintese
para FPGA demonstra baixa utilizacao de recursos légicos, permitindo sua utilizagéo
em dispositivos de baixa densidade disponiveis comercialmente.

Palavras-chave: Acelerador de Dominio Especifico. FPGA. Rede Neural Binéria. Com-
putacao de Borda.



ABSTRACT

With the exponential growth of data generated by loT devices, communication medium
is becoming a bottleneck for cloud computing. Paradigms such as edge computing are
getting more and more interest for its advantages, such as reduced communication
latency, more efficient use of the network, and lower energy consumption. By offloading
some or all of the computation to the edge devices, it is possible to reduce the amount
of information sent to the cloud. Among the applications that handle a considerable
amount of data, one can highlight video and image processing. Through algorithms
such as neural networks it is possible to extract useful properties and characteristics
from this raw data Within these algorithms, binary neural networks have attracted a
lot of interest lately due to their advantages such as the reduction of computational
complexity and memory requirements. Furthermore, in embedded systems as found
in edge devices, the use of domain-specific accelerators to perform a certain task has
been shown to be highly efficient. This work presents the study, design and development
of a domain-specific accelerator to perform the binary convolution algorithm found in
these networks, with the goal of using it in the embedded systems of the satellites
developed at SpacelLab. Through the use of techniques such as data specialization
and operation parallelism, it is possible to obtain significant performance gains in the
execution of the algorithm compared to its execution in a processing core. The data
obtained in simulation shows that the accelerator runs in up to 97.77% less cycles than
the execution using only a simple RISC-V core and in 96.06% less cycles than a RISC-
V core with bit manipulation extension. In addition, FPGA synthesis demonstrates low
utilization of logic resources, allowing its use in the lowest density devices commercially
available.

Keywords: Domain Specific Accelerator. FPGA. Binary Neural Network. Edge Comput-
ing.
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1 INTRODUGAO

Nos ultimos anos, houve um grande crescimento dos dados gerados por dis-
positivos de Internet das Coisas (loT, Internet of Things). Esses dispositivos, também
chamados de dispositivos de borda, sdo caracterizados por recursos computacionais e
energéticos limitados. Essa limitacao foi reduzida fazendo com que estes dispositivos
transfiram o processamento necessario a ser realizado com os dados para a nuvem.
Embora a velocidade de processamento de dados dos dispositivos da nuvem tenha
aumentado, a largura de banda das redes que transportam dados para a nuvem nao au-
mentou consideravelmente. Assim, com dispositivos de borda gerando cada vez mais
dados, a rede esta se tornando o gargalo da computacdo em nuvem (PREMSANKAR,;
DI FRANCESCO; TALEB, 2018).

Portanto, devido ao crescimento exponencial de dispositivos loT que se conec-
tam a Internet para receber informagdes da nuvem ou entregar dados de volta a nuvem,
surgiu o conceito de computagao de borda (SHI; DUSTDAR, 2016). A computacao de
borda € um novo paradigma de computagdo em que os dados sdo processados no
local onde os mesmos sao produzidos. Este modelo de computacao traz diversas
vantagens como por exemplo:

« Laténcia reduzida: Estes sistemas podem ser colocados mais proximos dos
usuarios e servicos finais. Desse modo, isso naturalmente evita os atrasos
de propagacao de rede. Além disso, algumas aplicacbes possuem requisitos
rigorosos de laténcia e desempenho em tempo real. Aplicacbes criadas em
torno da experiéncia do usuario e aplicagdes de seguranca automotiva sao
exemplos onde a laténcia ndo pode ser tolerada, portanto, os dados devem
ser processados no préprio dispositivo (SORO, 2021);

+ Consumo de Rede: Certos ambientes tém largura de banda limitada e a
computacao de borda pode atender melhor esse problema por meio de
técnicas de filtragem, armazenamento em cache, extracdo de atributos e
compactacao de dados para maximizar com eficiéncia a largura de banda
disponivel (LEA, 2020); Ou seja, se os dispositivos puderem executar mais
processamento nos dados brutos localmente (no préprio hardware local),
menos dados brutos deverao ser transmitidos (PARKS, 2018);

» Gasto energético: Existem casos em que o gasto energético para mandar
os dados e receber uma resposta seria maior do que processar os dados no
préprio local;

» Seguranca e Privacidade: Algumas situacdes devem proteger ou até mesmo
remover certos dados antes que saiam do dispositivo de borda.

As areas de aprendizado profundo e redes neurais, que demonstraram um

grande desenvolvimento na ultima década, podem contribuir drasticamente para o
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processamento de dados na borda (LI; OTA; DONG, 2018). Um algoritmo de rede
neural pode extrair propriedades e caracteristicas Uteis dos dados brutos. Além disso,
a Rede Neural Convolucional (CNN, Convolutional Neural Network), que é um tipo
especifico de rede neural, forneceu uma melhoria dramatica de desempenho nos
campos de processamento de imagem e visao computacional.

Observa-se em aplicagdes que € desejavel utilizar a visdo computacional para
extrair as informacgdes significativas de um video diretamente no sensor de imagem e
nao na nuvem, para reduzir o custo de comunicacao, dado que os videos envolvem
uma grande quantidade de dados. Sendo assim, uma destas aplicagdes e motivagéo
deste trabalho é a sua utilizacdo nos sistemas embarcados dos satélites pesquisados
e desenvolvidos no SpacelLab (Universidade Federal de Santa Catarina). Além das
limitacdes de energia e tamanho, estes sistemas possuem limitagdes na comunicacao
ao se utilizar protocolos de comunicacao loT, tais como o LoRa.

Além desta aplicagéao, foi identificado na literatura outros casos de uso como
veiculos autbnomos, navegacao por drones e robética, onde o processamento local
€ desejado, pois a laténcia e o risco de seguranga de depender da nuvem s&o muito
altos (SZE et al., 2017a).

A implantag&o da inteligéncia artificial nos dispositivos de borda pode ajudar a
obter dados mais significativos mais rapidamente, o que ndo apenas traz as vantagens
mencionadas anteriormente como economia dos custos de comunicagao e reducao do
atraso de resposta como também expande muito os cenarios de aplicagdes de inteli-
géncia artificial (WANG et al., 2020). Esses dispositivos ndo possuem inteligéncia para
processar os dados de entrada e tomar decisdes, em vez disso, dependem do usua-
rio ou de outras entidades de processamento, como a nuvem, para tomar a decisao
e controla-los remotamente. Sendo assim, a inclusdo dos algoritmos de inteligéncia
artificial nestes dispositivos de borda podem permitir a emergéncia de dispositivos
inteligentes que sao capazes de processar 0os dados detectados, avaliar a situacao e
agir de forma independente (SAMIE; BAUER; HENKEL, 2019).

Portanto, um dos problemas atuais € como adicionar estas redes neurais com-
plexas nestes dispositivos de borda sem reduzir o desempenho. As CNNs de dltima
geracao normalmente tém milhdes de parametros e uma Unica tarefa de inferéncia
pode invocar bilhdes de operagdes aritméticas e acessos a memoria. Os dispositivos
onde esses algoritmos serdo executados sao geralmente constituidos por sistemas
embarcados compostos por microcontroladores. Além disso, sdo normalmente alimen-
tados por bateria e, como consequéncia, precisam funcionar em uma faixa de baixa
poténcia.

Para contornar esse problema, deu-se inicio ao desenvolvimento de uma nova
geracao de redes neurais, mais compactas em tamanho e que focam na eficiéncia
além da acuracia do modelo. Diversos trabalhos foram desenvolvidos do lado do al-
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goritmo onde surgiram otimizagées como remover pesos da rede neural para diminuir
o numero de operagdes (WEN et al., 2016) ou diminuir a representacdo dos pesos e
ativagdes para um valor de bits menor e assim utilizar menos recursos computacionais
do hardware (HUBARA et al., 2016).

Uma dessas otimizacdes que recebeu atencao ultimamente é a Rede Neural
Binaria (BNN, Binary Neural Network) (COURBARIAUX et al., 2016), um tipo de rede
neural convolucional onde os valores de ambos 0s pesos e ativacdes sao limitados
para apenas os valores +1 e -1. Além de um uso de meméria reduzido, essas redes
trazem uma grande vantagem na sua execugao devido a simplificacdo das operacdes
ao se utilizar apenas dois valores. As operagdes de multiplicagdo e acumulagéo, onde
ha o maior gasto computacional das CNNs, podem ser substituidas por operacoes de
XNOR e popcount que sao muito mais eficientes de serem executadas (RASTEGARI et
al., 2016). Inicialmente esse tipo de rede sofria de baixa acuracia devido a quantizacao
massiva imposta na rede neural. No entanto, nos ultimos anos, as pesquisas neste
tipo de rede mostraram um grande avan¢o na sua acuracia ao se utilizar técnicas
como topologias de rede neural customizadas e estratégias para o treinamento (YUAN;
AGAIAN, 2021). Deste modo, as BNNs estdo cada vez diminuindo a diferenca de
acuracia que existe entre elas e os modelos de rede neural que utilizam precisao total.

Além de otimizar o modelo de rede neural, transferir a sua execug¢ao para um
acelerador de hardware dedicado surgiu como uma solucdo amplamente adotada
para melhorar o tempo de execugéo e a eficiéncia energética. Isso vai ao encontro
com a tendéncia atual de utilizar aceleradores de dominio especifico para executar
determinadas tarefas com mais eficiéncia. Essa tendéncia se deve ao fato de a lei
de Moore (MOORE et al., 1965) ter chegado ao fim (THEIS; WONG, 2017) e ha uma
busca por novas arquiteturas e tecnologias para continuar escalando desempenho e
eficiéncia.

Diversos aceleradores para BNNs foram propostos como, por exemplo, FINN
(UMUROGLU et al., 2017), FP-BNN (LIANG, Shuang et al., 2018) e XNE (CONTI;
SCHIAVONE; BENINI, 2018). No entanto, grande parte destes aceleradores foram pro-
jetados para modelos de BNNs pequenos onde a imagem de entrada é muito reduzida
para se utilizar em aplicagdes de visao computacional reais ou utilizam topologias de
redes ja obsoletas que nao refletem o estado da arte. Além disso, como apontado
por Bannink et al. (2021), muitos estudos de BNNs focam em desempenho tedrico e
muitas vezes carecem de dados empiricos.

Sendo assim, este trabalho foi realizado a fim de possibilitar o uso de redes
neurais binarias do estado da arte no contexto de computacao de borda através do
uso de um acelerador de dominio especifico para executar a operacao de convolugao
binaria e suprir as limitacées impostas neste ambiente.
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1.1 OBJETIVOS

Este trabalho apresenta como objetivo geral a pesquisa e desenvolvimento de
um acelerador de dominio especifico para a execugdo de Redes Neurais Binarias
em dispositivos de computacdo de borda e analise de suas métricas relacionadas
ao desempenho. Para realizacdo do objetivo geral proposto, tem-se como objetivos
especificos o0s seguintes topicos:

» Realizar uma andlise bibliogréafica e do estado da arte.

» Elaborar uma microarquitetura para o acelerador.

Implementar a microarquitetura proposta utilizando uma linguagem de des-
cricdo de hardware.

+ Verificar, com base em sintese e simulagdes, o desempenho de execucéo
do acelerador implementado.

Avaliar os resultados obtidos.
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2 FUNDAMENTAGAO TEORICA

Neste capitulo sdo apresentados os conceitos base para o entendimento e
desenvolvimento do trabalho. O capitulo esta dividido em trés sec¢des. A Secéo 2.1
compreende os conhecimentos pertinentes a area de redes neurais. A Secao 2.2
discorre sobre os aceleradores de dominio especifico, a motivacao de seu uso, suas
arquiteturas e os aspectos relacionados ao seu uso no campo de redes neurais. A
Secdao 2.3 detalha os componentes utilizados para a concepc¢ao do trabalho.

2.1 REDES NEURAIS

2.1.1 Redes Neurais Artificiais

As Redes Neurais Artificiais sdo um conjunto de algoritmos pertencentes a
area de Aprendizado de Maquinas, inspirados no cérebro humano, que sédo projetados
para reconhecer padroes (AGGARWAL et al., 2018). Estas redes sdo constituidas por
unidades computacionais chamadas de neurdnio artificial ou simplesmente unidade.
O modelo matematico que descreve um neurénio artificial é ilustrado na Figura 1.
Segundo Khan et al. (2018), este neurdnio recebe um conjunto de dados de entrada
que séo ponderados por um conjunto de pesos, além de um valor de bias. Todos esses
valores sdo somados e no valor resultante é aplicado uma fung¢éo néo linear (chamada
de fungao de ativacao) para calcular o valor de saida dessa unidade. Apés isso, o valor
de saida, também chamado de ativagao, pode ser utilizado como entrada para outras
unidades.

Figura 1 — Modelo computacional de um neurdnio artificial

yv=a(Wx+b)

N o
Activation Ourput
Function

Fonte — Khan et al. (2018).

Desse modo, como ilustrado na Figura 2, uma rede neural artificial consiste
em unidades computacionais interconectadas agrupadas em camadas, sendo: uma
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camada de entrada para receber os dados a serem processados, uma camada de
saida que fornece os resultados da tarefa da rede e um conjunto de camadas internas
chamadas de camadas ocultas (VESTIAS et al., 2020). Segundo Goodfellow, Bengio
e Courville (2016), uma rede neural com mais de trés camadas ocultas é designada
Rede Neural Profunda (DNN, Deep Neural Network) para enfatizar o alto nimero de
camadas.

Figura 2 — Estrutura de uma rede neural artificial

Hidden Layers
Input . Qutput
Layer Layer

O Artificial Neurons or Units ——— Connections between Units

Fonte — Khan et al. (2018).

Atualmente as DNNs sé&o utilizadas em diversos setores para uma ampla gama
de tarefas que vao desde a previsdo de dados a tarefas mais complexas como a
classificagdo de imagens, reconhecimento de voz, robdtica, etc. (SZE et al., 2017a).

De acordo com Véstias et al. (2020), um modelo de rede neural € primeiro trei-
nado para resolver um problema especifico e, em seguida, usado para classificar novas
amostras em um processo conhecido como inferéncia. O treinamento da rede deter-
mina sua acuracia. Este treinamento pode ser supervisionado ou nao supervisionado.
No treinamento supervisionado, 0 modelo aprende com os dados rotulados manual-
mente e 0s pesos sdo ajustados para que a saida da rede para uma entrada especifica
corresponda a resposta correta. Ja o treinamento nao supervisionado nao requer da-
dos rotulados. Em vez disso, 0 modelo extrai padrdes da entrada por si s6. Para as
aplicac6es de visdo computacional o treinamento mais utilizado é o supervisionado.

A Figura 3 ilustra as duas fases do processo de aprendizado profundo, treina-
mento e inferéncia. A fase de treinamento possui duas etapas: propagacao direta e
retropropagacao. Na propagacao direta, o dado de entrada € carregado na camada ini-
cial e é propagado até que uma saida seja produzida. A saida é entdo comparada com
o valor de saida esperado usando uma fung¢ao de custo e o0 desempenho é avaliado.
O mesmo processo é repetido por retropropagacéo, onde os dados sao realimentados
na camada inicial com o objetivo de reduzir a fungéo custo alterando os pesos. Dessa
forma, até que os pesos 6timos sejam calculados, o treinamento continua e o0 modelo
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esta pronto para inferéncia ou teste. Na fase de inferéncia ha apenas propagacao direta
dos dados e a saida produzida € o resultado final da previsdo (MUCHANDI, 2020).

Figura 3 — Comparacao entre os processos de treinamento e inferéncia de uma rede
neural profunda
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Fonte — MITXPC (2022).

Existem diversos tipos de redes neurais e cada uma tem sua configuragao e sua
utilizacdo. A maneira como os neurbnios sdo organizados em uma camada e como
eles estdo conectados a camada sucessora definem o que é chamado arquitetura ou
topologia da rede neural. Alguns exemplos séo a rede neural feed-forward, rede neural
recorrente (RNNs), rede neural convolucional (CNN), etc. Para este trabalho, a arquite-
tura de rede de interesse € a CNN devido a sua aplicagao na visdo computacional.

2.1.2 Redes Neurais Convolucionais

Com o rapido desenvolvimento da tecnologia de aprendizado profundo, a Rede
Neural Convolucional (CNN, Convolutional Neural Network) tornou-se um dos métodos
mais populares em reconhecimento de padrdes e visdo computacional (PATEL et al.,
2015). A CNN é um tipo de DNN que adiciona a operagao de convolugao em sua
arquitetura. Essa operagao pode ser vista como uma versao estendida de multiplica-
coes de matrizes, que adiciona as propriedades de conectividade local e invariancia
de translacao. Comparado com multiplicacées de matrizes, em convolucdes, cada ele-
mento de entrada é substituido por um mapa de atributos e cada elemento de peso
é substituido por um kernel convolucional (ou filtro). Entdo, o calculo é baseado em
janelas deslizantes (CHEN, Y. et al., 2020).

Para as aplicagdes de visdo computacional, as CNNs sdo compostas de multi-
plas camadas convolucionais e, com cada camada, uma abstracao em alto nivel dos
dados de entrada (chamado mapa de atributos ou feature map), € extraido para pre-
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servar informacoes essenciais, porém unicas. Como apontado por Sze et al. (2017b),
a saida das primeiras camadas convolucionais podem ser interpretadas como repre-
sentando a presenca de diferentes atributos de baixo nivel na imagem, como linhas e
bordas. Nas camadas subsequentes, esses atributos sdo entdo combinados em uma
medida da provavel presenca de atributos de alto nivel, por exemplo, as linhas séo
combinadas em formas. E, finalmente, com todas essas informacdes, a rede fornece
uma probabilidade de que esses atributos de alto nivel compdem um objeto ou cenério
em particular. A Figura 4 ilustra como estes mapas de atributos podem se apresentar
em diferentes camadas de um modelo CNN.

Figura 4 — Exemplos de mapas de atributos em diferentes camadas convolucionais de
um modelo de CNN

low-level features mid-level features high-level features

Fonte — Bebes (2017).

De acordo com Goodfellow, Bengio e Courville (2016), para uma imagem 2D /
como entrada e um kernel 2D K, a convolugéo discreta € dada pela Equacao (1)

Slijl = (K Dlijl =Y > Mli=m,j—n]K[m,n] (1)
m n

Além da camada convolucional, as CNNs sdo compostas por outras camadas
que realizam operagcdes nos mapas de atributos como, por exemplo:

+ Camada de Pooling: Introduz invariancia translacional no mapa de atributos
substituindo os valores de ativagdes em uma janela por um valor represen-
tativo. O método de escolha deste valor pode ser por meio de uma média
entre todos os valores dessa janela (average-pooling) ou a ativacado com
o0 maior valor da mesma (max-pooling) (GOODFELLOW; BENGIO; COUR-
VILLE, 2016). O tamanho desta janela é o mesmo do tamanho do filtro de
pooling e esse filtro desloca por uma certa distancia (chamada de stride)
para percorrer todo o mapa de atributos. Aléem disso, esta camada é nor-
malmente adicionada ao longo das sucessivas camadas convolucionais e
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também é empregada para reduzir progressivamente o tamanho espacial da
representacao, reduzindo assim a quantidade de parametros e computacao
na rede. (SHAWAHNA; SAIT; EL-MALEH, 2018);

« Camada de Batch Normalization (IOFFE; SZEGEDY, 2015): Esta opera-
cao desloca e dimensiona a distribuicao de entrada para ter média zero e
variancia unitaria. Normalmente € utilizada para reduzir o tempo de treina-
mento e melhorar a capacidade de generalizagédo da rede (LIANG, Songhong
etal., 2020). Esta operacao é dada pela Equacao (2), onde x e y sdo entrada
e saida, respectivamente, u e o sdo estatisticas coletadas sobre o conjunto
de treinamento, y e 8 s&o parametros treinados, e ¢ para evitar problemas de
arredondamento. Durante a inferéncia, todos os parametros sao fixos, por-
tanto, é preciso apenas aplicar Equacéao (2) a cada ativacao do respectivo
mapa de atributos. Cada mapa de atributos requer seu proprio conjunto de
parametros de batch normalization;

X —
V== ’: - Y+B

+ Camada Densa: Geralmente vem no final da rede onde o mapa de atribu-
tos da camada anterior € achatado em um vetor. A partir disso, todas as
ativagOes desse vetor sdo conectadas a préxima camada ou a camada de
saida que é o vetor de predi¢do, onde seu tamanho é o numero de classes e
os valores suas probabilidades. As camadas densas desempenham o papel
da tarefa de classificagdo, enquanto que as camadas anteriores atuam na
extracao de atributos.

Embora as CNNs sejam conhecidas pelos pesquisadores ha décadas (LECUN
et al., 1989), elas foram popularizadas apdés demonstrarem alta acuracia no desafio
de reconhecimento ImageNet de 2012 (RUSSAKOVSKY et al., 2015). ImageNet é um
conjunto de dados amplamente utilizado para avaliar o desempenho de algoritmos de
detecgdo de objetos e classificacdo de imagens que consiste em milhdes de imagens
diferentes distribuidas em dezenas de milhares de classes de objetos (RUSSAKOVSKY
etal., 2015). Além disso, para comparar o desempenho dos algoritmos de classificacao,
costuma-se utilizar as métricas top-1 e top-5, onde top-1 indica que a resposta do
modelo (a com maior probabilidade) é exatamente a resposta esperada e o top-5
indica que a resposta esperada esta entre as 5 respostas de maior probabilidade
geradas pelo modelo.

A Figura 5 apresenta a evolugao do desempenho dos modelos CNNs ao longo
do tempo. Os vencedores do ano 2011 e anteriores utilizavam uma abordagem de
visdo computacional com métodos tradicionais, onde a funcionalidade de deteccéo era
realizada através de atributos inseridos manualmente. Em 2012 houve o grande avancgo
através do modelo AlexNet (KRIZHEVSKY; SUTSKEVER; HINTON, G. E., 2012) em

(@)
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que os atributos eram aprendidos através do aprendizado profundo. Nos anos se-
guintes, todos os vencedores estavam usando o aprendizado profundo para continuar
melhorando significativamente o estado da arte. Entre estes estdo os modelos ZF
(ZEILER; FERGUS, 2014), VGG (SIMONYAN; ZISSERMAN, 2014) e GoogleLeNet
(também chamado de InceptionV1) (SZEGEDY et al., 2015) Em 2015, o modelo Res-
Net (HE et al., 2016) conseguiu superar o desempenho considerado de nivel humano
no conjunto de dados ImageNet (RUSSAKOVSKY et al., 2015). Subsequentemente,
as CNNs tornaram-se o estado da arte para tarefas de classificacédo, deteccao e lo-
calizacao de imagens. A pesquisa em CNNSs e outras areas de aprendizado profundo
continua em ritmo acelerado, com centenas de novos artigos publicados a cada ano
apresentando novos modelos e técnicas.

Figura 5 — Erro top-5 no conjunto de dados ImageNet ao longo dos anos.
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Fonte — Poel (2020).

O modelo ResNet adiciona em sua topologia os blocos residuais, ilustrado na
Figura 6. Este bloco consiste em adicionar uma conexéo de atalho (também chamada
de conexao residual) em que apds passar por uma ou mais camada convolucional,
o resultado de saida é somado elemento a elemento com os valores anteriores ao
bloco. Esta estratégia permitiu treinar redes extremamente profundas, com mais de
150 camadas.

2.1.3 Otimizacoes

Os modelos CNNs sao computacionalmente caros e intensivos no uso de me-
méria, dificultando assim seu uso no contexto de dispositivos com recursos escassos,
como aqueles empregados na computagao de borda. Portanto, muito esforco tem sido
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Figura 6 — Bloco residual.
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Fonte — He et al. (2016).

dedicado a definicdo de técnicas para compressao e aceleragdo de modelos CNNs
sem afetar significativamente a acuracia dos mesmos (RUSSO et al., 2021). Em geral,
essas técnicas podem ser classificadas nas seguintes categorias principais:

* Pruning: também chamada de poda, essas técnicas sdo baseadas na su-
posicao de que muitos parametros em DNNs sdo desnecessarios ou sem
importancia, sendo assim, os métodos de pruning sao usados para remo-
ver estes parametros. Apos uma fase de treinamento inicial, conexdes sem
importancia sdo removidas, levando a uma rede esparsa. O impacto no de-
sempenho quando estas técnicas sdo usadas esta relacionado ao menor
numero de calculos devido ao fato de varios parametros terem sido suprimi-
dos. No entanto, como a rede podada é esparsa, 0 acesso irregular induzido
a memodria afeta negativamente a aceleracao pratica em plataformas de harad-
ware. Na verdade, em alguns casos, 0 ganho de desempenho sobre a rede
original ndo podada é muito limitada ou negativa, mesmo que a esparsidade
da rede seja alta, maior que 95% (WEN et al., 2016). Outro problema com as
técnicas de poda € que elas exigem um retreinamento que, em alguns casos,
pode exigir mais tempo do que o proprio treinamento. Por exemplo, em Han
et al. (2015) é relatado que o AlexNet original levou 75 horas para treinar na
GPU NVIDIA Titan X. Apds a poda, toda a rede € treinada novamente com
1/100 da taxa de aprendizado inicial da rede original, exigindo 173 horas
para retreinar a rede podada (RUSSO et al., 2021);

* Quantizacao: A quantizacao reduz a largura de bits dos dados que fluem
através do modelo de rede neural. Deste modo, portanto, € possivel dimi-
nuir o tamanho do modelo para economizar memoria e reduzir os requisitos
de largura de banda para as memdrias externa e interna. Além disso, este
método resulta em circuitos aritméticos menos complexos, pois precisam
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trabalhar em operandos com menor numero de bits, resultando em uma re-
ducéo do numeros de componentes ldgicos necessarios para cada unidade
de operacao de multiplicagdo e acumulacdo (MAC) além da quantidade de
roteamento (DENG, L. et al., 2020);

+ Decomposicao matricial: Operacées com matrizes é a computacao basica
de uma rede neural (DENG, L. et al., 2020). Portanto, métodos de fatora-
cao sao usados para aproximar a matriz de pesos de uma camada DNN
com a multiplicagdo de duas ou multiplas matrizes com um menor posto
(SAINATH et al., 2013). Este método pode ser aplicado tanto em camadas
convolucionais quanto em camadas densas, mas seu uso pratico ndo é tao
facil, pois envolve extensas operacdes de decomposicao que sao computa-
cionalmente caras. Outra questao da fatoracéo € que ela requer um extenso
retreinamento do modelo para alcancar a convergéncia quando comparado
ao modelo original (RUSSO et al., 2021);

+ Destilacao de conhecimento: Neste método € realizado o processo de tran-
ferir o conhecimento de uma rede maior e mais complexa para um modelo
menor, de modo que o modelo menor tenta imitar a funcao aprendida pelo
modelo complexo (HINTON, G.; VINYALS; DEAN, Jeff et al., 2015). Uma das
desvantagens desta técnica é que ela sé pode ser aplicada a tarefas que
possuam funcéo perda softmax (DENG, L. et al., 2020).

2.1.4 Redes Neurais Binarias

A quantizacao é conhecida por ser uma das formas mais eficazes de reduzir
a complexidade de inferéncia de rede neural, que consiste em reduzir a precisdo do
formato de dados utilizado para representar os pesos do modelo e as entradas/saidas
das camadas (HUBARA et al., 2017). A forma mais comum de quantizag&o € utilizar
inteiros de 8 bits para pesos e ativacdes, proporcionando redug¢ao de complexidade
consideravel com pouca queda de precisdao em relagdo aos modelos de ponto flutu-
ante (JACOB et al., 2018). No entanto, o consumo de memdria e o numero total de
operacdes para a inferéncia de modelos quantizados em 8 bits ainda sdo excessivos
para dispositivos de computacao de borda (DAGHERQO et al., 2021). Para alcancar uma
reducao ainda maior da complexidade, Courbariaux et al. (2016) foram os primeiros a
apresentar o conceito de Redes Neurais Binarias.

As Redes Neurais Binarias (COURBARIAUX et al., 2016) podem ser conside-
radas como uma versao de rede convolucional com quantizagdo extrema, onde a
precisao tanto dos pesos quanto das ativagdes sdo reduzidas para 1 bit e assim restrin-
gindo os valores possiveis para +1 e -1. O processo de compactar valores codificados
em 32 bits para 1 bit € chamado de binarizacao e é obtido simplesmente com a funcao
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sign(-), apresentada na Equacéao (3). A binarizagdo de pesos e ativacdes afeta signi-
ficativamente o uso de memdéria do modelo, reduzindo-a em 32x em relagdo a uma
implementacao de ponto flutuante de precisdo simples (RASTEGARI et al., 2016).

) +1 sex >0,
y = sign(x) = o (3)
—1 caso contrario

A funcéo sign(-) possui derivada igual a 0 em quase todos os lugares, o que torna
impossivel calcular o gradiente utilizando a regra da cadeia na fase de treinamento. A
fim de contornar este problema, uma pratica amplamente aceita € usar uma funcao
diferente durante a retropropagacao que é diferenciavel, mas muito parecida com a
ativacao binaria (RAJ; NAYAK; KALYANI, 2020). A funcao mais utilizada é o Straight-
Through Estimator (BENGIO; LEONARD; COURVILLE, 2013), em que permite que
apenas valores retropropagados em um determinado intervalo passem.

Segundo Yuan e Agaian (2021), o objetivo da binarizagdo € de ndo apenas
poder economizar no armazenamento de um modelo DNN, mas também reduzir os
custos da computacdo de matrizes na sua inferéncia. Sendo assim, a operacao de
convolugao pode ser aproximada pela binarizagdo das matrizes dos operandos, como
mostrado na Equacao (4).

I « W ~ sign(l) ® sign(W) (4)

Como os valores ap0s a binarizagao sao +1 ou -1, a convolugédo denotada pelo
simbolo ® pode ser reduzida a operacdes bit a bit. Isto €, se os valores binarios obtidos
dessas operacodes forem codificados com +1 como um bit de valor um e -1 como um
bit de valor zero, uma operagédo de multiplicacdo € equivalente a uma operacao logica
XNOR nos valores binarios. A soma das opera¢des XNOR também pode ser calculada
através de um simples popcount, que é a contagem do numero de bits definido como
valor 1. Esta equivaléncia entre as operacdes € ilustrada na Figura 7 e uma comparagao
visual entre as operagdes realizadas em uma rede neural com valores reais e uma
rede neural binéria € apresentada na Figura 8.

Devido a transformacao dos valores {-1,+1} para {0,1}, o resultado final do pro-
duto escalar entre dois vetores binarios de pesos (w) e entradas (x) € obtido com a
Equacéo (5), onde © é a operacao de XNOR e N é o tamanho do vetor.

y =2 popcount(w ® x) — N )

Desta forma, a binarizagdo reduz os requisitos de armazenamento e largura de
banda de memdria e elimina completamente as operagcdes de multiplicagao e acumu-
lacdo (MAC) presentes nas camadas de computacao da rede neural por operacoes
binarias que podem ser executadas com muita eficiéncia em um hardware dedicado,
como um FPGA.
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Figura 7 — Equivaléncia do produto escalar com as operacdes de multiplicacéo e acu-
mulacao (em cima) com as operacées XNOR e popcount (em baixo)
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Fonte — Ghasemzadeh, Samragh e Koushanfar (2018).

Figura 8 — Comparagédo de uma rede neural com valores reais e uma Rede Neural
Binéaria
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Fonte — Knag et al. (2020).

Apesar dos beneficios atraentes, € consideravelmente dificil treinar e otimizar
redes fortemente quantizadas como as redes binarias para se obter um alto desem-
penho (ZHANG, Y.; ZHANG, Z.; LEW, 2021). As BNNs pioneiras costumavam sofrer
de uma diferenca de acuracia no top-1 do dataset ImageNet de mais de 20% em
comparagao com suas contrapartes de ponto flutuante (COURBARIAUX et al., 2016).
Apenas recentemente as BNNs se tornaram comparaveis em qualidade aos modelos
populares como por exemplo o ResNet (HE et al., 2016). Segundo Liu et al. (2021),
um dos motivos para essa dificuldade é que as BNNs tendem a ter uma fungéo perda
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muito cadtica e descontinua que torna sua otimizacao desafiadora. Além disso, ha
uma perda severa de informagdes devido a binarizagdo dos parametros. Para que a
binarizacao funcione, é preciso mudar muitas coisas em comparacdo com as praticas
padroes de DNNs. Segundo Yuan e Agaian (2021), para reduzir essa diferenca de
acuracia em comparacao com as CNNs de precisao total, uma variedade de novas
solucdes de otimizacao foram propostas nos ultimos anos que incluem:

* Minimizar o erro de quantizacéo.

* Melhorar a funcéo perda.
» Melhor aproximagéao do gradiente.
* Novas estruturas de topologias de redes.

« Estratégias e truques para o treinamento.

Como mostrado na Figura 9, os modelos BNNs estédo atingindo uma acuracia
melhor a cada ano. No entanto, como notado por Bannink et al. (2021), embora as
BNNs tenham o potencial de tornar as aplicagcdes de aprendizado profundo radical-
mente mais eficientes, na pratica as redes que utilizam ponto flutuante ou com quan-
tizacao de 8 bits ainda dominam os modelos de DNN em produgéo. Segundo Yuan e
Agaian (2021), um dos motivos € que os principais frameworks para a implementacéo
de modelos DNNs como o Tensorflow (ABADI et al., 2016) e o Pytorch (PASZKE et al.,
2019) ainda nao possuem suporte nativo para este tipo de rede. No entanto, na litera-
tura, foram publicados diversos frameworks para a utilizagdo de BNNs como BMXNet
(YANG et al., 2017), FINN (BLOTT et al., 2018), Riptide (FROMM et al., 2020) e Larq
(BANNINK et al., 2021). Larq! é um framework open source considerado o estado da
arte para a implementacéo, treinamento, conversao e inferéncia de BNNs.

Além das vantagens de redug¢des do tamanho de armazenamento e da com-
putacao, as BNNs sdo mais eficientes em termos de energia pois a redugao da com-
plexidade do hardware resulta em menos componentes ldgicos além de uma area
de chip menor. Outro ponto é que as BNNs podem ser consideradas mais confiaveis,
pois demonstraram ter maior robustez contra ataques adversariais do que as DNNs
normais (GALLOWAY; TAYLOR; MOUSSA, 2017). Em vista disso, portanto, as BNNs
sé&o promissoras para uma implementacao eficiente e precisa para a computagéo de
borda.

2.1.5 Recursos Arquiteturais

A Unidade de Processamento Grafico (GPU, Graphics Processing Unit) é a
plataforma mais amplamente utilizada para implementar CNNs, pois oferece o melhor
desempenho em termos de rendimento computacional puro. No entanto, GPUs pos-
suem um gasto energético elevado e existem outras plataformas que oferecem um

1 https:/github.com/larg/larq
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Figura 9 — Acuracia top-5 de modelos BNNs nos ultimos anos para o conjunto de dados
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gasto energético menor, como o Circuito Integrado de Aplicagdo Especifica (ASIC,
Application Specific Integrated Circuit) ou Arranjo de Porta Programavel em Campo
(FPGA, Field Programmable Gate Array). Com um projeto de hardware orientado para
rede neural, estas plataformas podem implementar um alto paralelismo e fazer uso das
propriedades de computacao da rede neural para remover logica adicional resultando
em um processamento com um menor gasto energético. Como multiplicacées e con-
volucdes de matrizes dominam mais de 90% das operacdes de uma CNN, estes sdo
0s principais alvos dos projetos de aceleradores para CNN (CHEN, Y. et al., 2020).

O ASIC fornece o melhor desempenho por valores de energia, pois pode ser
estritamente adaptado para uma determinada aplicagdo. No entanto, ele ndo tem a
flexibilidade de plataformas de computacao de uso geral, como a Unidade Central de
Processamento (CPU, Central Processing Unit) e GPU, e, portanto, ndo conseguem
se adaptar a algoritmos de aprendizado profundo que mudam rapidamente.

Enquanto a implementacao de um acelerador ASIC supera os aceleradores
FPGAs em desempenho, o acelerador em FPGA oferece maior flexibilidade, limites
de desenvolvimento mais baixos e menos ciclos de desenvolvimento. Além disso, é
possivel desenvolver um projeto para FPGA e posteriormente converté-lo para ASIC
(ON SEMICONDUCTOR, 2021). Portanto, o FPGA é a plataforma mais utilizada para
desenvolvimento e testes de aceleradores de CNN.
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2.2 ACELERADORES DE DOMINIO ESPECIFICO

2.2.1 Contextualizacao e Definicao

A maior parte da computagdo hoje em dia € realizada programando-se para
processadores de propoésito geral, ou CPUs. Segundo William J. Dally, Turakhia e Han
(2020), o grande atrativo das CPUs se deve ao fato de que sao faceis de programar
além de que existe uma ampla base de cédigos para elas. No entanto, segundo Qadeer
et al. (2015) os processadores podem ser considerados como uma maquina ineficiente.

A baixa eficiéncia dos processadores de uso geral é explicada na Figura 10, que
compara o gasto energético de varias operacdes aritméticas com o gasto energético
total de uma instrucéo para um processador RISC extremamente simples. A dissipacao
de energia das operagdes aritméticas que realizam o trabalho util em uma computacao
permanece muito menor do que a energia desperdicada nos overheads de instrugao,
como busca de instrugdes, decodificacao, gerenciamento de pipeline, sequenciamento
de programas, etc. (QADEER et al., 2015). Dado esse overhead, pequenas mudancgas
nos nucleos existentes podem nos trazer melhorias de até 10%, mas se quisermos
melhorias de maior ordem de grandeza ao mesmo tempo em que oferecemos progra-
mabilidade, precisamos aumentar o0 numero de operagdes aritméticas por instrucao de
um para centenas (HENNESSY; PATTERSON, 2017).

Figura 10 — Comparacao do custo energético de instrucbes para um processador RISC
com o custo de operacdes aritméticas.

RISC instruction

Load/Store m

SP floating point
32-bit addition

8-bit addition

Fonte — Qadeer et al. (2015).

Outro ponto importante é que a lei de Moore (MOORE et al., 1965), que dita
que o numero de transistores de um chip de silicio dobra a cada 2 anos, chegou ao fim
(THEIS; WONG, 2017). Como consequéncia, sera necessario mais especializacao do
processador para obter melhorias de desempenho. Além disso, aplicacées emergentes,
como inteligéncia artificial, estdo exigindo desempenho computacional pesado que nao
pode ser atendido por arquiteturas convencionais. Segundo Urquhart (2021), para uma
tarefa fixa ou uma gama limitada de tarefas, o dimensionamento de energia funciona
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melhor do que para uma ampla gama de tarefas. Em vista destes problemas, para
continuar escalando desempenho e eficiéncia devemos procurar arquiteturas alternati-
vas, como os aceleradores de dominio especifico (DALLY, William J.; TURAKHIA; HAN,
2020).

Um acelerador de dominio especifico € um processador ou conjunto de proces-
sadores que sao otimizados para realizar tarefas especificas. Eles sao adaptados para
atender as necessidades dos algoritmos exigidos para seu dominio. Por exemplo, no
processamento de audio, um processador pode ter um conjunto de instrugdes para
implementar de forma otimizada algoritmos para cancelamento de eco. Em outro exem-
plo, um acelerador de DNN pode ter a operacéo de multiplicacdo e acumulacdo em um
conjunto de elementos simultaneamente a fim de realizar operag¢des de matriz com efi-
ciéncia (URQUHART, 2021). Segundo Shepard (2021), inicialmente, os aceleradores
de dominio especifico foram desenvolvidos para reduzir o tempo de execugao de tare-
fas particularmente intensivas em computacao e, mais recentemente, os aceleradores
estdo sendo adotados para reduzir o consumo de energia necessario para executar
determinadas tarefas. Além disso, o autor destaca que, mesmo que 0 consumo de
energia de pico do acelerador seja maior que o consumo de energia de pico consu-
mido por um processador de uso geral, o tempo de execucao da tarefa é reduzido em
uma quantidade tdo grande que a energia total necessaria para conclui-la € menor.
Aceleradores foram projetados para aplicagdes em diferentes dominios, como proces-
samento de imagens e aplicacdes de visao embarcada (SUN et al., 2018), criptografia
(WU; WEAVER; AUSTIN, 2001), aprendizagem profunda (CHEN, Y.-H. et al., 2016),
processamento de grafos (HAM et al., 2016), banco de dados (WU et al., 2014), etc.
Como ilustrado na Figura 11, os aceleradores podem variar consideravelmente em sua
especializagdo. Enquanto alguns aceleradores podem ser similares ou derivados de
um nucleo de processador embarcado, outros podem ter uma programacéo limitada e
parecer mais perto de um hardware com légica fixa. Aceleradores mais especializados
serdo mais eficientes em termos de area de silicio e consumo de energia. De acordo
com Yu-Ting Chen et al. (2013), arquiteturas com aceleradores podem trazer uma
eficiéncia energética de 10 a 100 vezes ao transferir a computacao de um CPU de uso
geral para aceleradores de dominio especifico.

Segundo William J. Dally, Turakhia e Han (2020), os aceleradores de dominio es-
pecifico exploram quatro técnicas diferentes para ganhos de desempenho e eficiéncia
energética, sao estes:

» Especializacao de dados: Operacoes especializadas em tipos de dados
especificos de um determinado dominio podem fazer em um ciclo o que po-
deria levar dezenas de ciclos em uma unidade de computacao convencional.
O laco interno de execucao do algoritmo de muitas aplicagdes exigentes re-
alizam de dezenas a centenas de operagdes aritméticas e logicas utilizando
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Figura 11 — Comparacéao da especializagao de um acelerador de dominio especifico
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apenas referéncias de memaria local. Em muitos casos, a légica especiali-
zada pode executar todo o lago interno em um Unico ciclo com uma pequena
quantidade de area e poténcia.

» Paralelismo: Altos graus de paralelismo, frequentemente explorados em
diversos niveis, proporcionando ganhos em desempenho. Para serem efi-
cazes, as unidades paralelas devem explorar a localidade e fazer poucas
referéncias de memdria global ou seu desempenho sera limitado a meméria.

* Meméria local e otimizada: Ao armazenar as principais estruturas de dados
em varias pequenas memarias locais, uma largura de banda de meméria
muito alta pode ser alcangada com baixo custo e baixo consumo energético.
Os padrbes de acesso a memoria global podem ser otimizados para alcan-
car a maior largura de banda de meméria possivel. Além disso, as principais
estruturas de dados utilizadas na aplicacao podem ser compactadas para
multiplicar a largura de banda. Os acessos a memoria podem ser balancea-
dos em todos os canais de meméria e cuidadosamente programados para
maximizar a sua utilizacao.

* Reducao de overhead: A especializacao de hardware elimina ou reduz o
overhead de interpretacdo do programa. De acordo com William J Dally et al.
(2008), em um processador com execuc¢ao "em ordem"gasta mais de 90%
de sua energia em overheads como busca de instrucao, decodificacdo de
instrucao, controle, etc.

William J. Dally, Turakhia e Han (2020) pontuam que para obter uma aceleracao
elevada e ganhos de eficiéncia de um hardware especializado geralmente € necessario
a modificacao do algoritmo subjacente. Os autores explicam que, como os algoritmos
existentes sao altamente ajustados para processadores convencionais de uso geral,
eles raramente sao a abordagem ideal para uma solug¢ao especializada. Em vez disso,
o algoritmo e o hardware devem ser projetados em conjunto para otimizar simultane-
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amente o desempenho e a eficiéncia, preservando ou aprimorando a acuracia. Para
elucidar este ponto, William J. Dally, Turakhia e Han (2020) se referem ao trabalho
de Han, Mao e William J Dally (2015) que mostrou como as redes neurais podem
utilizar da otimizacao de pruning para serem compactadas até 30 vezes. Eles con-
cluem que o overhead de se utilizar métodos esparsos como o pruning em hardware
convencional tornava estes algoritmos desinteressantes, exceto pela compactacao de
memodéria. No entanto, o projeto em conjunto de um hardware para a aceleragao das
operacoes esparsas permite que esses algoritmos também sejam usados para reduzir
a computacgao.

Segundo Patterson e Hennessy (2020), assim como o campo da computacao
mudou o uso de processadores com um Unico nucleo para processadores com diver-
sos nucleos na ultima década devido a necessidade de escalar o desempenho, os
projetistas de sistemas computacionais de agora estéo trabalhando em aceleradores
de dominio especifico. Segundo os autores, 0 novo normal sera que um computador
consistird em processadores padrdoes de uso geral para executar os programas con-
vencionais e maiores, como sistemas operacionais, juntamente com processadores e
aceleradores de dominio especifico que executam apenas uma pequena gama de tare-
fas, mas que as executam extremamente bem. Desta forma, os autores preveem que
0s computadores serdo muito mais heterogéneos do que os chips com processador
multinicleos do passado.

2.2.2 Modelos de Aceleradores

A escolha do tipo de integragcdo com o processador tem um efeito fundamental
nas consideracdes do projeto do acelerador e vice-versa. Os aceleradores sao ampla-
mente diferenciados em fortemente acoplados (do inglés tightly-coupled) e fracamente
acoplados (do inglés loosely-coupled) com base em sua integragdo com o processador
(MUCHANDI, 2020).

A Figura 12 apresenta um modelo de acelerador fortemente acoplado. Este
modelo de acelerador consiste em uma ou mais unidades funcionais de hardware es-
pecializadas projetadas para acelerar partes criticas de uma aplicacédo; por exemplo,
o loop interno para um determinado algoritmo ou uma sequéncia de funcdes trigono-
métricas. Este tipo de acelerador esta localizado dentro ou muito préximo do nucleo
de processamento e portanto sédo incluidos no datapath da CPU como coprocessa-
dor. Desta maneira, para acessa-los é necessario expandir o Conjunto de Instrugdes
(ISA, Instruction Set Archtecture) para incluir instrucées especiais para gerenciar sua
operacao. Além disso, este modelo compartilha com o nucleo de processamento os re-
cursos chaves como banco de registradores, cache de dados, etc. e, portanto, paralisa
a execucao do pipeline até que o acelerador complete a sua execugao. A vantagem
deste modelo é que possui um overhead de chamada nula. No entanto, eles podem
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complicar ainda mais o projeto da CPU e impor desafios de sincronizacao para atender
as restricoes de frequéncia de clock que séo definidas para a CPU. Além disso, eles
possuem portabilidade limitada entre diferentes projetos de sistemas, pois é muitas
vezes necessario adaptar a interface do acelerador com a CPU (COTA et al., 2015).

Figura 12 — Acelerador fortemente acoplado
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A Figura 13 apresenta um modelo de acelerador fracamente acoplado. Neste
modelo, o acelerador é localizado fora do nucleo da CPU e interage com a mesma atra-
vés do barramento de interconexdo do chip. Estar fora do nucleo oferece ao acelerador
com esse modelo um orgamento de area maior do que os aceleradores fortemente
acoplados, pois neste caso ele ndo degrada o desempenho do pipeline do processador
ou o tempo de acesso a cache. Isso permite blocos lI6gicos maiores e com caminhos
de dados mais complexos que podem implementar e acelerar uma determinada apli-
cacgao por completo, como, por exemplo, uma transformada rapida de Fourier ou um
algoritmo de codificagdo de imagem completo. Além disso, estar fora do nucleo da CPU
permite implementar memorias locais privadas, também conhecidas como scratchpads
(BANAKAR et al., 2002), que armazenam os dados de entrada a serem processados,
resultados temporarios e os dados de saida a serem escritos de volta na meméria
(COTA et al., 2015).

Enquanto que os aceleradores fortemente acoplados sao restritos no pipeline de
uma CPU e, portanto, experimentam beneficios limitados de uma personaliza¢gdo com-
pleta, os aceleradores fracamente acoplados ignoram completamente os overheads
de CPU (instrugdes, caches, etc.) e podem ser otimizados com uma maior liberdade
(CHEN, Y.-T. et al., 2013). Cota et al. (2015) analisaram os efeitos dos overhead de
comunicacéao interna do chip e chamadas do acelerador em diferentes projetos de
aceleradores com base no acoplamento com o processador € ha comunicagao com
a memodria. Os autores apresentaram uma comparacao quantitativa entre projetos de
aceleradores de alto desempenho para tarefas como Transformada Répida de Fourier,
encriptacdo AES, etc. aplicados em diversos modelos de acoplamento como forte-
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Figura 13 — Acelerador fracamente acoplado
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mente acoplado com uma CPU, fracamente acoplado com DMA para a cache de
ultimo nivel e fracamente acoplado com DMA para a meméria DRAM. Por fim, os au-
tores concluiram que para cargas de trabalho com tamanhos de dados nao triviais a
melhor configuracao é de aceleradores fracamente acoplados com blocos de memoria
privados personalizados para a determinada tarefa.

2.2.3 Aceleradores de DNN

Além das melhorias de algoritmos das redes neurais e otimizagdes como espe-
cificados na Sec¢éo 2.1.3, o desempenho de execugéo dessas redes depende muito
da capacidade de computacédo do hardware. Como mencionado na Secao 2.1.5, os
processadores de uso geral, como GPUs, atuam como o pilar da era do aprendizado
profundo, especialmente no lado da nuvem. No entanto, para a computacédo de borda,
a disponibilidade de recursos e energia geralmente é muito limitada de modo que mi-
nimizar a laténcia, energia e area tornou-se uma preocupacao de design inevitavel.
Isso motiva o estudo de aceleradores especializados desenvolvidos para o dominio
das redes neurais. Ao sacrificar a flexibilidade até certo ponto, esses aceleradores se
concentram em padrbes especificos das redes neurais para obter um desempenho
satisfatério por meio da otimizacdo da arquitetura de processamento, hierarquia de
memoéria e mapeamento de fluxo de dados (DENG, L. et al., 2020).

Como ilustrado na Figura 14, os aceleradores de DNNs podem ser divididos
fundamentalmente em duas categorias baseado na forma em como executam a rede
neural: aceleradores de streaming e aceleradores de camadas. Uma comparagao entre
estas duas arquiteturas é explicado a seguir:

» Aceleradores de streaming: Aceleradores com essa arquitetura sao custo-
mizados para uma topologia de rede neural especifica onde € instanciado
uma unidade de computacao para cada camada (KROES et al., 2020). Como
€ implementado um hardware otimizado para cada camada, esse tipo de ar-
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quitetura geralmente oferece uma laténcia melhor, no entanto, requerem
mais recursos do que os aceleradores de camadas. Além disso, apenas
suportam a topologia de rede neural previamente definida antes da imple-
mentacao. Portanto, se uma rede é otimizada e implementada para uma
aplicagéo especifica, ela precisa ser alterada estruturalmente e reprojetada
para entéo ser utilizada em outras aplicagdes (CHO et al., 2021). Como no-
tado por Kroes et al. (2020), € um grande desafio alcancar alta acuracia com
este tipo de arquitetura pois os modelos de redes convolucionais do estado
da arte aumentam significativamente a quantidade de unidades computacio-
nais necessarias para implementar a topologia da rede inteira, como também
necessitam de um tamanho de memdéria interna maior para armazenar o0s
pesos.

» Aceleradores de camadas: Aceleradores de camadas sao projetados para
manipular uma determinada camada por vez da topologia de rede neural.
Além disso, como um acelerador com este tipo de arquitetura precisa ser
capaz de lidar com varios tipos de camadas diferentes (diferentes tamanhos
de mapas de atributos, diferentes numeros filtros, etc), a maioria destes
aceleradores sao projetados com arquiteturas reconfiguraveis que podem
lidar com vérias topologias diferentes de redes. Portanto, como apontado
por Cho et al. (2021), este tipo de arquitetura pode ser mais adequado para
aplicagdes com recursos limitados como na computacéo.

2.3 PLATAFORMAS E COMPONENTES

Esta secao apresenta conceitos adicionais que compdem o trabalho.

2.3.1 FPGA

Os FPGAs sao dispositivos programaveis que fornecem uma plataforma flexivel
para implementar funcionalidades de hardware personalizadas a um baixo custo de
desenvolvimento. Eles consistem principalmente de um conjunto de células l6gicas
programaveis, chamadas de blocos l6gicos configuraveis (CLBs), uma rede de interco-
nexao programavel e um conjunto de células programaveis de entrada e saida ao redor
do dispositivo (VILLASENOR; MANGIONE-SMITH, 1997). Além disso, eles tém um
rico conjunto de componentes incorporados, como blocos de processamento de sinal
digital (DSP) que sao usados para executar operagdes aritméticas intensivas, como
multiplicar e acumular, Block RAMs (BRAMs), Look-Up Tables (LUTs) , Flip-Flops (FFs),
unidade de gerenciamento de clock e outros.

Em um FPGA, a porta l6gica XNOR pode ser implementada como uma LUT.
A LUT é um dos principais recursos em um FPGA moderno e, através dessas LUTSs,
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Figura 14 — Comparacéao entre os tipos de aceleradores para DNN
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mesmo dispositivos FPGA pequenos podem realizar até trilhdes de operacées XNOR
em um segundo. Além disso, em comparacdo com CNNs de ponto flutuante ou quanti-
zadas, 0s pesos binarios em BNNs gastam menos espa¢o de memoria para armazena-
los. Isso significa que estes pesos podem ser armazenados na memoria interna destes
dispositivos, a BRAM, onde é alcangcado uma velocidade de acesso muito mais alta,
bem como menor consumo de energia.

Sendo assim, FPGAs sdo adequados para BNNs, pois seus calculos domi-
nantes sdo operacoes légicas bit a bit e seus requisitos de memdéria sao bastante

reduzidos.

2.3.2 RISC-V

O RISC-V (WATERMAN et al., 2014) é uma arquitetura que comegou a ser
desenvolvida pela Universidade de Berkeley em 2010. Atualmente, o RISC-V é um ISA
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modular, ampliavel através de extensoes, aberta e royalty-free. Sua especificacao esta
inteiramente disponivel e seu objetivo principal € servir de base para que empresas,
instituicdes, ou qualquer outra entidade possa desenvolver ndo somente periféricos
compativeis mas também seus préprios nucleos, SoCs e aceleradores.

Por ser projetado de forma modular, o RISC-V permite que grupos de instrugdes
sejam utilizados conforme necessério. Isto resulta em uma implementagéo que utiliza
exatamente o que a aplicacao precisa, sem a necessidade de desperdicar area e ener-
gia que nao seriam utilizadas. Além disso, possui um grupo especial de instrucées em
que desenvolvedores podem adicionar qualquer instru¢cdo necessaria para a aplicagao
que desejam acelerar, sem quebrar a compatibilidade de software.
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3 TRABALHOS RELACIONADOS

A partir de uma pesquisa exploratéria, foram levantados diversos trabalhos que
desenvolveram uma arquitetura para realizar a aceleracdo de BNNs. Com a taxonomia
apresentada na Secéao 2.2.3 foi possivel filtrar ainda mais os trabalhos de interesse.

Os primeiros aceleradores de BNNs geralmente possuiam a arquitetura de
streaming e eram validados com topologias de redes consideradas pequenas, onde
a resolucao da imagem de entrada é, como por exemplo, 32x32 pixels. Isso se deve
ao fato de que este é o método que possui menos overhead e menor laténcia. No
entanto, esta arquitetura limita o uso de aplicagdes, pois 0 tamanho da topologia de
rede suportada também é limitada.

O acelerador de streaming FINN (UMUROGLU et al., 2017) apresentou um
resultado para topologia AlexNet, mas, como previsto, € necessario utilizar FPGA
de alto desempenho com grande quantidade de componentes l6gicos e memdria,
inviabilizando seu uso na computacao de borda.

O acelerador LP-BNN (GENG et al., 2019) aprimora a arquitetura de FINN
para dar suporte as camadas residuais presentes na rede ResNet e propde uma
técnica de balanceamento de carga de trabalho entre o paralelismo das camadas para
alcangar a maxima utilizacado de hardware. Porém, mesmo com as otimizagdes, 0s
autores reportam o uso de 509K LUTs de um Xilinx Kintex KCU1500 portanto, o uso
de recursos do FPGA ainda é exorbitante e inviavel na computac¢do de borda. Sendo
assim, limitou-se a analise para arquiteturas de aceleradores de camadas.

FBNA (GUO et al., 2018) foi a primeira arquitetura de acelerador de rede neural
totalmente binarizada. Este acelerador utiliza memdrias locais para o0 armazenamento
dos mapas de atributos de entrada, pesos e mapas de atributos de saida. Assim, é
realizada a busca dos dados de entrada e pesos, realizada as operacbes em seu
datapath e o resultado da acumulacao escrito na meméria local de saida. Os autores
avaliam o acelerador para as topologias beseadas em CIFAR10 e SVHN, que possuem
dimensdes de entrada 32x32.

Shuang Liang et al. (2018) apresentaram o acelerador FP-BNN, onde foi re-
portado resultado para um modelo de rede mais complexa, a AlexNet. Os dados de
entrada sao carregados da meméria externa para uma meméria interna e entdo é
realizado as operacgdes utilizandos varios datapaths para o processamento de dados
em paralelo. Apesar do ganho de desempenho pela paralelizagdo, a quantidade de
recursos utilizados ainda é muito alta para a implementagdo na computacao de borda
visto que, para o modelo AlexNet, o acelerador requer mais de 230K ALMs de um
FPGA Altera Stratix-V.

Conti, Schiavone e Benini (2018) divulgaram o acelerador XNE. Este é um ace-
lerador configuravel em que os autores validaram em um sistema baseado em micro-
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controlador. Sua arquitetura € composta por um controlador que pode ser configurado
através do mapeamento de memdria utilizando protocolo AMBA APB. Além disso, Em
vez de depender de um processador externo para calcular os deslocamentos para
acesso a memoria e iteracoes da execugao do laco interno, os autores incluiram um
processador de microcddigo que utiliza uma pequena ISA personalizada e suas instru-
¢bes sao carregadas através do mapeamento de memdria. Este trabalho demonstrou
o suporte a cendrios de trabalho complicados e para aplicagdes praticas, no entanto,
apenas avaliado para dispositivo ASIC.

Cho et al. (2021) estendem o trabalho de Conti, Schiavone e Benini (2018)
e modificam o agendamento de dados das primeiras camadas para extrair um maior
paralelismo. Desse modo, os autores alcangaram uma taxa de transferéncia e eficiéncia
energética maior. Além disso, os autores reportaram a implementacdo em FPGA Xilinx
onde é utilizado apenas 4,8K LUTs.

A Tabela 1 sintetiza as informacdes levantadas destes aceleradores seleciona-
dos. Em relacéo as topologias de redes utilizadas, percebe-se que os aceleradores
sdo predominantemente avaliados utilizando modelos de BNNs que nao refletem o
estado da arte. Como mencionado anteriormente, as BNNs recentes utilizam técnicas
que permitem alcangar uma acuraria maior. Sendo assim, este trabalho visa utilizar
conceitos destas arquiteturas e modifica-los para sua utilizagdo com topologias de
BNN modernas em FPGA.

Tabela 1 — Comparagéao entre trabalhos relacionados.

Trabalho Camadas Topologias Plataforma
FBNA (GUO et al., 2018) BC, BN, P, FC CIFAR10, SVHN FPGA
FP-BNN (LIANG, Shuang et al., 2018) BC, BN, P, FC MNIST, CIFAR10, AlexNet FPGA
XNE (CONTI; SCHIAVONE; BENINI, 2018) BC, BN, FC VGG, ResNet ASIC

Cho et al. (2021) BC, BN, P, FC CIFAR10, VGG FPGA

BC=Convolucao Binaria, BN=Batch Normalization, P=Pooling, FC=Camada Densa (Fully Connected)
Fonte — Autor.
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4 PROJETO E IMPLEMENTACAO

A metodologia empregada consistiu primeiramente em realizar uma analise nas
topologias de BNNs do estado da arte e levantar especificagdes que delimitam a arqui-
tetura e funcionamento do acelerador projetado. Apds essa investigacao, sao definidos
conceitos importantes como a organizagcao dos dados e o algoritmo para convolugao
binaria. Por fim, € apresentado a microarquitetura proposta e seus componentes.

4.1 ANALISE BNNS

4.1.1 Topologia

A topologia da BNN a ser executada influencia diretamente no projeto do acele-
rador. Certos parametros da rede podem inviabilizar algumas solu¢des enquanto pode
permitir outras solugées mais otimizadas. Em vista disso, como uma das motivacoes
€ executar BNNs do estado da arte, inicialmente, foram analisadas as topologias das
seguintes BNNs: QuickNet (BANNINK et al., 2021) e BinaryResNetE18 (BETHGE et
al., 2019). A Figura 15 apresenta topologia da rede QuickNet. Devido a semelhanga
estre estas duas redes, apenas uma delas (a rede Quicknet) sera detalhada e utilizada
como base para a implementacao deste trabalho. A area delimitada pela linha trace-
jada indica que a sequéncia de componentes no seu interior se repete pela quantidade
de vezes indicada no lado direito. Para a operagéo de convolugao bindria (denominada
“BinConv”), é implicitamente realizada a operagéo de binarizacdo dos dados seguindo
a Equacao (3).

A partir da andlise realizada foram levantados os seguintes pontos:

« E utilizado exclusivamente um filtro de convolugdo com a dimensao 3x3;

* O bloco residual é predominantemente utilizado para as camadas que utili-
zam convolugao binaria;

« E empregado o padding em todas as convolugées binarias.

Segundo Liu et al. (2018), o bloco residual aumenta a capacidade de represen-
tacao da rede binaria e a ajuda a atingir uma acuracia maior. Como exemplificado pela
Figura 16, as conexdes residuais permitem a propagacéao de atributos para as camadas
mais profundas da rede e assim, reduzindo o erro decorrente pela binarizacao.

De acordo com Liu et al. (2018) e também reforcado por Bannink et al. (2021), o
custo computacional de realizar a adicdo em atributos com precisao total decorrentes
da conexao residual é baixo enquanto a acuracia melhora drasticamente. Portanto, este
componente se tornou algo indispensavel nas BNNs do estado da arte. Apesar dessa
vantagem, uma consequéncia de se utilizar o bloco residual com a convolugéo binéria
€ de que a saida da operacédo ndo pode ser diretamente binarizada, para permitir a
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Figura 15 — Topologia da rede QuickNet.
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soma com os valores advindos da conexao residual. Como consequéncia, a saida do
acelerador deve ser um valor inteiro para permitir essa soma posterior.

A Figura 17 apresenta a area de atuacao do acelerador implementado em
comparacgao ao bloco residual da rede. O acelerador obtém os mapas de atributos ja
binarizados como valor de entrada e realiza a convolugcao dos mesmos com 0s pesos
treinados, que sao previamente binarizados. O resultado da convolugao gera um valor
inteiro ao se utilizar a operacao de popcount (Equacao (5)).

4.1.2 Memoria

Foi realizada uma analise no uso de memoria da rede QuickNet. A Tabela 2
apresenta o uso de memoéria do mapa de atributos de entrada e os respectivos pesos
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Figura 16 — Influéncia da insercéo de conexdes residuais em uma rede binaria.
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Figura 17 — Area de atuacao do acelerador implementado.
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para diferentes camadas selecionadas dessa mesma rede. Para isso, € considerado os
valores binarizados e, portanto, oito atributos é equivalente a 8 bits (1 byte). Percebe-se
gue o maior uso de memoéria da entrada se encontra nas camadas iniciais, enquanto
que para 0s pesos 0 maior uso encontra-se nas camadas finais. Isso se deve ao fato
de que o nimero de pesos aumenta com o nimero de canais do mapa de atributos
de saida. Esses dados sdo comparados com os valores da Tabela 3, que apresenta
a quantidade de recursos de memoria para dispositivos FPGAs da familia Artix7 da
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empresa Xilinx. Esta familia de FPGA é otimizada para aplicacdes de menor custo e
menor consumo de energia (XILINX, 2020). Destaca-se que estes valores apresenta-
dos representam a memoria utilizavel para uma organizacdo de memaoria com dados
de 32 bits.

Frente as Tabelas 2 e 3, verificou-se que os valores dos mapas de atributos de
entrada binarizados podem ser facilmente carregados por inteiro na memoria interna
do FPGA e, como consequéncia, resultam em menos acessos na meméria externa.
O mesmo ja ndo pode ser dito para 0os pesos, pois, para as camadas finais, a sua
demanda de recursos é superior a quantidade de memoria disponivel. Sendo assim, o
acelerador deve carregar os pesos para a memoaria interna em estagios, utilizando a
mesma memoria para pesos diferentes.

Tabela 2 — Memodria utilizada em camadas selecionadas da rede QuickNet.

Memoéria BRAM (kB)

Camada
Entrada Pesos
56x56x64 24,50 4,50
28x28x128 12,25 18,00
14x14x256 6,12 72,00
7x7x512 3,06 288,00

Fonte — Autor.

Tabela 3 — Meméria disponivel em dispositivos FPGAs da familia Artix7 da empresa
Xilinx.

Dispositivo Memoria BRAM (kB)

XC7A15T 100
XC7A25T 180
XC7A35T 200

Fonte — Xilinx (2020).

Em relagédo aos atributos de saida da convolugéo bindria, os valores séo repre-
sentados por numeros inteiros. Segundo Conti, Schiavone e Benini (2018), 16 bits sao
suficientes para representar este valor sem sofrer problemas de estouros de magnitude
(overflow/underflow) devido as acumulagdes mesmo com redes mais profundas que
512 canais.

4.1.3 Padding

O padding consiste em adicionar novos elementos ao redor das bordas do mapa
de atributos de entrada, permitindo que a saida mantenha as mesmas dimensdes da
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entrada. Em redes com precisao total, as convolugdes sao geralmente preenchidas
com o valor zero. Essa pratica padrdo nao pode ser aplicada a BNNs que exigem
valores dentro do conjunto de codificacdo para habilitar operacdes bit a bit. Isto é, em
uma BNN que utiliza a codificacédo -1,+1, adicionar um terceiro valor 0 torna as con-
volugdes incompativeis com as operagdes utilizando XNOR e popcount (FERRARINI
et al., 2022).

Alguns autores propuseram alternativas para nao utilizar o padding com o
mesmo valor. Guo et al. (2018) apresentaram a estratégia Odd-Even Padding em
que os valores +1 e -1 sdo intercalados, como mostrado na Figura 18. No entanto,
a diferenca no erro resultante da rede ao se aplicar estes métodos é muito baixa e,
portanto, optou-se por utilizar o padding com um valor fixo de -1 (0).

Figura 18 — Esquema de padding proposto por Guo et al. (2018).
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Fonte — Guo ef al. (2018).

Outro ponto analisado em relacao ao padding foi o custo de sua movimentagao
da membéria. A Tabela 4 apresenta uma comparacao quantitativa entre o numero de
atributos considerados validos e atributos resultantes de um padding (chamados aqui
de nulos) em diversas camadas da BNN QuickNet. Como exemplo, realizar o padding
na camada que possui dimensdes 56x56x64 resultard em mapas de atributos com
dimensodes 58x58x64, nesse caso 7,3% dos atributos totais ap6s o padding sdo sem
relevancia para a rede. Esse problema fica ainda mais evidente na camada com di-
mensdes 7x7x512 em que mais da metade de todos os atributos séo resultantes do
padding e nao carregam informacéao util.

Em vista desse problema, o acelerador pode realizar esse padding em hardware,
dispensando o movimento destes dados e levando a um desempenho superior tanto
em questao energética quanto temporal.
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Tabela 4 — Comparagdo da quantidade de elementos adicionados ao se realizar o

padding.
Camada Quantidade de Atributos Taxa de atributos nulos (%)
Validos Nulos
56x56x64 200704 14592 7,3
28x28x128 100352 14848 14,8
14x14x256 50176 15360 30,6
7x7x512 25088 16384 65,3

Fonte — Autor.

4.2 ORGANIZAGAO DOS DADOS

Para a tarefa definida, os mapas de atributos e os pesos sao dados tridimen-
sionais. Como as memérias sao inerentemente lineares, 0 mapeamento de dados
multidimensionais pode ser realizado de varias maneiras. A definicdo de como os da-
dos sdo armazenados e acessados na memdria influencia diretamente na execucao
do algoritmo.

De acordo com Fortune Business Insights (2022), os microcontroladores mais
utilizados hoje em dia possuem uma arquitetura e barramento de dados de 32 bits (4
bytes). Sendo assim, o acelerador foi projetado considerando a sua execucdo em um
sistema onde as operacoes aritméticas e os acessos a memdéria sdo alinhados em 32
bits e com ordenacéo little-endian.

A Figura 19 apresenta a organizacao de um mapa de atributos 3D binarizado
e sua correspondéncia aos enderecos de meméria. Dentro de um mesmo endereco,
os atributos binarios sdo agrupados em canais, isto é, os 32 bits desse endereco
correspondem a sequéncia de 32 canais de uma mesma posi¢ao na linha e coluna da
matriz 2D do mapa de atributos.

Como mostrado na Figura 20, a organizacado dos pesos da BNN seguem um
padrao semelhante ao dos mapas de atributos de entrada. Uma vez que € necessario
um cubo 3D de pesos para cada mapa de atributo 2D da saida, o conjunto de pesos é
constituido por C_out cubos 3D para uma saida de C_out canais. Estes cubos 3D de
pesos sdo dispostos sequencialmente na meméria.

A organizacado dos atributos de saida segue o mesmo padrdao dos atributos
de entrada. No entanto, devido ao resultado da operacao de popcount, cada atributo
é representado por um numero inteiro de 16 bits. Isso resulta em um numero muito
menor de canais armazenados em um mesmo endereco de memdria em comparagao
com a entrada, como ilustrado na Figura 21.
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Figura 19 — Organizacao dos mapas de atributos binarizados na memoaria.
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Figura 20 — Organizagao dos pesos binarizados na memoria.
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4.3 ALGORITMO DE CONVOLUCAO BINARIA

A Figura 22 ilustra os parametros que compreendem uma convolugao em 3D
e a Quadro 1 apresenta um pseudocodigo de um algoritmo simples para realizar a
convolucao binaria.

E possivel reordenar a ordem dos lagos de execugao para um acesso mais
eficiente a memdria. Por exemplo, como os resultados intermediarios da convolugao
binaria sdo numeros inteiros provenientes da operag¢ao de popcount (16 bits nesse
caso), é preferivel executar o algoritmo de modo que esse valor permaneg¢a na memoria
interna e seja movido para a memaria externa apenas no seu valor final.

O algoritmo de execucéo utilizado no acelerador esta apresentado na Quadro 2.
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Figura 21 — Comparacéo entra a organizacao dos atributos de entrada e saida em um
mesmo endereco de memoria.
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Neste algoritmo, além de dispensar movimentos desnecessarios dos atributos de saida,
0s pesos sao utilizados para gerar todos 0s seus mapas de atributos de saida possiveis
e, portanto, ndo é necessario carrega-los novamente da memoaria externa.

O parametro TPO é definido em projeto e estabelece o nimero de canais dos
atributos de saida simultaneos que séo calculados além do numero de pesos que
sédo carregados da memdria externa. A cada finalizagao do laco de linha da saida,
estes atributos sdo salvos na memoria externa e um novo grupo de TPO numeros de
atributos s&o calculados.

Figura 22 — Parametros para a convolucao 3D.
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Quadro 1 — Pseudocodigo de um algoritmo de convolugao simples.

coluna saida
linha saida

for j in range (0, h_out):
for i in range (0, w_out):
for oc in range(0, c_out): canal saida
for ic in range(0, c_in): canal entrada
for wj in range(0, ks): coluna pesos
for wi in range (0, ks): # linha pesos
yloc,j,i] += Wloc,ic,wj,wi] * x[ic,j+w_j,i+w_i]

HHoR R W W

Fonte — Autor.

Quadro 2 — Pseudocddigo do algoritmo utilizado para a convolugéo binaria.

# carrega entrada

for oc_o in range (0, c_out/TP0): # canal saida (exzterno)
# carrega pesos
for j in range (0, h_out): # coluna satda
for i in range(0, w_out): # linha saida
for wj in range (0, ks): # coluna pesos
for wi in range (0, ks): # linha pesos
for ic in range(0, c_in/32): # canal entrada
for oc_i in range (0, TPO): # canal saida (interno)
oc = oc_o *x TPO + oc_i
yloc,j,i] += popcount (XNOR(W[oc,ic,wj,wil,x[ic,j+w_j,i+w_i
1)

# salva TPO canats da satda

Fonte — Autor.

4.4 MICROARQUITETURA

4.4.1 Visao Geral

Como investigado na Sec¢ao 2.2.2, o modelo de acelerador mais adequado para
a categoria de tarefa desejada é o acelerador fracamente acoplado com meméria
privada. Sendo assim, o acelerador implementado neste trabalho foi desenvolvido se-
guindo estes conceitos. Além disso, no paradigma de aceleradores de DNN abordado
na Secao 2.2.3, ele se encaixa como acelerador de camadas, pois realiza a aceleracao
de uma camada convolucional por vez.

O acelerador implementado, apelidado com o codinome “Xnorator”, foi desenvol-
vido utilizando a linguagem de descricao de hardware SystemVerilog. Seu codigo fonte
é disponibilizado no repositério https://github.com/cleissom/Xnorator. A Figura 23 apre-
senta um diagrama de blocos com sua arquitetura geral. Uma descrigao de cada bloco
presente na microarquitetura implementada € apresentada nas se¢des seguintes.

Na Figura 23 encontra-se o diagrama de sequéncia para a utilizacao do acelera-
dor. Como ilustrado, apds configura-lo para iniciar a convolugéo, o nucleo de processa-
mento é liberado para realizar quaisquer outras computa¢des enquanto a convolugéo
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€ executada em paralelo pelo acelerador.

Figura 23 — Diagrama de blocos da arquitetura interna do acelerador.
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Fonte — Autor.

4.4.2 Interface MMIO

O nucleo de processamento comunica-se com a memoria e os periféricos por
meio de um barramento, que permite que os dados sejam roteados por um conjunto
fixo de conexdes. A partir do nucleo ou, em geral, de qualquer dispositivo mestre do
barramento, ndo ha diferenca entre periféricos e memérias, pois ambos sao referen-
ciados por enderecos. Nesse esqguema, chamado de memory mapped I/0O (MMIO),
partes do espacgo de enderegamento sao atribuidas a dispositivos periféricos, e leitu-
ras e gravagdes nesses enderegos sao interpretadas como comandos para 0s mesmos
(PATTERSON; HENNESSY, 2020).

Na Tabela 5 é apresentado os enderecos de memdrias disponibilizados na
interface MMIO. A coluna “Endereco” corresponde ao deslocamento do endereco
base, que € atribuido pelo mapeamento no barramento de dados. Por exemplo, em
um sistema que foi atribuido para este acelerador o espago de memoria no ende-
reco "0x0004_0000", para escrever no registrador START é utilizado o endereco
"0x0004_0020".

Através destes enderegos € possivel configurar parametros como as dimensdes
dos mapas de atributos de entrada e saida e enderegos para o DMA do acelerador.
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Figura 24 — Diagrama de sequéncia para a utilizacao do acelerador.
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Apoés configurado os parametros, uma escrita com valor '1° no enderego de “start”
inicia o algoritmo de convolugdo. A finalizagao da convolugido define o registrador
do endereco DONE com o valor "1’ e habilita o sinal de interrupcao disponivel para
conexao.

Atualmente, o acelerador permite apenas valores de canais multiplos de 32.

Tabela 5 — Enderec¢os dos registradores da interface MMIO.

Nome Endereco | Leitura(R) ‘ Descricao
Escrita(W)

INPUT_ADDR | 0x00 | W | Endereco base para a leitura dos dados de entrada
WEIGHT_ADDR | 0x04 \ w | Endereco base para a leitura dos pesos
OUTPUT_ADDR | 0x08 | W | Enderego base para a escrita dos dados de saida

INPUT_WIDTH | O0x0C | W | Largura do mapa de atributos de entrada
INPUT_HEIGHT | o0x10 | W | Altura do mapa de atributos de entrada

INPUT_CHANNEL | Ox14 | W | NUmero de canais no mapa de atributos de entrada
OUPUT_CHANNEL | 0x18 | W | Nimero de canais no mapa de atributos de saida
PADDING | ox1C | W | Define o uso de padding na convolugéo
START | 0x20 | W | Inicia a convolug&o com os dados fornecidos
DONE | 0x24 | R | Retorna o status da finalizagdo da convolugéo

Fonte — Autor.
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4.4.3 DMAC

De acordo com Patterson e Hennessy (2020), o DMA (Direct Memory Access)
€ um mecanismo que fornece a um dispositivo a capacidade de transferir dados direta-
mente para ou da memaoria sem envolver o processador.

O Controlador DMA (DMAC) utiliza o barramento de dados como mestre e
acessa a memodria através do enderecamento semelhante ao procedimento que o
processador realizaria. Como o DMAC é feito completamente por hardware, ele pode
substituir efetivamente as instrugdes de load/store que o processador utiliza para ma-
nipular os dados da memoaria. Deste modo, é possivel transmitir uma quantidade maior
de dados com menos overhead.

O DMAC aguarda os sinais de requisicao de transferéncia de dados, sao estes:
requisicao dos dados de entrada, requisi¢cao dos pesos e requisi¢ao de envio dos dados
de saida. Para as requisi¢des dos dados de entrada e pesos, o DMAC calcula o ende-
reco a realizar a leitura da meméria externa com base nos parametros fornecidos pela
interface MMIO, e entao realiza a transferéncia através da leitura na memoaria externa
e escrita na membéria interna sequencialmente. O niumero de elementos transferidos
também é calculado com base nos parametros fornecidos.

A requisicao de envio dos dados de saida faz um processo semelhante, no en-
tanto, o fluxo dos dados é inverso. Isto é, realiza-se a leitura dos registradores contendo
os valores de saida e escreve-se na memoria externa no enderego correspondente,
calculado seguindo a formato dos dados de saida.

4.4.4 Memoria Local

Como constatado no Secao 2.2.2, o uso de uma membéria local privada persona-
lizada para a tarefa resulta em um maior desempenho para o acelerador pois, acessos
a memoria externa sdo ordens de magnitude mais custosas tanto em questao temporal
quanto energeética.

Na arquitetura do acelerador sao utilizados dois bancos de memdrias separados
para os dados de entrada e para os dados dos pesos. A separacao desses dados em
memorias diferentes possibilita a leitura em paralelo e a computagdo mais eficiente do
respectivo endereco de leitura no componente “AddressGenerator”.

Como ja exposto na Secao 4.1.2, os atributos dos dados de entrada sao carre-
gados por completo na sua respectiva memoria. O tamanho maximo dessa meméria é
vinculado a topologia da rede utilizada. Ja o tamanho da memoria dos pesos depende
do numero maximo de canais da rede como também o nimero de atributos de saida
definidos pelo parametro TPO.
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4.45 PE

O componente PE (Processing Engine) é o responsavel por realizar as opera-
coes de XNOR e popcount. A operacao de XNOR é realizada em 2 valores de 32
bits e a saida € encaminhada para uma uma arvore somadora binaria que realiza a
contagem do numero de bits igual a 1, resultando no valor da operagéao de popcount.
Por fim, é realizado o ajuste de escala em que o valor inteiro pode ser positivo ou
negativo.

4.46 Loop FSM e Address Generator

O componente “Loop FSM” é composto por uma maquina de estados finitos,
ilustrado na Figura 25, que realiza os lagos de execugao do algoritmo de convolugéo
binaria. Os limites de contagem sao variaveis dado que é utilizado como base os
parametros da camada a ser calculada fornecidos na interface MMIO. As variaveis de
contagem dos lacos de execucao sdo enviadas para o componente “Address Generator”
onde é realizada a decodificacéo destes valores para um indice de meméria com base
no mapeamento de dados estabelecido na Secao 4.1.2.

Figura 25 — Diagrama de estados do componente Loop FSM.

state_d

Stidle

StReset
StLoadInput

oad_input_ack_i

StLoadWeight

load_weight_ack_i
y
StStart l

not (Kh_done)
nol (Kw_done)

ol (OFMO_done)
not (FMH_done)
not (FMW_dane)
flush_ack_i

FMH_done
flush_ack_i

FIMW_done
flush_ack_i

OFMO_done
flush_ack_i

Fonte — Autor.
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4.4.7 Banco de Registradores e Flush FSM

Para os atributos de saida é utilizado um banco de registradores com o niumero
de registradores igual ao parametro TPO. O registrador ativo para leitura e escrita é
controlado pelo componente “Address Generator”. Em seu funcionamento, o valor do
endereco atual é lido e sobrescrito com a soma do seu valor e o resultado da operacao
popcount, resultando na acumulacéo proveniente do algoritmo de convolugao.

Apos a finalizacao do calculo dos atributos de saida, estes valores sao transfe-
ridos para outro banco de registradores de mesmo tamanho por itermédio do compo-
nente “Flush FSM”. Deste modo, o calculo dos proximos atributos de saida pode ser
iniciado enquanto que o DMAC realiza a transferéncia dos valores ja calculados, sobre-
pondo a comunicagdo com a computagao usando o conhecido buffer duplo (ZHANG,
C. et al., 2015). O diagrama de estados do Flush FSM esta ilustrado na Figura 26.
Como mostrado na Figura 27, essa estratégia implementada permite extrair um maior
desempenho temporal através do paralelismo.

Figura 26 — Diagrama de estados do componente Flush FSM.

slatle_d

ounte
StinitClean
ournter

ransfer_output_ack_|

Fonte — Autor.

4.4.8 Padding Check

Como mencionado no Secgao 4.1.3, 0 acelerador realiza o padding em hardware,
dispensando o carregamento de dados irrelevantes. Este componente utiliza a infor-
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Figura 27 — Paralelismo de computacao e comunicacao.
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done

Fonte — Autor.

macao de enderecos proveniente do componente “AddressGenerator” e realiza uma
multiplexagao entre o dado lido da memoria e um dado com valor fixo para o padding.
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5 TESTES E RESULTADOS

Esse capitulo inclui simulagées e dados com o intuito de validar os resultados
deste trabalho.

5.1 SIMULACAO

Como mencionado anteriormente, o acelerador foi desenvolvido com a finali-
dade de aplicagdo em computacdo de borda, onde sdo utilizados dispositivos geral-
mente constituidos por sistemas embarcados compostos por microcontroladores. Por-
tanto, a fim de avaliar o desempenho do acelerador em seu dmbito alvo, foi montando
um ambiente de simulacao constituido pelos elementos base:

« Nucleo de processamento;

* Memoria de dados;
« Acelerador implementado;

* Barramento de dados.

A Figura 28 ilustra a conexao do acelerador com o nucleo de processamento e
a memoria.

Figura 28 — Diagrama de conexao com o acelerador.

Nicleo Xnorator

Barramento de Interconexao

Memédria

~—

Fonte — Autor.

Para o nlcleo de processamento, foi utilizado o nticleo RISC-V de 32 bits Ibex'.
Este € um nucleo de cédigo aberto, parametrizavel, com pipeline de 2 estagios e, de
1 https://github.com/lowRISC/ibex
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acordo com Schiavone et al. (2017), adequado para a utilizagdo em sistemas embar-
cados de computagao de borda. Seu diagrama de blocos é apresentado na Figura 29.
Além disso, este nlcleo possui suporte a extensao padrido para instru¢des de manipu-
lacao de bits, 0 que é de interesse para utilizagao neste trabalho.

Figura 29 — Diagrama de blocos do nucleo Ibex.

Ibex Core
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]

Instruction Mem

Data Mem

[

addro
CSR LSu — Py g
| A A rdata i =

Fonte — lowRISC (2022).

A simulagéo funcional do sistema € realizada utilizando-se Verilator, um simu-
lador HDL de codigo aberto que compila SystemVerilog e Verilog em um codigo C++.
Deste modo, € possivel executar a simulagdo como uma aplicagdo nativa do sistema
sendo utilizado.

A Figura 30 ilustra a organizacao dos componentes utilizados na simulagao. Um
arquivo contendo a aplicagdo compilada para RISC-V é escrito na memoaria durante a
inicializagao da simulacao. Apos o inicio da simulagao, o nucleo lbex realiza a busca e
leitura das instrucées nesta memaria e prossegue sua execucao.

Além dos médulos que compdem o sistema citados anteriormente, para a si-
mulagao no Verilator é utilizado um componente denominado de “SimulatorCtrl” onde
€ possivel escrever valores e caracteres em um arquivo no sistema onde esta sendo
executado a simulagéo. Deste modo, é possivel executar a aplicagdo e receber dados
de retorno de sua execugao. Além disso, a aplicagao de simulagao gera um arquivo
gue permite a visualizagao das formas de ondas da execuc¢ao efetuada. Destaca-se
que, para a simulagao e consequentemente a obtencédo dos dados, é utilizado uma
memoria simples com laténcia de acesso de 1 ciclo de clock.

A fim de demonstrar o comportamento do acelerador atravées da simulagéo, foi
utilizado um acelerador com parametro TPO igual a 8 e mapas de atributos de entrada
com dimensdes 7x7x64. Para visualizagao das formas de ondas foi utilizado o software
GtkWave.
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Figura 30 — Esquema de simulacao utilizando o Verilator.

Verilator

Xnorator

Ibex core

_— Meméria

test.elf . ‘ output.log

Trace File
Fonte — Autor.

Na Figura 31 é apresentada as formas de ondas para a execug¢ao completa do
algoritmo de convolugéo binaria. O sinal start i é disparado quando hé a escrita no en-
dere¢o START da interface MMIO do acelerador e sinaliza para a o componente “Loop
FSM” o inicio da execugdo. Os sinais que possuem o prefixo “loop_" no nome fazem
parte das variaveis de contagem dos lagos presentes no algoritmo de convolugéo.

Além disso, nesta figura estdo presentes os trés sinais que comunicam ao
DMAC a transferéncia de dados. Os sinais load input req e load weight req fazem
a requisicao para a transferéncia dos dados dos mapas de atributos de entrada e
pesos, respectivamente e é realizado a transferéncia de dados da memdéria externa
para a memoria interna. O sinal transfer output req faz a requisicao para realizar a
transferéncia dos dados de saida calculados do banco de registradores para a memoria
externa. Por fim, ao final da execu¢ao do algoritmo é habilitado o sinal end_o. Destaca-
se que que os sinais apresentados sao selecionados e referentes aos componentes
que realizam o controle do datapath.

Na Figura 32 é alterada a escala de tempo para exibir e apenas uma execucao
do laco externo do canal de saida. A Figura 33 reduz ainda mais a escala de tempo
para exibir apenas uma execucao do lago da coluna de saida. Nesta figura é possivel
ver a requisicdo de transferéncia dos valores de saida sendo realizada ao final de cada
laco da linha de saida.

As Figuras 34, 35 e 36 apresentam as formas de ondas para 0 mesmo exemplo
discutido anteriormente, no entanto, € adicionado a configuragcdo do parametro de
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Figura 31 — Formas de onda do laco de convolu¢cao completo.

loop_oci[31:0]
loop ico[31:8]
loop wi[31:0]
loop wj[31:0]
loop i[31:0]
loop_j[31:8]
loop oco[31:8]
load input req
load weight reqg
transfer output req
start i

end o

Fonte — Autor.

Figura 32 — Formas de onda do lago externo de canal da saida.

loop oci[31:8
loop_ico[31:8
loop wi[31:0
loop wj[31:0
loop_i[31:0
loop j[31:0
loop_oco[31:0]
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load weight reg
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end_o

Fonte — Autor.

Figura 33 — Formas de onda do lago de coluna da saida.

loop oci[31:0]
loop _ico[31:0]
loop wi[31:0]
loop wj[31:8]
loop i[31:0]
loop j[31:0]
loop _oco[31:0]

load input req

load weight req
transfer output req
start_i

end o

Fonte — Autor.

padding na interface MMIO. Estas figuras apresentam o sinal padding indicando a
atuacado do componente “PaddingCheck” toda vez que € detectado o acesso a um
elemento decorrente do mesmo. Nota-se que, para esta configuracéo, os valores dos
contadores de linha e coluna da saida possuem inicializagao e limites de contagem
diferentes dos anteriores.
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Figura 34 — Formas de onda do lagco de convolucao completo com padding.

loop_oci[31:0]
loop ico[31:0]
loop wi[31:08]
loop wj[31:0]
loop i[31:8]
loop j[31:0]
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end o

padding

Fonte — Autor.

Figura 35 — Formas de onda do laco externo de canal da saida com padding.

loop_oci[31:0]
loop_ico[31:8]
loop_wi[31:0]
loop_wj[31:0]
loop i[31:8]
loop_j[31:0]
loop_oco[31:0]
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transfer_output_req
start_i

end o

padding

Fonte — Autor.

Figura 36 — Formas de onda do lago de coluna da saida com padding.

loop oci[31:0]
loop ico[31:0]
loop wi[31:0]
loop wj[31:0]
loop 1[31:8]
loop_j[31:0]
loop_oco[31:0]
load_input req
load weight req
transfer output req
start 1

end o

padding

Fonte — Autor.

5.2 VALIDACAO

Para realizar a verificagado dos dados calculados pelo acelerador, foi elaborado
o ambiente de testes ilustrado na Figura 37.

O script Python desenvolvido gen-data.py (Anexo B) realiza a geracado dos
dados utilizados posteriormente para teste da convolucéo. A partir do fornecimento
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Figura 37 — Esquema utilizado para testes.
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Fonte — Autor.

dos parametros de dimensdes dos mapas de atributos de entrada e saida, é gerado
dois arquivos contendo numeros aleatérios, um destes com valores para o mapa de
atributos de entrada e outro com valores para serem utilizados como pesos para a
convolugao. O numero de valores € determinado e calculado através dos parametros
fornecidos e os valores sao armazenados em um arquivo vmem em que cada linha
possui um dado de 32 bits em formato hexadecimal com codificagao ASCII.

Além dos arquivos vmem, os mesmos valores sao utilizados para gerar um Unico
arquivo de cabecgalho (header) de linguagem C contendo arrays inicializadas com os
respectivos valores. Além da entrada e dos pesos, é adicionado uma array de saida
alocada com o numero de parametros de saida calculados pelo mesmo script como
também é fornecido uma variavel contendo este valor para acesso pelo programa.
Deste modo, para testes, o programa compilado utiliza os valores gerados inicializados
de forma estatica na meméria.

Ap6s gerado os dados de teste, os arquivos vmem sao utilizados por outro
script Python desenvolvido (Anexo A) onde é realizada a convolugéo binaria utilizando
a biblioteca NumPy, que disponibiliza funcdées matematicas e de manipulacdo de matriz.
A sua saida é um outro arquivo vmem contendo os valores hexadecimal que a array
de saida do acelerador deve apresentar, em concordancia com o formato dos dados
de saida como apresentado na Segao 4.2.

De forma paralela, 0 ambiente de simulacao do acelerador executa o programa
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compilado contendo os mesmos valores gerados. Ao final da execugao, € chamada
uma rotina que realiza a leitura de todos os dados de saida presentes na memoria
e envia 0s mesmos para o arquivo de saida output.log através do procedimento de
simulacao explicado no capitulo anterior.

Por fim, é possivel realizar um utilitario de comparacao de arquivos para analisar
os dois itens gerados paralelamente e verificar a presenca de diferencas de valores.
Para o calculo correto do acelerador, o contetdo do arquivo gerado pela simulacao
deve ser exatamente 0 mesmo do arquivo gerado pelo script, dado 0s mesmos para-
metros de entrada.

Em suma, a operacao do acelerador foi validada utilizando dados gerados alea-
tériamente e parametros de dimensdes dos mapas de atributos conforme encontrados
na rede QuickNet.

5.3 METRICAS

A partir do ambiente de simulagdo montado, foram levantados dados pertinentes
a execucao do acelerador. Primeiramente, foi realizado uma analise na influéncia da
variagao no parametro de projeto TPO. Além de definir o tamanho do banco de re-
gistradores, este parametro influencia diretamente o tamanho de memdéria necessario
para carregar os pesos. O calculo do tamanho de memdéria necessario para 0s pesos
pode ser obtido através da Equacao (6). O valor MAX_DEPTH é uma constante que
representa 0 numero maximo de canais possiveis de serem utilizados no acelerador.
Para a rede QuickNet este valor é 512 e, portanto, este é o valor utilizado para os testes
realizados. O parametro ks € o mesmo utilizado no Sec¢éo 4.3 e define a dimensao de
largura e altura dos pesos.

TPO x ks? x MAX_DEPTH ©)
8 x 1024

A Figura 38 apresenta um grafico contendo a variagao do tamanho de memoria
de pesos necessario para cada valor TPO estipulado. Adicionalmente, o grafico apre-
senta linhas horizontais que delimitam o tamanho maximo de memdaria disponivel nos
determinados dispositivos FPGA, com base nos dados da Tabela 3. Podemos perce-
ber que o valor de TPO maior que 128 excede a capacidade de memoria do FPGA
XC7A15T.

A quantidade de meméria necessaria para armazenar os valores do mapa de
atributos de entrada nao possui variagdo com o valor de TPO. Estes valores séo
carregados ao iniciar o algoritmo de convolug&o binaria e permanecem inalterados até
a sua finalizacao. Além disso, para este caso, a quantidade de memdria necessaria
€ definido pelo tamanho maximo dos dados de entradas e, conforme os dados ja
apresentados na Tabela 2, para a rede QuickNet € necessario uma memoria de pelo

kB =
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Figura 38 — Memoria necessaria para armazenar os valores de pesos para diferentes
parametros TPO.
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Fonte — Autor.

menos 24,5 kB para armazenar a primeira camada, onde se encontra a maior demanda
de armazenamento.

A partir disso, a Figura 39 apresenta a soma das memoarias de entrada e pesos
com a variagao do parametro TPO. Podemos concluir que os valores de TPO ideais
para esta arquitetura de acelerador e para o uso no dispositivo XC7A15T sédo 32 e
64, pois, nao subutilizam os recursos disponiveis como também ndo chegam perto
do limite de excedé-los. Sendo assim, nos testes seguintes € utilizado o valor fixo do
parametro TPO definido como 64, caso o0 mesmo nao seja especificado com outro
valor.

Para analisar a influéncia da utilizagéo do acelerador desenvolvido, foi realizada
uma comparagao entre a execugao do algoritmo de convolugao binéria utilizando ape-
nas o nucleo de processamento RISC-V e posteriormente o ndcleo em conjunto com
o acelerador. Além disso, como mencionado na Sec¢ao 2.3.2, o RISC-V permite a in-
clusao (ou ndao) de extensdes em sua implementacao. A extensao de manipulacao de
bits possui uma instrucao especializada para a execucao da operacao de popcount
como também para a operacéao logica XNOR. Sendo assim, essa extensao pode ser
de interesse para a utilizacao de BNNs dado que estas operacdes sao predominantes
na camada de convolucao binaria.

Esse teste de comparacéo utilizando o algoritmo de convolucéo binaria foi exe-
cutado nas seguintes configuracées de nucleo RISC-V:

« RV32IMC: Configuragao basica utilizando as instru¢cbes base de 32 bits
como também as extensdes para multiplicacdo e divisdo de inteiros e a
de compressao de instrugoes;
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Figura 39 — Memoria necessaria para armazenar os valores dos mapas de atributos
de entrada e pesos para diferentes parametros TPO.
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Fonte — Autor.

« RV32IMCB: Configuragdo que adiciona a extensao de manipulagéo de bits.

Dado que a configuragdo RV32IMC nao possui instrugdo dedicada para realizar

a operacao de popcount, foi utilizado o algoritmo de Warren (2012), apresentado na

Quadro 3, para a obtencao de seu resultado. Além disso, a operacao légica XNOR é
obtida nesta configuracéo através da operacao de XOR seguida da operacdo NOT.

Quadro 3 — Algoritmo para operacao de popcount

uint32_t __popcount (uint32_t a) {
uint32_t x = a;
x = x - ((x > 1) & 0x55555555);
x = ((x >> 2) & 0x33333333) + (x & 0x33333333);
x = (x + (x > 4)) & 0xOFOFOFOF;
x = (x + (x > 16));
return (x + (x >> 8)) & 0x0000003F;

Fonte — Autor.

Um ponto importante a se destacar é a influéncia do padding na execucao do
acelerador. O uso do padding neste acelerador tem influéncia no nimero de ciclos
necessarios para a leitura dos dados de entrada, no entanto, ndo possui influéncia nos
ciclos de execucdo da computacao do algoritmo de convolucéo binaria. Portanto, para
realizar a analise e compara¢édo do desempenho da execugao do algoritmo e permitir
utilizar os mesmos dados de entrada, nestes testes de comparacao nao foi utilizado o
padding do acelerador.
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O binario executado foi gerado pela toolchain lowrisc-toolchain-gec-rv32imeb?
através do compilador GCC com otimizagao Os.

A Tabela 6 apresenta o numero de ciclos de execugdo do simulador para as
diferentes configuragdes definidas. Observa-se que apesar da utilizagdo de um nucleo
com a extensao de bits reduzir a nimero de ciclos necessarios para completar o
algoritmo em quase pela metade, a reducao ao se utilizar o acelerador é de quase
duas ordens de grandeza de diferenca.

Tabela 6 — Ciclos de execucao do algoritmo de convolucao binaria para as diferentes
configuragdes de teste.

Configuragao
RvV32IMC RV32IMCB Xnorator
56x56x64 177567659 102902679 4740270
28x28x128 174072139 99610187 4180868
14x14x256 172332611 97971585 3913344

7xX7x512 171464905 97154195 3828128
Fonte — Autor.

Dimensao

Figura 40 — Comparacao entre os ciclos de execucdo do algoritmo de convolucao bi-
naria para as diferentes configuracoes.
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Fonte — Autor.
As Tabelas 7 e 8 mostram os dados de ciclos obtidos nos testes convertidos

para variacdes percentuais de redugdo do numero de ciclos executados. A Tabela 7
apresenta o percentual de reducao de ciclos de execugao ao se utilizar o acelerador

2 https:/github.com/lowRISC/lowrisc-toolchains/blob/20220210-1/lowrisc-toolchain-gce-
rv32imcb.config
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ao invés das configuracdes de nucleo RISC-V estipuladas. J&4 na Tabela 8 é mostrado
esse percentual de reducdo ao se partir da configuracao de nucleo RISC-V simples
para a configuracao de RISC-V com a extensdo de manipulacao de bits. A Figura 41
mostra estes valores em forma de grafico.

Em vista destes resultados, podemos concluir que a execugao do algoritmo de
convolugédo binaria em um hardware especializado como o de um acelerador especifico
pode reduzir drasticamente o niumero de ciclos necessarios. Isso é ocasionado por
diversos fatores e, dentre eles podemos citar como exemplo que os calculos de acesso
aos enderecos sdo realizados paralelamente em apenas um ciclo, em contraste com
o calculo no nucleo de processamento que deve ser sequencial e necessita de varios
ciclos.

Tabela 7 — Reducao percentual do numero de ciclos necessarios para executar o algo-

ritmo de convolugao binaria no acelerador em comparagao com as configu-
racoes de RISCV.

Configuracao
RV32IMC RV32IMCB
56x56x64 97,33% 95,39%
28x28x128  97,60% 95,80%
14x14x256  97,73% 96,01%

7X7x512 97.77% 96,06%
Fonte — Autor.

Dimensao

Tabela 8 — Reducgao percentual do numero de ciclos necessarios para executar o algo-
ritmo de convolugdo binaria no nucleo com extensao de manipulacao bits
em comparagao com o nucleo simples.

Dimensao Percentual (%)

56x56x64 42,05
28x28x128 42,78
14x14x256 43,15

7x7x512 43,34

Fonte — Autor.

5.4 SINTESE

Por fim, o acelerador proposto foi sintetizado para FPGA utilizando o software
Vivado da empresa Xilinx, com otimizacao padrao da ferramenta. A Tabela 9 apresenta
0s recursos utilizados da sintese para um dispositivo FPGA XC7A15T utilizando o
parametro TPO como 64.
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Figura 41 — Comparacéao entre as redugdes percentuais do nimero de ciclos entre as
configuracdes de teste.
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Fonte — Autor.

Além dos dados de utilizacao, foram obtidos dados relacionados a execucao
do acelerador. Através do projeto sintetizado, o software Vivado permite o calculo dos
atrasos de propagacao entre os componentes do FPGA baseado em suas conectivi-
dades. A partir disso, obteve-se o valor de atraso maximo de 13,372 ns e, deste modo,
€ possivel estimar a frequéncia maxima de operagao do acelerador como 74,7 MHz.

Além disso, esta ferramenta reportou a estimativa para a dissipagdo de poténcia do
acelerador como 208 mW.

Tabela 9 — Utilizagao de recursos do acelerador sintetizado para FPGA.

Recurso Usado Disponivel Utilizacdo (%)

LuUT 1760 10400 18,7%
LUTRAM 179 9600 0,5%
FF 1173 20800 5,6%
DSP 27 45 60,0%
BRAM 24 25 96,0%

Fonte — Autor.

A fim de estudar a influéncia do parametro de projeto TPO na utilizagdo dos
recursos de FPGA, foram levantados dados referentes a utilizagao para valores de
TPOs selecionados. A Tabela 10 apresenta estes resultados. Pode-se perceber que
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as maiores variagdes no uso dos recursos se encontram no numero de LUTRAM e
no numero de BRAM. A variacdo de LUTRAM deve-se ao fato de que os bancos
de registradores sdo implementados utilizando os componentes primitivos LUTRAM
presentes nos dispositivos FPGA Xilinx. Deste modo, o valor de uso deste componente
é diretamente influenciado pelo valor do parametro TPO. De mesmo modo, 0 numero
de BRAM utilizado esté relacionado com o tamanho de memoria alocado para as
memoérias dos mapas de atributos de pesos e entradas.

Outro ponto a se destacar € de que o numero de recursos DSPs utilizados
permanece constante, pois, os mesmos sao utilizados nos calculos de parametros
através dos valores fornecidos na interface MMIO e para os enderecos de acesso a
mem©éria. Sendo assim, ndo possui relagao direta com o valor do parametro TPO.

Tabela 10 — Utilizac&o de recursos para diferentes TPOs.

TPO LUT LUTRAM FF DSP BRAM

16 1721 51 1178 27 12
32 1750 51 1169 27 16
64 1760 91 1173 27 24

Fonte — Autor.

A fim de comparar o acelerador implementado com os trabalhos relacionados,
foram levantados os dados da Tabela 11, onde é apresentado uma comparacéo de
parametros relacionados a sintese em FPGA.

Tabela 11 — Comparacao da implementagdo em FPGA do acelerador desenvolvido
com trabalhos relacionados.

Acelerador LUT FF DSP Poténcia Frequéncia FPGA
Dissipada de Operacao
(W) (MHz)
FP-BNN (LIANG, Shuang 230918 - 1963 26,2 150 5SGSD8
etal., 2018)
FBNA (GUO et al., 2018) 29600 - 0 3,3 143 XC72020
Cho et al. (2021) 4800 1050 2 0,71 371 XCZU7EV
Xnorator (Este trabalho) 1760 1173 27 0,21 74,7 XC7A15T

Fonte — Autor.

5.5 CONSIDERACOES FINAIS

Como mencionado anteriormente, uma das motivacoes deste acelerador € a
sua utilizagao nos satélites pesquisados e desenvolvidos no SpacelLab (UFSC) como
o FloripaSat-2 (SPACELAB, 2022).
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O dispositivo FPGA utilizado para este trabalho vai ao encontro com os utiliza-
dos nos CubeSats comerciais. Por exemplo, a GomSpace, que € um dos principais
fornecedores para nanosatélites e CubeSats, utiliza o dispositivo Zyng 7030 (GOMS-
PACE, 2022). Desse modo, a portabilidade é facilitada ao se utilizar um dispositivo da
empresa Xilinx de geracao semelhante.

Em relacdo ao consumo energético, conforme indicado na Tabela 3.5 da docu-
mentacao do FloripaSat-2 (SPACELAB, 2022), a poténcia média dissipada em uma
Orbita para todos os subsistemas e cargas uteis do FloripaSat-2 é de aproximadamente
2.668 mW. No mesmo documento, esta indicado que a poténcia de entrada média em
uma 6rbita é de aproximadamente 2.745 mW. Logo, existe uma disponibilidade de
aproximadamente 77 mW para utilizagéo do acelerador proposto no FloripaSat-2. Con-
siderando que os valores listados na documentacao do FloripaSat-2 sdo preliminares,
e que ao se adotar um sensor de imagem na missao, algumas das cargas uteis atuais
serdo removidas, logo os 208 mW previstos para o acelerador proposto poderéao ser
acomodados na previsao de energia da missao FloripaSat-2. Além disso, esse valor de
208 mW foi obtido ao se considerar um determinado FPGA, e podera variar de acordo
com a eficiéncia energética do dispositivo selecionado para a implementagao final.

Sem a abordagem da computagéo de borda e utilizagdo de uma rede neural no
proprio satélite, seriam enviadas varias imagens que poderiam nao ter significado al-
gum. Deste modo, haveria um consumo grande de energia para a transmissao, além da
banda para a comunicacéao. Utilizando o modelo de processamento proposto, imagens
adequadas poderao ser selecionadas antes do envio para a Terra.
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6 CONCLUSAO

Esta dissertacao propds a pesquisa e desenvolvimento de um acelerador de
dominio especifico para redes neurais binarias. Dado que o propésito deste acelerador
€ ser utilizado em computagao de borda, ele foi planejado buscando suprir as restricdes
impostas neste ambiente tais como a necessidade de um baixo consumo energético e
a eficiéncia computacional.

A metodologia empregada foi de realizar um estudo nas redes neurais binarias
do estado da arte e, a partir disso, projetar e desenvolver um acelerador para a execu-
¢ao da camada de convolugéo binaria das mesmas. Um dos principais aspectos destas
redes € o predominante uso de blocos residuais, de modo que a saida da operagéao
realizada pelo acelerador ndo pode ser binarizada, resultando em um ndmero maior
de dados a ser transmitido para a memoéria.

Os aceleradores de dominio especifico utilizam diferentes técnicas para ganhos
de desempenho e eficiéncia energética como, por exemplo, especializacdo de dados,
paralelismo de operagdes, utilizagdo de uma memdria local otimizada e reducéo do
overhead da execucao de operacgdes aritméticas. Portanto, o acelerador implementado
usufrui destas técnicas para realizar a operacéo de convolucao binaria com um melhor
desempenho.

Foi montado um ambiente de simulacdo e realizado a validagdo funcional do
acelerador implementado. Neste ambiente, o resultado da convolucéo binaria compu-
tada pelo acelerador € comparada com a execucao de um script em paralelo que utiliza
os mesmos dados de entrada. Apds sua validagao, foi analisada a influéncia do uso
deste acelerador no ambiente de simulagdo para a execugao do algoritmo de convolu-
¢ao bindria. Para isto, é utilizado diferentes configuracdes de sistemas que determinam
como o algoritmo é computado.

Os resultados obtidos mostram que o acelerador executa um algoritmo de con-
volucdo binaria em até 97,77% menos ciclos do que a execug¢ao utilizando apenas um
nacleo RISC-V simples e em 96,06% menos ciclos do que um nucleo RISC-V com
a extensdo de manipulacéo de bits. Além disso, o acelerador foi sintetizado para um
dispositivo FPGA Xilinx XC7A15T e o mesmo apresentou baixa utilizagdo de compo-
nentes logicos.

Os resultados deste trabalho demonstram que a utilizagao de um acelerador de
dominio especifico pode viabilizar o uso de algoritmos relativamente complexos como
as redes neurais binarias em sistemas com limitagées de consumo energético e baixo
poder de processamento, tais como os encontrados em computacéao de borda.

Tendo em vista que a area de redes neurais bindrias € relativamente recente
e estd em constante evolugdo nos ultimos anos, é possivel expandir e incrementar
este trabalho ainda mais. Além disso, o uso de aceleradores de dominio especifico
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apresenta ser uma solucao a ser amplamente explorada nos préximos anos para
resolver as problematicas decorrentes do fim da lei de Moore. Sendo assim, como
trabalhos futuros provenientes dessa dissertagdo, pode-se citar:
» Execucao de melhorias no datapath do acelerador para reduzir o uso de
recursos do FPGA.

» Adigéo de aceleracao para outras camadas além da camada de convolugéo
binaria.

* Realizar simulagdo com um modelo de memdria mais complexa, como a
DRAM.

» Obtencédo de dados reais de execugdo e consumo em uma placa FPGA.

» Implementacao nos sistemas embarcados dos satélites do SpaceLab (UFSC).
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#1/bin/env python3

import numpy as np

# params to specify

iw = 7

ih = iw
ic = 64
oc = 64

padding = False

input_mem_file = "input.vmem"

weight _mem_file "weights.vmem"

output_mem_file "output -script.vmem"

# constants

ks = 3

# util functions
def hex2int (i):

return int (i, 16)

def popcount (i):

return sum(b == 1’ for b in i)

def normalize(i):

return (i*2) - 32

def int2hex16b (number) :

"nh Return the 2’complement hexadecimal Trepresentation of a number

nann

if number < O:
return f’{(1 << 16) + number:04X}’
else:

return f’{number:04X}°’

hex2int_vec = np.vectorize(hex2int)

popcount_vec = np.vectorize (popcount)

normalize_vec = np.vectorize(normalize)

bin_repr_vec = np.vectorize(lambda x: np.binary_repr (

x, width=32)[-32:]) # enforce width
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hex_and_merge_str_vec = np.vectorize(lambda a, b: int2hex16b(a)+

int2hex16b (b))

def binconv(a, b):
X = np.bitwise_xor (hex2int_vec(a), hex2int_vec (b))
y = np.bitwise_not (x)
z = bin_repr_vec(y)

return normalize_vec (popcount_vec(z)).sum()

input = []
with open(input_mem_file) as f:

input = [line[:-1] for line in f.readlines ()]

weight = []
with open(weight_mem_file) as f:

weight = [line[:-1] for line in f.readlines ()]

input_matrix = np.reshape(

input [:iwxih*int (ic/32)], (iw, ih, int(ic/32)), order=’F’)
weight_matrix = np.reshape(

weight [:ks*xks*int (ic/32)*oc], (ks, ks, int(ic/32), oc), order=’F’)

if padding:
oh = ih

ow = iw

vertical_fill = np.array(
["0" for i in range (0, (iw+2)#*int(ic/32))]) .reshape((iw+2, 1,
int (ic/32)))

horizontal_fill = np.array(
["0" for i in range (0, ih*int(ic/32))]).reshape((1, ih, int(ic
/32)))
hpadded_matrix = np.concatenate (

(horizontal_£fill, input_matrix, horizontal_fill), axis=0)
padded_matrix = np.concatenate(

(vertical_fill, hpadded_matrix, vertical_fill), axis=1)

input_matrix = padded_matrix
else:

oh = ih-2

ow = iw-2
out = []

for n in range (0, oc):
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for j in range (0, oh):
for i in range (0, ow):

out . append (

binconv (input_matrix[i:i+ks, j:j+ks, :], weight_matrix
L:y &, &, nl))
out_matrix = np.reshape(out, (ow, oh, oc), order=’F’)
output_array_hex = hex_and_merge_str_vec(
out_matrixl[:, :, 1::2], out_matrix[:, :, 0::2])
with open(output_mem_file, ’w’) as f:

f.write(’\n’.join(output_array_hex.reshape (-1, order=’F’)) + ’\n’)
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#1/bin/env python3

from random import randint

# params to specify

iw = 56

ih = iw

ic = 64

oc = 64

padding = False

c_header_file = "sw/simple-mmio/test-data.h"
input_mem_file = "input.vmem"
weight_mem_file = "weights.vmem"

# constants
ks = 3

# util functions

def int2hex (number, bits):
"nh Return the 2’complement hexadecimal representation of a number
wn
if number < O:
return hex ((1 << bits) + number)
else:

return hex (number)

ow iw if padding else iw-2

oh = ih if padding else ih-2

input_size = iwxihx*int(ic/32)
weight_size = ksx*ks*int(ic/32)*oc
output_size = ow*oh*int (oc/2)

def gen_c_array_text(name, str_array):

data = []
data.append (f’uint32_t {namel}[] = {{’)
data += [(f"Ox{str}" + ", ") for str in str_array]

data.append(’};\n”)

return ’\n’.join(data)
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def gen_c_empty_array_text(name, size):
data = []
data.append (f’uint32_t {namel}[{size}] = {{}};’)
data.append(f’uint32_t output_size = {sizel};\n’)

return ’\n’.join(data)

input_array_str = [f"{randint (0, 2*%*32-1):08X}" for x in range (O,
input_size)]
weight_array_str = [f"{randint (0, 2%*32-1) :08X1}"

for x in range(0, weight_size)]

with open(c_header_file, ’w’) as f:
input_text = gen_c_array_text ("input", input_array_str)
weight_text = gen_c_array_text("weights", weight_array_str)
output_text = gen_c_empty_array_text ("output", output_size)

file_text = input_text + weight_text + output_text
f.write(file_text)

with open(input_mem_file, ’w’) as f:
f.write(’\n’. join(input_array_str) + ’\n’)
with open(weight_mem_file, ’w’) as f:

f.write(’\n’.join(weight_array_str) + ’\n’)
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