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Resumo

Neste trabalho é apresentado um estudo sobre o método de máxima
descida (método do gradiente ou método de Cauchy) e variações mais
recentes, como o gradiente acelerado de Nesterov e gradiente espectral.
Foi realizada uma revisão dos principais resultados teóricos destes mé-
todos de primeira ordem, com foco na complexidade de iteração destes
métodos. Além de estudar a complexidade de pior caso, também foi
investigado o desempenho prático destes métodos através de experi-
mentos numéricos com funções quadráticas com Hessiana simétrica
positiva definida. Por fim, comentamos brevemente sobre a “pior fun-
ção do mundo” para a qual a taxa de convergência ótima do método
de Nesterov fica evidenciada.

Palavras-chave: Máxima Descida, Aceleração de Nesterov, Gradiente
Espectral.





Abstract

This work presents a study on the steepest descent method (also called
gradient method or Cauchy method) and more recent variants, such
as Nesterov’s accelerated gradient and spectral gradient. A review of
the main theoretical results for these methods is presented, focusing
on their iteration complexity. Besides the worst case analysis, the
practical behaviour of such methods was also investigated through
numerical experiments on quadratics with symmetric positive definite
Hessian. Finally, a brief discussion about “the worst function in the
world” is given and some experiments carried out in order to highlight
the optimal convergence rate of Nesterov’s method.

Keywords: Maximum descent, Nesterov’s accelerated gradient, Spec-
tral gradient.
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1 Introdução

A Otimização é uma área da matemática que trata do estudo de
problemas nos quais se busca minimizar ou maximizar um funcional
f sobre um determinado conjunto. Tais problemas possuem inúmeras
aplicações em diversas áreas do conhecimento, como por exemplo,
Engenharia, Medicina, Economia, Administração entre outras [13, 14].

Em geral, para tais problemas não há uma fórmula fechada
para a solução. Assim, normalmente são empregados métodos de oti-
mização que buscam gerar uma sequência que se aproxime da solução
do problema.

Neste trabalho é apresentado um estudo sobre métodos de des-
cida para resolução de problemas de otimização irrestrita: encontrar
x∗ ∈ Rn tal que f(x∗) ≤ f(x) para todo x ∈ Rn. Mais especificamente,
focaremos em funções convexas e com gradiente Lipschitz.

Como mencionado, para resolver este problema, normalmente
são utilizados métodos iterativos que, a partir de um ponto inicial x0,
geram uma sequência {xk} em Rn tal que f(xk+1) < f(xk).

O objetivo deste trabalho é fazer uma revisão dos principais
resultados teóricos para métodos com iteração definida por

xk+1 = xk + tkdk

em que a direção dk é um vetor de Rn, chamado direção de descida,
e tk > 0 é chamado tamanho de passo: ambos determinados usando
apenas informação sobre ∇f(x) em pontos do segmento xk,xk−1. Tais
métodos são conhecidos na literatura como métodos de primeira ordem.
Essa classe de métodos tem re-ganhado a atenção de pesquisadores por
ter uma iteração barata do ponto de vista computacional, ao contrário,
por exemplo, do método de Newton o qual, além de necessitar de
informações sobre derivadas segundas, ainda demanda a resolução de
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um sistema linear a cada iteração, o que pode ser computacionalmente
caro, sobretudo para problemas com um grande número de variáveis.

Daremos ênfase aos métodos de Cauchy [14] e variações recentes,
como gradiente acelerado de Nesterov [11] e o método de gradiente
espectral [1], e analisaremos tanto a complexidade de pior caso quanto
o desempenho prático destes métodos.

O texto foi elaborado de modo que qualquer leitor com um
conhecimento básico em Álgebra Linear e Cálculo possa acompanhar
o desenvolvimento do trabalho.

O trabalho se organiza da seguinte maneira: no Capítulo 2
listamos alguns resultados sobre Análise no Rn, Convexidade e Oti-
mização que serão utilizados praticamente durante todo o texto. O
Capítulo 3 apresenta uma revisão dos Métodos de Cauchy, de Neste-
rov e Gradiente Espectral, seus algoritmos e as taxas de convergências
dos dois primeiros. Já no Capítulo 4 estudaremos mais a fundo a
convergência da sequência {xk} gerada pelo método do Gradiente
Espectral com base em um trabalho recente da literatura. No Ca-
pítulo 5 serão apresentados experimentos numéricos para avaliar o
desempenho prático destes métodos em funções quadráticas definidas
positivas com diferentes distribuições de autovalores. Além disso, a
fim de evidenciar a performace de pior caso, também realizamos testes
com a “pior função do mundo” (segundo Nesterov).

Por fim, o Capítulo 6 traz as considerações finais e as direções
para trabalhos futuros.
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2 Conceitos Preliminares

Para uma melhor compreensão do conteúdo subsequente, neste
capítulo iremos revisar alguns resultados e definições de Análise no
Rn, e noções de Convexidade e de Otimização Contínua que serão ne-
cessários ao desenvolvimento deste trabalho. As principais referências
utilizadas neste capítulo foram [3], [4], [8] e [14].

2.1 Noções de Análise no Rn

Nesta seção enunciaremos alguns resultados sobre sequências
que serão úteis na análise da convergência dos métodos. Além disso,
revisaremos os conceitos de gradiente e Hessiana de uma função de
várias variáveis e um resultado importante que será usado posterio-
mente, sobre funções com gradiente Lipschitz. A principal referência
desta seção foi [8].

Definição 2.1.1. Uma sequência em Rn é uma função

x : N→ Rn

k → xk

Observação 1. A notação xk é utilizada com frequência ao longo
deste trabalho para denotar o k-ésimo elemento da sequência. Também
pode-se escrever (xk)k∈N, (x0, x1, . . . , xk, . . . ) ou {xk}.

Exemplo 1. xk = (−1)k define a sequência (−1, 1,−1, 1,−1, 1,−1, . . . )
em R.

Definição 2.1.2. A sequência {xk} em Rn tem um limite L ∈ Rn se
para qualquer ε > 0 existir um número k0 ∈ N, tal que se k for inteiro
de tal modo que k ≥ k0, então ∥xk − L∥ < ε e escrevemos

lim
k→∞

xk = L



26 Capítulo 2. Conceitos Preliminares

Exemplo 2. Vamos mostrar que a sequência xk = k
2k+1 tem limite

1
2 .

Dado ε > 0. Temos que encontrar k0 ∈ N tal que, para todo
k ≥ k0, satifaça |xk − 1

2 | < ε.
Note que

|xk −
1
2 | =

∣∣∣∣ k

2k + 1 −
1
2

∣∣∣∣ =
∣∣∣∣ −1
2(2k + 1)

∣∣∣∣ = 1
2(2k + 1) .

Como queremos encontrar um k0 tal que k ≥ k0, então podemos es-
crever

2k + 1 ≥ 2k0 + 1 > 2k0,

assim,
2(2k + 1) > 2(2k0) = 4k0,

e portanto
1

2(2k + 1) <
1

4k0

Disto, temos que se 1
4k0

< ε então obtemos k0 > 1
4ε .

Portanto,
lim

k→∞
xk = lim

k→∞

k

2k + 1 = 1
2

.

Definição 2.1.3. Se a sequência {xk} em Rn tiver um limite L,
dizemos que essa sequência é convergente, e {xk} converge para L.
Caso contrário, essa sequência é dita divergente.

Definição 2.1.4. Uma sequência {xk} em Rn é limitada, quando o
conjunto formado pelos seus elementos é limitado, ou seja, quando
existe um número real M > 0 tal que ∥xk∥ ≤M , para todo k ∈ N.

Teorema 2.1.1. Se a sequência {xk} em Rn for convergente, então
{xk} é limitada.
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Demonstração. Seja limk→∞ xk = L, temos que existe k0 ∈ N, tal que
k ≥ k0 isso implica que ∥xk − L∥ < 1. Logo,

∥xk∥ = ∥(xk − L) + L∥ ≤ ∥xk − L∥+ ∥L∥ < 1 + ∥L∥, ∀k ≥ k0.

Fazendo-se µ = max{∥x1∥, . . . , ∥xk0−1∥, 1 + ∥L∥}, tem-se ∥xk∥ ≤ µ,
∀k ∈ N.

Portanto, (xk) é limitada.

Definição 2.1.5. Considere f : Rn → R continuamente diferenciável.
O vetor ∇f(x) ∈ Rn, que denotamos na forma matricial por

∇f(x) =


∂f
∂x1
...

∂f
∂xn


em que ∂f

∂xi
é a derivada parcial de f com respeito a xi, avaliada em

x é chamado vetor gradiente de f em x.

Definição 2.1.6. Se f for duas vezes continuamente diferenciável, a
matriz ∇2f(x) ∈ Rn×n dada por

∇2f(x) =


∂2f
∂x2

1

∂2f
∂x1x2

. . . ∂2f
∂x1xn

...
...

. . .
...

∂2f
∂xnx1

∂2f
∂xnx2

. . . ∂2f
∂x2

n


é chamada Hessiana de f em x.

Exemplo 3. Seja f : R2 → R definida por f(x) = x2
1 + x2

2. Temos
que,

∇f(x) =
[

2x1

2x2

]
e ∇2f(x) =

[
2 0
0 2

]
.
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Definição 2.1.7. Uma função f : Rn → R chama-se Lipschitz quando
existe uma constante L > 0 tal que

|f (x)− f (y) | ≤ L∥x− y∥

para todo x, y ∈ Rn.

Exemplo 4. A função f(x) = ||x∥ é Lipschitz de constante L = 1
em Rn.

Sejam x, y ∈ Rn. Veja que, da desigualdade triangular temos

∥x∥ = ∥x− y + y∥ ≤ ∥x− y∥+ ∥y∥

Assim,
∥x∥ − ∥y∥ ≤ ∥x− y∥ (1)

De modo análogo,

∥y∥ = ∥y − x + x∥ ≤ ∥x− y∥+ ∥x∥

Dessa forma,
∥y∥ − ∥x∥ ≤ ∥x− y∥ (2)

Juntando as desigualdades (1) e (2), obtemos

|∥x∥ − ∥y∥| ≤ ∥x− y∥.

Proposição 2.1.2. Sejam C ⊆ Rn um aberto e f : Rn → R uma
função diferenciável com ∇f : Rn → Rn Lipschitz de constante L > 0,
isto é, ∥∇f (x)−∇f (y) ∥ ≤ L∥x− y∥, para todo x, y ∈ C. Então

f (y) ≤ f (x) +∇f (x)T (y − x) + L

2 ||y − x||2 (3)

Demonstração. Pelo teorema do valor médio

f(y)−f(x) =
∫ 1

0
∇f(x+t(y−x))T (y−x)dt

= ∇f(x)T (y−x)+
∫ 1

0
[(∇f(x+t(y−x))−∇f(x)](y−x)dt
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Assim, tomando normas, obtemos

∥f(y)−f(x)−∇f(x)T (y−x)∥ ≤
∫ 1

0
∥(∇f(x+t(y−x))−∇f(x)∥∥(y−x)∥dt

≤ ∥y−x∥
∫ 1

0
Lt∥y−x∥dt

= L∥y−x∥
∫ 1

0
tdt

= L
2 ∥y−x∥2

em que na segunda desigualdade usamos o fato de ∇f(x) ser Lipschitz
de constante L.

2.2 Noções de convexidade

Veremos agora algumas noções sobre conjuntos convexos e fun-
ções convexas que se mostrarão bastante úteis em capítulos posteriores.
As principais referências utilizadas nesta seção foram [2], [9], [13] e
[14].

Definição 2.2.1. Um conjunto não-vazio C ⊆ Rn é dito convexo se
para quaisquer dois pontos x, y ∈ C tivermos

αx + (1− α) y ∈ C, ∀α ∈ [0, 1].

Definição 2.2.2. Seja C ⊆ Rn um conjunto convexo. A função f :
Rn → R é dita convexa em C quando

f (αx + (1− α) y) ≤ αf (x) + (1− α) f (y)

para todos x, y ∈ C e α ∈ [0, 1].

Geometricamente podemos dizer que o gráfico de uma função
convexa fica sempre por baixo da reta secante a dois pontos do gráfico,
ao longo do segmento que une tais pontos. A Figura 1 ilustra uma
função convexa.
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Figura 1 – Função convexa

Fonte: Ribeiro e Karas [14].

Exemplo 5. A função f(x) = |x| é convexa em R.
De fato, tomamos α ∈ [0, 1] e para todo x, y ∈ R, queremos

mostrar que

f(αx + (1− α)y) ≤ αf(x) + (1− α)f(y).

Veja que
f(αx + (1− α)y) = |αx + (1− α)y|.

Pela desigualdade triangular, obtemos

|αx + (1− α)y| ≤ |αx|+ |(α− 1)y|

= α|x|+ (1− α)|y|

= αf(x) + (1− α)f(y).

Portanto, f(x) = |x| é convexa.

Dada uma função f diferenciável, a convexidade admite algu-
mas caracterizações alternativas para determinar se f é convexa ou
não.

Lema 2.2.1. Sejam C ⊆ Rn um conjunto convexo e f : Rn → R
diferenciável. A função f é convexa em C se, e somente se,

f (y) ≥ f (x) + (y − x)T ∇f (x) , ∀x, y ∈ C.
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Demonstração. (←) Sejam x, z ∈ C e α ∈ [0, 1]. Defina y = αx +
(1− α) z. Dessa forma,

f(x) ≥ f(y) + (x− y)T∇f(y) (4)

f(z) ≥ f(y) + (z − y)T∇f(y) (5)

Multiplicando α por (4) e (1− α) por (5) obtemos,

αf(x) ≥ αf(y) + α(x− y)T∇f(y)

(1− α)f(z) ≥ (1− α)f(y) + (1− α)(z − y)T∇f(y)

Somando as duas desigualdades obtidas acima temos,

αf(x)+(1−α)f(z) ≥αf(y)+α(x−y)T ∇f(y)+(1−α)f(y)+(1−α)(z−y)T ∇f(y)

=f(y)(α+(1−α))+[α(x−y)T +(1−α)(z−y)T ]∇f(y)

=f(y)+(αx+(1−α)z−y)T ∇f(y)

Como y = αx + (1− α) z temos,

αf(x) + (1− α)f(z) ≥ f(y) + (y − y)T∇f(y)

= f(y)

Logo, f é convexa.
(→) Suponha que f seja convexa. Para x, y ∈ C quaisquer e t ∈
[0, 1], definimos d = y − x. Assim, temos x + td ∈ C e f (x + td) =
f ((1− t) x + ty) ≤ (1− t) f (x) + tf (y)
Portanto,

f(y)− f(x) ≥ lim
t→0+

(x + td)− f(x)
t

= ∇f(x)T d = ∇f(x)T (y − x)

f(y)− f(x) ≥ ∇f(x)T (y − x)

f(y) ≥ f(x) +∇f(x)T (y − x)

Pelo Lema 2.2.1 temos que uma função convexa está sempre
acima da sua aproximação linear. A Figura 2 ilustra o teorema
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Figura 2 – Aproximação linear de f

Fonte: Ribeiro e Karas [14].

2.3 Noções de otimização contínua

Nesta seção faremos uma revisão das principais noções de otimi-
zação contínua. As principais referências utilizadas nesta seção foram
[4], [7], [9], [10], [13] e [14]

Vamos considerar o seguinte problema de otimização irrestrita:

min f(x)

sujeito a x ∈ Rn,
(6)

em que f : Rn → R é uma função continuamente diferenciável e com
gradiente Lipschitz, chamada função objetivo.

A solução do problema (6) é um vetor x∗ ∈ Rn cujo o valor de
f(x∗) é o menor possível; chamamos x∗ de minimizador de f em Rn.

Definição 2.3.1. Considere uma função f : Rn → R e x∗ ∈ Rn.
Dizemos que x∗ é um minimizador global de f em Rn se f(x∗) ≤ f(x),
para todo x ∈ Rn. Por outro lado, Dizemos que x∗ é um minimizador
local de f em Rn se existir ε > 0 tal que f(x∗) ≤ f(x), para todo
x ∈ Rn e ∥x− x∗∥ < ε, ou seja, x ∈ Bε(x∗) ∩ Rn.
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Abaixo veremos uma condição que deve ser satisfeita por mini-
mizadores locais quando a função objetivo f é diferenciável.

Teorema 2.3.1. Considere f : Rn → R continuamente diferenciável.
Se x∗ é minimizador local de f em Rn, então ∇f(x∗) = 0.

Demonstração. Fixe um vetor não-nulo d ∈ Rn arbitrário e considere
a função ϕ : R → R definida por ϕ(t) = f(x∗ + td). Como x∗ é um
minimizador local de f , resulta que t = 0 é minimizador local de ϕ e
portanto ϕ′(0) = 0. Pela regra da cadeia, obtemos

ϕ′(t) = ∇f(x∗ + td)T d.

Substituindo para t = 0, resulta 0 = ϕ′(0) = ∇f(x∗)T d. Como d ∈ Rn

é arbitrário, então ∇f(x∗) é um vetor ortogonal a todos os vetores do
espaço. Portanto ∇f(x∗) = 0.

Exemplo 6. Seja f : R3 → R dada por f(x) = sen(3x2
1 + x2

2) +
cos(x2

1 − x2
2) + 4x3. Verificaremos se f tem minimizadores em R3.

Note que ∇f(x) ̸= 0, para todo x ∈ R3,pois ∂f
∂x3

(x) = 4. Portanto,
pelo Teorema 2.3.1, não existe minimizador de f em R3.

Agora usando os resultados de convexidade da Seção 2.2, vere-
mos que para f convexa, todo minimizador local é global.

Teorema 2.3.2. Sejam C ⊆ Rn convexo e f : C → R uma função
convexa. Se x∗ ∈ C é minimizador local de f , então x∗ é minimizador
global de f .

Demonstração. Suponha que x∗ não seja um minimizador global de f .
Então existe x ∈ C tal que f(x) < f(x∗). Para α ∈ [0, 1], consideremos
y = αx + (1−α)x∗. Pela convexidade de C temos y ∈ C. Agora, pela
convexidade da f ,

f(y) ≤ αf(x) + (1− α)f(x∗) = f(x∗) + α(f(x)− f(x∗)) < f(x∗).
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Assim, para α suficientemente próximo de 0, y torna-se arbitraria-
mente próximo de x∗, mas f(y) < f(x∗). Portanto, x∗ não poderia
ser um minimizador local.

A seguir, falaremos um pouco sobre o conceito de direção de
descida no qual se baseiam os métodos estudados neste trabalho.

Definição 2.3.2. Considere f : Rn → R e sejam x ∈ Rn e d ∈ Rn.
Se existir ε > 0 tal que f (x + td) < f (x), com t ∈ [0, ε] dizemos que
d é uma direção de descida.

Apresentamos abaixo uma condição suficiente para uma direção
ser de descida.

Lema 2.3.3. Seja f continuamente diferenciável. Se ∇f(x)T d < 0
então d é uma direção de descida para f a partir de x.

Demonstração. Como ∇f(x)T d = limt→0
f(x+td)−f(x)

t e por hipótese
∇f(x)T d < 0, então para todo t > 0 suficientemente pequeno, temos
f(x + td) < f(x).

As direções que formam um ângulo maior que 90 graus com o
gradiente são direções de descida [9], como ilustra a Figura 3.

Note que se ∇f(x) ̸= 0, então d = −∇f(x) é direção de descida
para f a partir de x. De fato, o que mostra pelo Lema 2.3.3 que
−∇f(x) é uma direção de descida.

2.3.1 Busca Linear

Uma vez fixada uma direção de descida dk, uma pergunta na-
tural é o quanto devemos “andar” nesta direção, isto é, qual o escalar
tk > 0 para que xk+1 = xk + tkdk seja uma boa atualização. O escalar
tk é chamado tamanho de passo e pode ser calculado observando o
comportamento da função f ao longo da semirreta a partir de xk na
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Figura 3 – Direção de descida

Fonte: Ribeiro e Karas [14].

direção dk, através de um processo que damos nome de busca linear.
Descrevemos abaixo algumas estratégias para a busca linear.

2.3.1.1 Busca Exata

Considere uma função f : Rn → R, um ponto x̄ ∈ Rn e uma
direção de descida d ∈ Rn. A busca exata é um método que consiste
em minimizar unidimensionalmente f a partir do ponto x̄ ao longo da
direção d, ou seja, devemos resolver o problema

min f(x̄ + td)

s.a t > 0.
(7)

Este problema é em geral díficil de resolver. Entretanto, de-
pendendo do tipo de função considerada, é possível obter fórmulas
fechadas para a solução de (7), como no caso das funções quadráticas
com Hessiana simétrica positiva definida.

Seja f uma função quadrática da forma f(x) = 1
2 xT Ax−bT x+c

com A sendo a matriz simétrica positiva definida. Então, definindo
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φ(t) = f(x̄ + td), temos que, pela regra da cadeia,

φ′(t) = ∇f(x + td)T d

Note que se t é minimizador de φ, então φ′(t) = 0. Daí

(A(x + td)− b)T d = 0

(Ax + tAd− b)T d = 0

(Ax− b)T d + t(Ad)T d = 0

t = −(Ax− b)T d

dT Ad

Se d = −∇f(x) = Ax− b, obtemos

t = dT d

dT Ad
.

2.3.1.2 Busca inexata e condição de Armijo

Na busca linear inexata, ao invés de resolver (7) exatamente,
busca-se um tamanho de passo t que garanta um decréscimo suficiente
no valor da função objetivo. Uma condição de decréscimo suficiente é
dada pela condição de Armijo:

f(x + td) ≤ f(x) + ρt∇f(x)T d.

em que ρ ∈ (0, 1).
Se d é uma direção de descida para f a partir de x, então a

existência de t > 0 satisfazendo a condição de Armijo é dada pelo
seguinte teorema.

Teorema 2.3.4. [9, Teorema 6.1.3] Sejam x, d ∈ Rn tais que
∇f(x)T ̸= 0, ∇f(x)T d < 0 e ρ ∈ (0, 1). Existe ε = ε(ρ) > 0 tal que

f(x + td) ≤ f(x) + ρt∇f(x)T d (8)

para todo t ∈ (0, ε].
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Demonstração. Note que

∇f(x)T d = lim
t→0

f(x + td)− f(x)
t

=⇒ lim
t→0

f(x + td)− f(x)
t∇f(x)T d

= 1.

Assim, existe um ε > 0 tal que para todo t ∈ (0, ε], temos

f(x + td)− f(x)
t∇f(x)T d

≥ ρ.

ou seja, para todo t ∈ (0, ε],

f(x + td) ≤ f(x) + ρt∇f(x)T d.

Esse resultado nos mostra que quando d satisfaz a condição
∇f(x)T d < 0, então a regra de Armijo está bem definida (é possível
encontrar um t > 0 aceitavél, após um número finito de reduções de
um valor inicial t̄ > 0).

A seguir, apresentamos o algoritmo básico de busca linear as-
sociado a condição de Armijo.

Algoritmo 1: Busca linear inexata com condição de Armijo
Entrada: xk ∈ Rn, dk ∈ Rn uma direção de descida,

α, β ∈ (0, 1)
Inicialização: Faça t = 1
Enquanto f(xk + tdk) > f(xk) + ρt∇f(xk)T d

Faça: t = βt

2.3.1.3 Busca não-monótona

Na busca linear monótona, o tamanho de passo tk é escolhido
de modo que f(xk+1) < f(xk). Por outro lado, na busca linear não-
monótona é permitido algum crescimento no valor da função objetivo
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de uma iteração para a seguinte. No contexto de algoritmos de busca
linear, Grippo et al. [5] propuseram a regra de Armijo modificada para
determinar o tamanho de passo: dados ρ ∈ (0, 1), M ∈ Z∗

+, escolha
tk > 0 que satisfaça a condição

f(xk + tkdk) ≤ max
0≤j≤mk

[f(xk−j)] + ρtk∇f(xk)T dk (9)

em que mk é uma sequência de inteiros não-decrescente e limitada
por M , m0 = 0 e para k > 0, 0 ≤ mk ≤ min{mk−1 + 1, M}.

Ao invés de impor um decréscimo de uma iteração para a se-
guinte, a condição (9) pede apenas uma melhoria em relação ao maior
valor funcional das últimas M iterações.
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3 Métodos de Descida

Os métodos de descida são métodos iterativos que a partir de
um ponto inicial x0 ∈ Rn dado, geram uma sequência {xk}∞

k=0 ⊂ Rn

da seguinte maneira:

xk+1 = xk + tkdk (10)

em que dk ∈ Rn é uma direção tal que ∇f(xk)T dk < 0, e que chama-
remos de direção de descida (veja Lema 2.3.3) e tk > 0 é o tamanho
de passo que pode ser determinado por uma das estratégias descritas
ao final do Capítulo 2.

Neste trabalho discutiremos sobre dois métodos nos quais a
direção dk é um múltiplo de −∇f(xk), a saber, o método de Cauchy
e o método do gradiente espectral. Além disso, estudaremos também
o método de Nesterov. Para estes métodos vamos investigar tanto a
complexidade de pior caso quanto o desempenho prático.

3.1 Método de Cauchy

Considerado como um dos métodos mais antigos de minimiza-
ção o Método da máxima descida, também conhecido como Método do
Gradiente ou Método de Cauchy, foi desenvolvido por Augustin-Lousy
Cauchy em 1847. É um método de descida cuja direção corresponde
ao oposto do vetor gradiente da função objetivo e o tamanho de passo
é determinado de modo a minimizar a função ao longo dessa direção
[4].

Normalmente, o termo “método do gradiente” é empregado
para métodos que usam como direção de busca dk = −∇f(xk) e cuja
iteração é descrita por

xk+1 = xk − tk∇f(xk) (11)
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Um protótipo de tais métodos é descrito no Algoritmo 2.

Algoritmo 2: Método do gradiente
Entrada: x0 ∈ Rn, ε > 0, N ∈ Z+
Inicialização: Faça k = 0
Enquanto ∥∇f(xk)∥ > ε e k ≤ N , faça:

Passo 1: Defina dk = −∇f(xk) e obtenha tk > 0;
Passo 2: Atualize xk+1 = xk − tk∇f(xk), k ← k + 1.

Retorne: xk

O algoritmo acima deixa em aberto o tamanho de passo tk que
podemos calcular de diferentes maneiras como vimos no Capítulo 2.

Para os experimentos que serão apresentados adiante neste tra-
balho, iremos considerar funções convexas e com gradiente Lipschitz.
Mais especificamente, vamos considerar funções quadráticas positivas
definidas pois minimizar esse tipo de função é um dos problemas mais
fundamentais na área da otimização, fazendo também com que seja
utilizado frequentemente como subproblema auxiliar em algoritmos
para resolver problemas mais complicados [9]. Neste caso, daremos
particular atenção a duas escolhas de tamanho de passo:

• Passo pré-definido: 1
L , em que L > 0 é a constante de Lipschitz

de ∇f(x);

• Busca exata: tk = arg mintf(xk − t∇f(xk)) e t > 0.

Embora o termo “método de Cauchy” (ou método de máxima
descida) seja mais frequentemente utilizado para designar o método
do gradiente com busca linear exata, com abuso de linguagem, neste
trabalho iremos utilizar “método de Cauchy com passo pré-definido”
e “método de Cauchy com busca exata” para nomear o Algoritmo 2
com estas respectivas escolhas de tamanho de passo.
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Em relação ao tamanho de passo tk = 1/L, os resultados a
seguir levam à complexidade de iteração do método de Cauchy: qual
estimativa de iterações são necessárias para obter uma “solução apro-
ximada com precisão ε”.

Proposição 3.1.1. [11, p. 29] Seja f : Rn → R convexa e diferen-
ciável em que o gradiente é Lipschitz de constante L>0. Então, para
todo k ≥ 0

f(xk)− f(xk+1) ≥ 1
2L
||∇f(xk)||2.

Demonstração. Como f tem gradiente Lipschitz de contante L > 0,
da Proposição 2.1.2 temos

f(xk+1) ≤ f(xk) +∇f(xk)T (xk+1 − xk) + L

2 ||xk+1 − xk||2

= f(xk)−∇f(xk)T ( 1
L
∇f(xk)) + L

2 ||
−1
L
∇f(xk)||2

= f(xk)− 1
L
||∇f(xk)||2 + 1

2L
||∇f(xk)||2

= f(xk)− 1
2L
||∇f(xk)||2

Portanto,
f(xk)− f(xk+1) ≥ 1

2L
∥∇f(xk)∥2

Teorema 3.1.2. [11, p. 30] Seja f : Rn → R uma função convexa e
diferenciável com constante de Lipschitz L > 0 para o gradiente. Seja
x∗ um minimizador de f em Rn. Então, para todo k ≥ 1

f(xk)− f(x∗) ≤ L∥x0 − x∗∥2

2k

Demonstração. Como f tem gradiente Lipschitz de constante L > 0,
da Proposição 2.1.2 temos

f(xk+1) ≤ f(xk) +∇f(xk)T (xk+1 − xk) + L

2 ||xk+1 − xk||2
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Usando o Lema 2.2.1 com y = x∗ e x = xk

f(x∗) ≥ f(xk) +∇f(xk)T (x∗ − xk)

Dessa forma,

f(xk+1) ≤ f(x∗)−∇f(xk)T (x∗−xk)+∇f(xk)T (xk+1−xk)+L

2 ||xk+1−xk||2

Como xk+1 = xk − 1
L∇f(xk), então

f(xk+1)− f(x∗) ≤ L(xk − xk+1)T (x∗ − xk+1) + L

2 ||xk+1 − xk||2

Após manipulações algébricas com produto interno, chegamos à

f(xk+1)− f(x∗) ≤ L

2 ||xk+1 − x∗||2 − L

2 ||xk − x∗||2

Observe que se tomamos k = 0 temos

f(x1)− f(x∗) ≤ L

2 ||x1 − x∗||2 − L

2 ||x0 − x∗||2

Se k = 1 temos

f(x2)− f(x∗) ≤ L

2 ||x2 − x∗||2 − L

2 ||x1 − x∗||2

E se fizermos o procedimento até k, temos

f(xk)− f(x∗) ≤ L

2 ||xk − x∗||2 − L

2 ||xk−1 − x∗||2

Somando as k inequações teremos

k[f(xk)− f(x∗)] ≤ L

2 ||xk − x∗||2 − L

2 ||x0 − x∗||2

Usando o fato de que {f(xk)} é decrescente (Proposição 3.1.1), obte-
mos

f(xk)− f(x∗) ≤ L

2
||x0 − x∗||2

k

O resultado acima mostra que o método de Cauchy precisa de
O(k−1) iterações para obter f(xk)− f(x∗) < ε, quando f é convexa.
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3.2 Método de Nesterov

Conhecido como gradiente acelerado de Nesterov, esse método
possui a melhor taxa de convergência para métodos de primeira ordem
[12]. O método foi descrito por Yuri Nesterov em um artigo de 1983.

A partir de um ponto inicial x0 ∈ Rn, θ0 = 1, v0 = x0, o
processo iterativo é definido por:

Se k ≥ 1 : escolha θk ∈ (0, 1) tal que (1− θk) tk

θ2
k

≤ tk − 1
θ2

k−1

yk = (1− θk) xk + θkvk

xk+1 = yk − tk∇f (yk)

vk+1 = xk + 1
θk

(xk+1 − xk)
(12)

Neste método, em vez de xk, o gradiente é avaliado em um
ponto yk, que é a combinação convexa de xk com uma extrapolação de
xk−1 ao longo da direção xk − xk−1. O parâmetro θk ∈ (0, 1) controla
tanto esta combinação convexa quanto o passo de extrapolação e, por
questões de convergência que veremos mais a frente, deve satisfazer a
condição da primeira linha de (12).

É possível descrever a iteração do método sem o termo vk. Neste
caso, yk pode ser escrito da forma yk = xk + βk(xk − xk−1) em que
βk = θk(θ−1

k−1 − 1).
Assim como no método de Cauchy, o tamanho de passo tk no

método de Nesterov pode ser calculado de diferentes maneiras, entre
elas destacamos:

• Passo pré-definido: 1
L , com L > 0 constante de Lipschitz para

∇f(x);

• Busca linear inexata (ou Backtracking): Escolher tk > 0 que
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satisfaça a condição [3]:

f(yk − tk∇f(yk)) ≤ f(yk)− tk

2 ||∇f(yk)||2 (13)

Uma possível escolha de θk, satisfazendo a condição imposta
em (12), é dada por θk = 2/(k + 2), que leva ao Algoritmo 3.

Algoritmo 3: Gradiente Acelerado de Nesterov
Entrada: x0 ∈ Rn, ε > 0, N ∈ Z+.
Inicialização: Faça k = 0, θ0 = 1, v0 = x0 e y0 = x0
Enquanto: ||∇f(xk)|| > ε e k ≤ N

Passo 1: Faça θk = 2
k+2 e yk = (1− θk)xk + θkvk

Passo 2: Faça tk = 1/L (ou determine tk satisfazendo (13))
Passo 3: Atualize xk+1 = yk − tk∇f(yk)
Passo 4: Calcule vk+1 = xk + 1

θk
(xk+1 − xk), k ← k + 1 .

Retorne: xk

O resultado a seguir estabelece a taxa de convergência O(k−2)
para o método de Nesterov com tamanho de passo pré-definido.

Teorema 3.2.1. Seja f convexa com gradiente Lipschitz. A iteração
do método de Nesterov com tamanho de passo constante tk = t ∈(

0,
1
L

]
e com θk = 2

k + 2 satisfaz, para todo k ≥ 1

f(xk)− f(x∗) ≤ 2
(k + 1)2t

||x0 − x∗||2.

Demonstração. Seja xk+1 = yk − t∇f (yk). Como 0 < t < 1/L, então
segue do Proposição 2.1.2

f(xk+1) ≤ f(yk) +∇f(yk)T (xk+1 − yk) + 1
2t
||xk+1 − yk||2 (14)

Como f é convexa, temos do Lema 2.2.1 que para qualquer z ∈ Rn:

f(yk)− f(z) ≤ ∇f(yk)T (yk − z) (15)
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Combinando (14) e (15), e usando o fato que∇f (yk) = − 1
t (xk+1 − yk)

obtemos,

f(xk+1) ≤ f(z) + 1
t
(xk+1 − yk)T (z − xk+1) + 1

2t
||xk+1 − yk||2. (16)

Iremos avaliar (16) para z = x∗ e z = xk e considerar a combinação
convexa com pesos {θ, 1− θ}. Com isso, teremos

θ(f(xk+1)−f(x∗))+(1−θ)(f(xk+1)−f(x))≤ 1
t (xk+1−y)T (θxk+1(1−θ)x−xk+1)+

+ 1
2t ||xk+1−y||2

e simplificando,

f(xk+1)−f(x∗)−(1−θ)(f(x)−f(x∗))≤ 1
2t [||θxk+1+(1−θ)x−y||2

−||θxk+1+(1−θ)x−xk+1||2].

Sabemos, pelo processo iterativo, que yk = (1− θ)xk + θvk. Logo

f(xk+1)−f(x∗)−(1−θ)(f(xk)−f(x∗)) ≤ θ2
k

2t
[||x∗−vk||2−||x∗−vk+1||2]

Reorganizando para colocar as iterações k + 1 em um lado da desi-
gualdade e as iterações k no outro lado, obtemos

t

θ2
k

(f(xk+1)−f(x∗))+ 1
2 ||x∗−vk+1||2≤ (1−θk)t

θ2
k

(f(xk)−f(x∗))+ 1
2 ||x∗−vk||2

Agora, usando fato de que (1−θk)tk

θ2
k

≤ tk−1
θ2

k−1
, teremos

t

θ2
k

(f(xk+1)−f(x∗))+ 1
2 ∥x∗−vk+1∥2≤ t

θ2
k−1

(f(xk)−f(x∗))+ 1
2 ∥x∗−vk∥2

A desigualdade acima nos diz que a quantidade de

Vk = t

θ2
k−1

(f(xk)− f(x∗)) + 1
2∥x

∗ − vk∥2
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é não-crescente com k. Assim temos Vk ≤ Vk−1 ≤ · · · ≤ V1 que resulta
em

t

θ2
k

(f(xk+1)−f(x∗))+ 1
2 ∥x∗−vk+1∥2 ≤ t

θ2
0

(f(xk)−f(x∗))+ 1
2 ∥x∗−vk∥2

≤ t

θ2
k−1

(f(xk)−f(x∗))+ 1
2 ∥x∗−vk∥2

= 1
2 ∥x∗−x0∥2.

Portanto, f(xk)− f(x∗) ≤ θ2
k−1
2t ||x0 − x∗||2, e com θk−1 = 2

k+1 temos
que f(xk)− f(x∗) ≤ 2

(k+1)2t ||x0 − x∗||2.

Perceba que através do teorema acima no método de Nesterov
é possível que ocorra f(xk+1) > f(xk), ao contrário do método de
Cauchy. No entanto, a demonstração acima nos mostra que uma de-
terminada combinação de f(xk)−f(x∗) e ∥x∗−vk∥2 diminui ao longo
das iterações.

Ainda, em comparação com o método de Cauchy, este último
possui taxa de convergência O(k−1) enquanto o Teorema 3.2.1 mostra
a taxa O(k−2) para o método de Nesterov. Assim, a medida que k

aumenta, o limitante superior para a diferença f(xk)− f(x∗) irá para
zero mais rapidamente no método de Nesterov que no método de
Cauchy. É mencionado na literatura que este limitante do método de
Nesterov é ótimo dentre métodos de primeira ordem. Mais evidência da
taxa de convergência do método de Nesterov será obtida na Seção 5.4
do Capítulo 5.

3.3 Método do Gradiente Espectral

Introduzido por Barzilai e Borwein [1], este método considera
como direção de busca dk = −λ−1

k ∇f(xk), de modo que a iteração é
dada por

xk+1 = xk − tkλ−1
k ∇f(xk)
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em que o escalar

λk = max
{

δmin, min
{

δmax,
(xk − xk−1)T (∇f(xk)−∇f(xk−1))

(xk − xk−1)T (xk − xk−1)

}}
é conhecido na literatura como parâmetro espectral e 0 < δmin <

δmax <∞ são salva-guardas para evitar que este fique muito grande
ou muito próximo de zero.

O λk recebe este nome pois a razão que aparece envolvendo a
diferença dos gradientes e diferença dos iterados é um quociente de
Rayleigh para uma “Hessiana média”[1]. Mais ainda, essa razão é uma
estimativa da curvatura de f ao longo da direção xk − xk−1.

Neste método é utilizada a busca linear não-monótona proposta
por Grippo et al. [15] que foi discutida na Seção 2.3.1.3. De fato, Bar-
zilai e Borwein observaram que essa nova escolha de tamanho de passo
exige menos trabalho computacional e que também acelera a conver-
gência do método do gradiente espectral para funções quadráticas
convexas.

Para este método de gradiente espectral com busca não-monótona
é possível provar que para ε ∈ (0, 1], f convexa e com gradiente Lips-
chitz, temos que f(xk)− f(x∗) ≤ ε, em no máximo O(ε−1) iterações.
Esta análise, baseada no trabalho [5], é apresentada em detalhes no
próximo capítulo.

A seguir, apresentamos o algoritmo associado ao Método do
Gradiente Espectral.
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Algoritmo 4: Gradiente Espectral
Entrada: x0 ∈ Rn, 0 < δmin < δmax, ε, t̄0 > 0, β, ρ ∈ (0, 1),

1 ≤M , N ∈ Z+
Inicialização: Faça k = 0, λ0 = 1.

Passo 1: Se ||∇f(xk)|| ≤ ε ou k > N , pare.
Passo 2: Se k ≥ 1, defina sk = xk − xk−1 e

gk = ∇f(xk)−∇f(xk−1) e calcule

λk = max
(

δmin, min
(

δmax,
sT

k gk

sT
k sk

))
Passo 3: defina dk = −λ−1

k ∇f(xk), t = t̄0 e

fmax = max{f(xk−j)|0 ≤ j ≤ min(k, M)}

Passo 4: Se: f(xk + tdk) < fmax + ρt∇f(xk)T dk, então
defina tk ← t.

Do contrário: Calcule t← tβ e retorne ao Passo 4
Passo 5 Atualize xk+1 = xk + tkdk, t0 = tk/β, k ← k + 1 e

vá para o Passo 1.
Retorne: xk
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4 Complexidade de Pior caso do Método do Gradiente Espectral

Diferente das variações do método de Cauchy que estudamos
até aqui, nas quais a busca linear usada garante um decréscimo monó-
tono no valor da função objetivo, vimos que no método de gradiente
espectral é utilizada uma busca não-monótona. Com isso, precisamos
de uma teoria diferente para estabelecer a complexidade de iteração
do gradiente espectral com busca não-monótona.

Neste capítulo faremos um estudo sobre a complexidade de pior
caso de métodos de direções de descida que usam busca linear não-
monótona para determinar o tamanho de passo. Todos os resultados
aqui apresentados são dos trabalhos de Grapiglia e Sachs [5] e Sachs
e Sachs [15]. Este estudo permitirá estabelecer a complexidade de
iteração para o gradiente espectral, visto como um caso particular de
um algoritmo mais geral.

Considere o protótipo de algoritmo listado no Algoritmo 5.

Algoritmo 5: Algoritmo de descida com busca não-
monótona

Entrada: x0 ∈ Rn, t0 > 0, β, ρ ∈ (0, 1) e ν0 > 0
Inicialização: Faça k = 0.
Passo 1: Calcule uma dk tal que ∇f(xk)T dk < 0 para f a
partir de xk

Passo 2: Encontre o menor inteiro lk ≥ 0 tal que

f(xk + tkβlk dk) ≤ f(xk) + ρtkβlk∇f(xk)T dk + νk (17)

Passo 3: Calcule νk+1 ≥ 0, faça xk+1 = xk + tkβlk dk,
tk+1 = tkβlk−1 , k ← k + 1 e vá para o Passo 1.

A busca (17) que vamos considerar para provar a complexidade
de iteração do Algoritmo 5 é mais geral do que a busca (9) no sentido
que (9) é um caso particular de (17) para uma escolha adequada para
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a sequência νk [5] e, por consequência, o Algoritmo 4 pode ser visto
como um caso particular do Algoritmo 5.

O Algoritmo 5 proposto em [5], é um algoritmo de descida com
busca não-monótona um pouco diferente da busca de Grippo et. al
[6], e permite a não monotonia através da sequência de parâmetros
positivos {νk}.

Para analisarmos a complexidade do Algoritmo 5, inicialmente
faremos uma estimativa do tamanho de passo tk através do seguinte
lema.

Lema 4.0.1. [5, Lema 2] Seja f : Rn → R com gradiente Lipschitz
de constante L > 0. Suponha que existam 0 < δmin < δmax <∞, tais
que, para todo k,

∇f(xk)T dk ≤ −δmin∥∇f(xk)∥2 e ∥dk∥ ≤ δmax∥∇f(xk)∥.

Então
tk ≥ min

{
t0,

2(1− ρ)δmin

Lδ2
max

}
≡ t̄. (18)

Demonstração. Faremos a demonstração desse lema por indução para
lk. Assuma a validade de (18) para um k arbitrário. Veja que tk+1 =
tkβlk−1. Para lk = 0, obtemos

tk+1 ≥ tkβ−1 ≥ tk ≥ t̄.

Agora, para lk ≥ 1 por (17) e pela definição de tk+1, obtemos

f(xk + tk+1dk)− f(xk) > ρtk+1∇f(xk)T dk + νk (19)

Por outro lado, como f tem gradiente Lipschitz, temos

f(xk + tk+1dk)− f(xk) ≤ tk+1∇f(xk)T dk +
Lt2

k+1
2 ∥dk∥2

Disto e por (19), obtemos

ρtk+1∇f(xk)T dk + νk ≤ tk+1∇f(xk)T dk +
Lt2

k+1
2 ∥dk∥2
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Dividindo a expressão acima por tk+1 e simplificando, temos

ρ∇f(xk)T dk + vk

tk+1
≤ ∇f(xk)T dk + Ltk+1

2 ∥dk∥2

vk

tk+1
≤ (1− ρ)∇f(xk)T dk + Ltk+1

2 ∥dk∥2

vk

tk+1
≤ 2∇f(xk)T dk(1− ρ) + Ltk+1∥dk∥2

2
2vk ≤ tk+1[2(1− ρ)∇f(xk)T dk + Ltk+1∥dk∥2]

2vk

L∥dk∥2tk+1
≤ 2(1− ρ)∇f(xk)T dk

L∥dk∥2 + tk+1

Assim, podemos fazer uma estimativa de tk+1 da forma

tk+1 ≥
2(1− ρ)

L

(
−∇f(xk)T dk

∥dk∥2

)
+ 2vk

L∥dk∥2tk+1

≥ 2(1− ρ)δmin

Lδ2
max

.

Com este resultado auxiliar, já podemos apresentar um resul-
tado de complexidade para funções f com gradiente Lipschitz, não
necessariamente convexas. Nestes casos, em vez de determinar o nú-
mero máximo de iterações para obter f(xk) − f(x∗) < ε, queremos
garantir que ∥∇f(xk)∥ < ε.

Teorema 4.0.2. [5, Teorema 1] Seja f : Rn → R continuamente
diferenciável e com gradiente Lipschitz, com L > 0. Suponha que
existam 0 < δmin < δmax <∞ tais que, para todo k,

∇f(xk)T dk ≤ −δmin∥∇f(xk)∥2 e ∥dk∥ ≤ δmax∥∇f(xk)∥.

Além disso, assuma que existe fmin ∈ R tal que f(x) ≥ fmin,∀x ∈ Rn

e a sequência {νk} é somável. Sob tais hipóteses, dado ε ∈ (0, 1] o
algoritmo leva no máximo O(ε−2) iterações para que possa garantir
∥∇f(xk)∥ ≤ ε.
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Demonstração. Manipulando a expressão (17) do algoritmo, temos

νk + f(xk)− f(xk+1) ≥ ρtkβlk (−∇f(xk)T dk)

Usando as hipóteses sobre dk, reescrevemos a expressão acima da
forma

νk + f(xk)− f(xk+1) ≥ ρtk+1βδmin∥∇f(xk)∥2. (20)

Seja j1 < +∞ a primeira iteração a satisfazer ∥∇f(xk)∥ ≤ ε. Assim,
∥∇f(xk)∥ > ε, para k = 0, 1, ..., j1. Logo, segue de (20) que

νk + f(xk)− f(xk+1) ≥ kcε2

em que kc é dado por

kc = min
{

ρβt0δmin,
2βρ(1− ρ)δ2

min
Lδ2

max

}
Disto, do fato de f ser limitada inferiomente e de νk ser somável,
obtemos

(j1 + 1)kcε2 =
j1∑

k=0
kcε2

≤
j1∑

k=0
(νk + f(xk)− f(xk+1)

= f(x0)− f(xk+1) +
j1∑

k=0
νk

≤ f(x0)− fmin +
∞∑

k=0
νk.

Portanto, segue que j1 + 1 ≤
(

f(x0)−fmin+
∑∞

k=0
νk

kc

)
ε−2.

Agora veremos que se além das hipóteses acima f também for
convexa, com valor ótimo f(x∗), então o número máximo de iterações
para obter f(xk)− f(x∗) < ε é O(ε−1).
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Teorema 4.0.3. [5, Teorema 2] Seja f : Rn → R convexa e conti-
nuamente diferenciável, com gradiente Lipschitz de constante L > 0.
Assuma que existam 0 < δmin < δmax <∞, tais que, para todo k,

∇f(xk)T dk ≤ −δmin∥∇f(xk)∥2 e ∥dk∥ ≤ δmax∥∇f(xk)∥.

Seja x∗ ∈ Rn o minimizador global de f . Então, para ε ∈ (0, 1], o
algoritmo leva[(

(βt̄)−1∥x0 − x∗∥2 + ρ−1δmax[(f(x0)− f(x∗)) + (
∑+∞

k=0 νk)]
2δmin

)
ε−1

]

iterações para garantir f(xk)− f(x∗) ≤ ε.

Demonstração. Lembrando de (20) que

vk + f(xk)− f(xk+1) ≥ ρβδmintk+1∥∇f(xk)∥2.

Assim, temos que

tk+1∥∇f(xk)∥2 ≤ f(xk)− f(xk+1) + vk

ρβδmin
(21)

Suponha que j1 < +∞ seja o primeiro índice tal que f(xj1)−f(x∗) ≤ ε.
Logo, f(xk)− f(x∗) > ε, para k = 0, 1, . . . , j1 − 1.

Veja que, de (21) obtemos

j−1∑
k=0

tk+1∥∇f(xk)∥2 ≤
f(x0)− f(x∗) + (

∑∞
k=0 vk)

ρβδmin
(22)

Por outro lado,

∥xk+1−x∗∥2 =∥(xk−x∗)−tk+1βλk∇f(xk)∥2

=∥xk−x∗∥2−2tk+1λkβ(xk−x∗)T ∇f(xk)+t2
k+1β2λ2∥∇f(xk)∥2

≤∥xk−x∗∥2−2tk+1λkβ(f(xk)−f(x∗))T ∇f(xk)+t2
k+1β2λ2∥∇f(xk)∥2
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em que a última desigualdade segue do fato de f ser convexa. Dessa
forma,

f(xk)−f(x∗)≤ 1
2δminβt̄

(∥xk−x∗∥2−∥xk+1−x∗∥2)+ δmaxβ
2 tk+1∥∇f(xk)∥2.

Fazendo a soma dessas desigualdades para k = 0, 1, . . . , j1−1 e usando
(22) conseguimos

j1−1∑
k=0

(f(xk)− f(x∗)) ≤ (βt̄)−1∥x0−x∗∥2+ρ−1δmax[f(x0)−f(x∗)+(
∑+∞

k=0
vk)]

2δmin

Disto e pelo fato de f(xk)− f(x∗) > ε, concluímos que

j1ε ≤
(βt̄)−1∥x0 − x∗∥2 + ρ−1δmax[f(x0)− f(x∗) + (

∑+∞
k=0 vk)]

2δmin

ou seja,

j1 ≤

(
(βt̄)−1∥x0 − x∗∥2 + ρ−1δmax[f(x0)− f(x∗) + (

∑+∞
k=0 vk)]

2δmin

)
ε−1.

Note que as constantes que multiplicam ε−2 e ε−1 nos resutados
acima dependem de

∑∞
k=0 vk. Tais constantes poderiam ser menores

se um decréscimo no valor da função for imposto a cada iteração
(νk = 0). No entanto, uma vantagem de não exigir um comporta-
mento monótono das iterações externas é que as iterações internas
(backtracking) devem terminar em um estágio anterior [5].

O teorema seguinte nos dá uma estimativa para o número total
de avaliações de funções após k ≥ 1 iterações.

Teorema 4.0.4. Considere as mesmas hipóteses do Teorema 4.0.3.
Seja Nk o número total de avaliações da função após k ≥ 1 iterações
do algoritmo. Então

Nk ≤ 2(k + 1) + (log β)−1[log(t̄)− log(t0)]. (23)
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Demonstração. Por definição de tk+1 no algoritmo e aplicando as
propriedades de logaritmo, obtemos

tk+1 = βlk−1tk

log(tk+1) = (lk − 1) log(β) + log(tk)

(lk − 1) log β = log(tk+1)− log(tk)

lk − 1 = (log β)−1[log(tk+1)− log(tk)]

lk − 1 + 2 = 2 + (log β)−1[log(tk+1)− log(tk)]

lk + 1 = 2 + (log β)−1[log(tk+1)− log(tk)]

Percebe-se que, a cada iteração do algoritmo lk + 1 avaliações da
função são necessárias. Assim, o número total de avalições de função
após k ≥ 1 iterações satisfaz a relação

Nk =
k∑

i=0
(li + 1)

≤ 2(k + 1) + (log β)−1[log(tk+1)− log(t0)]

≤ 2(k + 1) + (log β)−1[log(t̄)− log(t0)]

Os resultados neste capítulo mostram que o Algoritmo 5 possui
complexidade de iteração O(ε−1) quando f é convexa e com gradiente
Lipschitz. Em outra palavras, uma estimativa do número de iterações
necessárias para obter f(xk) − f(x∗) < ε é de no máximo O(k−1).
Note que a complexidade de iteração para o método do gradiente
espectral é a mesma complexidade no método de Cauchy.

Como o Algoritmo 4 é um caso particular do Algoritmo 5,
segundo [5], podemos dizer o que o método do gradiente espectral tem
taxa de convergência de O(k−1).
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5 Experimentos Numéricos

Para avaliar o desempenho prático dos métodos, neste capítulo,
apresentaremos experimentos numéricos envolvendo funções quadráti-
cas com Hessiana simétrica definida positiva com dimensão variando
de 2 a 5000. Apresentaremos também a “pior função do mundo” a fim
de evidenciar a performance de pior caso dos métodos.

5.1 Detalhes de implementação

Todos os algoritmos dos métodos apresentados foram implemen-
tados em linguagem Matlab R2013a, e todos os testes foram realizados
em um Notebook Acer, 32GB RAM, processador Intel core i3, sistema
operacional Windows 10.

Para todos os algoritmos, definimos como ponto inicial o vetor
x0 = (1, 1, . . . , 1)T ∈ Rn. Os critérios de parada utilizados foram:

• ∥∇f(xk)∥ < 10−6.

• número máximo de iterações 105.

Se a execução for interrompida por ter atingido o número má-
ximo de iterações, consideramos um insucesso.

Na implementação do Algoritmo 2, consideramos dois tamanhos
de passo: busca linear exata (veja Seção 2.3.1.1)

tk = ∇f(x)T∇f(x)
∇f(x)T A∇f(x)

e tamanho de passo pré-definido tk = 1
L , em que L > 0 é a constante

de Lispchitz do gradiente.
Na implementação do Algoritmo 3, definimos os parâmetros

iniciais θ0 = 1, v0 = x0 e y0 = x0 e consideramos como estratégias de
tamanho de passo tk = 1

L e o procedimento de backtracking de modo



58 Capítulo 5. Experimentos Numéricos

a satisfazer (13) com passo tentativo inicial t0 = 1 e fator de redução
de passo β = 0, 8.

Por sua vez, na implementação do Algoritmo 4, utilizamos
como parâmetros δmin = 10−10, δmax = 1010, λ0 = 1. Definimos como
parâmetro da busca linear não-monótona M = 10, valor de passo
inicial t̄0 = 1, β = 0, 8 e ρ = 0, 5.

5.2 Funções Quadráticas

Para problemas testes, foram consideradas funções quadráticas
com Hessiana simétrica positiva definida da forma f(x) = 1

2 xT Ax.
Com o objetivo de gerar a matriz A simétrica positiva definida

com autovalores positivos, geramos inicialmente uma matriz aleatória
M ∈ Rn×n com entradas aleatórias de uma distribuição normal pa-
drão. A seguir, ortonormalizamos as colunas dessa matriz utilizando
o processo de Gram-Schmidt e obtemos a matriz P ∈ Rn×n.

Definimos uma matriz diagonal D ∈ Rn×n tal que Dii = λi em
que λi > 0, i = 1, 2, . . . , n serão os autovalores de A. Assim, obtemos

A = PDP T .

Note que, ∇f(x) = Ax. Para estimar a constante de Lispchitz
utilizamos

∥∇f(x)−∇f(y)∥ = ∥Ax−Ay∥ ≤ ∥A∥∥x− y∥,

em que ∥.∥ denota a normal - 2 e norma matricial induzida.

5.3 Resultados dos testes

A fim de estudar a performace dos algoritmos, para cada di-
mensão de problema teste consideramos três diferentes distribuições
de autovalores que vamos descrever abaixo.
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Na distribuição que chamaremos de av1 os autovalores são da
seguinte forma λi = i, para i = 1, . . . , n. Na distribuição av2, os
autovalores são do tipo λi = 1, para i = 1, . . . , n − 1 e λn = 2n − 3
e para a distribuição av3 os autovalores são da forma λi = γi, em
que γi é um número aleatório segundo uma distribuição uniforme no
intervalo [0, 1].

Essa escolha de distribuições de autovalores se deu pelo fato de
que métodos de tipo gradiente são fortemente afetados pelo número
de condição da Hessiana da função quadrática. Neste caso, como A é
simétrica, positiva definida, o número de condição é quociente entre
o maior e o menor autovalor da matriz.

Nas tabelas de 1 a 3, apresentamos a média de iterações (sobre
5 exemplares) para cada variação dos métodos estudados.

Método Cauchy Método Nesterov Gradiente Espectral

n 1/L Busca Exata 1/L Backtracking Não-monótona

2 13,4 9,2 15,4 2,4 4

5 41,4 34,4 35 20,8 19,4

10 85 64,6 62,2 33,6 29,2

50 379,8 337,8 213 187,4 71,6

100 826,6 716,4 321 359,2 133

500 4387 3318,6 1279,4 1047 349,4

1000 13459 6635,3 4791,6 2985,2 546

5000 71276,8 25783,5 8543 6752 1692

Tabela 1 – Média das iterações com autovalores av1.
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Método Cauchy Método Nesterov Gradiente Espectral

n 1/L Busca Exata 1/L Backtracking Não-monótona

2 1 1 1 6,2 4

5 78,6 28,8 42 33,8 9,4

10 246,4 26,4 105 29,6 9

50 1520,6 80,2 316 449,2 13,2

100 3167,2 784 495 895,4 12,8

500 16862 155 1611 257,6 10

1000 34478,2 72,2 2842 857,8 50

5000 49521,6 998,5 5103 1789,4 352

Tabela 2 – Média das iterações com autovalores av2.

Método Cauchy Método Nesterov Gradiente Espectral

n 1/L Busca Exata 1/L Backtracking Não-monótona

2 17,4 6,2 13 16,8 5

5 62,4 44,2 29,6 26 16,8

10 178,4 102,6 47 33,6 28,7

50 675,8 2241 88,4 78 49,1

100 15376 5081 143,4 381,6 156

500 6113,6 2298,2 203 647 98,5

1000 11218,8 7249,4 269,2 347 201

5000 62181,8 15875 399,8 284 187

Tabela 3 – Média das iterações com autovalores av3.

Os resultados numéricos indicam que o método de gradiente
espectral, em média, alcança o primeiro critério de parada em menos
iterações que os demais.
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Considerando os resulatdos obtidos, a seguir, a Figura 4 ilustra
o valor f(xk) em função do número de iterações para um problema
com n = 100 e distribuição de autovalores av1.

Figura 4 – Desempenho dos métodos

Neste gráfico observa-se que todos os métodos foram capazes de
reduzir o valor funcional até próximo do valor ótimo f(x∗) = 0. Ainda,
observa-se que os métodos de Cauchy garantem um decrescimento
monótono da função, em oposição aos métodos de Nesterov e gradiente
espectral. É curioso notar que, apesar de possuir taxa de convergência
ótima O(1/k2), o método de Nesterov foi superado pelo gradiente
espectral nos testes que realizamos.

5.4 A pior função do mundo de Nesterov

Fixando L > 0, considere a seguinte família de funções qua-
dráticas fq : Rn → R definidas por Nesterov (veja, [11, Página 59]),
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como

fq(x) = L

4

{
1
2

[
x2

1 +
q−1∑
i=1

(xi − xi+1)2 + x2
q

]
− x1

}
(24)

= L

4

(
1
2xT Aqx− eT

1 x

)

em que 1 ≤ q ≤ n, e1 é vetor canônico cuja a primeira entrada é 1 e
Aq é uma matriz tridiagonal da forma

Aq =



2 −1
−1 2 −1 0q,n−q

−1 2
. . . . . . . . .

−1 2 −1
−1 2

0n−q,q 0n−q,n−q



Note que (24) é quadrática que possui termos mistos. Além
disso, o vetor gradiente é dado por ∇fq(x) = Aqx−e1 e o minimizador
de fq é dado por

x∗
q =

1− i
q+1 , i = 1, . . . , q,

0, q + 1 ≤ i ≤ n.



5.4. A pior função do mundo de Nesterov 63

Também podemos calcular explicitamente o valor ótimo

fq(x∗
q) = L

4

{
1
2

[
x∗2

1 +
q−1∑
i=1

(x∗
i − x∗

i+1)2 + x∗2
q

]
− x∗

1

}

= L

4

(
1
2x∗T Aqx∗ − eT
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)

= L

4

(
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2eT
1 x∗

)
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8 eT
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8

(
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)
Em [11, Teorema 2.1.7, p.61]), Nesterov mostra que para 1 ≤

q ≤ 1
2 (n−1), x0 = 0 ∈ Rn, para métodos de primeira ordem da forma

xk ∈ x0 + span{∇f(x0), . . . ,∇f(xk−1)},

a função f(x) = f2q+1(x) é tal que

f(xk)− f(x∗) ≥ 3
32L∥x0 − x∗∥2 1

(k + 1)2 , (25)

∥xk − x∗∥2 ≥ 1
8∥x0 − x∗∥2

para k ≤ q.
Para os experimentos numéricos da função (24) consideramos

L = 4 e os critérios de parada foram os mesmos utilizados na Seção
5.1.

Para avaliar os métodos, consideramos dimensão n = 2001 e
q = 1000 e o ponto inicial foi x0 = 0 ∈ Rn.

Métodos tk k ∥∇f(xk)∥

Cauchy 1/L 100000 1,58e-04
Nesterov 1/L 18110 9,99e-07

Grad. Espectral BNM 54058 9,99e-10
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Tabela 4 – Resultado obtido com a pior função do mundo

O gráfico da Figura 5 ilustra o desempenho dos métodos quando
testamos na função (24).

Figura 5 – Desempenho de pior caso

Assim, existem funções quadráticas convexas, como a pior fun-
ção do mundo, para as quais métodos de descida com direção de busca
sendo um múltiplo de−∇f(xk) não atingem a taxa de convergência
ótima de O(1/k2), como no método de Nesterov.
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6 Considerações finais e trabalhos futuros

Neste trabalho foi apresentado um estudo sobre métodos de
primeira ordem, que a cada iteração usam apenas informação de∇f(x)
em pontos do segmento xk−1, xk e uma análise de complexidade de
iterações de tais métodos. Foram considerados os métodos de Cauchy,
Nesterov e gradiente espectral, com diferentes esquemas de busca
linear e seu desempenho prático investigado.

Para isso realizamos experimentos numéricos considerando pro-
blemas irrestritos em funções quadráticas com Hessiana simétrica
positiva definida. De acordo com os resultados numéricos, na média,
o método de gradiente espectral com busca não-monótona mostrou
um desempenho melhor que os demais.

Por outro lado, nos testes feitos a “pior função do mundo”,
tanto o método de Cauchy quanto o gradiente espectral tiveram seu
comportamento ditado pela desigualdade (25) e o melhor desempenho
do método de Nesterov neste caso ficou evidente.

Como trabalhos futuros, gostaríamos de estender o estudo numé-
rico realizado para funções convexas mais gerais e considerar alguma
aplicação em problemas reais, por exemplo, problemas de ajustes de
curvas.
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