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RESUMO

Neste trabalho foram desenvolvidos dois frameworks para a solu¢ao de problemas no
campo do Machine Learning Quantico. O primeiro trabalho atuou no campo da compu-
tacao classica com um conjunto de dados quéntico. Foi apresentada uma abordagem
baseada em Machine Learning Automatico para classificar estados aleatérios de dois
qutrits como separavel ou emaranhado mesmo quando o critério de Perez-Horodecki
falha. O framework foi aplicado com sucesso utilizando dados suficientes para reali-
zar uma tomografia de estados quéanticos completa e sem nenhuma medida direta de
emaranhamento. Adicionado a isso, foi estimado a Robustez Generalizada de emara-
nhamento através de técnicas de regressao e utilizada para validar nosso classificador.
O segundo trabalho atuou no campo da computagdo quantica com conjunto de da-
dos classicos. Foi proposto um algoritmo hibrido baseado em Machine Learning para
encontrar a uma solucédo aproximada para uma equacao diferencial parcial com boa
precisdo e escala favoravelmente com o numero de qubits requeridos. A componente
classica consiste no treinamento de diversos regressores (weak-learners), capazes
de solucionar aproximadamente a equacao diferencial utilizando Machine Learning. A
componente quantica consiste em adaptar o algoritmo QBoost para solucionar pro-
blemas de regressao para criar um ensemble de learners classicos. O framework foi
aplicado com sucesso para solucionar a equagao de Burgers 1D com viscosidade, mos-
trando que o método de ensemble quéantico realmente melhora a solugcdo produzida
pelos weak-learners classicos. O algoritmo foi implementado nos computadores quan-
ticos da empresa D-Wave Systems Inc., confirmando a boa performance da solucao
quantica comparada aos métodos de Simulated anneling e Exact Solver.

Palavras-chave: AutoML. Emaranhamento. PPT. Ensemble. Simulated annealing. Quan-
tum annealing. EDP.



ABSTRACT

In this work, two frameworks for solving problems in the field of Quantum Machine
Learning were developed. The first work acted in the field of classical computing with a
quantum dataset. An approach based on Automated Machine Learning was presented
to classify random states of two qutrits as separable or entangled even when the Perez-
Horodecki criterion fails. The framework was successfully applied using enough data
to perform a complete quantum state tomography and without any direct measurement
of entanglement. Added to this, the Generalized Robustness of entanglement was esti-
mated through regression techniques and used to validate our classifier. The second
work is based on the field of quantum computing with classical datasets. A hybrid al-
gorithm based on Machine Learning was proposed to find an approximate solution to
a partial differential equation with good accuracy and scales favorably with the num-
ber of qubits required. The classic component consists of training several regressors
(weak-learners), capable of approximately solving the differential equation using Ma-
chine Learning. The quantum component consists of adapting the QBoost algorithm to
solve regression problems to create an ensemble of classical learners. The framework
was successfully applied to solve the 1D Burgers equation with viscosity, showing that
the quantum ensemble method actually improves the solution produced by classical
weak-learners. The algorithm was implemented in the quantum computers of the com-
pany D-Wave Systems Inc., confirming the good performance of the quantum solution
compared to the Simulated anneling and Exact Solver methods.

Keywords:AutoML. Entanglement. PPT. Ensemble. Simulated annealing. Quantum
annealing. PDE.
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1 INTRODUGAO

Nos ultimos 30 anos, devido ao crescimento do poder computacional e a dis-
ponibilidade de uma vasta quantidade de dados, o ML (ML, aprendizado de maquina)
experimentou um crescente sucesso na resolucao de problemas, com aplicacdes indo
da visdo computacional (KRIZHEVSKY et al., 2017) a jogar jogos complexos do con-
sole Atari (MNIH et al., 2013) ou jogos tradicionais como Go (SILVER et al., 2016).
Entretanto, nos ultimos anos surgiram desafios que podem botar um fim nesta revolu-
cao. Os dois principais desafios sdo o aumento significativo do tamanho dos conjuntos
de dados disponiveis e o final da lei de Moore (MARKQOV, 2014). Enquanto novos
desenvolvimentos nas arquiteturas de hardware, como as unidades de processamento
graficas (GPU) ou as unidades de processamento tensorial (TPU), habilitam melhoras
na performance em ordens de magnitude comparadas a unidade de processamento
central (CPU), elas ndo conseguem suportar uma melhora ainda maior, ja que elas
encontraram suas limitagdes fisicas. Elas ndo oferecem mais uma solugao estrutural
para o problema proposto e novas solu¢des sao requisitadas.

Por outro lado, uma nova tecnologia vem alcangando a maturidade lentamente.
A computacédo quéantica, uma forma de computacdo que faz uso de fenémenos da
mecanica quantica, como a superposicao e o emaranhamento, esta sendo pensada
para superar essas limitacées dos hardwares classicos (NIELSEN; CHUANG, 2000).
Algoritmos quanticos, ou seja, algoritmos que podem ser executados em um com-
putador quantico, tém sido investigados desde a década de 80, e vem recebendo,
recentemente, um aumento de interesse pelo mundo.

1.1 MACHINE LEARNING

Machine learning (aprendizado de maquina, ML) é O campo de estudo que
envolve algoritmos que permitem aos computadores resolverem problemas utilizando
dados, retirando a necessidade de costurar solugdes especificas (SCHULD; PETRUC-
CIONE, 2018). Esta prética transformou cada aspecto da sociedade moderna, da
medicina (GEORGE, 2001) a financas (OZBAYOGLU et al., 2020). Um dos bracos do
ML é o aprendizado supervisionado, que consiste em treinar modelos a aprender a
relagdo entre as entradas e as saidas (HASTIE et al., 2009). Tipicamente, comegamos
adiquirindo um conjunto de treinamento com dados rotulados, ou seja, uma colegéo
de pares de entrada e saida. Como exemplo podemos usar a relacao entre as carac-
teristicas de diferentes frutas como densidade, tamanho, largura, cor para classificar
qual é a fruta. Ao treinar o modelo de ML com o conjunto de treinamento, o objetivo
€ que o0 modelo aprenda as relacdes entre as caracteristicas fisicas e as frutas. Se
esse for o caso, o modelo pode ser usado para prever qual é a fruta através de suas
caracteristicas fisicas, mesmo com exemplos que ndo estdo no conjunto de dados.
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Neste caso dizemos que o modelo é capaz de generalizar a partir de dados nao vistos
por ele.

De forma simplificada, o treinamento de um modelo de ML comega com a
definicao de uma funcéao custo (conhecida também como risco ou perda), que € uma
funcéo escalar positiva que mede qual a acuracia da previsao do modelo a partir de
um dado de entrada (HASTIE et al., 2009). Quanto menor o valor da funcéo custo,
melhor o modelo reproduz a saida. Desta maneira, treinar um modelo de ML significa
minimizar a fungao custo com respeito ao conjunto de treinamento.

1.2 COMPUTACAO QUANTICA

Computagéo quantica consiste no processamento de informacao utilizando sis-
temas que obedecem as leis da mecéanica quantica (NIELSEN; CHUANG, 2000). Em
1982, Richard Feynman apontou que sistemas quanticos sao dificeis de simular em
um computador classico. Ele sugeriu, entdo, que essa complexidade poderia ser ex-
plorada para construir um computador baseado em principios da mecanica quantica
(NIELSEN; CHUANG, 2000). Apenas trés anos depois, David Deutsch formalizou a teo-
ria descrevendo um dispositivo, um computador quantico universal (DEUTSCH, 1985).
Mesmo que esse dispositivo ainda ndo tenha sido realizado fisicamente, as pessoas
comecaram a desenvolver algoritmos para computadores quanticos que teoricamente
podem ser mais eficazes que os algoritmos classicos. Em 1996, Seth Lloyd mostrou
que sistemas da mecanica quantica poderiam ser simulados eficientemente em com-
putadores quanticos (LLOYD, 1996). Peter Shor desenvolveu o algoritmo que leva o
seu nome e que fatora nimeros inteiros em numeros primos em tempo polinomial, po-
tencialmente quebrando os protocolos de criptografia de hoje em dia (SHOR, P., 1994).
A fatoracdo em primos é conhecido como sendo um problema sub-exponencialmente
dificil para os computadores classicos, e a eficiéncia do algoritmo de Shor mostrou
que a utilizacdo do computador quantico pode ir muito além da simulacdo de sistemas
quanticos (SHOR, P. W., 1997). O algoritmo de Shor despertou um grande interesse
da comunidade mundial e colocou um holofote na computagéo quantica.

Hoje, existe um grande foco em construir um computador quantico, com grandes
empresas como Google e IBM na lideranca, assim como um enorme financiamento
governamental de paises como EUA e China. Apesar do esforco, os computadores
quanticos de hoje ndo sao capazes de implementar algoritmos quanticos que sao capa-
zes de mudar o mundo. Isso porque os computadores quéanticos ainda sao pequenos
e muito ruidosos. Enquanto o algoritmo é executado ele manipula um sistema quéntico
muito delicado, e este sistema é altamente suscetivel a interferéncias do ambiente,
causando a degradacao do estado. Este fen6meno é chamado decoeréncia, e coloca
um limite estreito no tamanho do algoritmo (SAKI et al., 2019). O limite no hardware
e a presenca de ruido faz com que todos os algoritmos quanticos teorizados, como o
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algoritmo de Shor, sejam impossiveis de implementar nos dias de hoje (BENEDETTI
etal., 2019).

1.3 MACHINE LEARNING QUANTICO

Pode o computador quantico ser ultil para desenvolver algoritmos de ML, e es-
ses algoritmos podem ser aplicados nos hardwares ruidosos em um futuro préximo?
Combinando os dois campos, obtemos um novo campo de pesquisa emergente, 0 ma-
chine learning quéntico. Na Figura 1 podemos ver as diferentes maneiras de combinar
o0 campo da computacao quantica com o campo do ML.

Uma das areas que recebeu uma atencao particular é a do ML quantico (CILI-
BERTO et al., 2020), uma combina¢do da mecanica quantica e do ML. Essa nova area
pode ser dividida, geralmente, em trés areas de pesquisa distintas:

* QC - Algoritmos de ML sao executados em computadores quéanticos (QPU) e
aplicados a dados classicos

» CQ - Algoritmos de ML sao executados em computadores classicos e aplicados
a dados quanticos.

* QQ - Algoritmos de ML sao executados em computadores quanticos e aplicados
a dados quanticos.

O principal objetivo destas abordagens € criar algoritmos quanticos capazes
de alcancar a vantagem quantica sobre qualquer algoritmo classico conhecido para a
mesma tarefa.

1.4 ORGANIZACAO DA TESE

No Capitulo 2 da tese, no6s introduzimos fundamentos tedricos do campo de
ML. No Capitulo 3 descrevemos um trabalho realizado dentro do campo CQ, onde
utilizamos algoritmos classicos de ML em um dataset quantico, contendo estados
de dois qutrits, para classificar se o estado é emaranhado, emaranhado preso ou
separavel. No Capitulo 4 apresentamos outro trabalho, dentro do campo QC, onde
utilizamos um algoritmo hibrido de ML para realizar a regressao da equacao de Burgers
em uma dimensao com viscosidade. No capitulo 5 apresentamos a conclusao referente
aos resultados apresentados nesta tese.



Capitulo 1. Introdugao 19

Algoritmo/Computador

Problema/Dados

Figura 1 — Diferentes campos de estudo em ML quéantico. As diferentes areas estéao
relacionadas a escolha do tipo de algoritmo, isto €, se é executado em um
computador classico ou quéantico, e a escolha do problema a ser solucio-
nado, ou seja, se ira operar em dados classicos ou quanticos. As palavras
classico e quantico estao representadas por C e Q, respectivamente.
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2 APRENDIZADO DE MAQUINA (MACHINE LEARNING, ML)

ML é um campo de estudos onde o paradigma de como uma computacgao € rea-
lizada foi alterado. Na computagéo tradicional, de forma simplificada, uma computacao
€ realizada fornecendo algum dado de entrada e uma regra, € o produto da compu-
tacdo sera um dado de saida que transformou o dado de entrada de acordo com a
regra fornecida. Ja no caso do ML, é fornecido um conjunto de dados de entrada e um
conjunto de dados de saida e o resultado da computacao seré a regra que transforma
0 conjunto de entrada no conjunto de saida.

O campo do ML possui trés grandes grupos de problemas: o aprendizado su-
pervisionado, 0 n&o supervisionado e o0 semi-supervisionado. O aprendizado super-
visionado consiste em fornecer ao computador uma sequéncia de dados junto com
determinados valores ou rétulos. Neste procedimento, durante a fase de treinamento,
o algoritmo ira tentar relacionar padrées nos dados com os valores ou rétulos forneci-
dos. No caso do aprendizado nao supervisionado sao fornecidos dados sem rétulos
ao computador. O algoritmo, neste caso, ira tentar agrupar os dados fornecidos em
classes distintas, criando assim rotulos para cada grupo de dados. No caso semi-
supervisionado, o0 computador tem acesso a apenas alguns dados supervisionados e
a partir destes tenta encontrar estruturas dentro dos dados que nao possuem rotulos.

Os principais problemas ao qual o ML é capaz de resolver séo:

» Reconhecimento de padroées: Atribuir um padrao de entrada representado por
um vetor de variaveis a uma das classes pré-especificadas. Algumas aplicacdes
bem conhecidas deste problema incluem reconhecimento de discursos (DIGA-
LAKIS et al., 1993; SELTZER et al., 2013), classificacao do formato de ondas
de eletroencefalograma (WULSIN, D. et al., 2010; WULSIN, D. F. et al., 2011),
classificacéo de células sanguineas (PIURI; SCOTTI, s.d.; ONGUN et al., s.d.) e
inspecao de circuitos impressos (JARVIS, 1980; TIEN et al., 2004).

 Clusterizacao/Categorizacao: Um problema classico de aprendizado nao su-
pervisionado. O problema consiste em explorar a similaridade entre os vetores de
variaveis e agrupar em classes os vetores que possuam grande similaridade. Po-
demos citar como aplicagdes mineracéao de dados (BOSE; MAHAPATRA, 2001;
LOW et al., 2012; BALL; BRUNNER, 2010) e compressao de dados (FANG et al.,
1992).

» Aproximacao de funcoes: Dado um conjunto de dados contendo n exemplos
{x1(1), xg), x1(”), xé”)} com os rétulos associados {y("), ..., y(M} gerados por uma
fungéo, ndo conhecida, h(xq, x»). O objetivo & encontrar uma funcdo aproximada
para h(xq, Xo). Este problema esta diretamente relacionado a sistemas néo linea-
res (FUNAHASHI, 1989; CHEN et al., 1990; CHEN; BILLINGS, 1992).
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* Previsao: Dado um conjunto {y(f;), ..., ¥(tn)}, em sequéncia temporal, o problema
é prever o valor da amostra y(t,,1) em um dado tempo no futuro t,, 1. Este tipo de
problema possui um impacto muito grande na tomada de decisdes em ciéncias,
engenharias e negécios. Podemos observar aplicacdes diretas do problema na
previsdo do tempo (SHARMA et al., 2011; RASOULI et al., 2012) e em previsao
da bolsa de valores (PATEL et al., 2015a, 2015b).

« Otimizacao: Tem como objetivo encontrar uma solucao que satisfaca um con-
junto de restricbes de maneira que uma fungéao seja maximizada ou minimizada
em relacdo a uma ou mais variaveis do problema. Existe uma variedade de pro-
blemas em diversas areas, como estatistica, matematica, ciéncias, engenharia,
medicina, economia, etc. Podemos citar como exemplo o problema do caixeiro
viajante (MASUTTI; CASTRO, 2009; GELENBE et al., s.d.; MODARES et al.,
1999), muito presente em qualquer problema de logistica.

« Controle: O problema foca no controle de sistemas dinamicos. Considere um sis-
tema definido pela sequéncia de elementos {u(t), y(t)}, onde u(t) € uma entrada
de controle e y(t) é a saida resultante do sistema no tempo t. O objetivo é atra-
vés de uma entrada de controle u(t) o modelo de ML seja capaz de produzir no
sistema uma trajetéria determinada pela saida y(t). Podemos citar como exemplo
de controle de poténcia maxima em sistemas PV (VEERACHARY et al., 2003;
HIYAMA et al., 1995) e na utilizagdo de redes neurais para aumentar a fidelidade
de estados na medicdo de multiplos qubits em armadilhas de ions (SEIF et al.,
2018).

2.1 MODELOS DE ML

Nesta secao iremos abordar diversos modelos de ML que de alguma maneira
foram utilizados nos trabalhos que compdem esta tese. Para facilitar a compreensao de
tais modelos irei utilizar um problema simples como exemplo que possa ser resolvido
pelos algoritmos propostos. O problema tem como objetivo classificar os dados entre
quatro frutas distintas macas, laranjas, limées e mexericas (rétulos, "labels"), a partir
das caracteristicas comprimento e altura ("features"). Definimos entdo o conjunto de
exemplos de diversas caracteristicas associadas a um rétulo como um conjunto de da-
dos D = {X, Y}, onde X = {(x], x), ..., (x]", x})} s&o nossas n featurese Y = {y", ..., y"}
sao os n rétulos associados as features contidas em X. O conjunto de dados utilizados
nos exemplos foram utilizados para realizar o treinamento dos modelos de ML, ou seja,
o conjunto de dados é o conjunto de treinamento. Para o conjunto de teste utilizamos
uma grade no espaco das features, ou seja, o conjunto de treinamento possui pontos
distribuidos em forma de grade por todo o espaco.
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2.1.1 k Primeiros Vizinhos ("k-nearest neighbors", KNN)

Este algoritmo (ALTMAN, 1992), que pode ser utilizado tanto para classificacdo
ou regressao, consiste basicamente em armazenar todo o conjunto de dados na me-
moria e realizar o calculo da distancia entre os pontos através de uma dada métrica
(como por exemplo, distancia euclidiana). Para realizar uma previsdo, em relacéo a
um novo dado, o algoritmo encontra os dados mais proximos deste no conjunto de
treinamento. A letra k corresponde ao numero de pontos vizinhos ao qual o novo dado
sera comparado. Para o caso de k = 1 apenas o primeiro vizinho € considerado. Para
k > 3 o algoritmo ira realizar uma votagao. Ganha o rétulo que possuir 0 maior nimero
de vizinhos.

Mais especificamente, o algoritmo segue 0s seguintes passos:

—

. Carrega os dados.

2. Insira o numero de vizinhos k.

3. Para cada exemplo nos dados.

a) Calcule a distancia entre o exemplo consultado e os exemplos dos dados
carregados.

b) Adicione a distancia e o rétulo do exemplo em uma matriz.

4. Ordene a matriz de distancias e rétulos do menor para para o maior em relacao
a distancias.

5. Pegue as primeiras k entradas da matriz ordenada.
6. Pegue os rotulos das k entradas selecionadas.
7. Se for um problema de regressao, retorne a média dos k rétulos.

8. Se for um problema de classificagao, retorne o rétulo majoritario entre as k entra-
das.

Considerando nosso problema das frutas para k = 7, digamos que ao realizar
a consulta sobre um novo dado o algoritmo encontrou que trés dos primeiros vizinhos
possuem o rotulo laranja e outros quatro primeiros vizinhos possuem o rétulo maga.
Desta forma por voto majoritario, o algoritmo ira classificar o dado da consulta como
sendo uma maca. Podemos observar o comportamento do algoritmo KNN com k =7
para as variaveis altura e comprimento, como representado na Figura 2. Podemos
perceber que conforme aumentamos o valor de k as areas de cada classe se torna
mais bem definidas.
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KNN, k=3

Altura

Altura

Comprimento Comprimento

KNN, k=5 KNN, k=7

Altura
Altura

Comprimento Comprimento

Figura 2 — Algoritmo KNN para diferentes numeros de vizinhos. Os pontos s&o os
exemplos contidos no conjunto de treinamento. Para o conjunto de teste
foi utilizada uma grade de dados do espaco de features e sdo representa-
dos pelas areas hachuradas. Cada cor corresponde a uma fruta diferente
(amarelo = mexerica, verde = maca, roxo = laranja, azul = lim&o).
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2.1.2 Arvore de Decisiao

Em sua esséncia, o algoritmo de arvore de decisao aprende uma hierarquia de
questdes de SIM ou NAO levando a uma decis&o. A arvore de deciso utiliza conjuntos
de dados que consistem em atributos distribuidos em um vetor. Cada atributo do vetor
é referente a uma classe. O algoritmo consiste simplesmente em separar os dados, o
melhor possivel, nas diferentes classes existentes até que um critério de parada seja
alcangado. O algoritmo é facilmente visualizado em uma estrutura de arvore.

Os primeiros algoritmos de arvore de decisao, ID3 (QUINLAN, 1986) e C4.5
(SALZBERG, 1994), foram desenvolvidos por Ross Quinlan. Nestes algoritmos existem
ndés que podem ser divididos em trés tipos distintos, raiz, interno e final (também
chamado de folha). O né raiz representa 0 comeco do processo de decisdo e nao
possui bordas de entrada. Os nés internos possuem uma borda de entrada e pelo
menos duas bordas de saida. Tanto o né raiz como os nos internos possuem um teste
baseado em um atributo do conjunto de dados que ira diferenciar entre as possiveis
classes. Os nés folha consistem na resposta do problema de decisdao e possuem
apenas uma borda de entrada e ndo possuem bordas de saida.

Para treinar uma arvore de decisdo para criar um classificador € necessario um
conjunto de treinamento contendo um atributo rotulado, atributos de entrada, um critério
de separacao e um critério de parada. Para um dado nd, o critério de separagao calcula
um valor para todos os atributos. Este valor representa uma medida da quantidade de
informagao que é ganha separando o né utilizando esse atributo. O n6 sera dividido
tomando como base o atributo que possuir um maior ganho em relagcao a quantidade
de informagao de acordo com o valor do atributo. Este procedimento € realizado para
todas as sub-arvores geradas recursivamente até que um critério de parada seja
alcancado.

Dado os vetores de treinamento X € R" e um vetor contendo os rétulos V € R/,
o0 algoritmo ir4 particionar o espaco representado pelo vetor x € X de maneira que as
amostras com os rétulos iguais ou similares sdo agrupados.

Sejam os dados no n6 m representados por Qm com Ny amostras. Para cada
candidato temos uma funcédo que realiza a divisdo 6(j, tm), onde j € uma feature do
vetor x e tm é um limiar que ird dividir os dados nos subconjuntos QSS9U¢™(g) ¢
Qdireita(g)  definidos por

QEPIUe(0) = {(x, y)|X; < tm),

. 1
QQre™(6) = {(x, y)1x} > tm}. W

A qualidade do separador Qm é computada utilizando uma funcgao custo L(.),
essa escolha é feita dependendo da tarefa (classificacdo ou regressdo) da maquina.
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) N%squerda

G(Qm,0) = T Nm

N%ireita

L(Qﬁ?squerda(e)) + .

L(Qgireita(gy). 2)

Encontramos o melhor separador ao encontrar 6* que minimiza G(Qm, 0).

0* = argming G(Qm, 0). (3)

Para o problema de classificacao teremos que os valores de saida serdo 0, 1, ...,
K —1. Para o né m, definimos

Ponk = Nim S Iy =k), (4)
yeQnm

como a proporgao da classe k no né6 m. Se m for o n6 terminal, a probabilidade predita
para essa regido serd pyk, onde I/(y = k) fornece o numero de casos em que uma
determinada classe k ocorre. As medidas mais comuns para a fungao custo sdo as
seqguintes:

* Gini:
L(Qm) =Y Pmk(1 = Prk)- )
k
« Entropia:
L(Qm) == Pk 10g(Pmik)- (6)
k
» Misclassificacao:
L(Qm) =1 —max(pm)- (7)

A diferenca entre a utilizacdo das medidas como funcéo custo, vai depender do
problema abordado. Sendo que a escolha deve ser feita por experimentagao, enten-
dendo qual apresenta o melhor resultado para o problema trabalhado.

Aplicando em nosso problema exemplo de classificagao de frutas com a medida
gini como fungao custo, podemos observar a dinamica do algoritmo através da Figura
3 e a classificacao para diferentes profundidades de arvore na Figura 4.
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Altura <= 7.95
gini = 0.712
samples = 59

value = [19, 5, 19, 16]

class = Maga

Comprimento <= 6.5 Comprimento <= 7.4
gini = 0.63 gini = 0.444
samples = 21

value = [0, 0, 7, 14]
class = Limao

samples = 38
value = [19, 5,12, 2]
class = Maga

AN

samples =

Altura <= 6.1
gini = 0. 408

value = [0, 5, 0 2]
class = Mexerica

/\

Comprimento <= 7.25
gini = 0.475
samples = 31

value = [19, 0, 12, 0]
class = Maga

/

=0, 0 Comprimento <= 7.15 Altura <= 7.75
sgm T gini = 0.408 gini = 0.208
Vel = [O 5, 0 0] samples = 14 samples = 17
RS = NS value = [4, 0, 10, 0] value = [15, 0, 2, 0]
class = Laranja class = Maca

gini = 0.463 gini = 0.124 gini = 0.5
samples = 11 samples = 15 samples = 2
value = [4, 0, 7, 0] value =[14, 0, 1, 0] value =[1, 0, 1, 0]
class = Laranja class = Maga class = Maca

Figura 3 — Estrutura do algoritmo arvore de decisdo com profundidade quatro para o
problema de classificagdo de frutas (maga, mexerica, laranja e limao) com
as features altura e comprimento. Dentro de cada retangulo podemos ter até
cinco atributos distintos, que correspondem ao critério de separacao, valor
da funcgao custo escolhida, nimero total de amostras naquele n6, nimero
de amostras em cada classe e, por ultimo, a classe que o né fornece como
saida. O atributo values é o atributo que nos fornece o numero de amos-
tras em cada classe, seguindo o seguinte padrao value = [Magéa, Mexerica,
Laranja, Limao].
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Decision Tree, max_depth=4
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Figura 4 — Classificagao para diferentes profundidades de arvore para o algoritmo De-
cision Tree. Os pontos sdo 0s exemplos contidos no conjunto de treinamento.
Para o conjunto de teste foi utilizado uma grade de dados do espaco de fea-
tures e sao representados pelas areas hachuradas. Cada cor corresponde
a uma fruta diferente (amarelo = mexerica, verde = maca, roxo = laranja,

azul = limao).
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2.1.3 Suport Vector Machine (SVM)

O SVM é um algoritmo de ML supervisionado (CORTES; VAPNIK, 1995) que
divide os dados entre classes pré-definidas. O algoritmo tenta dividir os dados de
maneira que produza o menor erro possivel e a maior margem possivel. Isto se da
devido ao fato de que quanto maiores as areas vazias préximas a funcao divisora
resulta em erros de classificagdo menores, pois os rotulos sdo melhores distinguidos
entre eles. A divisdo € feita através de um ou multiplos hiperplanos em um espago
n-dimensional. Uma boa separacao é alcancada pelo hiperplano que possui a maior
distancia até a amostra do conjunto de treinamento mais préxima. O modelo de SVM
também pode ser estendido para problemas de regresséo.

Dado os vetores de treinamento X € R e um vetor contendo os rétulos )V €
{1,—1}", nosso objetivo é encontrar o hiperplano w € R" e b € R de maneira que a
previsdo, sign(wrd(x) + b), onde ¢(x) € uma fungdo do vetor de entrada x, é correta
para a maior parte das amostras. SVM resolve o seguinte problema primario:

17 L
V%?n §W W+ C;n,,
sujeito a : y,-(Wch(x,-) +b) >1-n;,

nj>0,i=1,....n

Intuitivamente, estamos tentando maximizar a margem, que pode ser definida
como um hiperplano paralelo ao hiperplano w que esté localizado no primeiro ponto
de determinada classe (minimizando w’ ), enquanto adicionamos uma penalidade
quando uma amostra é classificada erroneamente ou se encontra no limite da mar-
gem. ldealmente, o valor y,-(Wch(x,-) + b) sera > 1 para todas as amostras, o que
nos indica uma perfeita previsao. Porém, geralmente os problemas ndao permitem uma
completa separacgao através de um hiperplano, permitimos entdo que algumas amos-
tras tenham uma distancia n; da borda da margem. A constante C controla a forgca da
penalidade, e como resultado, atua como o inverso de um parametro de regularizagao.
Uma representacao do funcionamento do algoritmo SVM pode ser vista na Figura 5.

O problema dual do primario sera

1
min =’ Qo — eToc,
x 2

sujeito a: yTo =0, (9)
0<oa;<Ci=1,..n,

onde e é um vetor com todos elementos iguais a um, e Q € uma matrix nxn positiva
semidefinida, Q; = y;y;K(x;, x;), onde K(x;, x;) = (|)(X,-)T(I)(Xj) € 0 nucleo ou kernel.
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Margens 7);

Xo

Hiperplano étimo

X1

Figura 5 — Representacao grafica do algoritmo de SVM.

O termo «; é chamado de coeficiente dual e é limitado superiormente por C. Esta
formulagé@o evidencia o fato de que os vetores de treinamento sdo implicitamente
mapeados em um espacgo dimensional maior pela funcéo ¢.

Apobs o problema de optimizacao ser resolvido, a saida da funcéo decisao para
uma determinada amostra sera

> yieiK(x;, x) + b, (10)
ieSV

e a previsdo da classe corresponde ao sinal (sign) dela. Precisamos somente somar
sobre os vetores de suporte (SV), pois os coeficientes duais, «;, seréo zero fora deles.
Podemos ter diversas fungdes nucleo, como por exemplo:

« linear: (x, x').

polinomial: (y(x, x) = r)“.

» funcéo de base radial (rbf): exp (—y||x—x'||2>, comy > 0.

sigmoidal: tanh(y)(x, x ) + .

Podemos ver o comportamento de algumas fungdes nucleo para o problema
exemplo do conjunto de treinamento na Figura 6, onde as amostras do conjunto de
treinamento sdo representados pelos pontos nos graficos e as linhas de classificagao,
dadas pela funcao nucleo estao representadas pelas areas pintadas.
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SVM com nticleo linear SVM com nlcleo polinomial (grau 2)

Altura
Altura

Comprimento Comprimento

SVM com nlcleo polinomial (grau 5) SVM com nlicleo RBF

Altura
Altura

Comprimento Comprimento

Figura 6 — Algoritmo SVM com diferentes fungcbées nucleo para o problema de clas-
sificacao de frutas. Os pontos sdo os exemplos contidos no conjunto de
treinamento. Para o conjunto de teste foi utilizado uma grade de dados do
espaco de features e sao representados pelas areas hachuradas. Cada cor
corresponde a uma fruta diferente (amarelo = mexerica, verde = macga, roxo

= laranja, azul = lim&o).
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2.1.4 Redes Neurais Artificiais

Devido a grande popularizacdo das Redes Neurais Artificiais (artificial neural
networks ANN) profundas e seu impacto no processamento de imagens e videos,
assim como no processamento de linguagem natural, este modelo de ML hoje é o
mais difundido. Aqui iremos apresentar a estrutura basica deste modelo, ja que uma
explanagcédo completa sobre o tema foge do objetivo desta tese.

As ANNs sao um modelo de ML inspirado nos neurénios biolégicos. Uma rede
neural biolégica € um sistema complexo capaz de processar enormes quantidades
de informacgéo simultaneamente. Em muitas tarefas o cérebro humano é muito mais
eficiente do que qualquer computador.

A estrutura cerebral tem capacidade de adquirir, armazenar e utilizar conhe-
cimentos experimentados pelo ser vivo. Baseado em exemplos e 'feedbacks’ nosso
cérebro nos ensina como agrupar diferentes padrdes e classificar os mesmos, como
por exemplo diferenciar uma laranja de uma magéa, ou reconhecer a face de uma
pessoa. Este poder de processamento e reconhecimento estimulou muitos grupos
de pesquisa a tentar emular o funcionamento do cérebro em maquinas, pesquisando
como usar as maquinas para tarefas que sdo comum aos humanos. Deste conceito
surgiu as ANN.

Em 1943 surgiu o primeiro modelo tedrico para um neurdnio artificial, criado
pelo neuro-psicélogo Warren McColloch e pelo matematico Walter Pitts (MCCULLOCH;
PITTS, 1943). Em 1949, um psic6logo Donald Hebb criou a primeira regra de apren-
dizado para as ANN (HEBB..., 1950), chamada de regra de Hebb. Esta regra nos
diz que se dois neurbnios s&o ativados simultaneamente, entdo a ligagéo entre eles
tem que ser aumentada. Nos anos seguintes o0 campo observou um grande progresso.
Como marcos deste progresso podemos citar a criacdo de novas arquiteturas de neur6-
nios, como o perceptron (ROSENBLATT, 1958) e o adaline (WIDROW; HOFF, 1960)
na década de 60. Nos tempos atuais, junto a evolugéo tecnologica foram criados di-
versos modelos de rede neural artificial, como os mapas auto-organizaveis (Redes de
Kohonen) (KOHONEN, 1982, 1989), redes associativas (TETKO, 2002), redes recor-
rentes (RUMELHART, David E. et al., 1986), etc. As redes neurais sao utilizadas nos
mais variados campos da académia, industria e comércio, desde aplicacoes na fisica
(DUNJKO; BRIEGEL, 2018) a medicina (BAKATOR; RADOSAV, 2018).

2.1.4.1 Neurbnio Biolbgico

O neurdnio bioldgico é uma célula bioldgica especial que processa informacao.
Ela é formada por um corpo celular, soma, e dois tipos de ramos em formato de arvore,
axénio e dendritos. A estrutura celular do neurénio pode ser vista na Figura 7. O corpo
celular possui um nucleo, que contém informacdes sobre os tracos hereditarios, e um
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plasma, que possui 0 equipamento molecular para produzir o material utilizado pelo
neuroénio.

O funcionamento do neurdnio pode ser resumido na recepc¢ao de um sinal na
forma de pulso elétrico, processamento deste sinal e emissao do sinal processado. O
neurdnio recebe um sinal de outros neurénios através de seus dendritos e transmite o
sinal, processado pelo soma, através do axénio, que eventualmente se ramifica.

Mucleo

Figura 7 — Estrutura celular do neurdnio. Figura retirada de (NEURONIOS. . ., s.d.)

Um neurbnio se conecta com outro através de uma estrutura chamada de si-
napse. A sinapse esta localizada entre uma ramificagdo do axénio de um neurdnio e
o dendrito de outro. Quando o pulso eletrénico alcanga a sinapse ocorre um disparo
quimico chamado de neurotransmissores. Os neurotransmissores se propagam atra-
vés da sinapse para inibir ou potencializar a tendéncia de emitir um pulso eletrénico do
neurdnio receptor. A efetividade da sinapse pode ser ajustada pelo sinal que passa por
ela, permitindo assim que a sinapse aprenda através da atividade que ela participa.

O cérebro humano € uma grande rede plana composta por neurénios de apro-
ximadamente 2mm ou 3mm com uma superficie de aproximadamente 2200cm?. O
cortex cerebral contém em média 10'" neurdnios. Cada neurdnio esta conectado com
10% a 104 outros neurénios. Em média o cérebro humano possui aproximadamente
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1014 a 10"% interconexdes.
As principais caracteristicas do cérebro humano que a ANN tentara simular sdo:

» Aprendizado: A rede aprende por experiéncia, ndo sendo necessario explicitar
através de algoritmos a execugao de uma certa tarefa.

» Associacao: A rede é capaz de associar padrdes distintos.

» Generalizacao: A rede é capaz de generalizar o seu conhecimento a partir de
exemplos anteriores. A rede é capaz de lidar com ruidos gerados por novos
padroes.

» Robustez: A rede nao sofre com mal funcionamento na perda de elementos
processadores e/ou conexdes sindpticas.

2.1.4.2 Modelo Matematico do Neurdnio

O modelo matematico do neurbnio tenta simplificar o neurdnio biolégico, de-
vido a complexidade do mesmo. Podemos modelar o neurénio a partir de algumas
suposicoes:

 Todos os neurbnios s&o sincronizados, ou seja, o sinal que passa de um neurdnio
para o outro leva 0 mesmo tempo para todas as conexdes.

» Todo neur6nio possui uma funcao de ativacao, que depende dos valores de
entrada do neurdnio, que determina o valor de saida do neurdnio. A funcéo de
ativacao é independente do tempo.

» Quando o sinal passa pela sinapse, ele muda linearmente, ou seja, o sinal é
multiplicado por um numero chamado de peso singptico.

O peso sinaptico pode variar ao longo do tempo, fazendo com que a rede
possa reagir diferentemente ao mesmo valor de entrada em diferentes momentos. Este
processo € o que permite que a ANN se adapte e aprenda, apesar da simplificacéo
em relacdo a rede neural bioldgica.

O principio basico do neurénio artificial (ROSENBLATT, 1958) foi criado na
metade do século passado e ndo sofreu muitas alteracdes desde entdo. O neurbnio é
visto como um mecanismo que transforma um sinal de entrada em um sinal de saida.
O modelo do neurénio artificial, também chamado de perceptron, consiste na entrada
de N sinais, {Xj, ..., Xy}, na sinapse do neurdnio. Entdo cada sinapse realiza uma
modifica¢do linear do sinal utilizando um peso sinaptico {Xjwy, ..., Xywp}. Apos isso o
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corpo do neur6nio soma os sinais recebidos obtendo um valor e adiciona um valor de
bias, bo wo,

N
S=ZX,'W,'+b0Wo. (11)
i=1
Por fim, uma funcéo de ativacado é aplicada a soma F(S) e envia o sinal de
saida:

N
Y=F | Xjw+bow | . (12)

i=1

Uma representacao grafica deste modelo pode ser vista na Figura 8 .

b
L]

Wi

Figura 8 — Modelo matematico de um neurdnio artificial (perceptron). Um dnico neuré-
nio recebe as entradas X; e retorna o valor F(3_; w;iX; + bw,;), onde F(.) é
uma fungéo ativacao, w € o peso sinaptico e b € o bias do neurdnio.

Existem diferentes fungbes de ativacdo que podem ser aplicadas ao neurénio,
as mais comuns sao listadas na Tabela 1. Dentro de uma ANN diferentes funcoes de
ativacao podem ser utilizadas para cada camada da rede.

De maneira geral todas as ANN podem ser vistas como um conjunto de neur6-
nios. O que ira diferenciar cada tipo de rede é exatamente como esses neurdnios
sao distribuidos e conectados. Neste trabalho iremos explorar algumas arquiteturas
especificas das ANN.
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Funcao Expressao Matematica Imagem

Linear F(S) = kS, k e Ry (—o0, 0)
Sigmoid F(S) = sss, @€ R (0,1)
Tangente Hiperbdlica  F(S) = S5e-Sog a e R (-1,1)
Funcao Degrau F(S) = {(1) gfé’ (0,1}
RelLU F(S) = |og(1 + eS) [0, 0)

Tabela 1 — Tabela contendo as fungdes de ativagao mais utilizadas na implementagéao
de ANN, onde RelU é a abreviacao para rectified linear unit.

2.1.4.3 Multilayer perceptron (MLP)

A rede MLP (RUMELHART, D. E.; MCCLELLAND, 1986) é a rede mais simples
dentro do dominio das ANNs. A MLP contém trés tipos de neurdnios distribuidos em
camadas. Cada tipo de neurdnio pode ser descrito como:

1. Neurénio de entrada: Os neurbnios sdo compostos por um vetor de entrada que
codifica alguma ag&o ou informacao sobre o objeto de estudo. Os neurdnios
de entrada nao realizam qualquer tipo de computacéo, eles apenas transmitem
o vetor de entrada para os neurdnios subsequentes. Cada variavel fornecida a
maquina sera um elemento deste vetor.

2. Neurdnio de saida: Esse neurdnio recebe um sinal de outros neurénios e trans-
forma ele utilizando o procedimento descrito na subsecao anterior. Os valores
apds o processamento representam a saida de toda a rede neural. A saida é sem-
pre um vetor onde cada neurénio correspondente a camada de saida fornecera
um elemento do vetor de saida.

3. Neurbnio Escondido: O neurdnio recebe um sinal dos neurdnios de entrada ou
de neurdnios escondidos anteriores a ele, aplica o procedimento descrito na
subsecao anterior e transmite o novo sinal para neurénios subsequentes, que
podem ser neurbnios de saida ou escondidos.

As camadas da MLP devem conter, obrigatoriamente, apenas uma camada de
entrada e saida. A rede pode conter mais de uma camada escondida, porém, redes
com muitas camadas podem ter seu processo de aprendizagem comprometido. Cada
neurbnio de uma camada da rede, com excecao da camada de entrada, é ligado
através de uma sinapse com todos os neurbénios da camada anterior. O niumero de
neurbnios na camada de entrada € determinado pelo numero de features do seu
problema. Ja o nimero de neurbnios da camada de saida ira depender do problema
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em si. Nao ha uma maneira de determinar o nimero de neurdnios de cada camada
escondida, a priori, sendo necessario a realizacao de testes empiricos para determina-
los. Um exemplo de MLP é mostrado na Figura 9.

Camada de Camadas Camada de
entrada escondidas saida
&

N

O O
( ]

S

//\\ Q

(\\/} Q
o @ o
¢ )

<

i

Figura 9 — Modelo esquematico de uma rede neural artificial (ANN) com a arquitetura
MPL. A ANN possui uma camada de entrada, trés camadas escondidas e
uma camada de saida.

Para exemplificar a montagem de uma rede neural podemos considerar o pro-
blema de classificar uma fruta entre maca, laranja, limao e mexerica. Como conjunto de
dados possuimos exemplos destas frutas de onde obtivemos o comprimento e a altura
e o formato da fruta. Para este caso especifico teremos dois neurénios na camada
de entrada, um para cada caracteristica, e quatro neurénios na camada de saida, um
para cada fruta.

Para denotar as variaveis de entrada iremos utilizar x1(j), ,(\f,') e as saida (ou
alvo) como y%. O conjunto {xV), ...,xﬂ),yU)};j = 1,2,...,m é chamado de exemplo
de treinamento. Uma lista de m exemplos de treinamento é chamado de conjunto de
treinamento ("training set"). Consideramos X como o espaco dos valores de entrada e
Y como o espaco dos valores de saida. Como produto da ANN teremos uma funcao
h(X), chamada de hip6tese, proporcional aos valores de entrada e aos pesos sinapticos
da rede. No caso de uma ANN sem camadas escondidas teremos a seguinte expressao

N ”
hX)=F [ Y wix? +wgbyp | (13)
i=0

em que x,.(f) corresponde ao j-ésimo exemplo da i-ésima variavel de entrada e w;
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corresponde ao peso sinaptico entre cada neurénio de entrada e saida.

Podemos considerar um caso mais geral de ANN. Definimos como X% o s-ésimo
neurdnio da r-ésima camada. Desta maneira, uma rede com ky neurdnios na camada
de entrada, ko, ..., k,_1 neurdnios nas camadas escondidas 2, ..., r—1, respectivamente
e kr neurbnios na camada de saida. Desta maneira a ANN tera ao todo r camadas.
Cada neurénio de uma camada é totalmente ligada a cada neurénio da camada anterior
através de um peso sinaptico w_,gf 11 s’ ), comsr =1,2,..., kr € sendo este 0 peso sinaptico
que liga o s,_q-ésimo neurbnio da (r — 1)-ésima camada ao s,-ésimo neurbnio da r-
ésima camada. O valor de um neurénio arbitrario na ANN sera a funcéo de ativagao
do mesmo aplicado a soma da multiplicagdo do valor de cada neur6nio da camada

anterior e um valor de bias com o peso sinaptico associado,

xg, = Fr Z st 11; Xs,} +WE o], (14)
Sr_1=1
onde b, corresponde ao bias da r-ésima camada e F, corresponde a funcao de ativa-
¢ao da r-ésima camada.

Tao importante quanto o nimero de camadas e de neurénios em cada camada
€ a forma com que a rede sera treinada. No caso de redes MLP o treinamento se da de
forma supervisionada. O objetivo do treinamento é: dado um conjunto de treinamento,
quer-se aprender a funcao h(X) : X — Y dado que h(x(f)) prediz satisfatoriamente o
valor correspondente de y(f). O processo de treinamento se da a partir da minimiza-
¢éo da funcao custo, C(wy, ..., wp), em relacdo a todos os pesos sindpticos da MLP.
Dependendo do problema a ser abordado podemos ter distintas fungdes custo. Neste
trabalho abordaremos as funcdes referentes a regressao linear e a regressao logistica.

Para o caso da regressao linear, a funcao custo assumira a forma da soma do
erro quadratico médio entre h(x)) e yU) para cada conjunto {x1(j), ...,x%),yU)}. Para o
caso de uma ANN que nao possui camadas escondidas e apenas um neurbnio na
camada de saida, teremos

LS (i = 0V = LS () — )2
C(wO,...,vv,-)=5j_Z1(h(x )—y) =EI_Z1(W,-X -y0)". (15)
Descreveremos a fungao custo para a regressao logistica através da funcéo
cross-entropy (entropia cruzada).

1

m
C(wp, ..., W)) = ;,Z[V(’ log (h(x¥)) + (1 —yW)log (1 —h(xW))[ . (16)

J=1

O processo de treinamento se dara ao minimizar a funcéao custo em relacao aos
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pesos sinapticos

Wm?Wj C(wo, .., Wj). (17)

Os algoritmos de treinamento da MLP podem ser divididos em trés classes.
Os de primeira ordem, que correspondem a algoritmos que nao utilizam derivagao,
apenas avaliam a funcao em diferentes pontos do espaco, os de segunda classe, que
usam a primeira derivada; e os de terceira classe, que utilizam informacdes referentes
a segunda derivada para a andlise. Na década de 80 as redes neurais vivenciaram
um grande avango gracas a adesao do algoritmo de segunda classe Backpropagation
(RUMELHART, D. E.; MCCLELLAND, 1986). Este algoritmo foi capaz de realizar o
aprendizado com uma velocidade muito superior aos demais algoritmos da época,
possibilitando com que as ANN pudessem resolver diversos problemas que antes
eram insoluveis. Hoje, possuimos diversos algoritmos de segunda e terceira classe
que superam este algoritmo, porém, os algoritmos Backpropagation continuam sendo
vastamente utilizado.

A ideia central no algoritmo "Backpropagation” é de retro-propagar, pelas ca-
madas intermediarias, o erro gerado pelos elementos processados pela camada de
saida. Este algoritmo é baseado na abordagem do gradiente descendente e pode ser
descrito como:

1. Configuracao inicial: Selecionar a arquitetura da rede e configurar os pesos si-
napticos iniciais. O principal método de configuragéo inicial dos pesos é escolher
pequenos valores com valor médio zero e distribuicdo uniforme.

2. Computacao feed-forward: A rede passa o vetor de entrada camada a camada
e computa a saida para todos os neurénios da rede, como descrito anteriormente.
Apés obter o vetor de saida, um vetor de erro é calculado tomando a diferenca
entre o sinal de saida, Yj, e o rotulo fornecido pelo conjunto de treinamento, Y,

Ej=Yi-Y; (18)
3. Backpropagation: Durante este processo os pesos sado ajustados para produzir

erros menores. Esses ajuste sao feitos a partir do sinal de erro. Para cada unidade
de saida j calculamos éfa’da,

/

552194 = g;F (S)), (19)

N / . ~
sendo ¢; a j-ésima componente do vetor erro E; e F a derivada da funcao
ativagéo F. Para o neurdnio escondido j da camada / calcule 5}-930,

595C = F(S)> sk wy, (20)
k
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onde a soma € feita sobre todos os neurdnios k da préxima camada e wj; € o0 peso
sindptico que conecta os neurdnios j e k. Quando todos os 6 sdo calculados, 0s
pesos sindpticos sao ajustados, simultaneamente, usando as seguintes equacoes

el ot t
Wi = Wy + Awy, (21)

Awj =ndja + u(wj = wi), (22)

tanto n como p s&o numeros entre zero e um. Chamamos n de taxa de aprendi-
zado e u de momento.

A taxa de aprendizado n € o numero que determina o quao rapido a ANN
se autoajusta aos parametros no conjunto de treinamento. Este parametro deve ser
escolhido com cuidado, pois se for muito pequeno o treinamento sera muito lento e
se for muito grande o resultado pode divergir. O momento u ira determinar como 0s
pesos sinapticos anteriores irdo influenciar os posteriores. Este termo é importante
para prevenir o algoritmo de convergir para minimos locais. O valor do momento deve
ser determinado através de experimentos numéricos.

Os principais problemas da utilizacdo do método de backpropagation séo lista-
dos a segquir:

» Obter o minimo global da fung¢éo custo nao é garantido pelo método.

» O método pode levar ao overfitting nos casos de treinamento muito longo ou
qguando os exemplos de treino s&o raros. Podemos citar também, como causa de
overfitting, um grande niumero de neur6nios nas camadas escondidas.

» N&o existe uma maneira exata de determinar se o algoritmo alcangou o minimo
global (melhor solucao). Esse problema pode ser contornado reiniciando o algo-
ritmo diversas vezes com leves mudancgas e assim aumentar a probabilidade do
algoritmo alcangar o minimo global.

Apesar dos problemas apresentados, o backpropagation € vastamente utilizado.
Além deste método existem diversos outros, principalmente os de terceira classe,
como o algoritmo Quasi-Newton (BROYDEN et al., 1973), Levenberg-Marquart (LE-
VENBERG, 1944; MARQUARDT, 1963) e o Adam Optimizer (KINGMA; BA, 2014).

Podemos observar o efeito das diferentes funcdes de ativacdo sobre o problema
exemplo da classificacdo de frutas presente na Figura 10. Todos os graficos foram
produzidos utilizando duas camadas escondidas e backpropagation.

Realizando uma comparacéo entre todos os modelos de ML apresentados até
o momento, podemos perceber o formato grafico de como cada modelo separa as
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diferentes classes do problema de classificagdo de frutas é bem distinto. A diferenca
existe até mesmo entre um determinado modelo, como no caso do SVM, Figura 6.
Entao, como selecionamos o melhor modelo de ML existente? O modelo deve ser
selecionado de acordo com o problema abordado, ndo existe um modelo que performe
melhor em qualquer problema. O melhor modelo sera aquele em que a maneira como
a regiao de classificacdo é delimitada se adapte melhor ao conjunto de dados do

problema.

activation = identity activation = logistic
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Figura 10 — Algoritmo MLP possuindo duas camadas escondidas com cem e duzentos
neurdnios, respectivamente, com diferentes fungdes de ativagdo. Os pon-
tos sdo os exemplos contidos no conjunto de treinamento. Para o conjunto
de teste foi utilizado uma grade de dados do espaco de features e sao
representados pelas areas hachuradas. Cada cor corresponde a uma fruta
diferente (amarelo = mexerica, verde = maca, roxo = laranja, azul = limao).
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2.2 ENSEMBLE LEARNING

Ensemble learning é um paradigma de ML onde multiplos modelos (weak-
learners) sao treinados para resolver o mesmo problema e combinados para melhorar
a acuracia, generalidade e robustez em relacdo a um Unico weak-learner presente no
ensemble. Os métodos de ensemble learning podem ser divididos em duas grandes
categorias: Homogéneos, no qual apenas um tipo de modelo de ML ¢é utilizado para
se construir o ensemble; e Heterogéneo, no qual diversos modelos de ML sao utili-
zados para se construir o ensemble. Para a categoria homogénea podemos ter duas
principais metodologias a serem utilizadas, Bagging e Boosting.

2.2.1 Bagging

A idéia por tras do bagging (BREIMAN, 1996) é fitar diversos modelos indepen-
dentemente e tomar a média de suas predicées para obter um modelo com menor
variancia. Na pratica, fitar diversos modelos independentemente necessitaria um con-
junto de dados muito grande. Para contornar isso utilizamos técnicas de amostragem,
como bootstraping, para gerar conjuntos de dados e criar modelos que sdo quase
independentes.

Bootstraping (LIEW, 2008) é uma técnica estatistica de amostragem de conjunto
de dados através de substituicdo. O novo conjunto de dados € chamado bootstrap. A
técnica consiste em estimar as propriedades de um estimador de variaveis aleatérias
(média, variancia, etc) e € uma boa alternativa para a inferéncia estatistica. Vamos
supor que geramos a partir de um conjunto de treinamento Xj.,j, um novo conjunto
bootstrap, X;ram, com o0 mesmo numero de observagao, ou seja, M = M . Como o
conjunto de dados foi amostrado com substituicdo, algumas observagdes podem ser
repetidas e algumas outras podem estar faltando. O valor esperado para a relagéo de
observagdes unicas entre Xj 4, € X;rain € aproximadamente 63%. Assumindo que pos-
suimos L amostras bootstrap (aproximacao de L conjuntos de dados independentes)

de tamanho B,

1 _1 1
{z4,25,..., 2B},

{212,23,...,2%},
(23)
{zf,zL,...,zé},

onde Zt/) € a b-ésima observacao da /-ésima amostra bootstrap, podemos entao treinar
L weak-learners aproximadamente independentes,
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A1 (), Bo(), ooy By (). (24)

Agregamos cada um dos weak-learners através de uma métrica de média, S,
para criar um modelo de ensemble que possui uma variancia menor que 0s weak-
learners que o compdem. Para o caso da classificagcdo utilizamos como S; o voto
majoritario, ou seja, para cada observacao dentro do conjunto de treinamento a classe
escolhida sera a que o maior nimero de weak-learners escolheu. No caso de regressao
podemos usar como métrica a média do valor de cada um dos weak-learners,

~

1
Szegressao =7 Z hi(). (25)
=1

A grande vantagem em se utilizar o método bagging esta na independéncia do
treinamento de cada weak-learner, de maneira que este processo pode ser realizado
em paralelo. O algoritmo que melhor representa este método é o Random Forest.

2.2.1.1 Random Forest

No algoritmo Random Forest, cada arvore de decisdo dentro do ensemble &
construido amostrando através de substituicao (como por exemplo bootstrap) do con-
junto de treinamento. Cada arvore de decisao é construida de forma a utilizar um
namero maximo de features presentes no conjunto de dados. Estas caracteristicas
podem ser vistas como fontes de aleatoriedade do problema.

Como cada arvore de decisao geralmente apresenta uma alta variancia e tende
para o overfitting, a fungdo das duas fontes de aleatoriedade é diminuir a variangca do
algoritmo. A aleatoriedade injetada de alguma maneira desacopla o erro da predigao,
e ao tomar a média das previsées, esse erro é cancelado.

Podemos verificar na Figura 11 o comportamento do algoritmo sobre 0 nosso
problema exemplo de classificacdo de frutas. Realizando uma comparagao com a
Figura 3, que consiste nos modelos gerados pelas arvores de decisdo. Podemos per-
ceber que o algoritmo de Random Forest possui uma maneira de divisao das classes
parecida. Vale ressaltar que o Random Forest consegue alcangar uma maior acuracia
e um processo de treinamento mais rapido que a do algoritmo de arvore de deciséo.

2.2.2 Boosting

O algoritmo de Boosting possui quase a mesma metodologia do Bagging, cons-
truimos uma familia de weak-learners e entdao os agregamos para obter o ensem-
ble que performa melhor do que os weak-learnres que o compdem. O Boosting se
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Figura 11 — Algoritmo Random Forest, com diferentes profundidades de Decision Tree
e numero de arvores que compdem o ensemble, para o problema de clas-
sificacao de frutas. Os pontos sdo os exemplos contidos no conjunto de
treinamento. Para o conjunto de teste foi utilizado uma grade de dados do
espaco de features e sao representados pelas areas hachuradas. Cada
cor corresponde a uma fruta diferente (amarelo = mexerica, verde = maca,
roxo = laranja, azul = lim&o). Os atributos max_depth significa a profundi-
dade maxima de cada arvore de decisdo, e n_estimators € o nimero de

weak-learners que compdem o ensemble.
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diferencia do Bagging na construcdo do ensemble e na forma de treinamento dos
weak-learners.

Diferentemente do Bagging, o método de boosting utiliza um treinamento em
série de seus weak-learners, onde cada novo modelo possui um foco nas instancias
mais dificeis do conjunto de treinamento. A escolha do modo em que o treinamento em
sequéncia e a agregacao dos weak-learners sera realizada dependera do algoritmo
de boosting escolhido. Os dois principais algoritmos de boosting sdo Adaboosting
(Adaptative boosting) e gradient boosting.

2.2.2.0.1 Adaboosting

No algoritmo Adaboosting nés definimos nosso modelo de ensemble como uma
soma ponderada de L weak-learners,

L
Si() =Y _wh;, (26)
/=1

em que w; Sao 0s pesos associados a cada weak-learner e h; sdo os weak-learners.
Encontrar os melhores pesos e os melhores weak-learners pode ser um processo muito
complexo para realizar em uma optimizag¢do unica. Sendo necessario a utilizagcao de
um processo de optimizacao iterativo, que é matematicamente mais tratavel, mesmo
que este possa levar para um minimo local. Basicamente o algoritmo ira adicionar
0S weak-learners um a um, procurando em cada interagdo o melhor possivel par
(peso, weak-learner) para adicionar ao modelo de ensemble. Desta maneira, definimos
recorrentemente o ensemble como,

S/(.) =851+ W/h/, (27)

em que w; e h; sdo escolhidos de maneira que s/(.) € o modelo que melhor se adapta
ao conjunto de treinamento, e desta maneira, € o melhor melhoramento possivel sobre
S/_1(.). Podemos ent&do denotar,

N
,h) = in E(s._ h)) = [ L(yn, h , 28
(w, hy) = arg le,?) (S)—1 + wyhy) = arg le]?) ; (Yn, Sx, + wWihy(xn)) (28)

onde E(.) é o erro de ajuste do modelo dado e L(.) é a funcdo custo. Assim, ao invés de
otimizar globalmente sobre todos os L weak-learners da soma, nGs nos aproximamos
do minimo global optimizando localmente, construindo e adicionando weak-learners
ao ensemble um a um.
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Este algoritimo se difere da técnica de Bagging principalmente pela forma pelo
qual o ensemble é construido. Enquanto no Bagging o ensemble é construido com
weak-learners que sdo treinados paralelamente, no Adaboosting os treinamentos dos
weak-learners sao realizados de forma sequencial, onde o resultado de um weak-
learner ira influenciar o treinamento do préximo através do resample do conjunto de
treinamento. O comportamento do algoritmo utilizando weak-learners baseados em
arvores de decisao pode ser observado, para o problema de classificacao de frutas, na
Figura 12 para diferentes numeros de weak-learners que compdem o ensemble.

2.2.2.0.2 Gradient boosting (GBoosting)

Assim como no agoritmo Adaboosting o modelo de ensemble dentro do gradient
boosting também € uma soma ponderada dos weak-learners que o compéem

L
sL()=)_wh. (29)
=1

A principal diferenga no gradient boosting e do Adaboosting estd no processo
de optimizacédo sequéncial. No caso do gradient boosting a optimizacao é realizado
com o gradiente descendente. Em cada iteragdo nds fitamos um weak-learner com o
gradiente do erro em relacéao ao atual modelo de ensemble. Matematicamente, temos

S/(.) =851~ W/VESI_1 (), (30)

onde E(.) é o erro produzido por dado modelo, w; é um peso associado ao passo e
—VEs, ,(.) € o oposto do gradiente em respeito ao modelo ensemble do passo /—1.
Podemos descrever o algoritmo atraves do seguinte pseudo cédigo:

1. Iniciamos o modelo de ensemble com o valor constante:

N
So =argmin > L(yn, wp)- (31)

0 n=1

2. paral=1 até L:
a) Calcule r; , =-VEs_,(.),
OL(Yn, S1—1(Xn)) :

=— =1,...,N. 2
I n { 35,1 0xn) parai=1,...,N (32)

b) Treine um weak-learner h; em relagao ao conjunto de treinamento {(xp, 7 p)}-
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c) Compute o peso w; solucionando o seguinte problema de optimizacao:

N
Wy =argminy ~ L(yn, St + Wihy(xn)). (33)
n=1
d) Atualize o modelo
S; = 51 + wihy(Xn). (34)
3. Produza o modelo final:

L
FL(xn) =) _ wih;. (35)

I=1

Podemos ver o comportamento do algoritmo, utilizando como weak-learner ar-
vores de decisdo, na Figura 12.

Como os algoritmos GBoosting e Adaboosting sdo ambos algoritmos de boos-
ting é possivel listar algumas diferencas fundamentais entre os dois algoritmos:

» Funcao Custo: No caso do Adaboosting a fungao custo utilizada é a exponencial,
fazendo com que o algoritmo seja sensivel a outliers . J4 o GBoosting tem a
liberdade de utilizar qualquer fungéo custo, 0 que gera uma maior robustez em
relacédo aos outliers.

» Beneficios: O Adaboosting minimiza a funcao custo relacionada a qualquer erro
de classificacado e € melhor usado com weak-learners. O modelo foi desenhado
principalmente para problemas de classificagao binaria. O algoritmo Gboosting
foi desenvolvido para para solucionar problemas com fungao custo diferenciaveis
e pode ser usado tanto para classificacao quanto pra regressao.

« Deficiéncias: As deficiéncias do conjunto de dados (regides onde existe um erro
maior) s&o identificadas de maneiras diferentes. No Adaboosting elas séo identi-
ficadas aumentando o peso relacionado a esses pontos. No caso do Gboosting
elas sao identificadas pelos gradientes.

2.2.3 Automated Machine Learning.

Automated Machine Learning (AutoML) consiste na automagao de alguns ou,
até mesmo, todas as tarefas presentes na implementacao de um algoritmo de ML:

* Engenharia de features;

1 outilers sdo dados que se diferem drasticamente do conjunto de dados ao qual eles pertencem, ou
seja, sdo dados que fogem da normalidade e podem causar anomalias os resultados
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Figura 12 — Algoritmo Adaboosting e Gboosting com diferentes nimeros de weak-
learners aplicados ao problema de classificacao de frutas. Os pontos séo
os exemplos contidos no conjunto de treinamento. Para o conjunto de teste
foi utilizado uma grade de dados do espacgo de features e sao representa-
dos pelas areas rachuradas. Cada cor corresponde a uma fruta diferente
(amarelo = mexerica, verde = mac4, roxo = laranja, azul = limao). A variavel
n_estimator nos diz quantos weak-learners foram utilizados na construgéo
do ensemble.
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» Optimizacao de hiper-parametros;
» Criacao de ensembles;

+ Validacao de modelos.

Este problema de automacéao foi formulado matematicamente por (THORNTON
etal., 2012; FEURER et al., 2015a) e é conhecido como combined algorithm selection
and hyperparameter optimization problem (CASH). Dado um conjunto de algoritmos
A={AD AP A} com um dominio de hiper-parametros associados A1), ..., A(K),
uma métrica de fungao custo L(.,.,.) € um conjunto de dados D = {X’, )}, onde X =
{Xjs....,.xn} € Y = {¥j, ..., ¥n}, definimos o problema CASH como sendo a optimizagéo
desses parametros, ou seja,

k
: 1 ()
AN =ar min E L(AY, Dirain, Dyalid)- 36
gAU)e A0 K ~ (A3"s Dtrains Dvaiia) (36)

Para solucionar o problema do autoML um espaco de configuracao contendo as
possiveis combinac¢des dos algoritmos e hiper-parametros é definido. No caso de redes
neurais, uma dimensao extra representada pela arquitetura é adicionada ao espaco
de procura. Para procurar sobre esse espaco, diferentes técnicas podem ser utilizadas
(HE et al., 2021):

- Optimizacdo Bayesiana: E um processo de optimizagao iterativa adequado para
fungdes custo caras computacionalmente. Ele consiste de dois componentes prin-
cipais: (i) modelos surrogate para modelar a fungcao custo e (ii) uma fungao de
aquisicao que mede o valor que sera gerado pela validagdo da fungcédo custo
em um novo ponto (SNOEK et al., 2012). Esse método também & utilizado na
biblioteca Sequential Model-based Algorithm Configuration (SMAC), que permite
utilizar processos Gaussianos e Random Forest como modelos surrogate (HUT-
TER et al., 2011).

» Grade de pesquisa: Cria uma grade de configuracées e procura por ela. A
grande vantagem deste método é que ele pode ser facilmente paralelizado.

- Programacao genética: E uma técnica inspirada pelo processo da sele¢do natu-
ral, onde conceitos como cromossomos € mutagdes sao usados para desenvolver
melhores geracdes de solucdes para o problema.

Existem diversas projetos Open source que sdao comumente utilizados como
TPOT (LE et al., 2019), auto-sklearn (FEURER et al., 2015b), AutoKeras (JIN et al.,
2019), Auto-Pytorch (MENDOZA et al., 2018), entre outros.
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A principal vantagem da utilizagdo de métodos de AutoML se d& para problemas
supervisionados, pois além de encontrar o melhor modelo e realizar o tuning dos
hiperparametros dos mesmo, 0 método € capaz de encontrar os melhores tratamentos
dos dados para o seu problema. A grande desvantagem esta no aumento do problema
de optimizacao, o que demanda mais tempo e recursos computacionais.

O método de AutoML sera utilizado no Capitulo trés da tese, onde possuimos
um problema de classificag@o e regressao supervisionado. Vale resaltar que modelos
de AutoML utiliza a técnica de ensemble learning para melhorar os resultados apresen-
tados, assim como a base de seus weak-learners podem ser qualquer modelo de ML
apresentado neste Capitulo.
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3 CLASSIFICADOR DE EMARANHAMENTO BASEADO EM MACHINE LEAR-
NING.

Neste capitulo iremos discutir o trabalho de criacdo de um classificador de ema-
ranhamento utilizando técnicas de ML. O capitulo é dividido em cinco partes principais.
A primeira corresponde a exposicao do problema de classificagdo de emaranhamento,
a segunda sobre os critérios de separabilidade utilizados para criar as classes de
classificacao, a terceira a metodologia de criagdo dos conjuntos de dados, a quarta
os resultado obtidos na utilizacao de diversos modelos de ML e a quinta a conclusao
do trabalho. Este capitulo foi publicado na revista Quantum Information Processing
com o titulo Automated Machine Learning can Classify Bound Entangled States with
Tomograms.

3.1 EMARANHAMENTO E SEPARABILIDADE

O emaranhamento é um dos principais fundamentos da mecénica quéantica. No
campo da Informacdo Quantica (IQ) o emaranhamento tem papel central em diver-
sas implementagdes de protocolos quéanticos. Tais protocolos tem a capacidade de
resolver tarefas de maneira que ndo possuem equivalentes em suas contrapartidas
na teoria de informagéao classica. Inumeros protocolos, como codificagdo superdensa
(HARROW et al., 2004), teleporte quantico (FURUSAWA, 1998; OLMSCHENK et al.,
2009; MILBURN; BRAUNSTEIN, Samuel L., 1999), cddigo quantico de correcao de
erros (BENNETT et al., 1996) e criptografia quantica (URSIN et al., 2007; VAZIRI et
al., 2002; GROBLACHER et al., 2006), tém sido implementados experimentalmente
utilizando o emaranhamento como o seu principal recurso. No campo da computagao
quantica, o emaranhamento como principal recurso ainda é uma questao em aberto
(PREVEDEL et al., 2007; JOZSA; LINDEN, 2003).

3.1.1 Formalizacao do problema

A definicdo de emaranhamento € realizada através da definicdo de separabili-
dade. Consideramos que um estado quéantico esta emaranhado quando ele nao for
separavel. Desta maneira, através do quarto postulado da mecéanica quéantica (NIEL-
SEN; CHUANG, 2000) definimos um estado puro separavel como:

SejaH = Ha® Hg = C% @ C%, onde dy, db > 2 sdo as dimensdes de cada
sub-espaco. Um estado puro [\{p) € H composto por duas particulas, |[V4) € Ha €
hbg) € Hp, € chamado separavel se e somente se ele puder ser escrito na forma:

) =[a) @ [bp), (37)

caso o contrario o estado é chamado de emaranhado.
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Para um estado misto devemos utilizar o formalismo de matriz densidade. Um
estado qualquer (puro ou misto) p € C% @ C% é dito separavel se e somente se ele
puder ser escrito como:

k
p=>_pief @07, (38)
i=1
onde {p;} € uma distribuicdo de probabilidade e obedece as seguintes restricbes p; > 0
e Y ;pi=1, e pf e pP sdo estados (puro ou misto) do sub-sistema A e B.

Através desta definicao, o problema de classificar o estado como emaranhado
se torna um problema de classificar o estado como separavel. Determinar se um estado
arbitrario é separavel ou ndo pode ser um problema complicado, ja que a dimensao do
espaco de Hilbert cresce exponencialmente com o numero de sub-sistemas envolvidos
e com a dimensao de cada sub-sistema. Devido ao crescimento exponencial podemos
classificar este problema, através da complexidade computacional, como sendo um
problema NP-dificil (GURVITS, 2004).

Por fim, podemos formalizar o problema de identificar a separabilidade de um
sistema quantico como sendo um problema de decisdo. Seja p € C% & C% um estado
misto, o problema se reduz a dado uma matriz arbitraria pg, . 4, decidir se o estado €
separavel. Para isso foram criados critérios para identificar a separabilidade de maneira
eficiente em determinados casos.

3.2 CRITERIOS DE SEPARABILIDADE.

Devido a importancia do problema de separabilidade para a comunidade da
Informacdo Quantica, uma série de esforcos para resolver o problema de maneira
eficiente foram desenvolvidos. Tendo em vista o crescimento exponencial da dificuldade
do problema de separabilidade, um critério Unico e eficiente de separabilidade de um
sistema quantico ainda ndo existe. Porém, para recortes especificos do problema
possuimos critérios bem estabelecidos que sao implementados de maneira eficiente.

3.2.1 Decomposicao de Schmidt

Para estados puros bipartidos podemos utilizar um método baseado na decom-
posicdo de Schmidt para determinar se um sistema € separavel ou nio.

Teorema 3.2.1. (Decomposicao de Schmidt): Para todo |\p) € H existe uma base
ortonormal |a;) e |b;) de forma que

) = ZN‘ a;) @ |b;), (39)

comA;>0e Y ;A2 =1.
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O coeficiente A; é conhecido como coeficiente de Schmidt. O numero de coefici-
entes ndo nulos é chamado de rank de Schmidt S(y) de um estado |). O critério de
separabilidade nos diz que o estado é dito separavel se e somente se S(\) =

Prova: Tomando a expansao de um estado puro genérico, teremos:

) =D jli), (40)
ij

onde ¥ = {{} € uma matriz de numeros complexos. Tomando a decomposicédo de
valores singulares, toda a matriz ¥ pode ser escrita como ¥ = UDV, com U e V
sendo matrizes unitarias e D uma matriz diagonal com elementos ndo negativos. Desta
maneira, a expansao do estado puro ficara na forma:

Z UkiDjiVj |k/ (41)
ifk

Renomeando os estados como

;) = Z Ugi |K)
bj) = Z Vij li

teremos entdo o mesmo estado descrito na Equacao 39 com A; = D;;. A ortogonalidade
dos estados |a;) e |b;) segue do fato de que U e V s@o unitérias. Desta maneira para
calcular se um estado puro é separavel ou nao, basta calcular o posto de V. Podemos
perceber também que o caso no qual o emaranhamento é maximo ocorrera quando
todos os autovalores, A;, forem iguais, ou seja, quando

(42)

dimHa

L CELY (43)

dimH, <

3.2.2 Critério de Perez-Horodecki (critério PPT)

) =

Para matrizes densidade, um dos critérios mais utilizados é o critério de Perez-
Horodecki (PERES, 1996; HORODECKI, M. et al., 1996). Considerando que o operador
matriz densidade € um operador positivo semi-definido, ou seja, nao possui autovalores
negativos, e a operacao de transposicéo, T, € um mapa positivo, que leva operadores
positivos em operadores positivos, desta forma

T:(0>0)— (O >0), (44)

O critério ira se basear em tomar a transposta parcial de um dos sub-sistemas da
matriz densidade e sera definido através do seguinte teorema:



Capitulo 3. Classificador de Emaranhamento Baseado em Machine Learning. 53

Teorema 3.2.2. (PERES, 1996; HORODECKI, M. et al., 1996) Se um estado, p €
Hp® Hp, € separavel, entdo

p'e = (Ig® Tp)[p] > 0 (45)

onde Tg é a transposicdo do segundo sub-sistema e 14 € a identidade aplicada ao
primeiro sub-sistema. Caso contrario se p Ts = (La® Tpg)[p] for negativo, ou seja, possuir
autovalores negativos, o estado é considerado emaranhado. Por esse motivo o critério
pode ser chamado de critério da transposta parcial positiva (positive partial transposte,
PPT)

Em dimensdes arbitrarias de dois sub-sistemas ou em sistemas contendo um nu-
mero arbitrario de sub-sistemas (para dimH > 6) o critério PPT fornece uma condi¢édo
necessaria mas nao suficiente para separabilidade, ou seja, para dimensdes maiores
existem estados que permanecem positivos sobre a transposicéao parcial mesmo que
eles sejam emaranhados (HUBER et al., 2018). Chamamos tais estados de estados
emaranhados presos. Desta maneira temos o seguinte teorema:

Teorema 3.2.3. (PERES, 1996; HORODECKI, M. et al., 1996) Um estado p € Hpo®@Hp
com dimH 4 ® dimHpg < 6 é separavel se e somente se

p'8 = (14 Tg)[p] > 0 (46)

3.2.2.1 Emaranhamento Preso

O emaranhamento preso € caracterizado por estados emaranhados que néo
podem ser destilados. A destilacdo de emaranhamento tem como objetivo transformar
estados mistos p em estados maximamente emaranhados utilizando apenas opera-
coes locais e comunicacéo classica (LOCC, "local operation and classical communi-
cation") (HORODECKI, M. et al., 1998). O fato dos estados presos ndao poderem ser
destilados implica em importantes consequéncias na teoria da Informacao Quantica,
como a irreversibilidade mecénica de uma operacgao quantica (YANG et al., 2005). Essa
irreversibilidade mecéanica se da quando a partir de um estado puro produzimos um
estado misto com emaranhamento preso, uma vez criado o estado ele ndo pode ser
novamente destilado para o estado puro. Um problema em aberto dentro de estados
emaranhados presos é o de que ainda ndo se sabe o limite e tamanho de seu espacgo
dentro do espaco de Hilbert (DAS, S. et al., 2017).

Para o caso de dois qutrits (sistema contendo trés estados quanticos mutual-
mente ortonormais, {|0),|1),|2)}) o espago de Hilbert possui dim(H = 9) e desta ma-
neira possui estados separaveis, emaranhados e emaranhados presos. Porém, como
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dito anteriormente, o tamanho do conjunto no espaco de Hilbert € desconhecido. Até
0 presente momento possuimos na literatura apenas algumas “familias” de estados
conhecidos (HORODECKI, P. et al., 1999; ACIEN et al., 2000; HALDER et al., 2019;
TERHAL, 2001), que possuem os limites de cada conjunto bem definidos. Podemos
citar como exemplo os estados do tipo Horodecki (HORODECKI, P. et al., 1999), fami-
lia de apenas um parametro. Os estados de Horodecki podem ser obtidos a partir da
seguinte expressao:

X 0.8

Horo _

2
pcx 7

o2 )93

onde ‘¢§> € um estado maximamente emaranhado de dois quitrits,

3\ 1
0%) =5(100) +[11) + 22)), (48)
e
o- = %(\OU(OH +[12)(12| +120)(20]), (49)
04 = %(\10)@0\ +[21)(21] +(02)(02)). (50)

Para este estado a divisédo entre emaranhado, emaranhado preso e separavel €
bem conhecida e obedece o seguinte critério

separavel, 2<a<3,
pHoro — ! emaranhado preso, 3 <« < 4, (51)
emaranhado, 4 <x<5.

3.2.3 Robustez Generalizada de Emaranhamento (Generalized Robustness of
Entanglement (GRE)).

Outro critério de emaranhamento utilizado para a classificacao de estados € a
robustez de emaranhamento. Esta quantifica a quantidade de mistura com um estado
separavel que é necessaria para destruir o emaranhamento do sistema (VIDAL, Guifré;
TARRACH, 1999a). Estamos interessados em uma medida um pouco mais geral, a
robustez generalizada de emaranhamento, que quantifica a quantidade de mistura
que qualquer estado necessita para destruir o emaranhamento (STEINER, 2003a).
Formalmente podemos definir a GRE como:

Considerando um estado de n—particulas p € D(CA1 @ - -- @ CAn), e outro estado,
ps, N6s chamamos a robustez generalizada de emaranhamento de um estado p o
menor valor de s > 0, de maneira que o estado,
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p(S)

=1 S(p+ Sps) (52)

seja separavel. O parametro s deve ser zero se 0 estado p é separavel, e é sempre
finito, ja que o conjunto de estados separaveis esta em torno da identidade (VIDAL, Gui-
fré; TARRACH, 1999a). O valor minimo de s sera encontrado na borda do conjunto de
estados separaveis. Desta maneira o estado ps € o estado no qual o emaranhamento
de p é mais sensivel.

3.2.4 Testemunha de emaranhamento

Os critérios de separabilidade apresentados nas se¢des anteriores séo ferra-
mentas que possibilitam identificar se ha emaranhamento em determinado estado
quantico. Uma abordagem que pode ser aplicada a qualquer sistema composto, em
qualgquer dimensao, assim como para sistemas multi-partidos, é a testemunha de ema-
ranhamento. Como o proprio nome indica, a testemunha de emaranhamento é um
observavel que testemunha o emaranhamento de um sistema (TERHAL, 2002). De
maneira simples, o critério nos diz que para uma dada matriz densidade p deve existir
um observavel W tal que,

Tr(Wp) >0 (53)

se existir emaranhamento, em p, a desigualdade sera violada. A testemunha de emara-
nhamento ndo tem a capacidade de detectar todos os estados emaranhados, de modo
que se a desigualdade for violada, podemos garantir que o estado é emaranhado,
porém, se a desigualdade nao for violada, nada podemos concluir sobre o estado.
Formalizando esta questao, teremos que

Tr(Wp) >0, n&o podemos concluir nada sobre o estado, (54)
Tr(Wp) <0, o0 estado é emaranhado.

As testemunhas de emaranhamento possuem sua origem na analise geométrica
do espaco de estados da matriz densidade e explora a convexidade do mesmo. Uma
caracterizacdo geométrica de quando p € D esta contida em um certo subconjunto
convexo C C D é dado pelo teorema de Hahn-Banach (LAX, 2002; ROCKAFELLAR,
1970).

Teorema 3.2.4. (LAX, 2002; ROCKAFELLAR, 1970) (Teorema de Hahn-Banach) Seja
C C D um conjunto convexo de estados no espago de Hilbert H, entdo para cada p € C
deve existir um operador Hermitiano W € B(H) de maneira que
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Tr(Wp)<0e Tr(Wo) >0 (55)
para todo o ¢ C.

O teorema nos diz que um conjunto convexo e um ponto do lado de fora po-
dem ser separados por um hiperplano W. Este hiperplano € a nossa testemunha de
emaranhamento (ela testemunha estados p ¢ C).

Corolario 3.2.4.1. Um estado p € D é separavel se e somente se Tr(pW) > 0 para
todo operador Hermitiano W de tal modo que

Tr([[W )b al ® [We)WgalIW) > 0, (56)

com [hp) € Hp € |Vp) € Hp. O operador W é nomeado testemunha de emaranha-
mento.

Uma representacdo esquematica do aspecto geométrico do formalismo de tes-
temunha de emaranhamento pode ser observada na Figura 13. Seja S e £ conjuntos
de estados separaveis e emaranhados respectivamente, sendo que S C £ e p uma
matriz densidade que representa um estado contido em £. Podemos, através do teo-
rema de Hahn-Banach, construir um hiperplano W de maneira a separar S e £. Porém,
esta separagao ndo ir4 nos fornecer todos os estados emaranhados. Este problema
pode ser contornado realizando uma otimizacao do operador W, fazendo com que seja
obtido um hiperplano que esteja na borda do conjunto dos estados separaveis S. Para
conseguirmos isolar completamente o conjunto dos separaveis S sera necessario a
criagao de inumeros hiperplanos optimizados de maneira a contornar todo o conjunto
dos estados separaveis.

3.2.4.1 Construcao e Optimizacédo da Testemunha de Emaranhamento

Existem diversas metodologias para a criagdo de testemunhas de emaranha-
mento. Iremos apresentar alguns exemplos contidos na literatura, porém existem outros
métodos (GUHNE; TOTH, 2009).

1. Considere uma matriz densidade p. Se existir um autovalor negativo A- < 0 de
pTA associado a um autovetor | ), podemos criar uma testemunha de emaranha-
mento como

W = [p)wp| 7. (57)
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Emaranhado

Figura 13 — Representacao esquematica do espaco de estados contendo uma teste-
munha de emaranhamento, W, e testemunhas de emaranhamento optimi-
zadas, Wy, circulando o conjunto de estados separaveis.

Desta maneira, teremos para estados emaranhados

T(Wo) = Tr(1w)w|p)

= Tr(w)wl ) (58)
=A_<0
e para estados separaveis
Ti(Wo) = Tr([w)wl p*) > 0 (59)

2. Podemos construir uma testemunha de emaranhamento utilizando o projetor de
um estado puro )

W = oI = [p)p] (60)

Esta testemunha nos diz que se

Tr(p [W)XW]) = (bl p [) . (61)
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for o valor esperado do estado | ) para um estado misto p, entdo se o valor espe-
rado extrapolar um valor critico «, também teremos um valor esperado negativo
para a testemunha e p sera necessariamente um estado emaranhado. O valor
« representa o menor valor para o qual W ainda permanece positivo e pode ser
calculado pela expressdo (BOURENNANE et al., 2004)

o= max Tr(p [h)]) (62)
PA®PB

3. Seja p um estado emaranhado e o 0 estado separavel mais proximo de p. Entdo
podemos definir uma testemunha de emaranhamento como

W = {0+ Tilo(p= o)l (63)

onde NV = \/Tr((p —0)f(p—0)) é a normalizagao.

Apoés a construcao de uma testemunha de emaranhamento podemos realizar
sua optimizacdo (LEWENSTEIN et al., 2000) que encontre um maior niumero de esta-
dos emaranhados. Considerando duas testemunhas W; e W5, de maneira que W, é
capaz de detectar os mesmo estados de W; e mais um estado adicional. Definimos
entao

W2 = W1 - P (64)

onde P é um operador positivo. Se as propriedades

(G| Wy [b) = (ajb;| Wy |a;b;) =0 (65)

(W[ P ) = (a;bj| Pla;bj) =0 (66)

forem cumpridas, temos que W, é uma testemunha mais refinada que W se

1 1
< =inf min —— Wy—— 67
*= %0 a autovalores [\/ Pa a\/ Pa] (67)

em que inf = infimo, X5 = (a| X|a), |a) € Hae |b) € Hp.
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Podemos exemplificar este processo de optimizacao através de um estado puro
com um certo grau de mistura, estado de Werner. Este estado pode ser representado
por

o= pI)b|+(1-p), (69

onde p € [0, 1]
Se o estado | ) for da forma [{) = a|00) + b|11) e considerando a identidade
como o estado maximamente misto, teremos

I =1]00X00| +[11)11|+]01)01| + [10)(10], (69)
Y| = a2 |00)00] + ab |00X 11| + ab|11)(00] + b? |11)(11] (70)

e por consequéncia, nosso estado de Werner assumird a forma

o= (@ +32> 100)(00] + (@ +b2> 111)(11] +

(1-
4
Realizando a transposta parcial no sub-sistema B, teremos

'8 = (@ + 32> 00)(00| + (@ + b2) [11)(11]
(1-

+ pab(]00)(11| + |11)00]) + p)(\01)<01\ +]10)10])

+ pab(|01)(10| + |[10)(01]) + p)(\01><01 | +[10)10])

4
(U2+2) o o 0 (72)
_ 0 @ pab 0
- 0 pab @ 0
0 o o (U2.+p?)

Realizando a diagonalizagdo de p’& encontramos os seguintes autovalores e
seus autovetores associados:

| = (@ + a2> = |00}, (73)
7\2=((1;p)+b2) = |11), (74)
da =3P pab = i) = 5 (101) +10) (75)
ha =72 —pab = i) = =(01)=[10). (76)
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Tomando o menor autovalor como base, temos que o estado de Werner sera
emaranhado se A4 for negativo, ou seja,

7\4<0,
1 1
Z—p<z+ab) < 0, (77)
1
P> aab)

Construimos entdo nossa testemunha como sendo a transposi¢ao parcial do
projetor para este auto-estado a qual pode ser escrita como

W =[p-)p-| T8
=;<|o1><o1 | —[00)(11]—[11)00| + [10)(10])
=%(|O1)<01 | —100)11|—1{11)00| +|10)10|
+|00)00| — |00X00| + [11)(11|—[11)11])

1 (78)
=§(H_‘¢+><¢+|)
0 00 —1
1|0 100
20 01 o0
4 00 0

onde [d+) = (/00) + [11))/v2
Existe um resultado mais geral que nos diz que qualquer mapa decomponivel
corresponde a uma testemunha, ou seja,

W=pP+Qls, (79)

onde P e Q séo operadores positivos semidefinidos e a testemunha W € uma teste-
munha de emaranhamento decomponivel. Podemos derivar uma expressao para tal
testemunha (VIDAL, Guifré; TARRACH, 1999b; STEINER, 2003b). O método se baseia
na ideia de utilizar um estado de borda, 8, que € um estado emaranhado preso de tal
forma que para todo € > 0 e todo separavel |ab),

5— e |ab)(ab| (80)

nao € positivo ou ndo possui o tragco parcial positivo. Os estados de borda podem
ser pensados como estando na linha de divisdo dos estados emaranhados presos
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e emaranhados, e por isso eles sdo considerados o estado mais emaranhado preso
possivel. Se este estado existir, podemos construir um estado emaranhado preso como
a soma convexa do estado de borda e um estado separavel(LEWENSTEIN et al., 2000,
2001). Uma representacao esquematica deste espago pode ser vista na Figura 14.

Figura 14 — Representacéo esquematica do espacgo de estados contendo a construgéao
de um estado emaranhado preso, 5 ppTeg COMO sendo a soma convexa de

um estado de borda, £PPT, e um estado separavel, osep. O estado £SEF

representa um estado de borda do conjunto de estados separaveis e pNFT
representa um estado emaranhado qualquer.

Teorema 3.2.5. (CLARISSE, 2006) Todo estado emaranhado preso, p, pode ser de-
composto como

p=(1-p)psep + Pd, (81)
onde psep € um estado separavel e & € um estado de borda.

Desta maneira podemos construir uma testemunha que detecte o estado de
borda.

Teorema 3.2.6. (CLARISSE, 2006)

1. Seja 5 um estado de borda com P e Q o projetor no kernel de & e 5'¢, respecti-
vamente. Seja
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Ws=P+Qe (82)

e = inf (ab| W; |ab), (83)
|ab)

entdo, Wy = Wy — el € uma testemunha de emaranhamento ndo decomponivel
que detecta b.

2. Qualquer testemunha nao decomponivel W pode ser escrita como

W=P+QTB—cl (84)

com

O<e< |ir2)f> (ab| P+ Q'8 |ab), (85)
a

sendo a condicdo de P e Q serem operadores positivos semidefinidos e satisfa-
zeremTrP5 =TrQ'85 =0 para um estado de borda qualquer.

3.3 CLASSIFICADOR DE EMARANHAMENTO BASEADO EM ML

Nesta secéo iremos descrever a criagcao do classificador de emaranhamento de
dois qutrits. Passando pela metodologia de obtencédo de dados e pela criacdo da ANN
que ira classificar os mesmos.

3.3.1 Construcao do conjunto de dados

A construgao do conjunto de dados € um dos principais componentes para que
os modelos de ML consigam um bom desempenho na classificacdo. Neste trabalho
foram desenvolvidos dois conjuntos de dados. O primeiro corresponde somente a
estados de Horodecki, descritos na seg¢édo anterior e 0 segundo corresponde a estados
espalhados por todo o espaco de Hilbert de dois quitrits.

Para a construgcédo do conjunto de dados vamos considerar um estado quantico
9x9, peDc LC®C3, onde D é o espaco de estados e £ é o conjunto de
operadores lineares no espaco de Hilbert # = €3 ® C3. Desta forma podemos escrever
p como,
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1

p= Z 9,-E-, (86)
i=1

onde d = 9, E; forma uma base no espago de Hilbert-Schimidt e 6; é a solugdo do
seguinte sistema linear (NIELSEN; CHUANG, 2000),

G'é=6, G,-j=tr(E,-Ej>, ci = tr Ejp. (87)

Podemos escolher qualquer base que abranja o espaco de Hilbert-Schmidt e o
Gramian G é positivo definido. Assim, caso possuimos todos i = 1,...,d% —1 valores
esperados {c;} das medidas dos observaveis linearmente independentes {E;}, nds pos-
suimos dados suficientes para realizar uma tomografia de estados quéanticos completa
e determinar p unicamente usando as Equacgdes 86 e 87. Assumimos que possuimos
todos os d? — 1 coeficientes, queremos evitar de medir projetores emaranhados, desta
maneira escolhemos os geradores SIC_POVM(3) ® SIC_POVM(3) para os estados de
Horodecki e os geradores SU(3) ® SU(3) para o caso mais geral. Assumimos também
que as medidas tomograficas das Equacdes 86 e 87 sao perfeitas e levam a um estado
valido, ou seja, possuem operadores positivos semi-definidos de trago um. As imper-
feicoes experimentais iriam adicionar uma nova camada de erro em nossa andlise e
escolhemos priorizar a performance das técnicas de ML aplicados ao problema com a
menor fonte de erros.

Para os estados de Horodecki foram criados dois mil exemplos de cada classe
de emaranhamento através da implementacdo da receita dos estados em um cé-
digo em MATLAB (MATLAB, 2010). O conjunto de dados corresponde aos elementos
da matriz densidade, de cada estado, por medidas tomograficas representadas por
SIC-POVMs (RENES et al., 2004) vinculados a um rétulo representando a classe
de emaranhamento. Totalizamos entao seis mil exemplos de estados com dezesseis
entradas.

Para o segundo conjunto de dados realizamos o sorteio aleatério de matrizes
densidade através da métrica de Hilbert-Schmidt (BRAUNSTEIN, Samuel L, 1996;
ZYCZKOWSKI; SOMMERS, 2001) de estados de um sistema de dois qutrits (dim = 9).
O ideal seria possuir uma distribuicdo uniformemente aleatéria de estados que fossem
separaveis, emaranhados presos e emaranhados ao longo de todo o espaco de Hilbert.
Porém, como a probabilidade de sortearmos um estado que seja emaranhado preso é
muito pequena, nos adicionamos ao conjunto de dados estados emaranhados presos
artificialmente construidos utilizando estados de borda (LEWENSTEIN et al., 2000,
2001). Para a rotulagao dos estados entre emaranhados (transposta parcial negativa
(NPT)), emaranhados presos (PPTES) e separaveis (separaveis (SEP)) utilizamos o
formalismo de testemunha de emaranhamento atuando em £(C3 © C3) de maneira que:
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tr (Wp) > 0, Vp € PPTES U SEP,

(88)
tr(Wp) <0, Vp € NPT.

Com essa testemunha, estamos interessados em uma subclasse correspon-
dente a testemunha de emaranhamento 6tima, W*, ou seja

tr(W*p) < i {tr (Wo)}, (89)

onde M é a interseccédo do conjunto de testemunhas de emaranhamento, W, com
algum outro conjunto C tal que M é compacta e é limitada inferiormente.

Podemos associar uma testemunha de emaranhamento a diferentes medidas
de emaranhamento escolhendo de maneira adequada ¢ (BRANDAO, 2005). Em nosso
caso escolhemos M ={W € W|W <1, onde I é o operador identidade, associando W
com a GRE de forma que:

GR(p) = min ( min s:£SEP = p+so

e SEP) (90)
oeD \s>0eR 1+s

onde £SEP pertence a borda entre o conjunto de estados separaveis e emaranhados,
como representado na Figura 14. Associamos as Equagdes 89 e 90 para obter

GR(p) = max {O,— wi:r]wl{tr(Wp)}} : (91)

Realizamos entdo uma minimizacao na Equacéao 91 através de uma e- Teste-
munha de emaranhamento 6tima (BRANDAO; VIANNA, 2004) utilizando o MATLAB
(MATLAB, 2019), YALMIP (LOFBERG, 2004) e SDPT3 (TOH et al., 1999). Configura-
mos o algoritmo de maneira que a probabilidade de encontrar um estado separavel
com GR(o) > € é muito pequena. Mais especificamente, n6s escolhemos

Pitr (Wa) < —y|o € SEP} < e, (92)

onde e =y = 1072, Entdo, nds classificamos p como sendo um estado emaranhado se
GR(p) > €.

Finalmente, obtemos os estados de borda &SEP (como na Figura 14) resolvendo
0 problema,
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determine o
talque tro=1
oc>0
£ - p+ GR(p)o (93)
1+ GR(p)
g -0
tr WE =0,

onde &4 denota a transposta parcial no primeiro subsistema de £(C3 ® C3).

Como a probabilidade de sortearmos um estado PPTES € muito pequena utili-
zamos um algoritmo que os cria artificialmente através de estados de borda. Para isso
computamos uma testemunha étima decomponivel com o MATLAB, YALMIP, SDPT3,
mas agora resolvendo o problema semidefinido.

min tropW,
Wy P¥d
talque Wy =<1 (94)
T,
WdA i 0:

onde W4 denota a transposta parcial no primeiro subsistema de £(C3 @ C3). Cha-
maremos de GRy(p) o emaranhamento quantificado por Wy. Esta testemunha ira
encontrar a fronteira do espaco entre os estados PPTES e NPT. Nos a utilizamos
para encontrar os estados de borda £PPTES que vive nesta fronteira. Os casos em
que &SEP o ¢ PPTES g30 especialmente Uteis para nds, ja que podemos construir um
estado PPTES com uma combinagédo convexa entre estes estados (LEWENSTEIN
et al., 2001). No6s dizemos que eles sao diferentes para uma tolerancia 1073 na norma
1.

Podemos entdo resumir nosso algoritmo para a constru¢do do conjunto de
dados como:

1. Sorteie uma matriz densidade p de acordo com a medida de Hilbert-Schimdt;

2. Compute GR(p) utilizando e—OEW, testemunha de emaranhamento éptima (opi-
timum entanglement witness) e obtenha o estado de borda &SEP:

3. Cheque se p € um estado PPT,;

4. se p é PPT e GR(p) > €, nds salvamos p em nosso conjunto de dados com o
rétulo PPTES;
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5. se p € PPT e GR(p) < €, nés salvamos p em nosso conjunto de dados com o
rotulo SEP;

6. se p é NPT e, consequentemente, GR(p) > €, nds salvamos p em nosso conjunto
de dados como NPT;

7. se p € NPT, n6s também quantificamos GRy(p) com d—OEW e obtemos seu
estado de borda £PFPTES;

8. Checamos se £5EF e £PPTES sgo diferentes na norma 1, 5 || £56F — ¢ PPTES ||,>
1073;

9. se eles forem diferentes, nés teremos & = 3£5EF 4+ 1 PPTES;
10. computamos GR(5) utilizando e—~OEW;

11. se GR(%) > €, nOs salvamos & em nosso conjunto de dados com o rétulo PPTES;

Construimos 3254 exemplos de cada classe em nosso conjunto de dados, com
metade dos estados PPTES gerados artificialmente, totalizando 9762 exemplos. O
algoritmo levou aproximadamente um més utilizando um cluster de 18 cores e 90GB de
RAM para sortear dez mil matrizes densidade e calcular suas e~OEW com a preciséo
numeérica desejada. Ao término, representamos a matriz densidade por um conjunto
de medidas tomograficas sobre a base SU(3) ® SU(3), totalizando oitenta entradas. O
aumento do numero de entradas deste conjunto demonstra a maior complexidade do
mesmo em relacdo ao conjunto contendo os estados de Horodecki.

Como estamos incluindo estados PPTES criados artificialmente em adicao aos
sorteados aleatoriamente, nés precisamos nos certificar se possuimos um subconjunto
justo. Para essa tarefa, nos utilizamos a fidelidade média de estados. Essa medida nos
mostra o quao proximo os estados de um grupo estao uns dos outros. Na Tabela 2 n6s
possuimos a fidelidade média,

Fip,0) = [tr(y/vBov )| (95)

onde p e o € £(C3 ® C3) sdo estados nao equivalentes dentro do nosso conjunto de
dados. Notamos uma média da fidelidade parecida para os estados PPTES e SEP
e, como esperado, os estados NPT estdo mais distantes uns dos outros ja que eles
possuem um maior volume dentro do espaco de Hilbert (ZYCZKOWSKI et al., 1998).
Esta analise é fundamental para controlar o viés e o overfitting em nossas amostras
(MAY et al., 2010).
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Tabela 2 — Fidelidade média, (F), ao longo de cada classe de emaranhamento pre-
sente no conjunto de dados. A classe Todos se refere a todos os 9762
estados contidos em todo o conjunto de dados, enquanto SEP, PPTES e
NPT se referem aos 3254 estados em cada uma destas classes.

Class (F)
Todos 0,7879
Emaranhado 0,7712

Emaranhado preso 0,7965
Separavel 0.7955

3.3.2 Resultados e Discussao
3.3.2.1 Estados de Horodecki.

Para a construcao e treinamento das ANN utilizadas para a classificacao dos
estados de Horodecki utilizamos o pacote de redes neurais do MATLAB. A arquitetura
da rede utilizada neste primeiro resultado foi a arquitetura MLP com duas camadas
escondidas contendo, dez neurbnios cada. O algoritmo de treinamento utilizado foi 0
gradiente descendente escalonado.

Como descrito no capitulo anterior, a ANN tenta descobrir uma superficie que
seja capaz de separar as classes apresentadas a mesma. Esta superficie sera tao
mais complexa quanto o seu problema. Devido a este fato, esperamos que os esta-
dos uniformemente distribuidos pelo espacgo de Hilbert possuam uma superficie de
separacao dos estados com um formato mais complexo que os estados de Horodecki.

Para os estados de Horodecki conseguimos uma classificacdo de aproximada-
mente 100% em todas as classes, como apresentado na matriz confusdo da Figura
15. Esta matriz compara a classe presente no conjunto de dados (target class) com a
classe que a rede treinada nos fornece (output class) utilizando os mesmos valores de
entrada. O que demonstra que a superficie de separacao destes estados possui uma
forma simples para estes estados.

3.3.2.2 Estados uniformemente distribuidos.

3.3.2.2.1 Engenharia de features.

Algoritmos como autoML podem fornecer valiosos insights ao analisar resulta-
dos parciais. Por exemplo, podemos utilizar o TPOT (LE et al., 2019) para analisar a
importancia de cada feature presente em nosso conjunto de dados. O TPOT, como des-
crito no capitulo anterior, utiliza um algoritmo de programagéo genética para explorar
diferentes pipelines' para cada conjunto de dados. Ele automaticamente roda testes
padrdes, como por exemplo, analise de tipos de dados, z-score, checa a relevancia de

! pipelines ¢ a divisao do fluxo de trabalho de ML em partes independentes, reutilizaveis e modulares.
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Confusion Matrix
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Figura 15 — Matriz confuséo para os estados Horodecki. A classificagédo € de 100%
para todas as classes. Onde a classe 1 representa os estados NPT, 2
representa os estados PPTES e 3 representa os estados SEP.
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potencias maiores dos inputs, reducao da dimensionalidade via PCA (Principal Com-
ponent Analysis), optimizacéo de hiper-parametros, e assim por diante. Esse tipo de
algoritmo € um bom ponto de partida para qualquer projeto de ML, ja que ele possibilita
investigar se uma feature é mais importante que outra, que é um ponto crucial para
diminuir o numero de features durante o processo de aprendizagem, reduzir o esforgco
computacional e aumentar a robustez contra over-fitting (MEHTA et al., 2019)

Nés testamos a importancia dos features de nosso dataset utilizando o TPOT
com dez geracdes do algoritmo genético e uma populagao de trinta modelos de ML
para a construcdo do ensemble. A optimizacdo levou em torno de seis horas para
concluir utilizando um PC e obtemos a confirmacao que todas as oitenta features,
medidas tomograficas, contribuem igualitariamente para resolver o problema. Desta
maneira, ndo podemos reduzir a dimensionalidade dos dados sem perder informagdes
consideraveis. Considerando que nosso feature c; (Equacgéo 87) representa o produto
interno de p com os observaveis linearmente independentes (geradores do espaco
SU(3) ® SU(3)), este resultado é esperado. Assim, o cenario onde possuimos apenas
informagdes parciais sobre os estados ndo favorece o algoritmo de ML.

Para o problema de classificagao, em adicdo as features do vetor ¢ € R80, nés
também incluimos o seus valores exponenciais, exp{(c;)} para Vi = 1,...,80 e termos
de segunda ordem c;cjparaVi=1,..,80 e j=1,...,80 podemos desconsiderar os
termos repetidos como ¢4 ¢ = cocq, totalizando 3400 features. Todos os features séao
normalizados com z-score, isto é, centrado para possuir valor médio zero e escalado
para possuir desvio padrao igual a um.

3.3.2.2.2 Classificagdo Binaria (SEP vs. PPTES).

Depois de decidir os features, a primeira tarefa é o treinamento binario para
diferenciar o estado entre separavel ou emaranhado preso. Essa tarefa é especial-
mente importante quando o critério de Peres-Horodecki ndo € capaz de identificar o
emaranhamento de um estado e nds precisamos decidir quando p € emaranhado. Para
obter a melhor performance de cada classificador, n6s dividimos o conjunto de dados
em duas partes:

» ~ 80% para treinamento,

* ~ 20% para teste.

A idéia é testar um modelo treinado com informacgéo nova, para assegurar que
o modelo é capaz de generalizar a predicao e € robusto contra overfitting. Assim,
dizemos que possuimos um bom modelo quando alcancamos uma alta performance
na fase de teste.
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Tecnica de ML Teste (%) PPTES (%) SEP (%)

TPOT 75.3 76.6 74.1
auto-sklearn 73.4 71.9 75.0
AutoKeras 41.6 40.0 36.0
Auto-PyTorch 62.2 63.7 60.8
AdaBoost 66.9 65.7 68.1
ANN 58.4 57.0 59.9
SVM 70.5 67.1 73.7
KNN 48.4 0.2 99.8

DT 53.0 49.6 56.5

RF 70.3 73.2 67.4

Tabela 3 — Performance do conjunto de teste para diferentes tecnicas de ML utilizando
0 mesmo conjunto de dados para a classificacdo binaria SEP vs. PPTES.
No6s mostramos a melhor performance em negrito. As técnicas de autoML
sdo TPOT, auto-sklearn, AutoKeras e Auto-PyTorch. Os métodos conven-
cionais sdo o método de ensemble AdaBoost, rede neural artificial (ANN),
support vector machine (SVM), K primeiros vizinhos (KNN), arvore de deci-
sao (DT), e random florest (RF). As porcentagens em Teste, PPTES, e SEP
referente a taxa de classificacao corretas (Equacao 96).

NGs treinamos diferentes modelos utilizando diferentes técnicas de ML em uma
janela de tempo de seis horas em um computador padrdo e computamos a taxa de
classificagdes corretas:

# classificagdes corretas
# estados

para todos os elementos no conjunto de teste e para cada classe (SEP/PPTES) se-
paradamente. Podemos ver o resultado desta taxa de acertos na Tabela 3 com o
melhor acerto destacado em negrito. Podemos notar que todas as técnicas de autoML
(TPOT, auto-sklearn, AutoKeras, Auto-PyTorch) tiveram uma performance melhor que
seu correspondente (ANN, SVM, KNN, DT, RF e Adaboost). No passo de teste, o TPOT
classificou os estados SEP com uma acuréacia de 74,1% e os estados PPTES com
76,6%, com uma performance geral de 75, 3%. A matriz de confusao (CM) (GOOD-
FELLOW et al., 2016) para este teste esta representada na Figura 16, mostrando as
taxas de acerto (verde) e de erros (vermelho).

% 100% (96)

3.3.2.2.3 Classificacdo Multiplas (SEP/PPTES/NPT).

Embora nds possamos verificar se um estado quantico € PPT ou NPT eficiente-
mente, apds a classificacdo bem sucedida da secao anterior, nés queremos investigar
uma classe a mais em nosso autoML framework para uma descrigdo do emaranha-
mento em um sistema de dois qutrits. A tarefa a ser realizada € a classificagédo em trés
classes distintas SEP/PPTES/NPT.
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Confusion Matrix
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Figura 16 — Matriz Confusdo do conjunto de teste do classificador TPOT. As Ili-
nhas correspondem a classificagdo fornecida pelo classificador TPOT
(SEP/PPTES) e as colunas correspondem ao rétulo verdadeiro contido
no conjunto de dados (também SEP/PPTES), contendo as entradas clas-
sificadas corretamente na diagonal e as classificadas erroneamente fora
da diagonal com o numero de estados e a porcentagem em relagdo ao nu-
mero total de observagdes representado em ambos. A dltima linha e coluna
mostra a porcentagem de todos os estados que sao classificados correta-
mente (verde) e incorretamente (vermelho) pertencente a cada classe. O
TPOT alcancou uma performance total de 75, 3%.
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Para essa tarefa dividimos novamente nosso conjunto de dados em:

* ~ 80% para treinamento,

* ~ 20% para teste,

e rodamos 0s mesmos algoritmos da secdo anterior com uma janela de tempo de
seis horas em um computador padrao. Nés apresentamos os resultados na Tabela
4 com o melhor resultado em negrito. Notamos que o TPOT continuou a apresentar
uma performance melhor que as demais técnicas, classificando com uma acurécia de
71,4% para os estados SEP, 62,4% para os PPTES e 88, 6% para os NPT, com uma
performance total de 73, 8%. A matriz confusdo para o conjunto de teste é mostrada
na Figura 17.

Técnicas de ML Teste (%) NPT (%) PPTES (%) SEP (%)

TPOT 73.8 88.6 62.4 71.4
Auto-sklearn 71.9 86.1 53.2 77.2
AutoKeras 52.5 53.0 44.5 54.9
Auto-PyTorch 42.7 68.7 14.0 45.1
AdaBoost 64.2 95.6 48.1 73.5
ANN 56.0 70.3 42.4 55.6
SVM 72.9 86.5 53.7 69.6
KNN 34.1 0.4 0.6 99.6

DT 43.1 48.0 35.1 45.9

RF 69.2 85.0 45.6 76.4

Tabela 4 — Diferente técnicas de ML aplicadas ao cojunto de dados e sua acuracia
correspondente para o problema de classificacdo multiclasse. A melhor
acuracia esta destacada em negrito. As técnicas de autoML sdao TPOT,
Auto-sklearn, AutoKeras, e Auto-Pytorch. Os métodos de ensemble sao
Adaboost e Random Forest(RF). Os métodos convencionais sdo redes neu-
rais artificiais (ANN), suport vector machine (SVM), K primeiros vizinhos
(KNN), arvore de decisdo (DF). O percentual obtido com o conjunto de
teste, PPTES, SEP e NPT se referem a taxa de acerto descrita na Equacao
96.

E impressionante como o TPOT e o auto-sklearn conseguem lidar com a maldi-
¢ao da dimensionalidade, alcangando uma alta acuracia para este cenario desafiador.
O conjunto de classificagao agora possui diversas bordas: entre SEP e PPTES, SEP e
NPT e PPTES e NPT. Uma reducao da performance geral € esperada, principalmente
com um conjunto de dados de alta dimensionalidade (possuindo 3400 features e 9762
exemplos). Nos observamos uma baixa performance apenas nos métodos de Dee-
pLearning (ANN, AutoKeras e Auto-PyTorch), conhecido por necessitar de um grande
nuamero de exemplos no conjunto de dados para alcangar uma boa convergéncia (GO-
ODFELLOW et al., 2016). A despeito de, com uma performance total de 73, 8% para
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NPT

PPTES

Output Class

SEP

Figura 17 —

Confusion Matrix

552 90 3 85.6%
28.3% 4.6% 0.2% 14.4%
62 418 186 62.8%
3.2% 21.4% 9.5% 37.2%
9 162 471 73.4%
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Matriz Confusdo do conjunto de teste do classificador TPOT. As Ili-
nhas correspondem a classificagdo fornecida pelo classificador TPOT
(NPT/PPTES/SEP) e as colunas correspondem ao roétulo verdadeiro con-
tido no conjunto de dados (também NPT/PPTES/SEP), contendo as en-
tradas classificadas corretamente na diagonal e as classificadas errone-
amente fora da diagonal com o numero de estados e a porcentagem em
relagdo ao numero total de observagdes representado em ambos. A ultima
linha e coluna mostra a porcentagem de todos os estados que sao classi-
ficados corretamente (verde) e incorretamente (vermelho) pertencente a
cada classe. O TPOT alcangou uma performance total de 73, 8%.
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um conjunto de dados contendo poucos exemplos utilizando o TPOT, demonstra-nos
que ML pode ser uma nova ferramenta em potencial para investigar emaranhamento
preso em sistemas de alta dimensionalidade.

3.3.2.2.4 Regressao da Robustez Generalizada

O problema de regressao para o ML é um problema mais complexo que a
classificacao, pois ele é entendido como um problema de multipla classificagdo com
infinitas classes. Aqui, o alvo é a robustez generalizada, como definida na Equacao 90
e calculada para cada exemplo contido em nosso conjunto de dados através de uma
e-OEW, com € = 107°.

Apesar de comecgar com valores de baixa precisao, € ndo possuir uma conjunto
de dados grande para preencher as infinitas classes, autoML ainda € capaz de recu-
perar a tendéncia da linha do quantificador. A ideia aqui é utilizar a regresséo para
validar o classificador anterior e estimar a quantidade de emaranhamento do estado
em algum grau. Assim, altos valores para a GR prevista pode nos dar confianca sobre
o emaranhamento de um estado desconhecido.

Na Tabela 5 apresentamos uma comparagao entre as diferentes técnicas de
ML para o problema de regressao, com o melhor modelo destacado em negrito. Como
Auto-sklearn ainda € muito incipiente nessa tarefa, nés optamos por tira-lo desta com-
paracao. O autoML também provou ser eficiente na tarefa de regresséo, apresentando
um melhor resultado que as técnicas padrdes. Para alcancar uma melhor performance,
AutoKeras possui um fine-tunning extra, chamado final fit, que leva uma hora extra
além das seis horas da janela de tempo utilizada para os algoritmos. Esse final fit é
responsavel pela reducdo de quase 5% do erro médio absoluto (Mean Absolute Error,
MAE).

ML techniqgue  MAE
TPOT 0.0373
AutoKeras 0.0335
Auto-PyTorch 0.0347

ANN 0.0350
SVM 0.0383
KNN 0.0500
DT 0.0649
RF 0.0463

Tabela 5 — Diferentes técnicas de ML aplicadas ao conjunto de dados e seu erro abso-
luto médio (MAE) no conjunto de teste. As técnicas de autoML sao TPOT,
AutoKeras, e Auto-Pytorch. Os métodos convencionais sao redes neurais
artificiais (ANN), support vector machine (SVM), k primeiros vizinhos (KNN),
arvore de decisao (DT), random florest (RF).
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Figura 18 — Em azul (circulo) a Robustez Generalizada e em vermelho (estrela) a
predicdo do ML considerando em torno de 9000 (reduzido em um fator de
cinquenta para melhor visualizag&do) pontos do conjunto de treinamento
apos um modelo de autoML ter sido treinada e implementada utilizando o
pacote AutoKeras, com um erro absoluto médio (MAE) de 0,0335. O eixo
horizontal representa o rétulo / do estado p;.

GR

Nés mostramos os valores alvos (organizado do menor para 0 maior) € 0s
respectivos valores fornecidos pela regressao utilizando AutoKeras na Figura 18, com
MAE de L1 = 0.0335. Com o objetivo de uma melhor visualizagao do grafico, reduzimos
a densidade de pontos por um fator de cinquenta.

No caso em que queremos um modelo com uma descricdo mais acurada do
quantificador, devemos aumentar o numero de exemplos do conjunto de dados, de
maneira que a densidade de pontos em cada uma das infinitas classes represente o
conjunto de acordo.

Nés podemos estabelecer um limiar no qual podemos acreditar na predicao
do modelo como uma fungcdo do MAE alcang¢ado. Por exemplo, podemos definir um
limiar conservador,6 = 3 x L1 ~ 0,1, entdo, quando o modelo prevé um GR maior
que & nos podemos dizer que o estado é emaranhado. Vale ressaltar que para valores
menores (GR < 0, 1), o valor previsto é quase um limite superior, ou seja, o verdadeiro
valor € menor do que o previsto. Por outro lado, valores maiores (GR> 0,25) o modelo
estabeleceu um limite superior e desta maneira o verdadeiro valor € maior que o
previsto. Para a regido intermediaria (0,1 < GR < 0,25), nés ndo podemos acessar
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os limites superior/inferior, ele satisfaz o critério de ser maior que o limiar 6 e desta
maneira podemos concluir que o estado é emaranhado.

3.3.3 Conclusao.

Neste trabalho, nés criamos uma metodologia para a criacao de estados ema-
ranhados presos uniformemente distribuidos pelo espago de Hilbert e aplicamos a
diversas técnica de ML e autoML para criar um classificador de emaranhamento em
um sistema de dois qutrits. Estudamos dois sistema distintos, o primeiro referente a
uma familia de estados de um parametro de dois qutrits chamada de estados Horo-
decki e a segunda a estados de dois qutrits uniformemente distribuidos no espaco
de Hilbert. Para os estados de Horodecki nossa rede treinada foi capaz de obter uma
classificagcao de aproximadamente 100% para todas as classes

Nés conseguimos aplicar nosso framework com sucesso até mesmo na ins-
tancia mais dificil do problema, quando o critério de Perez-Horodecki ndo consegue
identificar se um estado quantico é emaranhado ou separavel. Com o autoML para o
problema de classificagao binaria (SEP vs. PPTES), TPOT obteve uma acuracia de
741

Para alcancar modelos com uma performance maior em qualquer dos testes
apresentados, devemos aumentar o numero de exemplos dentro do conjunto de dados.
Nés treinamos nossos modelos utilizando um conjunto de dados que possui tanto
estados PPTES aleatérios como artificiais, e possuimos uma evidéncia numérica forte
de que criar estados PPTES artificiais € uma boa estratégia para contornar o problema
de baixa probabilidade de sorteio de estados PPTES utilizando a medida de Hilbert-
Schimdt.

O esforgco computacional de criar um conjunto de dados maior pode valer a
pena quando queremos decidir se um estado quantico aleatério é emaranhado efici-
entemente e com alta probabilidade. Desta forma, um repositério global de estados
corretamente rotulados poderia ajudar a comunidade a treinar melhores maquinas e
validar os resultados, poderiamos ter um grande namero de grupos trabalhando com
o mesmo conjunto de dados. Esse tipo de abordagem também poderia auxiliar em
escalar o framework para maiores dimensdes do espaco de Hilbert e/ou cenarios com
um maior numero de subsistemas. As limitacdes em escalar o problema sao:

» Conforme a dimens&do aumenta a probabilidade de sortearmos estados SEP /
PPTES decrescem super-exponencialmente em relagdo a dimensao (AUBRUN;
SZAREK, 2006).

« Aumentando o numero de subsistemas, o numero de possiveis biparticbes au-
menta combinatorialmente e assim o custo computacional de construir OEWs
para emaranhamento multipartite genuino é ainda maior.
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» Os requisitos experimentais para obter as medidas tomograficas também néao
escalam amigavelmente, j4 que ela aumenta quadraticamente com a dimenséo.

Podemos também concluir que, dado a dificuldade do problema, nés temos
fortes indicacdes que o autoML pode ser benéfico para tarefas de aprendizado su-
pervisionado de todos os tamanhos e escalas, incluindo problemas com conjunto de

dados pequenos, pavimentando o caminho para futuras investigacées utilizando este
framework.
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4 QBOOST PARA REGRESSAO.

Neste capitulo iremos adaptar o algoritmo QBoost (NEVEN et al., 2009, 2012,
2008), um modelo de ensemble learning quantico desenvolvido para a tarefa de classifi-
cacao binaria, para ser capaz de resolver problemas de regressao. Aplicar a adaptacao
na solugcao de equacoes diferenciais parciais (EDP), especificamente, na solucédo da
equacéao de Burgers unidimensional com viscosidade. O capitulo é dividido em cinco
secoes distintas. A primeira se refere a uma exposi¢cdo sobre computacdo quantica
adiabatica. A segunda se refere a uma exposicao do algoritmo QBoost e a adapta-
cao realizada neste trabalho. A terceira descreve o algoritmo hibrido completo para
regressao de EDP utilizado. A quarta n6s mostramos e discutimos nossos resulta-
dos. Por ultimo, a quinta secdo apresenta a conclusao deste trabalho. Os cédigos
e dados utilizados neste trabalho estdo disponiveis no seguinte endereco eletrénico:
https://bitbucket.org/quantumcomp/gboost.git.

41 COMPUTAGCAO QUANTICA ADIABATICA.

O modelo de computacédo quéantica adiabatica (AQC) explora o teorema adia-
batico para solucionar problemas de optimizacado. O teorema adiabatico nos diz que
dado um sistema inicialmente no n-ésimo autoestado de energia (normalmente o es-
tado fundamental), o estado final do sistema permanece no mesmo autoestado se
o sistema evoluir adiabaticamente (MCGEOCH, 2014). Assim, o método AQC pode
resolver problemas de optimizag&o evoluindo um hamiltoniano inicial, facil de preparar
no estado fundamental, para um hamiltoniano final, que é a codificagdo do problema
de optimizacao, que permanece no estado fundamental. Em sua forma ideal AQC
permite que seja realizada computacéo universal, o que significa que pode simular
outros modelos de computagéo universal como o0 modelo de circuito, com no maximo
um aumento polinomial de recursos (AHARONOV et al., 2004).

Tipicamente, o modelo universal de AQC é referido como um modelo "non-
stoquastic", ele pode simular hamiltonianos non-stoquastic que possui tanto elementos
positivos e negativos fora da diagonal em sua representacdo matricial. Isso permite
que o modelo AQC possa resolver qualquer problema computavel por uma maquina de
Turing, o que o torna em modelo universal (CRUZ-SANTOS; MORALES-LUNA, 2014).
Desta maneira, se um problema pode ser desenhado para um modelo circuital, ele
pode ser mapeado em um modelo AQC. Também, é importante notar que a computa-
cao no modelo AQC nao precisa ocorrer no estado fundamental, o que significa que o
problema pode comecar no n-ésimo autoestado do Hamiltoniano inicial e terminar no
mesmo autoestado do Hamiltoniano final de acordo com o teorema adiabatico. Entre-
tanto, como AQC normalmente é utilizada para solucionar problemas de optimizacao,
o Hamiltoniano inicial é preparado no estado fundamental, fazendo com que o Hamil-
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toniano final termine no estado fundamental, codificando a solu¢cao do problema de
optimizacdo, menor valor da funcao custo, (CRUZ-SANTOS; MORALES-LUNA, 2014).

Hardwares para Quantum Annealing tentam incorporar o algoritmo de AQC
para solucionar problemas computacionais codificando o problema de optimizagao
no estado fundamental do Hamiltoniano final. Deste modo, Quantum Annealing € um
modelo ndo-universal, pois pode simular apenas Hamiltonianos "Stoquastic", que pode
ter apenas elementos ndo-positivos fora da diagonal em suas representa¢des matriciais
(HORMOZI et al., 2017).

De maneira geral o bloco de construgdo da maioria dos modelos de computagao
quantica é o qubit, estado quéantico de dois niveis. Uma maneira conveniente de apre-
sentar o estado quantico puro do qubit € através da base computacional {|0),|1)}, que
é tipicamente representada pelo vetor de estado [\) no espaco de Hilbert (SAKURAI;

COMMINS, 1995):
1 0
!0>=<0>, |1>=<1>, (97)

Nﬁ=M®+BH>%(§>, (98)

onde « e 3 sdo valores complexos da amplitude de probabilidade dos estados do qubit.
O méddulo quadrado das amplitudes de probabilidade determinam a probabilidade do
estado do qubit ser medido como |0) ou |1) e ele deve ser normalizado para que o
estado do qubit seja um estado quantico valido (WOLF, 2019),

|o)? + B2 = 1. (99)

Podemos generalizar essa descrigdo para descrever um estado [¥) com malti-
plos qubits como:

ol @ [wf) (100)

com

N
> lo? =1, (101)
i=0

As operagbes em um estado quéantico para evoluir o sistema sao feitas através
da aplicacdo de operagbes unitarias no estado quantico inicial do sistema. A operacao
unitaria U pode ser representada como:
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W(to)) = Ulte, 1) (1)), (102)

onde [(t)) é o estado no instante t, apds a evolucdo unitaria Uk, t;) que leva o
estado do instante t; para o instante t».

Para que a operagao U seja unitaria é necessario que a condigdo, UUt = UTU =
1 seja satisfeita.

Finalmente, a ultima parte para completar a descricdo do modelo de compu-
tacdo quantica é o sistema de medi¢gdes, que é uma parte crucial da computacgao.
Por causa da natureza probabilistica do resultado da medicdo que corresponde ao
observavel fisico A no sistema, o valor medido de qualquer observavel no sistema
deve ser calculado como um valor esperado. Para cada quantidade fisica mensuravel
no sistema, deve existir um operador Hermitiano A associado a ele. A probabilidade
p de medir o sistema em um estado especifico m € apresentado como (NIELSEN;
CHUANG, 2000);

p(m) = (W] AmAl, [b) . (103)

Nao existem passos de tempo discretos na AQC. Ao invés, como mostrado na
Figura 19, o estado dos qubits evolui gradualmente de acordo com certas forcas repre-
sentadas pelo Hamiltoniano H(t) que faz com que o sistema evolua do Hamiltoniano
inicial Hy para o Hamiltoniano final Hy. A evolug&o do sistema na AQC é continua e é
governada pela equacao de Schrédinger, Equacao 104, onde o estado de n qubits no
tempo t € definido como |¥(t)) (CRUZ-SANTOS; MORALES-LUNA, 2014)

i W(t) = H(t) () (104

4.1.1 Algoritmo quantico adiabatico

Em Farhi et al. (FARHI et al., 2001), o algoritmo quantico adiabatico é proposto
para solucionar diversas instancias de satisfazibilidade Booleana (3SAT), notoriamente
conhecido como um problema NP-hard, usando evolugdo adiabética. Eles sugerem
que o algoritmo quéntico adiabatico pode solucionar problemas de optimizagao dificeis
se formulados como um problema de minimizagcao de energia.

O algoritmo para solucionar um problema de optimizagédo P € descrito da se-
guinte forma:

1. O sistema ¢ iniciado no estado fundamental de um hamiltoniano Hy, facilmente
preparavel.
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Figura 19 — Modelo de computacdo quéntica adiabatica. Onde os estados [{4) e [o)
sao estados de qubits do sistema, [V1) e |¥5) é 0 estado do sistema em
diferentes momentos da evolugcao do sistema e s = % sendo T o tempo
total da evolugao do sistema.

2. O subsistema € evoluido adiabaticamente durante um tempo T, para um hamilto-
niano final, Hy, de maneira que no estado fundamental deste esteja codificada a
solucéo do problema.

O Hamiltoniano final evolui de acordo com:

mn=o—;)%+;m=u—g%+y# (105)

onde T é o tempo de evolugéo total do sistema e s = 7t-

Este algoritmo explora o teorema adiabatico. O teorema em sua forma original
(BORN; FOCK, 1928) nos diz que um sistema fisico permanece no autoestado instan-
taneo se uma dada perturbagédo atua suficientemente devagar e se houver um gap
entre o autovalor e o resto do espectro do Hamiltoniano. Isso significa que se um sis-
tema estiver no estado fundamental de Hp, ele ira permanecer no estado fundamental
de H; ao final do processo se a mudanga for adiabatica. Para que a evolugéo seja
adiabatica, o tempo ao qual o Hamiltoniano muda precisa ser muito maior do que a
escala de tempo caracteristica para as mudancgas do sistema.

Mais formalmente de acordo com (BORN; FOCK, 1928) o teorema adiabatico é
enunciado como:
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"Se um sistema quantico descrito por um hamiltoniano ndo degenerado
dependente do tempo estiver inicialmente no n-ésimo autoestado de H(fy),
e se H(t) evoluir de forma suficientemente lenta, entdo o estado do sistema
no tempo t; permanecera no n-ésimo autoestado de H(t;)."

Existem diversas maneiras de expressar matematicamente o teorema adiaba-
tico, apresentamos o desenvolvimento do teorema para 0 caso nao degenerado no
Apéndice A.

Para conseguir alcancar uma mudanca adiabatica no caso da computacéo quan-
tica, a escala de tempo da mudanca deve ser proporcional ao inverso do gap minimo
entre o estado fundamental Ep(s) e o primeiro estado exitado E(s) (FARHI et al., 2001)

1

T >> 2—, (1 06)
gmin
com
in = i E - E . 107
9min 02221 (E1(s)— Ep(9)) (107)

Consequentemente, o tempo total da evolucao para a mudanca adiabatica de-
pende do inverso do quadrado do gap de energia. Para esta relagao, quanto menor é
0 gap de energia, mais lentamente temos que rodar o algoritmo. No caso em que 0s
niveis de energia se cruzam, fazendo com que gmjn, — 0, 0 tempo de execugao sera
T — oo. Entretanto, encontrar g, para avaliar a performance do AQC ¢ tao dificil
quanto encontrar a solugcdo do problema original. Assim, limiares sobre g, séo tipi-
camente considerados para avaliar a performance da optimizacao AQC (CULLIMORE
etal., 2012).

Isso implica que a AQC para optimizacao algumas vezes falha em problemas
NP-hard, quando o estado fundamental e o primeiro excitado se aproximam exponen-
cialmente um do outro (DICKSON; AMIN, 2011). Assim, para evitar o cruzamento dos
niveis de energia , o algoritmo necessita ser executado em um tempo exponencial para
permanecer no estado fundamental. Diversos estudos na literatura (FARHI et al., 2008;
DAM et al., 2001; JANSEN et al., 2007; AMIN; CHOI, 2009) exploram as condicoes
sobre a qual o AQC falha.

4.1.2 Quantum Annealing

Quantum Annealing (QA) é desenvolvido para solucionar problemas de opti-
mizacao dificeis, onde a solucao é codificada no estado fundamental final de um
hamiltoniano dependente do tempo. QA realiza um processo adiabatico lento para
deixar o estado fundamental do hamiltoniano inicial evoluir para o estado fundamental
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do hamiltoniano final, que nos da a solu¢do do problema (DAS, A.; CHAKRABARTI,
2008). Entretanto, ao contrario do modelo universal AQC, o QA flexibilizam diversos
aspectos fisicos do ambiente do sistema, fazendo com que ela ndo seja um modelo
universal (HORMOZI et al., 2017).

Quantum annealing pode ser comparado com o algoritmo de simulated anne-
aling (NISHIMORI, 2015), que ¢é utilizado para encontrar solugdes 6timas através de
flutuacoes térmicas. No Simulated Annealing o algoritmo implementa o analogo do
resfriamento de metais para simular o procedimento de annealing. Pontos aleatérios
séo gerados na vizinhang¢a do atual melhor ponto éptimo e a fungcao do problema é
validada nestes pontos. Se um dos valores destes pontos € melhor (ou menor) que o
atual melhor ponto, entao o algoritmo aceita este ponto, € o0 melhor valor é atualizado
de acordo. Entretanto, o ponto pode ser aceito ou rejeitado se o valor validado for pior
(ou maior) do que o atual melhor ponto. A decisao de aceitar ou rejeitar o ponto é pro-
babilistico e € baseado no valor da funcao densidade de probabilidade da distribuicao
de Boltzmann-Gibbs (ARORA, 2014).

O algoritmo de Quantum Annealing é similar ao Simulated Annealing no sentido
de que o parametro de temperatura é analogo a forca do campo de tunelamento no
Quantum Annealing, pois ele explora o tunelamento quantico na escala quantica. A
ideia por tras da producao do efeito de tunelamento quantico por um campo transverso
para ajudar a evoluir o sistema para o seu estado fundamental foi proposto inicialmente
por (RAY et al., 1989). No Simulated Annealing, Figura 20, a temperatura determina a
probabilidade de que um estado preso em um minimo local seja capaz de passar pela
barreira, imposta por esse minimo, e alcancar estados de menor energia. A fraca flutu-
acao térmica possibilita o sistema navegar por sua configuracao energética e alcancar
niveis de energia menores. Entretanto, a forca do campo transverso no Quantum An-
nealing determina a probabilidade quantica para manipular a amplitude de todos os
estados em superposicao. Os qubits podem nao ficar presos em minimos locais para
solucionar o problema de optimizagao. Classicamente, se o qubit ficar preso em um
minimo local ele ira necessitar de uma energia extra para escalar a barreira de poten-
cial para sair do minimo local e alcangar o minimo global. Ja no caso do Quantum
Annealing os qubits podem tunelar através dessas barreiras enquanto eles procuram
pelo menor nivel de energia (TAMIR; COHEN, 2015). Assim, a vantagem do Quantum
Annealing sobre o Simulated Annealing esta na exploragao do tunelamento quantico.
Entretanto, o tunelamento quéantico ndo garante que o Quantum Annealing ira perfor-
mar melhor que o Simulated Annealing por causa da existéncia de gaps de energia
exponencialmente pequenos, gmin, para algumas estancias dificeis.

Para executar o algoritmo Quantum Annealing, flutuagdes quéanticas sao induzi-
das adicionando um campo magnético transverso na dire¢do do eixo-x, representado
pela matiz de Pauli 6 atuando no qubit /, obtendo o Hamiltoniano de N-qubits depen-
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Simulated Annealing Quantum Annealing
N\ J

Figura 20 — Diferenga entre Simulated Annealing e Quantum Annealing.

dente do tempo (CRUZ-SANTOS; MORALES-LUNA, 2014)

H(t) =T(t) ) Ajof + A(t)Hy (108)
i=1

de maneira que }_;_; A;oF € um Hamiltoniano de tunelamento quéntico néo comutavel
adequadamente escolhido, e seu estado fundamental € uma superposigéo igual de
estados |0) e |1). O parametro A; é introduzido para levar em conta a probabilidade,
diferente de zero, de ocorrer o tunelamento entre os dois pocos de potencial dos qubits.
O sistema é facilmente iniciado neste estado com TI'(tf) = 1 e A(t) = 0. Durante o
Quantum Annealing, o termo do campo transverso, I', gradualmente diminui de um
para zero, € o termo A, do Hamiltoniano final, cresce de zero para um. Ao final do
processo o sistema termina no estado fundamental de Hy de acordo com o teorema
adiabatico.

4.1.2.1 Quantum Annealing no Computador da D-Wave

O hardware D-Wave 2000Q implementa o algoritmo Quantum Annealing utili-
zando o seguinte Hamiltoniano:

H ising—transverso = A(S)Ho + B(S)H, (109)

onde A(s) e B(s) sao fungdes que controlam o processo e mudam ao longo do tempo.
Ho é o hamiltoniano inicial e 7 € o hamiltoniano final, que codifica o problema a ser
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optimizado. Tipicamente o processo de annealing comegca em s = 0 com A(s) >> B(S)
e terminaem s =1 com A(s) << B(s).

Para o sistema da D-Wave, o hamiltoniano é a soma de dois termos, o hamilto-
niano inicial e o hamiltoniano final, e é representado por (CRUZ-SANTOS; MORALES-
LUNA, 2014):

Hising—transverso = —A(S) (Z 6?(> + B(s) (Z hi67 + Z Ji,jéiszjz) : (110)
i i

I<f

Na primeira parte do hamiltoniano, o sistema inicial € preparado no estado
fundamental aplicando um forte campo magnético transverso representado pela matrix
de Pauli 6;‘ na Equagédo 113, e todos os qubits /i estdo em uma superposi¢édo de
estados de |0) e |1). O hamiltoniano inicial é diagonal na base de Hadamard, que é
uma base alternativa a base computacional {|0), |1)} e é representada por {|+), |-)}. A
base de estados de Hadamard pode ser obtida aplicando a operacdo de Hadamard,
Equacéao 117, nos estados da base computacional para criar a superposi¢ao

a
[+) = (f) , (111)
V2

1
) = (_Vj) . (112)
V2

Definimos as operagdes produzidas pelas matrizes de Pauli como:

« Pauli-X é equivalente a porta légica classica NOT. Ela mapeia |0) para |1) e |1)

para |0)
x_ (01
o _<1 0)' (113)

* Pauli-Y mapeia |0) para i|1) e |1) para—i |0)

, [0 i
o _<i o)' (114)

* Pauli-Z mapeia |1) para—|1) e |0) para |0)

GZ=<:) _01> (115)
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Definimos, também, a operacédo de Hadamard como:

1 1 1
H=E<1 _1>, (116)
(117)
tal que
HI0) = |0) + 1) = |+)
\/_ \/_ (118)
HIT) = f|0> f|1>=|—>.

Desta maneira, para iniciar o processo de annealing em t = 0, o sistema comeca
no estado de menor energia do hamiltoniano inicial #y na base de Hadamard, dado
por:

1
VoN

No segundo termo do Hamiltoniano na Equagédo 110, / e j representam dois
qubits vizinhos, e a interagao entre eles € quantificada pela for¢a de acoplamento J; ;.
Os coeficientes lineares h; correspondem ao viés dos qubits, e o7 e sz na Equagéao 110
sdo matrizes de Pauli que representam a quantizacdo do campo magnético longitudinal
local formando os qubits i e j, respectivamente, de acordo com o viés dos qubits h;.
Assim, a funco objetivo, Hy, pode ser expressa pelo modelo de Ising.

A D-Wave suporta duas formulagées, computacionalmente equivalentes, para a
funcéo obijetivo:

[+(t = 0)) = —== @, (0); +[1))). (119)

1. Modelo de Ising:

i<f
onde s; e s; sao estados que correspondem aos valores +1 e —1, que podem ser
0s estados de spin up e spin down.

Entretanto como estamos lidando com problemas de optimizagéo, € mais conve-
niente representar os problemas utilizando valores l6gicos 0 e 1 ao invés de —1 e
1.
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2. Quadratic Unconstrain Binary Optimization (QUBO):

fx) =D Qiixi+ Y Qjixix; (121)
i i<j

Q € uma matriz triangular superior N x N de valores reais e x; e x; sdo estados

que correspondem aos valores 0 e 1. Diversos problemas de optimizac&o duros

podem ser codificados propriamente no modelo QUBO (GLOVER et al., 2019).

4.1.2.2 Arquitetura do hardware D-Wave

Quando um problema € submetido a unidade de processamento quantico da
D-Wave (QPU), ele é traduzido e codificado em um sistema fisico, esse processo
€ chamado de embedding. A arquitetura da D-Wave é simplesmente uma rede de
qubits interconectados que sé&o conectados através de "acopladores". Entretanto, os
qubits na atual topologia nao sao totalmente conectados. Este fato deve ser levado
em consideracao ao mapear o problema na topologia fisica atual, porém, este pro-
blema normalmente € resolvido automaticamente pelo software da D-Wave. A primeira
topologia desenvolvida pela D-Wave € a topologia Chimera.

A QPU da D-Wave 2000Q consiste em uma grade de 16 x 16 células unitarias da
topologia Chimera. A célula unitaria no grafo chimera € um grafo bipartite K4 4, como
mostrado na Figura 21. Cada célula unitaria do grafo Chimera possui oito qubits (bolas
azuis), e cada qubit é conectado com seu vizinho (conexdes verdes), resultando que
cada qubit se conecta com outros quatro qubits ortogonais internamente. Diferentes
células unitarias sdo conectadas por acopladores externos (conexdes vermelhas), e
eles conectam os qubits paralelos na mesma linha horizontal ou vertical. Os acoplado-
res externos dao mais liberdade para os qubits, permitindo que um qubit se conecte
com no maximo seis qubits.

4.2 QBOOST

O QBoost foi desenvolvido por pesquisadores da Google e D-Wave labs (NE-
VEN et al., 2009, 2012, 2008) e é o algoritmo pioneiro na area do ML quéntico. O
modelo basico de ML é um ensemble de K classificadores binarios (weak-learners)
hi(x), k = 1,..., K, que sdo combinados por uma soma de pesos da forma h(x) =
sigmoid (ZKK=1 wak(x)> com x € RN e h(x) € {0, 1}. Nés assumimos que os classi-
ficadores individuais hy(x) sdo treinados, e portanto os parametros do modelo serdo
omitidos.

Treinar o ensemble significa encontrar os pesos associados a cada classificador
individual. Para esta tarefa, n6s normalmente minimizamos dois termos simultane-
amente: uma funcao custo, L(w, h(x), y) e um termo de regularizagao, R(w). Para o
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Figura 21 — Topologia do grafo Chimera, mostrando quatro células unitarias.

problema de classificagao, o algoritmo minimiza o erro quadratico médio adicionado um
termo de regularizagéo L para encontrar os pesos associados a cada weak-learner

M
J(w, h(x), y) = L(w, h(x), y) + R(w) = ,:—4 3 (h(x"”>>—y<'">)2 wAwllo,  (122)
m=1

onde ||.||p conta o numero de parametros diferentes de zero, A controla a forca da
regularizagéo ¢ ajustado empiricamente, h(x™) = K, wyh(x™), y(™ é o valor real
do exemplo me M é o numero total de exemplos. Para deixarmos a equagao acima na
forma QUBO devemos abrir o termo quadratico.

2
M K
1
Jw, h(x).y) = 15 > [ wichi (X ™) =y |\ [wllg (123)
m=1 | k=1
1 M K K 5
JW, hx),y) =730 | D wiewe ™) by (™) = 3 2wy (™)) (y(m)>
m=1 | k k'=1 k=1
K
+ZWK7\
k=1

(124)

2
O termo M _, (y(m)) pode ser desconsiderado, j4 que 0 mesmo é uma
constante positiva que nao ira influenciar na optimizagdo. Desta forma,
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M

K 1 K 5 M
Z WkWk' | W hk(X(m))hk/ (x(My| + Z Wi | A— v Z hey'™ | (125)
1

k,k' =1 m= k=1 m=1

os termos 1 M . (x™)h (x(M) e A= 2 S°M . hy (xIm) servem como os termos
de interagao e forga do campo para o modelo de Ising, enquanto os pesos wy e w,/
fazem o papel dos temor Xx; e Xx;.

Entretanto esta formulagao exige que os pesos sejam variaveis binarias, o que
impossibilita a sua aplicacdo em problemas de regressédo. Para que seja possivel
tratar problemas de regressdo devemos fazer algumas alteragées na formulacéo do
problema:

« Alterar o termo de regularizagdo para a norma dois, b, para que o problema
possa ser escrito na forma QUBO.

+ Realizar uma expanséo de ponto flutuante nos pesos w.
« Adicionar a restricdo de que os pesos devem somar um, >, Wy = 1.

Alterando o termo de regularizagédo para a norma b, teremos

1 M [ K 2
J(w, h(x), Z wy hy(x Yy | w3 (126)

m=1 =1

1 M K K

JW.h(x). ) =15 > | D Wi My (™) = 20y Twehy () | +

m=1 | kk'=1 =

K

+Z7\Wka

(127)

Precisamos escrever n0ssos pesos como uma aproximacao de ponto flutuante
de R-bits de valores reais w;. Seguindo a metodologia descrita em (ROGERS; SIN-
GLETON, 2020), nés aplicamos a expansao em ponto flutuante para representar os
pesos wy da Equacdo 125. Para qualquer numero x € [0, 2), a representacdo bina-
ria com acuracia de R qubits de resolucdo pode ser expressada por uma string de
bits, [QpQ1 Q> ... Qgl», onde Qr € {0, 1} é o valor o r-ésimo bit, e o colchete indica a
representacao binaria. Em termos da série de poténcia 27", nds teremos,

R-1
xk=3 27l (128)
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Para representar os pesos em um dominio menos restritivo, wy € [-d,2c —d],
nds escalamos e mudamos x por,

Wy = cxx —d. (129)

Quando d > 0 e ¢ > d/2, o dominio de wy ira sempre possuir uma regido positiva e uma
negativa, e o valor preciso de ¢ e d podem variar de acordo com o problema especifico.
Para o problema de regressdo possuimos uma restrigao extra, >, wy = 1, para reduzir
uma variavel e forcar uma mistura afim dos pesos. Desta maneira devemos substituir

K
ZWK=1,
k=1

K-1
Wk+WK=1, (130)
k=1
K-1
Wk = 1- Wy,
k=1

em cada termo da Equagéo 127 proporcional a wy.. Mudando a notagao por simplici-
dade hy(x(™) = hy, teremos

K K-1
Z thk = Z thk + WKhK
k=1 k=1
K-1 K-1
= thk +[1- Z Wy hK
1 k=1

k:
131
K-1 (131)

=Y wi(hk—hg) + hy
k=1
K1

> wi(he—hg)

k=1
retiramos o termo hk pois ele ndo contribui para a minimizag&o. Desta maneira teremos
que
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K K
Z thk Z Wk/ hk/
k=1 k' =1
K—1
= ZWk(hk hK +hK) (Z Wk ’_hK +hK>
k=1
K—1 K1 (132)
= > wewye (h = by — hie) + 2hye > wi(hy — hie) + hig
K,k =1 k=1
K—1 K—1
> wiew (i = h)(hye = hi) + 2hi Y~ wie(hy = hye)
K,k =1 k=1

como no caso da equagao 131 o termo hf( n&o contribui com a minimizagao pois é
uma constante, assim podemos retird-lo da equacéo 132.

K
A Z Wy Wy
k=1
K-1
=A Z Wi Wy + W Wk
k=1
K-1

K-1 K-1
=7\Z Wi Wi + A (1—Zwk) (1—2 Wk/) (133)
k=1 k=1 k'=1

K—1 K—1 K—1

=A Z 5k,k/Wka/+7\ Z Wka’_Z)\ZWk"'}\
k,k'=1 k,k'=1 k=1
K-1 K—-1
A Z (143, )Wyew)r —2A Z Wi
k,k'=1 k=1

Substituindo as equacdes 131, 132 e133 na equacéao 127 teremos,

K-1

M
’
Jw,hy)= " wewy MZ h — hi)(h ,—hK)+7\(1+6k’k/)]+
k.K'=1 m=1 (134)
M
+22 [ > (k= hi)(hi = y'™) - ]
m=1

Reescrevendo cada termo da equagéo 134 utilizando transformacéo de escala
129 teremos
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k=1 m=1
K-1 1 M
=23 (exk=a) | 17 2 (k= hie) (e = y\™) —A] (135)
k=1 m=1
K-1 1 M
20 x| 17 2 (k= hi) (e =y1™) —A] ,
k=1 m=1

onde o termo proporcional a d foi descartado pois ndo contribui com a minimizacao.

K-1 1 M
> wewy Vi > (= h)(hy = hie) + A(1 +5k’k/)]
k,k'=1 m=1
K-1 1 M
= ) (cxk—d)(exy — d) i > (= hg)(hy = h) + A(1 +6k,k/)] =
k,k'=1 m=1
K-1 1 M
> Pxuxy W > (i = hi)(hyr = hie) + A(1 +5k’k,)] -
fok'=1 m=1 (136)
K-1 1 M K-1 K-1
- 2cdxy Vi D (he—hg) D (he —hg)+ > A szskk]
k=1 m=1 K =1 K =1 =1
K-1 1 M
= Z CszXk’ I Z(hk —hk)(h —hk) + A(1 + Sk,k’)] -
k,k'=1 m=1
K-1 1 M K-1
- 2cdxy i > (he—hg) D (he —hg) +AK
k=1 m=1 K =1
Juntando as equacdes 135 e 136, obteremos
1 M
J(x, h,y) = Z c? XKkXk' Z hi = hk)(hy = hy) + M1 + 6/(’/(’)] +
k,k'=1 m=1
K-1 1 M
+2¢) Xk { > (g —hy) {hK y(m dz /—hK]—)\U—dK)}.
k=1 m=1 K =
(137)

Aplicando a expanséao de ponto flutuante, equacao 128, a equacéo 137, obtere-
mos
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K- M 1
(th Z 1 th hK /—hK)+)\1+5kk]Z2_rQ,/—(ZZ_ Qk
kK = m=1
K-1 M R—1
ch{ > (hk—hk) [hK ylm Z /—hK] —7\(1—dK)}22—’oﬁ‘.
k=1 m=1 K = r=0

(138)

Como os qubits fisicos no processador da D-Wave séo acessados por um indice
linear de uma dimensao, é necessario fundir os indices (k,r) em um unico indice / =
R,R+1,..., KR—1 utilizando

I(k,r) = kR +r, (139)

com o mapa inverso sendo dado por k; =e r; =/ mod R. Agora podemos proceder com
a quantizagdo da variavel Q;, que satisfaz a equagéo de autovalores Q; |Q)) = Q;|Q)),
em que a condicdo de idempoténcia C’,z = (f?, implica em autovalores Q; € {0, 1}.
Os autovetores sao representados por |Q) = |Qgr) ® |Qry1) @ -+ ® ’O(KR_1)>. Desta
maneira, aplicando a fusdo dos indices expressos na equacao 139 e a quantizacao da
Equacéo 138 compdem o seguinte hamiltoniano:

KR-1 M
HQ.hy)= > () Z hi = i) (B = i) + M1+ 8, ) | QQp+
/=R,I#O/Q// m=
KR-1 1 M K-1
+ Yy 2 MZ hy, — (hk=y)—d > (hi, = hi) + €2~ =1 (hy, = )
I=R m=1 k' =1
KR-1
=Y @ ™IN(1+dK +c27) Q.
=R
(140)

Comparando a equacao 140 com o hamiltoniano do problema QUBO dado por,

HQUBO Z(X,Q +ZBUQ Qj, (141)
i i

podemos identificar os coeficientes do hamiltoniano final que sdo os parametros de
entrada do quantum annealing,
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M- M K—1
1 -
=C2 11175 Z > (g =hg) |[(hg=y)=d | > (h—hg) | +c27" Yhig—hi) | -
m=1 m=1 ki=1
c2_r A1+ dK + c27)
(142)
e
M
Bjj = c22~(+h) Mmz— hi, = hi) (b = hie) + A(1 + 8 k) (143)

4.3 ALGORITMO HiBRIDO PARA SOLUCIONAR EDP.

Propomos um algoritmo hibrido que € capaz de realizar uma regressdao em
solucdes de EDP. O componente classico do algoritmo consiste em criar uma ANN
capaz de aproximar a solucdo da EDP, enquanto a componente quantica ira criar um
algoritmo de boosting para o ensemble das ANN classicas para gerar uma ANN mais
forte. O passo quantico do algoritmo é realizado através do quantum annealing, que
obtem a solugdo mais proxima ao estado fundamental do hamiltoniano (Equacéo 140).

4.3.1 Componente Classica

Para introduzir a parte classica do algoritmo, vamos considerar uma EDP para-
bélica d—dimensional:

a%u(l‘ x)+ Lu(t, x) =0; (t,x) €[0, T] x Q,

u(0, x) = ug(x), (144)
u(t,x) = g(t,x), x € 0Q,

emque x € QO Cc RY, t é o tempo, £ é um operador contendo derivadas espaciais,
u(t, x) é a solugéo da EDP, up(x) é a condicdo inicial e g(t, x) € a condi¢éo de contorno.
Essa parte do algoritmo realiza uma regressédo na solucado da EDP através de uma
ANN, aproximando a solugao, u(t, x) ~ f(t, x,0), onde 6 € um conjunto de variaveis
reais usada para representar os parametros internos da ANN. Seguindo o trabalho
(SIRIGNANO; SPILIOPOULQOS, 2018), nbs utilizamos como métrica de aproximacao a
seguinte fungéo custo J(f),
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d 2
—f(t, x,0) + Lf(t, X, e)H +

J(f) =v1
ot [0,T]xQ,p1

145
+yollf(t, X, e)_g(tsX)||[20,T]><Q,p2+ ( )

+y3ll£(0, x, Q) = U (0, X)I3 ;.

em que ||f(y)||§,’p = fy |f(y)|2p(y)dy e p(y) é a densidade de probabilidade sobre o
dominio y € Y ey; séo pesos talque ) ;v; = 1. J(f) mede o qudo bem f(t, x, 0) satisfaz
os operadores da EDP, condicao de contorno e condigao inicial.

O papel da ANN ¢é encontrar os parametros 0 que minimizam a funcao custo
J(f). Conforme J(f) — 0 entdo a solugcdo da ANN se aproxima da solugcéo da EDP,
ou seja, f(t, x,0) — u(t, x). A vantagem do algoritmo em relagdo a outros métodos
padroes em dinamica de fluidos computacional é que nao se faz necessario criar uma
malha para discretizar o0 espaco, que € computacionalmente caro.

Como descrito em (SIRIGNANO; SPILIOPOULQOS, 2018), o algoritmo consiste
dos seguintes passos:

1. Gerar pontos aleatorios (fn, Xn) € [0, T] x Q, (tn, Zn) € 0Q) e sortear pontos aleaté-
rios ap no dominio Q de acordo com as respectivas densidades de probabilidades

2. Calcular o erro quadratico G(6p, sp) dos pontos sorteados em 1. usando o con-
junto sn = {(tn, Xn), (Tn, Zn, an)}

of 2
G(On, sn) =v1 at Lf(tn, Xn,0n) | +

146
+v2(f(Tn, Zn, On) — 9(Tn, Zn))2+ (146)
+v3(f(0, an, 8n) — Up(an))?.
3. Atualiza os pesos 0, usando o passo de gradiente
Ons1 =0n—axnVoG(On, sn), (147)

onde xp € chamado taxa de aprendizado e decresce quando n cresce.

4. Repitir o Ultimo passo até que o critério de convergéncia, G(0p, sp) < €, seja
alcancado.

O gradiente Vg G(0n, sn) € um estimador de VgJ(f(.,0n)),
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E[VgG(On, sn)IBn] = VoJ(f(., On)). (148)

Neste sentido o algoritmo gradiente descendente estocastico em média ira rea-
lizar passos descendo em dire¢do da fungao objetivo J(f(., 0)), isto &, J(f(.,0(n+ 1))) <
J(f(.,0n)) e desta maneira 6,,,.1 € um estimador melhor que 6.

4.3.2 Componente Quéantica

A parte quantica do algoritmo consiste em realizar um boosting no passo de
ensemble learning através do método de quantum annealing. Para realizar este passo
utilizamos uma versao adaptada do QBoost (NEVEN et al., 2009, 2012, 2008), descrita
na secao anterior, para que 0 mesmo seja capaz de solucionar problemas de regressao.
Especificamente, o trabalho foca no estudo do problema de regresséo através de um
ensemble na forma f(t, x) = Z,’fﬂ wihy(t, x), onde (t, x) € [0, T] x Q, h(t, x) € RK &
um vetor de saida de uma ANN previamente treinada em (t, x), e w € RX é um vetor
de pesos a ser optimizado de maneira que > ; w; = 1.

NOs descrevemos o algoritmo como:

1. Validamos os weak-learners produzida pela parte classica do algoritmo para criar
o conjunto de treinamento e teste com M e N amostras, respectivamente.

2. Calcular os coeficientes do QUBO com as equagdes 142 e 143.
3. Usar os coeficientes do QUBO como entrada do quantum annealer da D-Wave.

4. Ler a lista binaria de saida do sistema da D-Wave e usar a Equacao 129 para
reconstruir o peso 6timo.

5. Construir a saida final do ensemble f(t, x) com os pesos reconstruidos.

4.4 RESULTADOS E DISCUSSAO

Para validar nosso método utilizamos uma EDP que é bem conhecida e possui
uma solucao analitica. O modelo utilizado € a equacao de Burgers em uma dimensao
com viscosidade, v (BURGERS, 1948). Considerando a Equacao 144 no dominio
(t,x) € [0, T] x [0, 2] com as seguintes condicdes inicial e de contorno,

du du  d4%u

al‘+ ox  ox2’
v do (149)
=— — +4 27
u(0,x) =-2 0. X+ , X €[0,2m],

u(t,0) = u(t,2n), t [0, T].



Capitulo 4. Qboost para regressao. 97

Sobre estas condicoes, a equagao de Burgers apresenta uma solugao analitica
na forma,

u(t,x)=—2¢(tvx)z—f+4, (t,x) € [0, T] x [0, 27, (150)
onde
b(t, x) = ex a2 o [ dt-2m) (151)
» X) = €Xp 4v(t+1) P 4v(t+1) |

Na Tabela 6 apresentamos os weak-learners correspondentes a parte clas-
sica do algoritmo usados para criar o0 ensemble (0s selecionados estdo destacados
em negrito). Todas as ANN foram treinadas com 2.000 instancias através de sor-
teio aleatério de 10 pontos no espagco com x € [0,2mn] para cada um dos tempos
t € {0, 0,05, 0,15, 0,20, 0,30, 0,35, 0,40, 0,50} para o conjunto de treinamento
et e{0,10, 0,25, 0,45} para o conjunto de teste, que resulta em M = 160.000 e
N = 60.000 instancias de treinamento e teste, respectivamente. As densidades de
probabilidade p¢, po e p3 foram obtidas considerando os valores da fungéo u(t, x),
u(0, x) e u(t,0) = u(t, 2m), respectivamente, validada para cada par (t, x) como definido
anteriormente. Nés escolhemos e = 550. E possivel perceber que néo existe relagdo
predeterminada entre a arquitetura, numero de neurénios e numero de camadas es-
condidas com a funcgéo custo. A escolha dos weak-learners que compdem o ensemble
segue 0s seguintes critérios:

» O ensemble deve possuir 0 weak-learner com a melhor performance entre todos.
Desta maneira nosso framework pode ser validado em relagao a performance do
ensemble.

* Os demais weak-learners devem possuir uma performance média para ruim.
Para demonstrar que a utilizagdo de weak-learners fracos podem produzir um
ensemble bom.

Nés rodamos o nosso algoritmo, solucionando o problema QUBO dado pela
Equacao 141 através do pacote Ocean da D-Wave de trés maneiras distintas:

» Exact Solver. Esta fungéo diagonaliza o Hamiltoniano, representado por 141, e
encontra o estado fundamental, e assim, a solugéo do problema.

* Quantum annealing. Foi rodado no computador dw_2000Q_6, que opera com
uma temperatura média de 13,5 + 1,0 mK (INC, 2019). Cada chamada do
processador consiste em 10.000 rodadas, com o tempo maximo de annealing
sendo 20 ps.
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Tabela 6 — Weak-learners da equagao de Burgers unidimensional com viscosidade.
O weak-learner [I{, b, --- ,I;,- - -, Ig] representa uma ANN com g camadas
contendo /; neurdnios na i—ésima camada. Os valores da fungdo custo
(equagéo 146) foram calculadas usando o conjunto de teste. O parametro
tempo/# épocas representa a dificuldade de treinamento da ANN. As linhas
em negrito correspondem aos weak-learners selecionados para compor o

ensemble.
weak-learner Fungao custo(teste) tempo/# épocas (#neurbnios) x (#camadas)
[10,30,60,90,110,150] 0.015924 0.973962 2700
[180,90,30,30,90,180] 0.011367 1.027333 3600
[30,90,180,180,90,30] 0.010340 1.380745 3600
[60,180,60,180,60,180] 0.010368 1.274568 4320
[20,20,20,20,20,20] 0.002017 0.284775 720
[10,20,30,40,50,60] 0.004267 0.473657 1260
[60,50,40,30,20,10] 0.004805 0.526772 1260
[60,30,10,10,30,60] 0.008058 1.266518 760
[10, 30, 60, 60, 30, 10] 0.007132 1.788494 760
[20, 60, 20, 60, 20, 60] 0.002611 1.511132 1440
[150,90,30,90,150] 0.011307 1.568148 2550
[30,90,150,90,30] 0.008128 1.767931 1950
[30, 120, 30, 120, 30] 0.007504 1.046415 1650
[120, 30, 120, 30, 120] 0.004283 1.619587 2100
[10, 30, 50, 70, 90] 0.006257 1.249093 1250
[90, 70, 50, 30, 10] 0.009561 1.480899 1250
[25, 25, 25, 25, 25] 0.003077 0.523823 625
[15, 15, 15, 15, 15] 0.002436 0.304417 375
[150, 60, 60, 150] 0.012856 0.657789 1680
[60, 150, 150, 60] 0.013863 0.809011 1680
[90, 30, 90, 30] 0.001743 0.456623 960
[30, 90, 90, 30] 0.006373 0.472136 960
[90, 60, 30, 10] 0.005259 0.418490 760
[10, 30, 60, 90] 0.013063 0.399743 760
[30, 30, 30, 30] 0.003695 0.312810 480
[60, 10, 10, 60] 0.002284 0.308086 560
[10, 60, 60, 10] 0.003263 0.337634 560
[45, 10, 45, 10] 0.005858 0.245707 440
[10, 45, 10, 45] 0.005785 0.256790 440
[40, 30, 20, 10] 0.002407 0.279718 400
[10, 20, 30, 40] 0.002154 0.274698 400
[10, 10, 10, 10] 0.002184 0.193450 160
[150, 60, 150] 0.002990 0.805101 1080
[60, 150, 60] 0.013825 1.251153 810
[10, 45, 90] 0.004367 0.911909 435
[90, 45, 10] 0.005408 0.603616 435
[40, 40, 40] 0.002905 0.469319 360
[90, 30, 90] 0.005547 1.179521 630
[30, 90, 30] 0.003455 1.066604 450
[10, 20, 30] 0.001574 0.276350 180
[30, 20, 10] 0.011371 0.204170 180

[10, 10, 10] 0.001884 0.158107 90
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» Simulated Annealing. Como no caso do Quantum Annealing, cada vez que cha-
mamos o algoritmo, 10.000 rodadas séo realizadas com 1.000 sweeps cada e
B, que é um parametro proporcional ao inverso da temperatura, variando entre
0,1 e 4. Nenhuma optimizacéo foi realizada de maneira a encontrar melhores
solugdes via simulated annealing..

Os pesos séo representados no intervalo w, € [-3,3], 0 que significa que
¢ = d = 3. A dependéncia do termo de regularizacdo em funcdo da fungdo custo
€ mostrado na Figura 22. Podemos perceber que qualquer aumento no termo de
regularizagéo resulta em um aumento na fungdo custo. Podemos concluir que o melhor
resultado ocorre quando o termo de regularizagéo € nulo. Essa concluséo € suportada
pelo fato de que n&o observamos a presencga de overfitting e underfitting na Figura
23. Na Figura 23, mostramos a comparacgao entre a solugéo produzida pelo ensemble,
com A = 0, e a solugdo analitica da equacéo de Burgers unidimensional para os tempos
presentes no conjunto de teste. E possivel observar que a solugdo produzida por cada
um dos métodos € muito similar a solu¢ao analitica.

0.0035

0.0030 A

0.0025 - —

0.0020 A . . .

L(w, h(x), y)

0.0015 A *

0.0010 A *

0.0005 . . T T T T
0.000 0.002 0.004 0.006 0.008 0.010

A

Figura 22 — Funcao Custo, L(w, h(x), y), como funcéo do parametro de regularizagéao,
A.

A funcéo custo, Equagéo 140, do nosso ensemble foi validada no conjunto de
teste, como mostrado na Tabela 7, para diferentes numeros de qubits de precisao,
R. Em todos os casos o ensemble performou melhor do que todos os weak-learners
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(b) Simulated Annealing

(c) Quantum Annealing

Figura 23 — Solugao analitica Ua(x) (linhas) e a solugao do Qboost Ugy(x) (marcado-
res) com R = 6 do conjunto de teste para a equacao de Burgers em uma
dimensao com viscosidade. Da esquerda para a direita, nés temos curvas
parat=0,1,1t=0,25e t = 0,45, respectivamente. A solucdo sdo obtidas
usando trés funcionalidades diferentes do pacote Ocean da D-Wave: (a)
Diagonalizagcado exata do hamiltoniano (Equacao 140) atraves do Exact
Solver, (b) solugao classica através do simulated annealing, e (c) solugao
guantica através do sistema 2000Q.

utilizados para comp6-lo, presentes na Figura 24 e Tabela 6. Para o simulated anne-
aling, podemos notar que o valor alcanga um minimo de aproximadamente 0,0010,
que é alcangada com uma precisdo de cinco qubits e ndo é reduzida com adicdo de
novos qubits. Considerando o quantum annealing ndés também observamos um valor
minimo, da funcao custo, em torno de 0,0010, que ocorre para R > 6. Como compa-
racao realizamos uma optimizacdo padrao, nds utilizamos o gradiente descendente
estocastico para minimizar a Equacao 140. Ap6s 10.000 rodadas em um laptop pa-
drdo rodando com precisdo dupla, nés obtemos um valor médio de 0,0010200 para
L(w, h(x), y) com uma variancia de 1,46 x 10~°. N6s notamos que este valor é pior que
o melhor resultado produzido pela 2000Q QPU de acordo com a Tabela 7, 0,0009779.
Esse resultado garante a convergéncia mais rapida provida pelo quantum annealing.
Vale ressaltar que diferentes rodadas do quantum annealing podem resultar em um
pequeno gap no valor do resultado, desta forma os resultados do quantum annealing
sao equivalentes aos demais métodos.
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Tabela 7 — Valores da fungao custo e do tempo decorrido para encontrar a solugcao

para diferentes qubits de precisao (Equacao 140) e diferentes métodos. O
parametro R é a precisdo da expansao do ponto flutuante, enquanto os
métodos usados sao fungdes especiais do pacote Ocean da D-Wave, pro-
vendo a diagonalizagdo exata através do Exact Solver, o annealing classico
através do simulated annealing, e 0 quantum annealing rodado no 2000Q
QPU. O tempo de annealing € o mesmo para todos o0s niveis de precisao
nas solucdes do quantum annealing.

Exact Solver Simulated Annealing Quantum Annealing
Precisdo (R) Funcao Custo Tempo (s) Funcgéao Custo Tempo (s) Funcgéao Custo
3 0.0012847 0.002001 0.0012847 1111.0742 0.0012847
4 0.0010182 0.016004 0.0010543 1654.2170 0.0010543
5 0.0010131 0.124011 0.0010131 2631.2131 0.0009863
6 0.0010052 0.968069 0.0009856 4314.6367 0.0009927
7 0.0009967 10.027727 0.0010084 4463.0229 0.0010227
8 - - 0.0010191 5490.6962 0.0010250
9 - - 0.0009908 6807.2573 0.0009779
10 - - 0.0010528 9473.4266 0.0010079
11 - - 0.0010324 11167.2495 0.0010291
12 - - 0.0009820 13716.8256 0.0009871
13 - - 0.0010566 14157.8434 0.0010012
14 - - 0.0009937 16095.1590 0.0010071
0.0022 17— Best week Learner . M 0.0022 T— Best week Learner
0.0020 1 i EEE ‘ 0.0020 i E‘z oLt
0.0018 - Rt ° 0.0018 R .
é 0.0016 - L. g 0.0016 - . )
£ 60014 ) £ 60014 -
y v Y v v 7
0.0012{ ° v v 0.0012{ ° y Y v V7
Y Y L & & % & & & & & v ' . . .
0.0010 - 00010{ ¥ ® # i % a % .
0 2 a 6 8 10 0 2 a 6 8 10
Energy level Configuration Energy level Configuration
(a) Training set. (b) Test set.

Figura 24 — Valores da funcao custo obtidas pelo método QBoost dos primeiros onze

niveis de energia do hamiltoniano final (Equacéao 140) levando em conside-
racao diferentes numeros de qubit de precisdo. O numero 0 representa o
nivel de energia relacionado ao estado fundamental do hamiltoniano final.
(a) e (b) se referem ao conjunto de treinamento e teste, respectivamente.
Em ambos os graficos, todos os niveis de energia para precisées R > 3
possuem uma solucao associada que é melhor do que a fornecida pelo
melhor weak-learner que compdem o ensemble, como mostrado pela linha
horizontal.
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A dependéncia da fungao custo para diferentes numeros de qubits de precisao
R = {3,4,...,7} é mostrada na Figura 24, obtida pelo método Qboost para (a) o con-
junto de treinamento e (b) o conjunto de teste nos primeiros onze niveis de energia
do hamiltoniano final (Equacéao 140). Para fins de comparacgao, a fungcéo custo do me-
lhor weak-learner também é mostrado (como a linha horizontal na Figura 24). Como
resultado, o ensemble com R > 4 performou melhor que o melhor weak-learner para
todos os niveis de energia considerados. Nés também observamos que, conforme
aumentamos o numero de qubits de precisao, o valor da funcéo custo se aproximam
umas das outras para diferentes niveis de energia do hamiltoniano final. Desta forma,
podemos considerar que, para precisdes R > 5, até mesmo solugdes que nao alcan-
caram o estado fundamental do hamiltoniano final podem ser consideradas validas, ja
que os erros relacionados a estes estados sdo muito préoximos, com uma tolerancia
pré-definida de 0, 00005.

A simulacao utilizando o Exact solver possui uma limitacao em relacao ao nu-
mero de qubits de precisdo devido ao aumento exponencial da meméria requerida
para execucao. Nés fomos capazes de rodar apenas até a precisdao R = 7 em nosso
computador pessoal com 32 GB RAM. Vale ressaltar que, conforme aumentamos R, o
tempo de execugcdo aumenta aproximadamente de uma ordem de magnitude. O tempo
de computacdo para o simulated annelaing cresce suavemente. Porém, ele comeca
em um valor seis ordens de magnitude maior que o tempo gasto com o Exact solver.

Embora tenhamos obtido bons resultados mesmo para um namero pequeno de
qubits de precisao, nés listamos as seguintes ressalvas:

* Nés estamos minimizando a fungdo custo (Equacédo 140 ), que consiste em
encontrar os valores para os pesos wj sobre o dominio real para uma fungao
quadratica. Isso é um problema de minimos quadrados, que pode ser resolvido
eficientemente por um computador classico (BOYD; VANDENBERGHE, 2004).
Entretanto, mesmo neste caso é justo procurar por um speedup polinomial atra-
vés do quantum annealing.

* As variaveis continuas foram expressas utilizando a expansao em ponto flutuante
(ROGERS; SINGLETON, 2020). Essa metologia resulta em um estreitamento
exponencial dos niveis de energia do Hamiltoniano final conforme o numero de
qubits de precisdo aumenta. Nés observamos esse comportamento da Equacao
138 da seguinte maneira. Como as varidveis Q¥ € {0, 1} e as pequenas contribui-
cOes da equagéo provém da maior poténcia de r em 27", nds observamos que a
diferenca entre niveis de energia adjacentes sempre sera multiplicados por um
fator que decresce exponencialmente com a precisdo das variaveis continuas,
Figura 24. Apesar desta propriedade ndo desejada para a computacao quantica
baseada na evolucao adiabatica, em nosso exemplo isso parece nao interferir
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significativamente para a solugao do problema, como pode ser vista na Tabela 7.
Além do que, como estamos procurando por pesos wy para compor o ensemble
de weak-learners, a precisdo de wy pode ser compensada pela adicdo de mais
weak-learners.

E importante mencionar que uma comparacéo entre o Qboost para problemas
de regressao e a formulagéo classica padrao aplicados para a solugédo da Equacao
de Burgers, dado o corrente estagio de desenvolvimento dos quantum annealers, nao
€ muito justa. Por exemplo, com um algoritmo de diferenca finita aplicada a Equacéao
de Burgers 1D nds obtemos um erro quadratico médio de 1,51 x 10~® para 0 mesmo
conjunto de teste, t € {0.10,0.25,0.45}. Apesar de conseguir um resultado que é
cinco ordens de magnitude melhor, a maior deficiéncia dos quantum annealers é o
alto nivel de ruido (ZABORNIAK; SOUSA, 2021) e o numero limitado de qubits (LU;
BRAUNSTEIN, Samuel L., 2013), que impactam a precisao das solugdes quanticas.
Enquanto um laptop rodando com previsao dupla utiliza 64 bits, 0 nUmero maximo de
qubits de precisao em nosso exemplo é 14. Por essa razao, n6s estamos restritos a
prova de conceito do nosso método.

4.5 CONCLUSAO

Uma adaptacao do algoritmo QBoost para solucionar problemas de regressao
utilizando a aproximacao de ponto-flutuante para representar variaveis reais foi apli-
cada com sucesso na solugao da equacao de Burgers unidimensional com viscosidade.
Nosso framework nao resulta em overfitting ou underfitting e possui um bom acordo
com a solucao analitica (veja Figura 23).

A aproximacao de ponto-flutuante deve ser utilizada com cuidado, ja que o
gap de energia decresce rapidamente com o aumento da precisdo da aproximacao,
entretanto as solugcdes aceitas estdo muito préximas do estado fundamental, e desta
maneira, € uma boa aproximacao a solucao 6tima. Outro problema em potencial tem
relacdo com a conectividade entre os qubits, que pode limitar o nimero de weak-
learners utilizados no ensemble.
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5 CONCLUSAO.

Nesta tese abordamos dois problemas distintos no campo do Machine Learning
Quaéntico. O primeiro na area CQ (execugdo em um computador classico de um con-
junto de dados quéntico) onde desenvolvemos um classificador de emaranhamento
para um sistema de dois qutrits. O segundo na area QC (execugcao em um computador
quantico de um conjunto de dados classico) onde desenvolvemos um regressor da
equacéao de Burgers unidimensional com viscosidade baseado em ensemble learning.

No segundo capitulo expomos fundamentos teéricos do campo de ML, apresen-
tando o funcionamento dos modelos através de um problema simples de classificacao
de frutas no primeiro Capitulo.

No terceiro Capitulo, nés criamos uma metodologia para a criacao de estados
emaranhados presos uniformemente distribuidos pelo espaco de Hilbert e aplicamos
diversas técnica de ML e autoML para criar um classificador de emaranhamento em um
sistema de dois qutrits. Estudamos dois sistema distintos, o primeiro referente a uma
familia de estados de um parametro de dois qutrits, chamada de estados Horodecki e a
segunda estados de dois qutrits uniformemente distribuidos no espaco de Hilbert. Para
os estados de Horodecki nossa rede treinada foi capaz de obter uma classificagao de
aproximadamente 100% para todas as classes. Como principais resultados podemos
destacar:

1. Conseguimos aplicar nosso framework com sucesso até mesmo na instancia
mais dificil do problema, quando o critério de Perez-Horodecki ndo consegue
identificar se um estado quéntico é emaranhado ou separavel.

» Para o problema de classificacdo binaria (SEP vs. PPTES), o TPOT ob-
teve uma acuracia de 74, 1% na classificacdo de estados SEP e 76,6% na
classificagdo de estados PPTES, com uma performance geral de 75, 3%.

» Para o problema de classificacdao multipla (SEP vs. PPTES vs. NPT), o
TPOT classificou com acuracia 71, 4% para os SEP, 62, 4% para os PPTES
e 88,6% para os NPT e uma performance geral de 73,8% .

» Para o problema de regressdao da métrica de robustez generalizada com
um limiar conservativo de confianca de GRy; > 0, 1, encontramos um erro
absoluto de 0,0335.

2. Para alcancar modelos com uma performance maior em qualquer dos testes
apresentados, devemos aumentar o numero de exemplos dentro do conjunto de
dados.

3. Utilizamos em nosso conjunto de dados tanto estados aleat6rios como estados
artificiais, e obtemos uma evidéncia numérica forte que utilizar estados artificiais
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€ uma boa estratégia para contornar o problema de baixa probabilidade de sorteio
de estados PPTES utilizando a medida de Hilbert-Schimdt.

4. Podemos concluir que, dado a dificuldade do problema, nés temos forte indica-
coes que o autoML pode ser benéfico para tarefas de aprendizado supervisionado
de todos os tamanhos e escalas, incluindo problemas com conjunto de dados
pequenos, pavimentando o caminho para futuras investigagdes utilizando este
framework.

No quarto Capitulo, aplicamos com sucesso uma adaptacao do algoritmo QBo-
ost para solucionar problemas de regressao utilizando a aproximagao de ponto-flutuante
para representar variaveis reais na solugdo da equacao de Burgers unidimensional
com viscosidade. Podemos destacar como principais resultados:

1. Nosso framework nao resultou em overfitting ou underfitting e possui um bom
acordo com a solugao analitica.

2. A aproximacgao de ponto-flutuante deve ser utilizada com cuidado, ja que o gap
de energia decresce rapidamente com o aumento da precisao da aproximacao.
Entretanto, as solucdes aceitas estao muito préximas do estado fundamental, e
desta maneira, é uma boa aproximacao a solugéo étima.

3. Nos atuais hardwares existe uma limitagao fisica em relagéo a conectividade en-
tre os qubits, que pode limitar o nimero de weak-learners utilizados no ensemble.

4. Com o desenvolvimento atual dos hardwares que implementam QA a utilizacao
da expansao em ponto flutuante s6 possui efetividade se aplicada em problemas
que néo exijam alta preciséo. Isso se deve a grande limitagdo de conectividade
entre os qubits. Uma alternativa para tal situagao seria a criacao de hardwares
especializados na solugao de determinados problemas em que a conectividade
seria maximizada.
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APENDICE A - TEOREMA ADIABATICO PARA O CASO NAO DEGENERADO

Neste trabalho seguiremos a seguinte referencia (SARANDY et al., 2004). Leva-
remos em conta um sistema fisico de dimensao finita que evolui através da equagéo
de Schrédinger no caso em que o espectro de energia é nao degenerado. Vamos
considerar um sistema que evolui através da equacao de Schrédinger dependente do
tempo:

ih 2 (1) = (D) (D), (152)

onde H(t) é o hamiltoniano e [(t)) € HP & um estado quantico do sistema que
pertence a um espaco de Hilbert de dimensao D.

Caso nao Degenerado:

Vamos assumir que o espectro de energia de H seja completamente discreto
e nao degenerado. Podemos entao assumir uma base instantdnea de autoestados de
forma que:

H(t) [n(t)) = En|n(t)), (153)

onde |n(t)) € uma base de estados ortonormais, <k(t)\n(t)> =dpkcomk,n=1,..,De
En séo as autoenergias instantaneas.

Seja [P(t)) uma solugédo da equagédo de Schrddinger. Podemos expandir este
estado em termos da base de autoestados descrita acima,

D t / /
(1) =S cn(t)e Jo o Enlt) n(ty) (154)
n=1

onde o coeficiente cy(t) € uma funcdo complexa dependente do tempo, tal que

D
> len()? = 1. (155)
n=1

Substituindo a equacéao 154 na equacao 152, teremos para o primeiro termo
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0 () <in (3 et 59 oty
ot ot \ & n
D /o Ty
=ihz a_tc”(t)> o7 Jodt Ex(t) n(t))
”=1D (156)
+ ,hz cn(t) (%En) o7 Jo df En(f)) In(t)
n=1
D —q pt g / a
+ Ih,; cn(t)en Jo dt En(t) <at |n(t)>) ;

e 0 segundo termo sera

H(D)(8) [ ZEn cnlt)e Jo & En®) n(t)) (157)

n=1
Ilgualando os termos, teremos:

2o

D
En(tica(t)e Jo o Bt |t ihz(ic:n(n) 03 o Enlt) ey

P ot
D 1
+Ihzcn()(.hEn()>eﬁfothn |n >
n=1
0 df Ex(t) [ 9
+/h§c() Jo 9 Bl )(at|n(t)>)
D/, D e /D
ih;(a‘cn(f)) 7 Jo O En0) |z >——ih§c(>eﬁf°th”<”(a|n(t>>)
(158)
Multiplicando a equacao 158 por (k(t)|, teremos
D /4 D ot 3
> (gren(®) e B E ettt ==Y enttre kB (ko) (gm0 ) )
n=1 n=1
(gr0ett) &7 B BW 5" onited S EX) (ko) (5ontt ) )
n=1
0 S _1(ftC”/Qhk(H) 0
(306(0) = ener <k(t>](a—tn(t))>

(159)
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onde gnk(t') = (En(t') = Ex(t).
Derivando a equagao 153, podemos reescrever o termo <k(t) a%n(l‘)> de uma
maneira mais conveniente. Desta maneira tomando a derivada temporal, teremos

d 0
5 (HO (1)) = 5 (En(t) (1))

(:H) 1m0+ H (51000} ) = (:En(t)) n(6) + Ento) (5 o). (160)

Multiplicando a equacao 160 por (k(t)|, teremos

(k) (M) In(0) + (K0 5500 ) = (k) (5600 ) )+ KB Ente)| 55000 )
() (35 1) + Exc {0 3,01 ) = (5 E0()) S0+ Ent) (0| 5t
() (1) n(0) = (g3 Enlt) S+ (Entt) = Eett) (K(D) 5y
() (53 1n(0) = 1000 S+ amit) (K8 500
(161)
A partir da equacgao 161 podemos concluir que
1. parak=n
i = kit 53H ) In(t); (162
2. parak #n
) k(O] ($H) In()

Substituindo a equagéo 163 na equacao 159, teremos

2 D (k)] (&H) Int))

a -1 t / /
a—tck(t)=—ck<k(t) a—tk(t)>— Z= cn e Jodtam(t)  (164)

9nk

A equagao 164 descreve a dinamica dos coeficientes ci(t). No teorema adia-
batico € exigido que a evolucdo seja independente de cada autoestado instantaneo
do hamiltoniano, ou seja, na equacéao 164 nao deve existir termos de acoplamento de
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autoestados. Desta maneira devemos eliminar os termos de acoplamento da Equagao
164 afim de se adaptar ao teorema adiabatico.

Multiplicando o lado direito da equacéo 164 por um fator de fase e V«(!), com
0 k(t’)>. Desta maneira

D) =i Jg df (k(t)|3;

0 =
(atck(t) e —IYk =—Ck <k > iyk(t)

t)<k(t)\ (3H) Inty) _ : (165)

e_I’Yk(t) e% fot dt gnk_

nk =1 9nk
Como,
9 —ivi(t) _ O vk — o ()0 (g-ivk(d)
YA ‘at<c (t)e ) en(f) 3 <e ) (166)
_0 —ivi(®)) _ 9 —yi(t)
- (cn(t)e ) cnlt) ( k(t)|5zk(0) ) €
Substituindo o resultado acima na equacgao 165, obteremos
D k() (2H) |n(t .
2 (cute™ ) == - o). o1 (&H). ) i) g I ol o)
ot n#k,n=1 9nk
b_ (167)
- — Z @e%fotdt/gnk(t/),
n=k,n=1 Ink

onde f) = cn(t) (k(t)| ( ) In(t)) e e~Vk(D) | Integrando a equagdo 167 no intervalo ¢t €
[0, T], onde T é o tempo total da evolugéo

o - o gakl(t')
/oa_t< k(e M) dit = Z / e lodton(Or

gnk dt

n#k,n=1 (168)
2 (Td (Fux

=cn(0)—ih Y / = en Jo of 9o (¢ | ot
0 dt\g?
n;!k,n=1 k
+ih Z / < )eﬁfo dtg”"(l‘)dt
n#K,n=1

A primeira integral do lado direito da expressédo 168 é simplesmente
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T i / !
/ d (F o7 Jo dt 9nk> at = je%’ 1) gm(t)dt _ FZk(O)_ (169)
o dt\ gy 92 (T) 2, (0)

Para solucionar a segunda integral utilizamos a mudanca de variavel t = sT,
onde 0 < s < 1. Assim, ficamos com

T 1 . s /
/ d Fnk o7 I gneat gy _ / 9 Frk | o J5 amos g (170)
o dt\g? nk 0 s ggk

De acordo com o lema de Riemann-Lebesgue (SEROV, 2017),

b .
lim / f(x)e!**dx = 0. (171)

|| =00 Ja

Juntando o lema de Reimann-Lebesgue 171 com a equagao 170, obtemos

1
im [ 2 F—'z’k F s 9m($)es' g _ . (172)
0 ds gnk

Substituimos entao as equagbes 169 e 172 na equacao 168, obtemos a seguinte
expressao para os coeficientes Cp

cn(T) = cn(0)e<(T) 4 in Z Fri0) _ FrulT) eh Iy gmeat’
2.0 g2 (
ny!kn 1 L¥nk nk

eiYk(T),

_ cn(0)eT) 4 ih Z an(0)2<k\H!”>_an ) (k| H|n) o7 Jo gt gmivid(T)
n#k,n=1 L gnk(o) gnk( T)

(173)

Impondo que o sistema evolui adiabaticamente, devemos eliminar os termos
k|H|n)
gnk(t)

deve ser muito menor que 1 para qualquer tempo t, pois eh 5 Jo gmat € uma funcao

com acoplamento entre os estados |n) e |k). Desta maneira temos que o termo (klHIn)

limitada. Mais especificamente, a seguinte condicdo deve ser imposta sobre o sistema:

F << G2, (174)
dH
=h ~ |k 17
F Orgta<xT <n 7 > : (175)
G = _min_|gpkl- (176)

0<i<T

(7).
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As condicdes de maximo e minimo sobre F e G respectivamente, indica que
estamos lidando com o pior caso possivel. Esta condigdo nos diz que para todo par
de niveis de energia Ep, e E,, 0 maximo valor obtido para o elemento de matriz da
variagao temporal do Hamiltoniano deve ser muito menor que o minimo valor obtido
para a diferenca de energia entre estes dois niveis. Esta condicdo garante que a
evolugdo ocorra em um regime adiabatico.
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