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RESUMO

Através dos ambientes virtuais de aprendizagem, ferramenta amplamente usada pelas
institui¢oes de ensino, sao geradas grandes quantidades de dados por meio do registro da
atividade dos usuarios no ambiente. Analisando esses dados é possivel descobrir padroes,
verificar o desempenho dos alunos e analisar o risco de reprovagao ou até mesmo evasao
dos estudantes. Sendo assim, este trabalho utiliza registro de interagoes de alunos gerados
no ambiente virtual de aprendizagem Moodle, para elaborar experimentos buscando a clas-
sificacao de estudantes em situacao de risco, conforme o seu comportamento na ferramenta
de aprendizagem. Serao consideradas as contagens diarias de interagoes de cada aluno para
classificar através do método de agrupamento, no qual busca separar os estudantes em
clusters (grupos) com base na semelhanga de suas caracteristicas. O algoritmo utilizado
serd o K-means, implementado com a linguagem de programacao Python e o auxilio de
bibliotecas para o tratamento de dados. Sera feita uma andlise dos clusters criados e para
verificar os resultados do algoritmo, sera avaliada a concentracao de estudantes em cada
cluster em relagao a sua nota final no periodo cursado. Ao final, serdo obtidos grupos de
estudantes com maior e menor tendéncia ao risco, que possibilitam a identificacdo por
parte de instrutores e instui¢oes de ensino alunos em situacao de dificuldade.

Palavras-chave: Risco. Aprendizagem. Classificacdo. Predi¢do. Agrupamento.



ABSTRACT

Through virtual learning environments, a tool widely used by educational institutions,
large amounts of data are generated by recording user activity in the environment. By
analyzing this data, it is possible to discover patterns, check student performance and
analyze the risk of students failing or even dropping out. Therefore, this work uses records
of student interactions generated in the virtual learning environment Moodle, to develop
experiments seeking to classify students at risk, according to their behavior in the learning
tool. Each student’s daily interaction counts will be considered to classify using the
clustering method, which seeks to separate students into clusters (groups) based on the
similarity of their characteristics. The algorithm used will be K-means, implemented
with the Python programming language and the help of libraries for data processing. An
analysis of the clusters created will be carried out and to verify the results of the algorithm,
the concentration of students in each cluster will be evaluated in relation to their final
grade in the period studied. In the end, groups of students with greater and lesser risk
tendencies will be obtained, which will enable instructors and educational institutions to
identify students in difficult situations.

Keywords: Risk. Learning. Classification. Prediction. Clustering.
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1 INTRODUCAO

O avanco da tecnologia e a propagacao da internet nos tltimos anos possibilitaram
o surgimento de recursos nas mais diversas areas. No ambito educacional, as principais
mudancas refletiram na forma como o conteido é ofertado aos estudantes e na comuni-
cacao entre instrutor e aluno. Sendo assim, o material de estudo passou a ser fornecido
em diferentes midias oferecendo maior flexibilidade em como e onde o conteiido é aces-
sado, assim como permitindo uma comunicagao sincrona ou assincrona entre estudante e
professor, ou até mesmo entre os alunos (MEANS et al., 2009).

Sendo assim, muitas instituicoes de ensino superior passaram a fazer o uso dos
Ambientes Virtuais de Aprendizagem (AVA) ou como também sdo conhecidos Learning
Management Systems (LMS), na lingua inglesa. A possibilidade de gerenciar os materiais de
estudo e verificar o progresso dos alunos é o que torna os AVAs amplamente utilizado pelas
institui¢oes de ensino e instrutores (HOOSHYAR; HUANG; YANG, 2022). Além disso,
um diferencial dessas plataformas é a capacidade de registrar as atividades realizadas pelos
usuarios (TAMADA; GIUSTI; NETTO, 2022). Com esses registros, sao gerados crescentes
repositérios de dados, nos quais fornecem informagoes sobre a forma como a aprendizagem
ocorre, por meio da exploracao e a andlise dos mesmos (ROMERO; VENTURA, 2013).

Entre as informagoes que podem ser extraidas dos dados educacionais, estao a
analise de desempenho, o engajamento e a permanéncia de alunos em determinado curso
assim como possiveis intervengoes visando adaptar o ambiente educacional para uma
melhor experiéncia do estudante (GASEVIC; DAWSON; PARDO, 2016). Sendo assim,
¢é possivel utilizar esses dados para a andlise de risco de reprovacoes ou desisténcias de
alunos, identificando possiveis problemas no processo de aprendizagem ou dificuldades
enfrentadas pelos estudantes.

O periodo universitario pode ser desafiador aos estudantes, visto que a demanda
por suas capacidades mentais sao elevadas e, para a maioria dos académicos, é o inicio
da vida adulta, onde os mesmo estao lidando com suas aspiragoes de carreira, comecando
sua jornada de independéncia e em muitos casos necessitando conciliar trabalho com seus
estudos, além da infinidade de opgoes oferecidas através das midias sociais que podem
confundir e sobrecarregar o estudante, mais de 75% das doencas mentais comeca antes
dos 25 anos de idade (RAYASAM, 2020).

Uma pesquisa anual realizado pelo Healthy Minds Study, que desde 2007 examina a
saude mental entre estudantes de graduacao e pos-graducao em mais de 530 universidades,
mostra que a taxa de alunos que procuraram por terapia aumentou de 13,3% para 29,9%
entre 2007 e 2019. Nesse mesmo periodo, o niimero de universitarios que passaram a fazer
o uso de algum medicamento psicotrépico aumentou de 11,8% para 23,9% e a parcela de
alunos com alguma doenga mental diagnosticada subiu de 21,9% para 35,5% (RAYASAM,
2020).
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Por outro lado, o niimero de estudantes para cada professor tem aumentado, tor-
nando assim dificil o acompanhamento dos instrutores para monitorar o desempenho de
cada aluno e identificar possiveis problemas como o risco de reprovagao ou desisténcia,
uma solucao para isso é tirar proveito dos dados provindos dos registros das plataformas
educacionais (BUCOS; DRAGULESCU, 2020). Obter informacdes a partir dos dados é
a area de atuacao do Data Mining (DM), ou mineracao de dados, em que o processo
envolve algortimos de exploracao dos dados e desenvolvimento de modelos para desco-
brir padroes préviamente desconhecidos, podendo ser usado para analise de determinados
comportamentos ou predi¢ao a partir dos dados(MAIMON; ROKACH, 2010).

A predi¢ao baseada em dados ocorre através dos métodos de aprendizagem de
maquina, ou Machine Learning (ML), nos quais se dividem em duas principais categorias,
aprendizagem supervisionada onde o resultado final é conhecido e a aprendizagem nao-
supervisionada onde o resultado final ainda ndo é conhecido (SONI, 2018). Uma das
técnicas de ML para realizar predigoes, é a clusterizagdo, ou agrupamento, que busca
classificar dados em grupos, ou conjuntos, com caracteristicas semelhantes, sendo elas
amplamente utilizadas na mineragao de dados (BENAIMECHE et al., 2022). A predicao
do risco académico comega pela obtencao dos dados nas plataformas educacionas, em
seguida os dados sao pré-processados, onde sao preparados para a etapa de classificacao e
anélise de resultados (BUCOS; DRAGULESCU, 2020).

Este trabalho busca explorar técnicas de clusterizacao de estudantes baseado em
suas interagoes com o ambiente educacional visando a classificacao futura de alunos em
situagao de risco. Serao considerados registros de turmas ja cursadas para a elaboracao
dos experimentos para posteriormente comparar a concentracao de estudantes entre os
grupos gerados em relagdo a nota final para verificar a situagao de risco em cada grupo
gerado. A seguir, no capitulo dois, sera apresentado a teoria na qual este trabalho se
baseia. Os estudos semelhantes sobre o assunto estao no capitulo trés e, na sequéncia, sera
detalhada a metodologia empregada neste trabalho. Por fim, serdo realizados experimentos

e analisados seus resultados.

1.1 OBJETIVOS

1.1.1 Objetivo Geral

Elaborar experimentos visando a classificacdo de estudantes em risco através da
contagem didria de interacoes dos alunos com o Ambiente Virtual de Aprendizagem (AVA)

Moodle utilizando técnicas de clusterizagao.

1.1.2 Objetivos Especificos

o Utilizar dados referentes ao registro da atividade de alunos extraidos do Moodle

com as notas finais.
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« Contabilizar as intera¢oes de estudantes no Moodle por periodo de tempo.
o Explorar diferentes combinagoes das interagoes contabilizadas.

o Elaborar diferentes experimentos usando métodos de clusterizagao com as combina-

¢oes de interagoes geradas.

o Analisar os grupos gerados verificando a concentragao de estudantes em relagao as

notas finais para a classificacao de risco.
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2 REFERENCIAL TEORICO

Neste capitulo sera apresentada a base tedrica empregada no desenvolvimento do
trabalho. Serd descrito a analise de aprendizagem e a mineracao de dados educacionais
assim como as principais técnicas de ambas. Por fim, sera apresentado a linguagem Python

e suas bibliotecas mais utilizadas para trabalhar com dados.

2.1 LEARNING ANALYTICS

Conforme foram surgindo novas ferramentas de software e o crescente uso da inter-
net na educagao, foram sendo gerados crescentes repositorios de dados sobre estudantes
fornecendo a possibilidade de exploracdo dos mesmo, principalmente em relagdo a como
os alunos aprendem (ROMERO; VENTURA, 2013).

Com os Ambientes Virtuais de Aprendizagem (AVA) passaram a ser amplamente
utilizados pelas pessoas envolvidas no processo de aprendizagem, possibilitou o registro da
atividade dos estudantes dentro do ambiente, surgindo a oportunidade de analisar o seu
comportamento e monitorar a sua aprendizagem (SIEMENS, 2013). Assim, um grande
desafio das institui¢oes de ensino é lidar com o crescimento exponencial desses dados
e como usa-los para melhorar a aprendizagem bem como a qualidade de suas decisoes
gerenciais (ROMERO; VENTURA, 2013).

No inicio de 2011 foi realizado no Canada a primeira conferéncia voltada a analise
de dados educacionais, The First International Learning Analytics Conference, como foi
chamada, simbolizou um marco na pesquisa focada na aprendizagem do ponto de vista
analitico (JOKSIMOVIC; KOVANOVIC; DAWSON, 2019). A conferéncia também sim-
bolizou a criacao da Society for Learning Analytics Research (SOLAR), ou Sociedade para
Perquisa de Analise de Aprendizagem, onde foi definido o termo Anélise de Aprendizagem
ou Learning Analytics (LA).

A Learning Analytics (LA) foi definida pela SOLAR como: “Anélise de aprendizagem
(LA) é a medicao, coleta, andlise e relatério de dados sobre os alunos e seus contextos,
para fins de compreender e otimizar a aprendizagem e os ambientes em que ela ocorre”
(SIEMENS; GASEVIC et al., 2011). Em resumo, a Learning Analytics (LA) procura
utilizar os dados provenientes das plataformas educacionais procurando melhorar a o
sucesso do aluno (SIEMENS; GASEVIC et al., 2011).

As principais aplicagdes da Learning Analytics (LA) sdo voltadas aos temas de
indicadores e preditores, visualizagoes e intervengoes (BROWN, 2012). A primeira, indi-
cadores e preditores, incluem dados obtidos através da mineracao de dados e processados
através de métodos estatisticos capazes de produzir modelos preditivos, alguns exemplos
incluem desempenho académico, engajamento dos alunos e permanéncia de alunos em
um curso (GASEVIC; DAWSON; PARDO, 2016). O segundo tema, as visualizagoes, sao

uteis para melhorar o entendimento de um conjunto de dados complexos, dando margem
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para explora-los como também estimular possiveis melhorias, sendo essas visualizagoes
proveitosas por todas as partes envolvidas no processo educacional (GASEVIC; DAW-
SON; PARDO, 2016). A terceira categoria, esta relacionada as intervergoes possiveis, na
qual, através de abordagens analiticas, sao exploradas agoes para adaptar o ambiente edu-
cacional visando melhorar a experiéncia do estudante (GASEVIC; DAWSON; PARDO,
2016).

2.2 MINERACAO DE DADOS EDUCACIONAIS

A mineracao de dados iniciou a receber atencao no inicio da década de 1990 com
o uso do termo KDD (Knowledge Discovery in Databases), que se traduz em Descoberta
de Conhecimento em Bases de Dados, no qual consiste no encontro de informagdes tteis
nos dados enquanto que a Mineragdo de Dados, ou Data Mining (DM), se refere a um
passo especifico nesse processo, sendo esse voltado a aplicacao de algoritmos para extrair
padroes desses dados (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996).

No ambiente educacional, a Mineragao de Dados Educacionais (MDE), ou Educati-
onal Data Mining (EDM) na lingua inglesa, como ficou conhecida, comegou a ganhar foco
através de uma série de workshops realizadas no ano de 2005, em 2008 ocorreu a primeira
conferéncia internacional em mineracao de dados educacionais onde passou a acontecer
anualmente (YE, 2022) e em 2011 formou-se a Sociedade Internacional de Mineragao de
Dados Educacionais (SIEMENS; BAKER, 2012).

De acordo com o site da Sociedade Internacional de Mineracao de Dados Educacio-
nais (educationaldatamining.org), “A Mineragdo de Dados Educacionais é uma disciplina
emergente, preocupada em desenvolver métodos para explorar os dados tinicos e cada
vez mais em grande escala provenientes de ambientes educacionais e usar esses métodos
para compreender melhor os alunos e os ambientes em que eles aprendem”. Para Romero
e Ventura (2013), MDE procura extrair padroes de grandes volumes de dados educacio-
nais através do desenvolvimento, pesquisa e aplicagoes de métodos computadorizados que
possibilitam o tratamento diante da enorme quantidade de informagcoes disponiveis.

Mineragao de Dados Educacionais (MDE) e Learning Analytics (LA) tem em
comum o objetivo de melhorar a educacao através de um aprimoramento da compreensao
dos problemas existentes na area, assim como uma melhor avaliagdo dos processos de
aprendizagem e um planejamento para intervengoes, ambas buscam melhorar a qualidade
da anélise de grandes volumes de dados educacionais (SIEMENS; BAKER, 2012).

Apesar do mesmo objetivo, MDE e LA diferem principalmente em relagao ao foco
de sua utilizacdo. MDE possui maior foco na parte tecnoldgica, procurando novos padroes
nos dados com o desenvolvimento de algoritmos e modelos, enquanto de LA tem foco mais
voltado a educacao, concentrando-se em utilizar os dados integrando a parte tecnolégica
com as areas sociais e pedagégicas da aprendizagem (ROMERO; VENTURA, 2020).

NA MDE a prioridade é que a obtengdo de informagoes nos dados seja feita de
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forma automatizada, utilizando o julgamento humano como ferramenta para obter esse
resultado, enquanto que na LA ocorre o contrario, o julgamento humano é prioridade e a
ferramenta para chegar no objetivo é a descoberta automatizada (ROMERO; VENTURA,
2013). Com base nas descobertas de ambos, os sistemas sao adaptados e personalizados,
para MDE o foco concentra-se na adaptacao de maneira automatizada enquanto que para
LA baseia-se principalmente em informar alunos e professores (SIEMENS; BAKER, 2012).

Entre as técnicas utilizadas, na MDE as mais usadas sao classificagao, clusterizacao,
modelagem Bayesiana, mineragao de relacionamento, descoberta com modelos (ROMERO;
VENTURA, 2013) e visualizagao (SIEMENS; BAKER, 2012). Na LA as principais técnicas
consistem em andlise de sentimento, analise de influéncia, analise de discurso, analise de
conceito, modelos de criacao de sentido (ROMERO; VENTURA, 2013), a rede social e
previsao de sucesso do aluno (SIEMENS; BAKER, 2012).

2.3 PRINCIPAIS TECNICAS UTILIZADAS NA MDE E LA

Nesta secao serao descritas as principais técnicas de Mineracao de Dados Educacio-
nais e Learning Analytics. Iniciando pelas duas categorias do Machine Learning, associacao

e classificacao, e em seguida sera detalhada a clusterizacao.

2.3.1 Associacao

O aprendizado de méaquina, ou Machine Learning (ML), é a drea de estudo dedicada
aos sistemas de aprendizagem de maquina e envolve multiplas disciplinas, entre elas
estao estatistica, engenharia e ciéncia da computacao além de ciéncia cognitiva e diversas
outras dreas derivadas da ciéncia e matematica (GHAHRAMANI, 2003). No aprendizado
de maquina existem duas principais categorias, que sdo o aprendizado supervisionado
(classificacdo) e ndo supervisionado (associagao) (SONI, 2018).

Aprendizado de maquina nao supervisionado significa o processo no qual a maquina
procura extrair padroes em conjuntos de dados sem uma resposta especifica como refe-
réncia, ou seja, a estrutura de dados é explorada visando criar hipéteses ao invés de criar
modelos de previsao ou classificacdo com base em uma resposta ou condigoes especificas
(VALKENBORG et al., 2023).

O aprendizado nao supervisionado busca identificar padrdes em conjuntos de dados
que ainda nao possuem rétulos ou uma estrutura definida (NAEEM et al., 2023). Um das
técnicas de associacao é o agrupamento, ou clusterizacao. Os algoritmos de clusterizagao
utilizam calculos para quantificar similaridades ou dissimilaridades entre diferentes pontos
de um conjunto de dados onde sao agrupados, ou separados, um dos outros conforme a
semelhanca de suas caracteristicas (VALKENBORG et al., 2023).

Alguns dos algoritmos de clusterizacao sao: clusterizacao de particionamento, cluste-

rizacao baseada em modelo, clusterizagao hierarquica e clusterizagao baseada em densidade.
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Na clusterizacao de particionamento é exigido a especificacdo do nimero de cluster a se-
rem gerados, sendo o K-means o método mais usado, a clusterizagao baseada em modelo
utiliza a probabilidade de um ponto pertencer a um cluster, a clusterizagao hierarquica
produz conjuntos de clusters entrelacados em uma estrutura de arvore hierarquica e a
clusterizacao baseada em densidade usa a densidade como critério de agrupamento (LU;

UDDIN, 2024).

2.3.2 Classificacao

O aprendizado supervisionado, diferente do nao supervisionado, consiste em compre-
ender a relacao entre um conjunto de entradas e uma saida, utilizando esse entendimento
para prever saidas para novos dados (CUNNINGHAM; CORD; DELANY, 2008). A apren-
dizagem supervisionada esta presente no contexto da classificacdo ou regressdo. Ambas
possuem o mesmo objetivo de encontrar nas entradas relagoes ou estruturas que convertam
nas saidas corretas através dos dados de treinamento, sendo a regressao aplicada para
uma saida continua (SONI, 2018).

Um dos principais métodos de aprendizagem supervisionada sdo as redes neurais.
Inspirada no funcionamento do cérebro humano com sua gigantesca quantidade de neuro-
nios interconectados para processar informacoes, as redes neurais artificiais possibilitaram
extrair inteligéncia das maquinas (WANG; WANG, 2003). Uma rede neural artificial pos-
sui uma estrutura de grafo direcionado, na qual cada né (vértice) representa um neurdnio,
onde cada né realiza alguns calculos simples e transmite um sinal rotulado por um ntimero
de um vértice para outro, chamado de “peso”, que determina se o sinal deve ser amplificado
ou atenuado em cada conexao (DONGARE; KHARDE; KACHARE et al., 2012).

O aprendizado nas redes neurais artificiais ocorre através da manipulagao do peso
entre as conexoes da rede, sendo eles adaptados em um processo de simulagdao conti-
nua (treinamento), em que a taxa na qual a rede se adequa é definida como a taxa de
aprendizagem e a forma como a adequacao ¢ feita define o tipo de aprendizagem da rede
(DONGARE; KHARDE; KACHARE et al., 2012).

Uma variacao das redes neurais artificiais sao as Redes Bayesianas. Também estru-
turada em forma de grafo direcional, porém, com a adi¢ao de probabilidade nas relagoes
entre os vértices, possibilitando lidar com conjuntos de dados incompletos, aprender sobre
relagoes causais, assim como utilizar técnicas estatisticas Bayesianas, que em conjunto com
as Redes Bayesianas permitem melhorar a eficiéncia da rede reduzindo ajustes excessivos

nos dados (HECKERMAN;, 2008).

2.3.3 Clusterizacao

Algoritmos de clusterizagao tem como objetivo agrupar dados com caracteristicas
semelhantes, esse processo ocorre através da definicdo de regras de agrupamento e resulta

em partigoes (clusters) do conjunto de dados conforme os critérios de cluster estabelecidos
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sendo que, em um cenario ideal, as instancias de um cluster sao bem diferentes das
instancias dos outros clusters (AHMED; SERAJ; ISLAM, 2020). De uma maneira geral,
o desafio da clusterizagdo é encontrar grupos homogéneos (clusters) de pontos de dados
em um conjunto de dados (LIKAS; VLASSIS; VERBEEK, 2003).

O método de agrupamento normalmente mais usado ¢ a clusterizacao de particiona-
mento, no qual supoe que o conjunto de dados pode ser representado por um niimero finito
de clusters, entre os algoritmos mais populares e antigos usado para essa categoria esta o
K-means (SINAGA; YANG, 2020). Por se tratar de clusterizagdo de particionamento, o
K-means precisa conhecer préviamente o nimero de clusters. Sendo assim, inicialmente é
preciso determinar o niimero k de clusters, cada cluster terd um ponto central, chamado
de centroide, no qual os dados mais préximo de cada centrdide serao agrupados a ele
formando um cluster (NA; XUMIN; YONG, 2010). O K-means é um algoritmo iterativo,
ou seja, apds definir um centroide inicial, as distancias entre os pontos e o centroide sao
calculadas e agrupadas, ¢ calculado novamente os centroides e as distancias para agrupar,
esse processo ocorre de maneira iterativa até que o centroide determinado nao mude sig-
nificativamente comparado com o anterior (UMARGONO; SUSENO; GUNAWAN; 2019).
O fluxograma de execugao do K-means é esbocado na figura 1

Existem diversos métodos para o calculo do niimero inicial de clusters e para de-
terminar os centrdides. Em geral, o centroide pode ser a média de todos os dados que
compdem o cluster ou o dado com mais representatividade no grupo de dados (UMAR-
GONO; SUSENO; GUNAWAN, 2019). A defini¢ao do niimero de clusters, o valor de k,
pode ser realizada de formas distintas. Uma forma menos complexa e visual é o método
elbow, ou método do “cotovelo”, que calcula as distancias quadraticas de um conjunto de
pontos até seu centroide iterativamente para um sequéncia de valores de k e a soma do
quadrado das distancias representa as inércias dos pontos, indicando menor convergéncia
para valores altos de inércia e maior convergéncia para baixos valores de inércia (YUAN;
YANG, 2019). Em outras palavras, uma maior convergéncia acontecera quando o niimero
de clusters tende ao niimero de pontos do conjunto de dados e o mesmo acontece para
quando existe s6 um cluster onde todos os pontos farao parte do mesmo agrupamento
com uma baixa convergéncia.

O método elbow utiliza o gréfico para avaliar o valor de k (nimero de clusters).
Se colocarmos graficamente, no eixo horizontal os valores de k iniciando em 1 até um
determinado niimero maximo, e no eixo vertical colocarmos as inércias, teremos um grafico
das inércias para cada valor de k, onde sera possivel observar uma queda acentuada no
grafico em uma determinada regiao de valores de k, formando um “cotovelo”, essa regiao
indica o nimero ideal de clusters para esse conjunto de dados (YUAN; YANG, 2019). A
figura 2 mostra um exemplo de grafico gerado pelo método elbow, onde é possivel perceber
como as inércias caem de maneira rapida entre k=1 e k=4, formando o “cotovelo””, para

entao estabilizar. O ponto de maior inflexao, esta localizado em k=3, onde possui maior
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Figura 1 — Fluxograma da execucao do K-means

Inicio
Define o numero de clusters
Determina o centroide arbitrariamente
Calcula as distancia entre os pontos e
- P o centroide usando distancia
euclidiana
Agrupa os pontos ao centroide mais
préximo

{

Calcula o novo centroide

i

Centroide é o
Nao mesmo que o
anterior?

[
Sim

+

Resultado da clusterizagao

B

Fim

Fonte: Figura adaptada de (UMARGONO; SUSENO; GUNAWAN, 2019)

diferenca do ntimero de inércias em relacao aos valores maiores de k, indicando que o k=3
¢ um bom valor para k.

O valor de k nem sempre é obvio e uma das desvantagens do método elbow sao os
casos onde nao estd claramente visivel o ponto de inflexdo (“cotovelo”) no grafico (YUAN;
YANG, 2019). Além disso, existem outros métodos para encontrar o valor ideal de k, como
o método da silhueta (Silhouette Method) que considera a semelhanga de um objeto de
dado a um cluster, separando conforme a similaridade com cada cluster, o método utiliza
uma escala de -1 até +1 onde valores préximos a +1 indicam alta similaridade e valor
proximos a -1 indicam baixa similaridade (YUAN; YANG, 2019).
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Figura 2 — Representacao grafica do método elbow
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Fonte: Figura do autor (2024)

2.4 PYTHON

A linguagem de programacao Python se popularizou nos tultimos anos entre as
tarefas envolvendo dados devido ao aperfeicoamento de suas bibliotecas open-source,
que passaram a fornecer uma ampla gama de ferramentas para trabalhar com dados
(MCKINNEY, 2022). Entre as prinpicais bibliotecas Python, para o contexto de dados,

estao pandas, Matplotlib, scikit-learn e searborn.

2.4.1 Pandas

O pandas é uma biblioteca open-source na qual oferece ferramentas para a manipu-
lacao de dados em Python. O pandas possui estruturas de dados que permitem carregar
datasets em um objeto, chamado de DataFrame, no qual permite manipular de maneira ra-
pida e eficiente um conjunto de dados fornecendo indexagao para simplificar o tratamento
dos mesmos, além de possibilitar a leitura e gravacao de dados na memoria em diferentes
formatos como CSV, Microsoft Excel, e banco de dados SQL (PANDAS.PYDATA.ORG,
2024).

2.4.2 Matplotlib

A biblioteca open-source Matplotlib permite criar visualiza¢oes estatisticas, intera-
tivas e animadas em Python. Através da biblioteca é possivel criar uma grande variedade
de graficos customizaveis como gréaficos de linhas, graficos de barras, graficos de dispersao
(scatter plots) e histogramas, além de ser integrada com outras bibliotecas como o pandas,
facilitando o trabalho com dados (MATPLOTLIB.ORG, 2024).
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2.4.3 Scikit-learn

A biblioteca open-source scikit-learn oferece ferramentas simples para facilitar a
analise preditiva de dados, construida sobre as bibliotecas NumPy, SciPy e Matplotlib, a
scikit-learn fornece ferramentas simplificados para trabalhar com algoritmos de machine le-
arning como classificagdo, regressao e agrupamento (clusterizacao) (SCIKIT-LEARN.ORG,
2024b).

2.4.4 Searborn

Seaborn é uma bilbioteca Python, baseada em Matplotlib e integrada as estruturas
do pandas, para visualizacao de dados, permitindo a melhor exploracao e compreensao dos
dados com ferramentas para observar caracteristicas e padroes através de graficos estatisti-
cos, além disso, possibilita a integragdo com pandas e Matplotlib, simplificando o trabalho
com as principais bibliotecas utilizadas no contexto dos dados (SEABORN.PYDATA.ORG,
2024).
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3 ESTADO DA ARTE

Visando verificar os trabalhos mais recentes relacionados a predi¢ao de risco aca-
démico utilizando clusterizacao, foi realizada uma revisao de estado da arte, que tem por
objetivo verificar trabalhos recentes, além de poder apontar possiveis areas de atencao ou
fornecer diferentes pontos de vista sobre determinado assunto (DE SOUSA et al., 2018).

O protocolo de pesquisa foi montado a partir das seguintes questoes:
1. Quais dados foram utilizados para a predi¢ao?
2. Quais foram o algoritmos de clusterizagao utilizados?

A pesquisa foi realizada utilizando trés bases da dados, sendo elas Scopus, Web of
Science e IEEE Xplore. O primeiro passo consistiu em definir as palavras chaves, sendo
definidas em inglés: prediction (predigao), students (estudantes), risk (risco) e clustering
(clusterizagdo). Assim, o passo seguinte foi montar a string de busca que resultou em:
prediction AND students AND risk AND clustering.

A partir da pesquisa realizada os resultados foram préviamente filtrados por ano.
Visando estudos mais recentes, foram selecionados trabalhos realizados entre os anos de

2020 até 2023. Os resultados sao apresentados na tabela 1.

Base de dados | Resultados | Resultados de 2020 a 2023
Scopus 71 31
Web of Sciente 98 47
IEEE Xplore 12 7

Tabela 1 — Resultados antes e apds o filtro por base de dados

Como mostrado na tabela 1, o maior nimero de resultados foi encontrado na base de
dados Web of Science seguido pela Scopus e IEEE Xplore, respectivamente. Ao todo foram
encontrados 181 trabalhos nas trés bases de dados. Ap6s a filtragem pelo periodo de tempo
restaram 85. Nas bases de dados Web of Science, foram detectados diversos resultados com
assuntos sem ligacdo com a pesquisa, entao foi adicionado um novo filtro onde foi refinado
pelos tépicos de citacao “Education & Educational Research” e “Artificial Intelligence
& Machine Learning”. Assim, dos 47 filtrados anteriormente restaram 16, totalizando 54
trabalhos.

A préxima etapa de filtragem consistiu em analisar, de forma prévia, a proximidade
de cada trabalho individualmente com o assunto da pesquisa assim como eliminar dupli-
cagoes encontradas. Nesta etapa também foi priorizada a escolha de trabalhos com acesso
aberto, acessiveis através da forma “Open Access”. Os critérios de inclusao e exclusao sao
mostrados na tabela 2.

Apo6s aplicar os critérios de inclusao e exclusao, restaram 10 trabalhos. Os resultados

por base de dados estao expressos na tabela 3.
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Inclusao Exclusao

Acesso aberto Acesso fechado

Similaridade com o tema | Pouca proximidade com o tema

Tabela 2 — Critérios de inclusdo e exclusao

Base de dados | Resultados | Selecionados
Scopus 31 6
Web of Sciente 16 2
I[EEE Xplore 7 2

Tabela 3 — Selecao apods os primeiros critérios de inclusao e exclusao

A dltima etapa da filtragem foi realizada a partir de uma analise mais profunda em
cada trabalho selecionado. Aqui, o critério de selecao foram os trabalhos que exclusivamente
utiliza dados de AVAs combinados com clusterizagao. O resultado final foi de 5 trabalhos,

conforme aprensentados na figura 3.

Figura 3 — Resultados finais por base de dados

Scopus Web of Science  |IEEE Xplore

Fonte: Figura do autor (2024)

Apoés a selecao dos trabalhos foram extraidas as informacoes prévias como o pais,
o periodo de tempo e tipo de curso em que foram realizados os experimentos. De acordo
com a tabela 4, dos seis trabalhos selecionados dois foram realizados na Estonia, um foi
realizado na Roménia, outro no Brasil e um no Reino Unido. O periodo de tempo avaliado
variou entre 1 a 4 anos, sendo apenas um realizado com alunos de curso técnico enquanto
os demais foram realizados em universidades.

Em seguida foram extraidas as informagoes sobre cada trabalho buscando responder
as perguntas elaboradas no inicio da pesquisa.

Em Bucos e Dragulescu (2020) foram utilizados os registros de atividades dos

alunos dentro da plataforma Moodle e um livro de notas referentes a cada encontro ao
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Citacao Pais Periodo de tempo | Tipo de curso
Bucos e Dragulescu (2020) Romeénia 2015 a 2019 Graduagao
Hooshyar, Huang e Yang (2022)| Estonia - Graduagao
Shafiq et al. (2022) Reino Unido - Graduagao
Tamada, Giusti e Netto (2022) Brasil 2016 a 2018 Curso Técnico
Yang et al. (2020) Estonia - Graduagao

Tabela 4 — Informacoes prévias retiradas dos trabalhos selecionados

longo do semestre de determinada disciplina dos cursos de técnologia da Universidade
Politécnica de Timisoara, na Roménia. Assim, relacionando a atividade do estudante
dentro da plataforma com a sua respectiva performance através do livro de notas onde
foram considerados 12 encontros semestrais. O algoritmo de clusterizagao utilizado foi o
K-means, resultando em um namero ideal de clusters de 5 e chegando a conclusao de que
86% dos estudantes estdo em risco. O trabalho contou com a coleta dos registros entre os
anos de 2015 a 2019, o maior periodo de tempo em relagao aos demais trabalhos.

No trabalho de Hooshyar, Huang e Yang (2022), é proposto uma predigao de
risco baseada nas informagoes de trés disciplinas da Universdade de Tartu, na Estonia,
onde foram levados em consideragao apenas o registro de interagoes dentro da plataforma
Moodle. O algoritmo utilizado foi o X-Means onde foram separados em apenas dois clusters
e analisado o conteuido acessado, o engajamento e a avaliacdo do aluno. O modelo proposto
se mostrou com um acuracia de mais de 90%.

Em Shafiq et al. (2022) é proposto um modelo conceitual para andlise de risco
utilizando dados da Open University (OU) do Reino Unido, que fornece informagoes
obtidas da plataforma educacional de 32.593 estudantes. Para comparagao foram usados
os resultados dos estudantes com o algoritmo de clusterizacao K-means.

No trabalho de Tamada, Giusti e Netto (2022) os dados utilizados foram o registro
de interacgoes e informagoes socioeconémicas dos estudantes de curso técnico em sincronia
com ensino médio do Instituto Federal de Roraima, no Brasil. O método de clusterizagao
empregado foi o K-means com distancia Euclidiana. Para o trabalho foram levados em
conta o progresso do curso, analisando com 20%, 40% e 60% do curso concluido.

Em Yang et al. (2020), assim como Hooshyar, Huang e Yang (2022), foi realizado
na Univerdade de Tartu, na Estonia, considerando dados de acesso ao Moodle e avaliando
a procastinacao dos estudantes em relacao as tarefas da plataforma. Com o algoritmo
K-means foi realizada a etapa de clusterizacdo obtendo um acuracia de 87% e 84% com o
método de classificagao L-SVM.

Os resultados das informagoes necessarias para responder as questoes formuladas

anteriormente estao expressas na tabela 5.

e Quais dados foram utilizados para a predi¢ao?
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Para responder a primeira pergunta da pesquisa, de acordo com a tabela 5, os
dados analisados foram em sua ampla maioria levando em consideragao os registro de
interacoes dentro do AVA onde em alguns casos ¢é feita a andlise do resultado para estimar
a eficiéncia do método empregado, enquanto que em outros casos foram avaliadas somente

o registro de interacoes.
e Quais foram o algoritmos de clusterizagao utilizados?

Conforme a tabela 5, o algoritmo K-means foi o mais empregado, sendo em alguns
casos utilizando alguma variagdo do método com é o caso de Tamada, Giusti e Netto
(2022) onde foi empregado o K-means com distancia euclidiana. A excegao ao K-means

parte do trabalho de Hooshyar, Huang e Yang (2022) que utiliza o X-means.

Citacao Dados utilizados Algoritmo de clusteri-
7Zacao
Bucos e Dragulescu (2020) | Registro de interagoes e | K-means
resultados
Hooshyar, Huang e Yang | Registro de interacoes X-means
(2022)
Shafiq et al. (2022) Registro de interagoes e | K-means
resultados

Tamada, Giusti e Netto | Registro de interacoes e | K-means com distancia

(2022) informacoes socioecond- | euclidiana
micas
Yang et al. (2020) Registro de interagoes K-means

Tabela 5 — Informagdes prévias retiradas dos trabalhos selecionados
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4 METODOLOGIA

Nesta se¢ao serd demonstrada em detalhes as etapas para a realizacao dos expe-
rimentos de clusterizagao. O trabalho inicia pela coleta de dados do Ambiente Virtual
de Aprendizagem (AVA) Moodle, onde é gerado um dataset no qual possui as interagoes
dos alunos ao longo do tempo assim como as notas e resultado do aluno (aprovado ou
reprovado). Em seguida ocorre o pré-processamento do dataset visando adapta-lo ao expe-
rimento que vird em sequéncia. A proxima etapa consiste em determinar o niimero ideal
de clusters no qual o conjunto de dados pode ser particionado e por fim é aplicada a

clusterizacao como mostrado na figura 4.

Figura 4 — Etapas do trabalho

Coleta de dados Dataset Pré-processamento Numero de Clusters Clusterizacdo
Logs Interagbes Soma de Interagées Métado Elbow K-means

Notas Notas Soma de dias sem
interagoes

Aprovacdo/Reprovagdo

Maxima sequéncia de
dias sem interagdes

Fonte: Figura do autor (2024)

4.1 COLETA DE DADOS

Os dados utilizados neste trabalho sao registros de 12 disciplinas ja cursadas oferta-
das semestralmente na Universidade Federal de Santa Catarina (UFSC) entre os anos de
2018 até 2023. Ao todo sdo 12 turmas com um total de 103 estudantes. Serao considerados
os registros de atividades dos alunos no Ambiente Virtual de Aprendizagem (AVA) durante
20 semanas, periodo no qual, em média, representa um semestre letivo. Adicionalmente

sera considerado o registro de notas finais com o resultado de cada estudante.

4.1.1 Atividade dos Usuarios

Os dados da atividade dos estudantes dentro do Moodle sao extraidos em uma
tabela no formato CSV, cada linha represetando uma atividade realizada na plataforma e

contém os seguintes parametros:

« Data e hora do registro
e Nome completo do estudante

 Usudrio afetado (caso a acdo tenha afetado algum usuério)
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« Disciplina que o evento ocorre

« Componente acessado dentro da disciplina

o Nome do evento

e Descricao do evento

« Origem do evento (plataforma na qual o usudrio estd acessando a plataforma)

o Endereco IP do usuario

4.1.2 Notas Finais

As notas finais dos estudantes sdo uma tabela obtida separadamente no formato

CSV, cada linha representando um estudante e sendo composta pelos seguintes parametros:

e Nome

e Sobrenome

» (Codigo do curso

e Nome do curso

o Numero de matricula
» Nota final

« Ultimo download realizado no curso

42 DATASET

Com os dados coletados na etapa anterior, sao selecionadas as informagoes mais
relevantes para gerar um dataset com o auxilio da biblioteca pandas. Visando analisar o
engajamento do estudante com o ambiente educacional, sao retirados dos dados coletados
informagoes referentes as interagoes do estudante com o AVA, onde serdao consideradas a
contagem de interagdes que o aluno realiza por dia, e por fim, o resultado do aluno na

disciplina.

4.2.1 Contabilizacao de Interacées e Notas

Para a contabilizacao das interagoes, sao consideradas as contagens de eventos que
cada aluno realiza por dia dentro do ambiente educacional. As ac¢oes contabilizadas sao re-
ferentes ao acesso as paginas da disciplina bem como a utilizagao dos recursos ali presentes.

Os recursos oferecidos aos estudantes incluem contetidos e atividades disponibilizados pelo
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professor assim como o registro de presenca e notas. Cada evento é reconhecido como uma
interacao do aluno com a plataforma, o valor é incrementado a cada nova acao realizada
pelo estudante.

Assim, o resultado é um dataset com os estudantes organizados em linhas e suas
contagens de interagoes por dia organizadas em colunas. Ao final, sdo incluidas as colunas
de notas e resultados (aprovado ou reprovado). Dessa forma, o dataset resultante possui o
formato apresentado na tabela 6, com id_ group referente ao ID da disciplina, id_ subject
contendo o ID do usuério, key com o nome do usudrio, datapoints referentes ao nimero de
interacoes sendo uma coluna referente a cada dia contabilizado, target contendo as notas

finais e target_ cat referente ao resultado do aluno, aprovado ou reprovado.

id_ group | id__subject| key | datapointl | ... target | target__cat
ID da dis-| ID do usua- | Nome | N° de intera- | N° de intera- | Nota | Aprovado
ciplina rio do ¢oesnodial | ¢coes nos de-| final ou repro-
usué- mais dias vado (0 ou
rio 1, respecti-
vamente)

Tabela 6 — Formato do dataset gerado com os dados coletados

4.3 PRE-PROCESSAMENTO

Nesta etapa, serao realizadas as filtragens no dataset obtido para realizar a aplicagao
da clusterizacao. Visando explorar diferentes combinagoes entre as interacoes de cada
estudante e, com o auxilio da biblioteca pandas, as interagoes contabilizadas de cada
estudante foram organizadas em: somatorios das interagoes (P1), somatérios dos dias sem
interagoes (P2) e a maxima sequéncia de dias sem interagdes. Os pré-processamentos sao

listados e descritos com mais detalhes na tabela 7.

Pré- Descrigao Nome da co-
processamento luna
P1 Soma de todas as interagoes de cada aluno no | sum
periodo
P2 Soma dos dias sem interagoes do aluno no periodo | sum_ zeros
P3 Maior sequéncia de dias sem interagoes do aluno | max_ zeros
no periodo

Tabela 7 — Tabela de pré-processamentos

Sendo assim, a partir do dataset obtido na etapa anterior, os alunos permanecem
organizados em linha e o resultado de cada pré-processamento serda uma coluna. Assim, o

dataset inicial se reduz ao formato apresentado na tabela 8
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index sum sum__zeros max__zeros

target

Aluno P1 P2 P3

Nota final

Tabela 8 — Formato do dataset resultante do pré-processamento

4.4 CALCULO DO NUMERO DE CLUSTERS

Nesta etapa ocorre o calculo no nimero ideal de clusters para a execucao do

algoritmo. Entre as diversas forma de determinar esse valor, sera considerado o método

elbow, ou método do cotovelo, devido a sua simples complexidade (YUAN; YANG, 2019).

A implementacao do método ocorre através da biblioteca scikit-learn, na qual ird calcula

o K-means para k de 1 até um ntimero maximo definido. Para cada valor de k sera obtida

sua inércia correspondente. Os valores de k sdo salvos em um array chamado means

e as inércias sao inseridas em um array chamado inertias e ao final, com a biblioteca

Matplotlib, serd plotado o grafico dos valores de inércias em relacao aos valores de k. A

figura 5 apresenta o fluxograma do método elbow.

Figura 5 — Fluxograma do método elbow

Inicio

l — Calcula o k-means para k
Entrada de data: conjunto de dados 1
l Adiciona o valor k no array means
Entrada de max_k: maximo numero de 1

clusters
Adiciona a inércia ao array inertias

k€1 1
Incrementa k

L o l
[ Sim k >= max_k

Plota o grafico de inertias em relagao a k

'

Fim

Fonte: Figura do autor (2024)

Para esta etapa, considera-se o valor maximo de clusters (max_k) o valor 10, por

ser um numero suficiente para a grande maioria dos casos.
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45 CLUSTERIZACAO

A etapa de clusterizacao é feita com o algoritmo K-means, devido a sua ampla
popularidade, como mostrado no capitulo 3. Os experimentos acontecem com o uso da
biblioteca scikit-learn na qual fornece ferramentas para trabalhar com clusterizacao e, mais
especificamenete, o K-means. Por padrao, o K-means implementado pela biblioteca scikit-
learn utiliza K-means++ para determinar os centroides iniciais, no qual é detalhado em sua
documentagao: “‘k-means++4: seleciona centréides iniciais do cluster usando amostragem
baseada em uma distribuicao de probabilidade empirica da contribuicao dos pontos para a
inércia geral. Esta técnica acelera a convergéncia. O algoritmo implementado é ‘ganancioso
k-means++". Ele difere do vanilla k-means++ por fazer varios testes em cada etapa de
amostragem e escolher o melhor centrdide entre eles” (SCIKIT-LEARN.ORG, 2024a).

O experimento acontece conforme o fluxograma mostrado na figura 6. Iniciando
pela entrada de dados, é calculado k com o método elbow, aplicacao do K-means para o
valor de k definido e com o auxilio da biblioteca Matplotlib é feita a plotagem do resultado.
Adicionalmente, com a biblioteca seaborn, é feita uma plotagem de uma matriz de confusao

para analisar o agrupamento e verificar a distribuicao dos alunos em cada cluster por nota.

Figura 6 — Fluxograma da realizacao dos experimentos

Inicio
l — Aplica o k-means com o valor de k definido
no conjunto de dados
Entrada de data: conjunto de dados l
l Adiciona ao DataFrame o cluster definido

Calcula k: nimero de clusters com o método para cada linha de dado

elbow l

!

Define valor de k

Plotagem do grafico com o resultado

l

L J Plotagem da matriz de confusao para
analise de resultados
)
{
Fim

Fonte: Figura do autor (2024)

Os experimentos sao organizados em itens conforme o pré-processamento realizado

anteriormente, totalizando 3 experimentos. Cada experimento é realizado baseado em
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duas dimensoes, na qual serdao as duplas de combinagoes geradas no pré-processamento,

conforme listado na tabela 9.

Experimento | Dados
E1 Pl e P2
E2 P2 e P3
E3 PleP3

Tabela 9 — Tabela de experimentos
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5 DESENVOLVIMENTO

Nesta secao serao demonstrados os experimentos de clusterizagao conforme a meto-
dologia detalhada no capitulo anterior. O roteiro de cada experimento inicia com o calculo
do ntimero de clusters (k), seguido pela aplicagdo do K-means para esse valor. O resultado
¢é plotado num grafico de pontos com os dados agrupados e, por fim, sera gerada uma
matriz de confusao para verificar o experimento através da distribuicao dos estudantes

por cluster em relacao as notas finais.

5.1 E1: SOMA DE INTERACOES E DIAS SEM INTERACOES

O experimento 1 (E1) ird considerar os somatérios das interac¢oes dos alunos (P1)

e os somatorios de dias sem interagoes dos estudantes com o Moodle (P2).

5.1.1 Calculo do Nimero de Clusters

Os niamero k de clusters é determinado através do método elbow no qual gera um
grafico indicando o nimero ideal de k. A figura 7 mostra o resultado da aplicagdo do

método para este experimento.

Figura 7 — Gréfico resultante do método elbow do E1

le7 Método elbow - E1

3.0 A

2.5 1

2.0 A

1.5+

Inércias

1.0 4

0.5 4

0.0 4 h. 4 & & P ®

T T T T T T T T
1 2 3 4 5 6 7 8 9
Numero de clusters (k)

Fonte: Figura do autor (2024)

Conforme a figura 7, a maior queda das inércia esta entre 2 e 4. Assim, conforme

explicado na secao 4, o valor escolhido sera k=3.
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5.1.2 Clusterizacao

Com o valor de k definido, os centroides sao calculados. A figura 8 apresenta a
distribuicao dos dados a esquerda e a direita sao mostrados os centroides, em vermelho,

determinados pelo algoritmo.

Figura 8 — Gréfico da distribuicao dos dados e os centroides do E1
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Centroides - E1
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Fonte: Figura do autor (2024)
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Sendo assim, é realizada a aplicagdo do k-means no qual agrupard os dados de

acordo com os centroides determinados anteriormente. O resultado é apresentado na

figura 9, onde esta exposto o resultado do particionamento em 3 clusters.
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Figura 9 — Resultados do k-means do E1
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Fonte: Figura do autor (2024)

Com o objetivo de verificar o resultado, serda gerada uma matriz de confusao
dos clusters em relacdo as notas finais dos estudantes, onde mostra a concentracao de

estudantes em cada cluster com suas respectivas notas, conforme mostrado na figura 10.
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Figura 10 — Matriz de confusao do E1

Matriz de Confus&o: Clusters em relagéo as notas Finais - E1
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Fonte: Figura do autor (2024)
Através da figura 10 é possivel perceber a divisdo das notas finais em cada cluster.

Os percentuais da distribuicdo de notas por cluster sao listados na tabela 10, na qual

separa o percentual de notas menores e notas maiores que 5.

Cluster | Notas: 0 - 5 (%) | Notas: 5 - 10 (%)
Cluster 0 3,57 96,43
Cluster 1 0 100
Cluster 2 50,00 50,00

Tabela 10 — Tabela percentual da distribuicao de notas por cluster do E1

5.1.3 Analise

O experimento 1 (E1) divide o conjunto de dados em 3 cluster, no qual, a composi¢ao
do Cluster 0 possui cerca de 96% de alunos com resultado final acima de 5, indicando que
os estudantes desse cluster possuem, em sua maioria, um menor risco. O Cluster 1, possui
apenas um estudante com nota acima de 5, no qual é uma excessao, devido ao estudante
possuir a soma de suas interagoes significativamente maior que os demais alunos presentes
no dataset. Por fim, o Cluster 2 possui 50% de alunos com notas maiores e menores que
5, indicando equilibrio, porém, com maior tendéncia ao risco, visto que possui grande

concentragao de alunos com nota final igual a zero.
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5.2 E2: DIAS SEM INTERACOES E MAXIMA SEQUENCIA SEM INTERACOES

O experimento 2 (E2) considera os somatoérios dos dias sem interagoes (P2) e as

maximas sequéncias de dias sem interagoes dos alunos com o Moodle (P3).

5.2.1 Calculo do Nimero de Clusters

Os ntmero k de clusters é determinado através da figura 11, que mostra o resultado

da aplicacao do método elbow.

Figura 11 — Gréfico resultante do método elbow do E2
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300000 4

250000

200000 +

150000 +

Inércias

100000 A

50000 +

Numero de clusters (k)

Fonte: Figura do autor (2024)

O resultado na figura 11 mostra irregularidade na queda do grafico, porém, como
a maior queda das inércia ocorre em k=2, serd escolhido o valor 2 para k.
5.2.2 Clusterizacao

Na figura 12 sdo mostrados os centroides calculados pelo algoritmo e a distribuigao
dos dados.
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Figura 12 — Grafico da distribuicdo dos dados e os centroides do E2
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Com os centroides definidos, o K-means ¢é aplicado gerando o resultado exposto na

figura 13.

Figura 13 — Resultados do k-means do E2
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Fonte: Figura do autor (2024)

Assim, com o auxilio da matriz de confusdo, sao analisados os resultados através da

concentracao de estudantes em cada cluster em relagdo as suas notas, conforme a figura 14.
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Figura 14 — Matriz de confusao do E2

Matriz de Confus&o: Clusters em relagéo as notas Finais - E2
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Fonte: Figura do autor (2024)

Dessa forma, sao calculados os percentuais de notas maiores e menores que 5,

conforme a tabela 11.

Cluster | Notas: 0 - 5 (%) | Notas: 5 - 10 (%)
Cluster 0 54,90 45,10
Cluster 1 19,23 80,77

Tabela 11 — Tabela percentual da distribuicao de notas por cluster do E2

5.2.3 Analise

O experimento 2 (E2) divide o conjunto de dados em dois clusters. O Cluster 0,
apesar de nao agrupar uma parcela significativa de estudantes com notas inferiores a 5,
cerca de 54%, o Cluster 0 indica maior tendéncia ao risco dos estudantes desse grupo,
principalmente devido ao fato de concentrar grande niimero de estudantes com nota final
igual a zero. O Cluster 1, possui uma divisao mais clara dos estudantes em relagao ao
seu resultado final, com aproximadamente 80% dos estudantes desse grupo com notas

superiores a 5, apontando menor risco aos estudantes desse cluster.
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5.3 E3: SOMA DE INTERACOES E MAXIMA SEQUENCIA SEM INTERACOES

O experimento 3 (E1) considera os somatoérios das interagoes semanais (P1) e as

maximas sequéncias de dias sem interagoes dos alunos com o Moodle (P3).

5.3.1 Calculo do Nimero de Clusters

Conforme os experimentos anteriores, o nimero k de clusters é determinado pelo

método elbow, apresentado na figura 15.

Figura 15 — Grafico resultante do método elbow do E3
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Fonte: Figura do autor (2024)

Assim, conforme o grafico da figura 15, foi selecionado o valor de k=3.

5.3.2 Clusterizacao

Dessa forma, sao definidos os centroides pelo algoritmo, mostrados na figura 16,

em vermelho.
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Figura 16 — Grafico da distribuicdo dos dados e os centroides do E3
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Com base nos centroides, a clusterizagao é gerada, conforme mostra a figura 17,

onde os dados sdo divididos em 3 clusters.

Figura 17 — Resultados do k-means do E3
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Fonte: Figura do autor (2024)

Para verificar os resultados, utiliza-se a matriz de confusao da figura 18, que mostra

a concentracao de notas por cluster.
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Clusters

Figura 18 — Matriz de confusao do E3
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Assim, analisando o percentual de notas acima e abaixo de 5, sdo obtidos os
resultados da tabela 12.

Tabela 12 — Tabela percentual da distribuicao de notas por cluster do E3

5.3.3 Analise

Cluster | Notas: 0 - 5 (%) | Notas: 5 - 10 (%)
Cluster 0 50,00 50,00
Cluster 1 0 100
Cluster 2 3,57 96,43

No experimento 3 (E3), os alunos sao agrupados em 3 clusters. Sendo assim, o

Cluster 0 possui equilibrio entre a composicao de estudantes com notas superiores e

inferiores a 5, com 50% cada, porém, concentrando uma quantidade maior de estudantes

com notas iguais a zero, manifestando um grupo com maior tendéncia ao risco. O Cluster

1, assim como no experimento 1 (E1), é composto por apenas um estudante, devido ao

mesmo apresentar um somatorio de interagoes significativamente superior aos demais,

sugerindo baixo risco. Por fim, o Cluster 2 concentra majoritariamente os estudantes com

notas superiores a 5, com aproximadamente 96%, apontando um baixo risco aos estudante

desse cluster.
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6 CONCLUSAO

Através dos experimentos, foi possivel observar que a contagem das interagoes
com o AVA sugerem uma relacdo com o risco do estudante durante a disciplina cursada,
porém, a classificacao de risco nem sempre ocorre de maneira precisa. Parte da causa dessa
imprecisao, esta relacionada ao conjunto de dados utilizado ser relativamente pequeno
para uma analise mais aprofundada sobre os padroes de comportamento que influenciam
no risco do estudante, fator limitante na busca de melhores resultados.

Para trabalhos futuros, novas combinagoes entre interagoes podem ser consideradas,
bem como levar em consideragao os detalhes de cada interacdo. Além disso, classificar
por periodo de tempo, como mensal e semanal, permitira verificar as mudancas de com-
portamento dos alunos ao longo do periodo cursado. Experimentos com variagoes dos
algortimos de agrupamento poderao fornecer diferentes resultados para uma validacao
mais robusta do método.

Assim, os experimentos mostram, apesar de suas limitagoes, que podem contribuir
na identificacdo de estudantes em situagao de risco, permitindo que instrutores e insti-
tuicoes de ensino verifiquem o progresso e também possam identificar dificuldades dos

alunos, intervindo caso necessario, evitando reprovacoes ou até mesmo evasao.
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APENDICE A - TABELA DE ACRONIMOS

Quadro 1 — Modelo A.

Acrénimo | Significado

AVA Ambiente Virtual de Aprendizagem
DM Data Mining

EDM Educational Data Mining

KDD Knowledge Discovery in Databases

LA Learning Analytics

LMS Learning Management Systems

MDE Mineragao de Dados Educacionais

ML Machine Learning

UFSC Universidade Federal de Santa Catarina

Fonte: Elaborada pelo autor (2024)
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