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RESUMO

O trabalho aborda a analise e predicao da desisténcia de alunos em cursos de
graduacéo, utilizando técnicas de mineracdo de dados educacionais. Utilizaram-se
dados de avaliacbes de desempenho e sentimentos dos estudantes de duas turmas,
gue foram analisados com métodos de aprendizado de maquina e técnicas de divisdo
de dados como holdout, subamostragem aleatdria e validacao cruzada. A selecao de
caracteristicas considerou os melhores atributos segundo ANOVA, Chi2, Gl e RG, e as
métricas de avaliagdo incluiram acuracia, sensibilidade, precisdo e pontuacéo F1. A
andlise evidenciou diferencas significativas entre 0 desempenho de alunos concluintes
e nao concluintes, sugerindo a eficacia das variaveis propostas na constru¢ao de
modelos preditivos principalmente com adigdo do atributo referente ao sentimentos
dos alunos. O estudo contribui para a identificacao de fatores criticos que influenciam
a desisténcia dos alunos, permitindo a implementacéo de intervengdes precoces e
oferecendo uma abordagem robusta para a predicdo de desisténcia em contextos
educacionais diversos.

Palavras-chave: Mineracédo de dados educacionais. Predicdo de desisténcia. Andlise
de desempenho académico. Intervengdes precoces.



ABSTRACT

This thesis focuses on analyzing and predicting student dropout rates in undergraduate
courses through educational data mining techniques. Data from performance evaluations
and student sentiment from two different classes were analyzed using machine learning
methods and data division techniques such as holdout, random undersampling, and
cross-validation. The feature selection considered the top attributes according to
ANOVA, Chi2, Gl, and RG, with evaluation metrics including accuracy, sensitivity,
precision, and F1 score. The analysis highlighted significant differences between
the performance of completers and dropouts, suggesting the effectiveness of the
proposed variables especially with the addition of the attribute referring to the students’
feelings in constructing predictive models. This study contributes to identifying critical
factors influencing student dropout, enabling early interventions, and providing a robust
approach to dropout prediction applicable in various educational contexts.

Keywords: Educational data mining. Dropout prediction. Academic performance
analysis. Early interventions.
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1 INTRODUCAO

A evasao de estudantes é objeto de estudos, andlises e debates a
algumas décadas, principalmente dentre os paises mais desenvolvidos. E um
tema comum as instituicées universitarias no mundo contemporaneo, principalmente
pelo seu teor de complexidade e abrangéncia. Estudos tém demonstrado que
existe tanto uma universalidade do fenébmeno quanto uma relativa homogeneidade
de seu comportamento em determinadas areas do saber, apesar das diferencas
entre as instituicoes e das peculiaridades s6cio econémico-culturais de cada pais
(ANDIFES/ABRUEM/SESU/MEC, 1996).

Segundo dados recentes do Instituto Nacional de Estudos e Pesquisas
Educacionais Anisio Teixeira (INEP), a taxa de evasao nos cursos de graduacao
tem se mantido preocupantemente alta, os numeros variam de acordo com a regiao
do pais e os tipos de instituicdes de ensino. Esta realidade ndo sé compromete o
acesso a educacao superior, mas também desperdica recursos publicos e privados
investidos na formacéo dos alunos, o que gera uma grande perda para o aluno, para
as instituicées de ensino e a sociedade como um todo (INEP - Instituto Nacional de
Estudos e Pesquisas Educacionais Anisio Teixeira, 2022).

A evasao representa uma série de desafios e prejuizos que ultrapassam o
ambito individual, gerando um impacto negativo no progresso educacional, econdmico
e social. Para os alunos, a interrupgdo da caminhada académica pode resultar em
dificuldades financeiras, desmotivacao, e até mesmo o abandono definitivo da busca
pela conclusao do ensino superior, comprometendo suas perspectivas profissionais e
socioeconémicas futuras, além disso, a evasdo impacta negativamente a autoestima,
bem como, o bem-estar emocional dos estudantes, gerando sentimentos de fracasso,
inadequacao e insuficiéncia (ANDIFES/ABRUEM/SESU/MEC, 1996).

Para a sociedade, a evasao representa um prejuizo de capital humano e
um empecilho para o desenvolvimento econémico e social, os graduados sdo uma
contribuicdo vital para a mao de obra qualificada de um pais e possuem um importante
papel na geracdo de desenvolvimento e inovacdo. Sao parte fundamental para a
competitividade e o progresso de uma nagéao, portanto, a evasao compromete nao
apenas o potencial individual dos alunos, mas também o crescimento e a prosperidade
coletiva de uma sociedade inteira (INEP - Instituto Nacional de Estudos e Pesquisas
Educacionais Anisio Teixeira, 2022).

Ja para as instituicdes de ensino privadas, a evasao implica em uma série
de desafios, incluindo a queda na arrecadacao de mensalidades e a perda de
reputacao e credibilidade das mesmas. As instituicdes publicas de ensino, financiadas
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em grande parte por recursos governamentais, estadual ou federal, também sao
prejudicadas com a evasao, uma vez que investimentos em infraestrutura e recursos
humanos sao desperdicados quando os alunos desistem dos cursos, e estas vagas nao
necessariamente sao reocupadas (INEP - Instituto Nacional de Estudos e Pesquisas
Educacionais Anisio Teixeira, 2022).

No Brasil, o Ministério da Educacao (MEC) reconhece que os impressionantes
niveis de desisténcia no sistema de ensino superior sdo um desafio a ser enfrentado;
na Ultima avaliacdo do indice Geral de Cursos (IGC), a evasido teve destaque ao
ser apontada como um dos indicadores considerados na avaliagdo da qualidade das
instituicoes (MEC, 2023). Evasao educacional pode ser dividida em trés conceitos:
evasao de curso, o estudante abandona um curso de graduacéo; evasao institucional,
abandono da instituicdo de ensino pelo aluno; e evasao do sistema, total desisténcia
do ensino superior por parte do estudante (ANDIFES/ABRUEM/SESU/MEC, 1996).

Ao pesquisar sobre o conceito de evasao dentro da literatura, identifica-se que
o termo evaséao é atribuido a desisténcia do curso. No entanto, ao propor um trabalho
que realiza a andlise de dados para prever a evasao do aluno em disciplinas, o presente
trabalho classifica a ndo-conclusado de uma disciplina qualquer da grade curricular de
um curso de ensino superior como desisténcia ou evasao (DEED - DIRETORIA DE
ESTATISTICAS EDUCACIONAIS. Ministério da Educacgao, 2017).

Este trabalho tem como foco a andlise da ndo conclusao de disciplinas em
um curso de graduacao na modalidade presencial, com o propésito de identificar
indicadores que possam prever o potencial abandono de uma disciplina académica.
Para isso, foi conduzido um estudo de caso, que investiga a integracdo de dados
coletados ativamente ligados aos sentimentos dos estudantes com relacao a disciplina
e a universidade, com os dados coletados passivamente do desempenho do aluno por
meio do ambiente MOODLE.

Neste campo de estudo existem trabalhos que abordam métodos passivos, que
sao aqueles em que os dados sobre o desempenho do aluno ao longo do semestre ou
do curso séo coletados sem intervencéo do estudante; outra linha de estudos propdem
a utilizagao exclusiva de dados coletados ativamente por meio de questionarios, onde
os estudantes respondem sobre seu desempenho, sua satisfacao e seu sentimento
com a disciplina ou universidade. No entanto, o presente trabalho investiga um método
combinatorio, utilizando tanto a abordagem passiva quanto a ativa, para a classificacao.

Trabalhos que utilizam somente um tipo de fonte de dados sao limitados a
analisar o estudante sobre apenas uma 6tica. Por exemplo, um estudante pode estar
tendo um desempenho académico considerado positivo, e de mesmo modo estar
enfrentando dificuldades dentro da matéria ou universidade, como falta de motivacao,
ansiedade, medo e sentimentos mais adversos; mesmo tendo um bom desempenho
na disciplina ele tem a chance de se evadir da disciplina.
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Sendo assim, o presente estudo propée um modelo de classificacao baseado
em dois outros trabalhos, o primeiro € um artigo que elabora uma classificacdo de
sentimentos dos alunos por meio de Processamento de Linguagem Natural (PLN)
PFITSCHER et al. (2023). O segundo trata-se de um trabalho de conclusao de curso
que investiga a criacao de modelos de classificacao implicitos e explicitos utilizando
dados coletados de maneira passiva do estudante ao decorrer do semestre letivo
SOUZA (2023).

A proposta deste trabalho € ndo é simples, uma vez que os dados ativos séo
coletados por meio de respostas dos questionarios, e essas respostas sdo esperadas
na forma de texto livre, que sdo de ambito facultativo e anonimizadas. O trabalho analisa
métodos de transformacao e adequacao destas respostas obtidas para um conjunto de
dados compativeis, que posteriormente serao utilizadas para alimentar o modelo de
classificacdo desenvolvido.

A nao obrigatoriedade e anonimato das respostas dificultam a atribuicdo de uma
resposta especifica a um individuo da turma, sendo assim, é necessario generalizar
os sentimentos extraidos de maneira que representem a turma como um conjunto.
Neste trabalho serdao abordadas algumas estratégias e métodos de como realizar esta
generalizagao e atribuicao.

1.1 OBJETIVO

Para resolver a problematica da falta de ferramentas disponiveis aos docentes
para a predicao da desisténcia dos estudantes nas disciplinas de cursos superiores,
propde-se neste trabalho os seguintes objetivos.

1.1.1 Obijetivo Geral

Identificar, por meio da analise de dados passivos e sentimentos ativos, alunos
que estejam propensos a desistir da disciplina, permitindo assim que o docente
intervenha da maneira mais rapida possivel para auxiliar esses alunos a garantir
sua permanéncia e sucesso dentro do curso.

1.1.2 Objetivos Especificos

» Elaborar métodos para converter sentimentos em atributos Uteis para o modelo
de classificagao;

» Analisar a conjungéo de dados provenientes de mais de uma fonte;

» Elaborar modelos para classificar alunos desistentes utilizando dados
combinados;

« Identificar, por meio da analise de dados passivos extraidos do Ambiente Virtual
de Aprendizagem MOODLE do estudante e sentimentos ativos adquiridos por
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meio de questionarios combinados, alunos que estejam propensos a desistir da
disciplina.
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2 FUNDAMENTAGCAO TEORICA

Este capitulo visa apresentar os conceitos fundamentais utilizados na
construcédo do estudo, por meio de uma revisdo bibliografica da literatura. Sendo
assim, serdo abordados os principais conceitos desde a definicdo de evaséao, etapas
de pré-processamento de dados, quais sao as ferramentas comumente utilizadas na
classificacdo de dados, até como avaliar os resultados obtidos por meio de métricas.
Por ultimo, este capitulo apresenta os trabalhos que serao utilizados como base para a
conducao do presente estudo.

2.1 EVASAO E DESISTENCIA

A publicacao de Vincent Tinto em 1975, o livro “Dropout in Higher Education: A
Theoretical Synthesis of Recent Research” é base para muitos estudos sobre evasao
de estudantes nas universidades. No texto, o autor procura entender o motivo que
leva um estudante a tomar a decisdo de evadir a universidade e entender um pouco
sobre este processo, ja que na época pouca atencao era destinada a conceituacao do
fendmeno da evasao do ensino superior (TINTO, 1975).

Tinto (1975) propéem um modelo tedrico de integracao institucional para
entender a evasao universitaria, e afirma que a evasao decorre das influéncias que
as comunidades sociais e intelectuais exercem sobre a vontade dos estudantes em
permanecer na faculdade. Na pesquisa, o autor define o termo evasdo como um termo
relacionado as pessoas que abandonam permanentemente a instituicdo na qual estéo
matriculados (TINTO, 1975).

A Comissao Especial de Estudos sobre a evasao nas Universidades Publicas
Brasileiras publicou um documento que apresenta um estudo que reune um conjunto
significativo de dados sobre o desempenho das universidades publicas brasileiras
relativo aos indices de diplomacéo, retencao e evasao dos estudantes de seus cursos
de graduacao (ANDIFES/ABRUEM/SESU/MEC, 1996).

Neste documento, € abordada a distingdo entre evasao e exclusao, afirmando
gue a evasao corresponde a uma postura ativa do aluno que decide desligar-se por sua
propria responsabilidade. Ja a exclusdo, implica a admisséo de uma responsabilidade
da Universidade e de tudo que a cerca, por ndo ter mecanismos de aproveitamento e
direcionamento do estudante para a formacao (ANDIFES/ABRUEM/SESU/MEC, 1996).

A Comissdao, mesmo reconhecendo as limitacbes possiveis, decidiu por
caracterizar evasao distinguindo:

1. Evasao de curso: Quando o estudante desliga-se do curso superior em situagdées
diversas tais como: abandono (deixa de matricular-se), desisténcia (oficial),
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transferéncia ou reopcao (mudanca de curso), exclusdo por norma institucional;
2. Evasao da instituicao: Quando o estudante desliga-se da instituicao na qual
esta matriculado;
3. Evasao do sistema: Quanto o estudante abandona de forma definitiva ou
temporaria o ensino superior.

De acordo com a diretoria de estatisticas educacionais (DEED) do INEP, a
evasao pode ser definida como a saida antecipada, antes da conclusao do ano, série
ou ciclo, por desisténcia, representando, portanto, condi¢cao terminativa de insucesso
em relacao ao objetivo de promover o aluno a uma condigdo superior a de ingresso,
no que diz respeito a ampliacdo do conhecimento, ao desenvolvimento cognitivo, de
habilidades e de competéncias almejadas para o respectivo nivel de ensino (DEED -
DIRETORIA DE ESTATiISTICAS EDUCACIONAIS. Ministério da Educacao, 2017).

No entanto, segundo MOURA e SILVA (2007) o termo evaséo é carregado
de um sentido que culpabiliza o individuo que, por varias razdes, interrompeu
definitivamente sua trajetéria em uma determinada oferta educacional. Assim, o
termo contribui para a isengéo da instituicdo e o respectivo sistema educacional de
qualquer responsabilidade sobre esse fendmeno. E preciso ter claro que o afastamento
definitivo de um estudante é fruto de multiplos fatores sociais, econémicos, familiares,
institucionais e pessoais, os quais se reforcam mutuamente e resultam na chamada
evasdo (MOURA; SILVA, 2007).

A partir disso, julga-se correta a utilizacdo do termo desisténcia, que é
considerado um conceito que carrega menor culpa para o individuo, neste trabalho
utiliza-se o termo desisténcia para abordar a interrupcéo da trajetéria escolar do aluno.
Sendo assim, o termo evasao ou desisténcia se referem a ndo conclusdo de uma
disciplina por parte do estudante, por quaisquer motivos que o leve a tomar esta atitude
sem investigar a atribuigcdo de culpa de tal decisao.

2.2 COLETA DE DADOS

A coleta de dados é um processo utilizado para captar informacdes geradas
pOr pessoas ou pProcessos, e que posteriormente servirdo de insumos para um modelo
de analise que busca extrair informacdes ocultas nestes dados. Os dados podem
ser coletados de diversas maneiras, sendo comumente empregadas ferramentas de
mineracao de dados por meio de plataformas especificas para coletas, formularios,
sites, histéricos e outras metodologias.

Na coleta ativa de dados, o publico alvo € estimulado pelo proprietario da
pesquisa a responder questionarios com perguntas especificas ou abertas sobre o
topico em questdo. Desta maneira, o participante necessariamente precisa responder
as questodes solicitadas de maneira direta (ESOMAR, 2020).
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Séao todos os dados coletados sem utilizar o sistema tradicional de questionarios
(de perguntar e responder as perguntas), estes dados sao coletados geralmente por
relatérios de acdes, comportamentos ou resultados. Assim, sdo coletadas informacdes
indiretas sobre o individuo, por exemplo, quantos questionarios ativos ele respondeu,
as datas destes questionarios, entre outros (ESOMAR, 2020).

2.3 PRE-PROCESSAMENTO DE DADOS

A fase de pré-processamento inicia-se depois que os dados séo coletados e
organizados na forma de um conjunto de dados. Dentro desta fase tem-se diversos
objetivos a serem cumpridos, que podem variar de acordo com os dados obtidos e
resultados desejados. As acdes desempenhadas no pré-processamento tem como
objetivo preparar os dados para as préximas etapas, onde serdo realmente processados
e interpretados para assim extrair conclusées e/ou resultados.

Muitas vezes, € necessario solucionar problemas no banco de dados, tais
como identificar e tratar dados corrompidos, imprecisos ou inconsistentes, valores
desconhecidos e atributos desnecessarios. Ou entao, pode ser interessante alterar a
estrutura dos dados coletados de tal maneira que facilite a sua manipulacao, e contribua
para a qualidade do conjunto de dados e, consequentemente, com a eficiéncia do
processamento dos dados (HAN; KAMBER, 2006).

Pré-processar dados é uma fase crucial e complexa, que frequentemente
demanda um grande periodo de tempo e esfor¢co, e no ambiente educacional ndo é
diferente, essa complexidade é oriunda da natureza inicialmente inadequada dos dados
educacionais para questdes especificas de analise. A selecao e transformacao dos
dados em um formato apropriado dependem do objetivo da analise, exigindo coleta
meticulosa e alinhamento com os objetivos propostos (HAN; KAMBER, 2006).

Ambientes educacionais geram grandes volumes de dados provindos de
multiplas fontes, 0 que necessita um processo de integracdo com niveis de
granularidade adequados, simplificar tabelas ao reduzir varidveis e converter atributos
numéricos em categorias aumenta a clareza da analise. A interpretacdo dos resultados
e a compreensao dos limites dos modelos utilizados exigem a consideracdao do
contexto. Para preservar a confidencialidade, os dados s&o anonimizados, eliminando
informagdes pessoais como nomes e e-mails (HAN; KAMBER, 2006).

O pré-processamento é constituido de quatro principais etapas no seu
processo: limpeza, integragéo, reducao e transformagéo. A limpeza de dados é o
primeiro passo deste processo, e consiste tanto em preencher valores ausentes
e suavizar dados ruidosos quanto identificar e remover pontos inconsistentes e
discrepantes, de maneira que aprimore a qualidade e confianga nos resultados obtidos
a partir da mineragéo desses dados (HAN; KAMBER, 2006).
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Figura 1 — Etapas do pré-processamento de dados
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Fonte: Han e Kamber (2006), adaptado pelo autor (2024).

Pode ser conveniente a integracdo de dados provindos de multiplas fontes para
a analise, no entanto, os atributos que representam um mesmo conceito podem estar
nomeados de diferentes maneiras dentro destes conjuntos de dados, causando assim
inconsisténcias e redundancias. O processo que visa melhorar a acuracia e velocidade
da mineragéao de dados por meio da unido consciente de diferentes bases de dados &
conhecido como integragéao de dados (HAN; KAMBER, 2006).

A estratégia da reducdo de dados se baseia em obter uma representacao
reduzida da base de dados em volume de ocupagdo, e mesmo assim, produzir 0 mesmo
(em alguns casos, quase o mesmo) resultado analitico. Existem alguns métodos para
a reducao de dados, a reducao por dimensao, reducao por numero e compressao
de dados, todos visam reduzir a complexidade e os tempos de execucao atrelados a
analise e mineracao de dados (HAN; KAMBER, 2006).

A transformacéao de dados tem como objetivo tornar o processo de mineragao
mais eficiente e facilitar a identificacdo dos padrbes presentes na base de dados.
Estratégias para esse procedimento incluem: suavizagdo; construcdo de atributos;
agregacgao; normalizacdo; discretizagéo; e geragao de uma hierarquia de conceitos.
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2.4 ANALISE DE SENTIMENTOS

O grande propésito da andlise de sentimentos € definir técnicas automéaticas
que sejam capazes de extrair informacdes subjetivas de textos escritos utilizando
linguagem natural, de modo a criar conhecimento estruturado que possa ser convertido
em uma tomada de decisao. A identificacdo de sentimentos em textos € uma das areas
de pesquisa mais destacadas em Processamento de Linguagem Natural desde o inicio
do século (BENEVENUTO; RIBEIRO; ARAUJO, 2015)(BRITTO; PACIFICO, 2019).

Dentre os objetivos da andlise de sentimentos estao determinar a polaridade
(classificar em positivo, negativo ou neutro), identificar emog¢des, quantificar sentimentos
(pontuacgéo sobre a intensidade do sentimento), monitorar tendéncias e extrair insights.
Para atingir tais objetivos podem ser empregadas diversas técnicas que variam em
complexidade, sendo elas métodos utilizando dicionarios, aprendizado de maquina
supervisionado e nao-supervisionado e modelos de Deep Learning (BENEVENUTO;
RIBEIRO; ARAUJO, 2015).

Em resumo, a andlise de sentimentos € uma ferramenta poderosa para entender
a percepcgao e emocdes das pessoas em relacao a diversos tépicos, permitindo que
organizagbes tomem decisées mais informadas e ajustem suas estratégias com base
no feedback real dos usuarios (BRITTO; PACIFICO, 2019).

2.5 FERRAMENTAS DE CLASSIFICACAO

Jiawei Han (2006) define a classificacao e a predicdo como duas formas de
analise de dados que podem ser utilizadas tanto para extrair modelos que podem
ser utilizados para descrever classes de dados importantes quanto para prever
tendéncias futuras dos dados. Tal analise pode ajudar em uma melhor compreensao
dos conjuntos de dados, enquanto a classificacao prevé rétulos categéricos (discretos,
nao ordenados), a previsdo modela fungdes de valor continuo (HAN; KAMBER, 2006).

A classificacado é uma das ferramentas mais comuns dentro da mineragao de
dados, visa identificar a classe ao qual determinado dado pertence. O modelo analisa
0 conjunto de dados disponivel, com cada um dos dados previamente categorizados
em suas respectivas classes, a fim de aprender a categorizar novos dados baseados
no conjunto fornecido, esse método é conhecido como aprendizado supervisionado.

A tarefa de predicdo é similar as tarefas de classificacdo, no entanto, ela visa
antecipar o resultado futuro de um determinado atributo. Métodos de classificacao
podem ser utilizados para predicao de rétulos categoéricos, este processo de predicao
por categorizacao pode ser dividido em etapas de aprendizagem (também conhecida
como treinamento), e de classificacdo (onde o modelo gerado € utilizado na predicéo
de rétulos dos dados de teste) (HAN; KAMBER, 2006).

A primeira etapa do processo de classificagdo compreende a construcao
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do modelo classificador, este modelo é obtido a partir de uma base de dados de
treinamento, composta por tuplas e suas respectivas classificacdes. As tuplas, sao
conjuntos de valores de atributos que representam um dado especifico, as tuplas
podem ser consideradas como elementos de dados estruturados ou registros em uma
tabela de banco de dados relacional.

Na etapa seguinte, o modelo gerado é usado para classificar uma base de
dados de teste, também composta de tuplas e seus rétulos de classe associados.
Essas tuplas sao selecionadas aleatoriamente do conjunto de dados gerais e séao
independentes das tuplas de treinamento, o que significa que nao sao usadas para
construir o classificador, tendo em vista que o classificador tende a realizar um sobre
ajuste aos dados durante o aprendizado.

2.5.1 Classificadores Baseados em PLN

O Processamento de Linguagem Natural (PLN) compreende a area da ciéncia
da Computacao dedicada ao desenvolvimento de métodos que tem por finalidade
analisar, classificar, reconhecer e/ou gerar textos baseados na linguagem humana, ou
linguagem natural. No entanto, o PLN pode ser uma tarefa ardua, devido ao nivel de
complexidade e ambiguidade atribuida a linguagem natural, dessa maneira criaram-
se diversas técnicas computacionais para tentar viabilizar sua interpretacao(VIEIRA;
LOPES, 2010).

Tradicionalmente, o trabalho no Processamento de Linguagem Natural
€ decomponivel em etapas, representando as distingdes linguisticas teodricas
divididas entre sintaxe, semantica e pragmatica. No entanto, se faz necessario uma
decomposicao mais detalhada, adicionando mais estagios, ao considerar o atual estado
da arte da combinacao de dados de linguagem reais, como ilustrado na Figura 2.

Observa-se que o PLN pode ser dividido em cinco fases de andlise, a primeira
destas fases € a tokenizacdo, também conhecida como segmentagao de palavras,
quebra a sequéncia de caracteres em um texto localizando o limite de cada palavra,
ou seja, 0os pontos onde uma palavra termina e outra comecga. Para fins de linguistica
computacional, as palavras assim identificadas sdo frequentemente chamadas de
tokens (BARBOSA et al., 2017).

O processo subsequente em questao é a analise a nivel de palavras, a andlise
léxica, a tarefa basica da analise léxica € relacionar variantes morfoldgicas aos seus
lemmas, que nada mais sao do que as formas canénicas das palavras, ou a forma em
que as palavras se encontram no dicionario. A lematizacao é utilizada de diferentes
formas, as quais dependem da tarefa a ser realizada pelo sistema de processamento
de linguagem natural (BARBOSA et al., 2017).

Uma frase expressa uma proposi¢cao, uma ideia ou um pensamento, além de
dizer algo sobre o mundo real ou imaginario, sendo assim, extrair o significado de
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uma frase é, portanto, uma questado crucial. Para realizar essa tarefa € necessario
uma analise aprofundada de cada frase, as quais determinam suas estruturas de uma
maneira ou de outra, desta forma caracteriza-se a andlise sintatica (BARBOSA et al.,
2017).

Figura 2 — Fases da andlise do Processamento de Linguagem Natural
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Fonte: Barbosa et al. (2017), adaptado pelo autor (2024).

Na linguistica, a analise semantica refere-se a analise do significado das
palavras, expressdes fixadas, sentencas inteiras e enunciados no contexto, ja na
pratica, isso significa traduzir as expressoes originais em um tipo de metalinguagem. Em
termos gerais, a evidéncia primdria para a linguistica semantica vem das interpretacées
do orador nativo no uso das expressdes no contexto padrdes de uso, colocacao e
frequéncia, que sao detectaveis usando técnicas linguisticas (BARBOSA et al., 2017).

A analise pragmatica foge a estrutura de apenas uma frase, uma vez que ela
busca nas demais frases a compreensao do texto que falta aquela frase em andlise.
Sendo assim, a analise pragmatica se concentra na compreensao do significado
contextual e na interpretacado das intencdes por tras das expressoes linguisticas em
um dado contexto comunicativo (BARBOSA et al., 2017).

2.6 AVALIACAO DE RESULTADOS

Esta secédo tem por finalidade descrever diferentes métodos de separagao de
dados entre treinamento e validacao, bem como definir métricas que serao utilizadas
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para avaliar a performance dos resultados obtidos por meio desses métodos e discutir
qgual o melhor modelo estudado para realizar a classificacdo dos dados.

Método holdout, subamostragem aleatéria e validacédo cruzadas s&o algumas
das técnicas mais comumente utilizadas para avaliar a precisao com base em particoes
amostradas aleatoriamente dos dados fornecidos, e serdo abordadas nesta secédo. O
uso de tais técnicas para estimar a precisdo aumenta o tempo total de computacéo,
mas é extremamente Util para a selegcao de melhores modelos (HAN; KAMBER, 2006).

2.6.1 Método Holdout

O método holdout, também conhecido como validag&o simples, particiona
aleatoriamente a base de dados em dois conjuntos independentes de dados, um
conjunto destinado para treinamento e outro reservado para a avaliagao/teste. A
literatura menciona que € comumente utilizado dois tercos dos dados para realizar
o treinamento do modelo e o restante, um tergo, para estimar a precisdo do modelo
gerado, no entanto, outras divisdes sao possiveis (HAN; KAMBER, 2006).

Figura 3 — Validagao de modelos a partir do método holdout

Conjunto de Modelo Validacao
Treinamento

Conjunto de
Teste

Fonte: Han e Kamber (2006), adaptado pelo autor (2024).

A separacao dos dados de teste visa lidar com as imperfeicdes de um mundo
nao ideal, e a incapacidade de coletar mais dados da distribuicao original. Com o
método holdout nao € possivel assegurar que o subconjunto de dados de treinamento
€ representativo para o conjunto total da base de dados, sendo assim, a estimativa do
método € pessimista, uma vez que apenas parte dos dados totais sado utilizados para
treinar o modelo (HAN; KAMBER, 2006).
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2.6.2 Subamostragem Aleatoria

A subamostragem aleatéria pode ser encontrada na literatura pelo nome de
holdout repetido, e é caracterizada pela iteracao do método holdout n vezes, sendo
cada uma dessas iteragbes uma nova separagao aleatoria dos conjuntos de dados
de treinamento e teste. Com isso, a estimativa da precisao geral é considerada como
a média das precisdes obtidas em cada iteragéo realizada pelo método, o que visa
obter uma estimar uma performance mais robusta e de com menor variancia (HAN;
KAMBER, 2006).

2.6.3 Validacao Cruzada

A proposta do método da validacao cruzada é que todas as amostras de dados
devem ser testadas pelo modelo. Na avaliagdo cruzada k-fold, o conjunto de dados é
particionado de forma aleatéria em k subconjuntos exclusivos de dados de maneira que
possuam tamanhos aproximadamente iguais, o treinamento e o teste sédo realizados k
vezes, onde em cada iteracdao apenas um dos subconjuntos criados, sem que se repita,
¢ utilizado para a avaliagdo do modelo (HAN; KAMBER, 2006).

2.6.4 Meétricas

A etapa de avaliacao dos resultados obtidos € imprescindivel, € 0 momento
de avaliar a performance dos modelos de classificacdo gerados por meio de métricas
bem definidas pela literatura. Ao analisar-se os resultados de um algoritmo de
aprendizado de maquina, especialmente quando relacionados a previsao de desisténcia
de estudantes, as métricas estdo relacionadas com o numero de previsoes:

1. Verdadeiras Positivas (VP): Referentes as tuplas valor real positivo que foram
corretamente classificadas, ou seja, quando um estudante que desistiu da
disciplina & corretamente classificado como desistente;

2. Verdadeiras Negativas (VN): Referentes as tuplas valor real negativo que foram
corretamente classificadas, ou seja, quando um estudante que nédo desisteiu da
disciplina é corretamente classificado como nao desistente;

3. Falsas Positivas (FP): Referentes as tuplas valor real negativo que foram
erroneamente classificadas, ou seja, quando um estudante que néo desistiu
da disciplina é classificado erroneamente como desistente gerando um resultado
falso positivo;

4. Falsas Negativas (FN): Referentes as tuplas valor real positivo que foram
erroneamente classificadas, ou seja, quando um estudante que desistiu da
disciplina é classificado erroneamente como nao desistente gerando um resultado
falso negativo.
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A ferramenta normalmente utilizada para representar os resultados das
previsdbes é a matriz de confusdo, ela auxilia na compreensao e na analise da
performance de classificadores, pode-se observar um exemplo na Figura 4. Esta
matriz, permite mensurar e visualizar de maneira facil o quao assertivo é o modelo
classificador, considera-se como acertos previsoes dadas como verdadeiras positivas
e negativas (diagonal primaria), e erros sao previsdes falsas positivas e negativas
(diagonal secundaria) (OLIVEIRA, 2023).

Figura 4 — Matriz de confus&o das previsées

Detectada
Sim Nao
Sim Ve@adeiro Fz_also
§ Positivo (VP) Negativo (FN)
2 Nio Falso Verdadeiro
Positivo (FP) Negativo (VN)

Fonte: Oliveira (2023), adaptado pelo autor (2024).

Sendo assim, com as quatro unidades bdasicas de avaliagdo, € possivel
estabelecer métricas de acuracia, sensibilidade, preciséo e pontuagéao F1, que seréo
abordadas a seguir.

2.6.4.1 Acuracia

A acurdcia representa a proporcao de tuplas que o modelo classificador foi
capaz de classificar corretamente, desta forma sinaliza o quao bem o modelo reconhece
tuplas de diferentes classes. Calcula-se a partir da divisdo entre o nimero de previsées
verdadeiras (VP e VN) e o numero total de previsées, como descrito na Equacgao 1
(OLIVEIRA, 2023).

VP+ VN

7/ . — 1
Acurdeia = G 5 N T FP+ FN M

A acuracia é mais aconselhada para conjuntos de dados que estejam
balanceados, esta métrica melhor representa a qualidade dos resultados obtidos
quando as classes de dados sao distribuidas uniformemente. Caso isso ndo acontega,
se faz necessario o uso métricas que possam avaliar quao bem o classificador
reconhece cada classe individualmente, como a sensibilidade e a precisédo (HAN;
KAMBER, 2006).

2.6.4.2 Sensibilidade

A sensibilidade é a taxa de reconhecimento de verdadeiros positivos, ou seja,
a proporgao de tuplas positivas corretamente identificadas pelo modelo. Esta métrica €



26

uma das alternativas para contornar o problema de desbalanceamento de classes, é
representada na Equacgao 2 (OLIVEIRA, 2023).
VP
Sensibilidade = VPLFN (2)
Um resultado com sensibilidade de 1 representa a correta classificacdo de
todos os elementos positivos, no entanto, para saber a quantidade de elementos
negativos que foram classificados como positivos erroneamente, a métrica de precisao

deve ser calculada (HAN; KAMBER, 2006).

2.6.4.3 Precisdo

Precisdo é uma métrica para aferir a exatiddo do modelo classificador, refere-se
a proporgao de tuplas classificadas como positivas que de fato sdo positivas. O valor é
calculado a partir da divisao entre as previsoes positivas verdadeiras (VP) e o total de
previsdes positivas (VP + FP), como pode ser observado na Equacao 3 (OLIVEIRA,
2023).
VP
Precisao = VPLFP (3)
Um resultado de precisédo elevado, indica a presenca de um valor baixo de
previsdes positivas falsas (FP), porém, analogamente ao que foi apresentado para
a sensibilidade, essa métrica ndo considera a quantidade de positivos que foram
considerados erroneamente como negativos. Assim, as métricas de sensibilidade e
precisdo sao utilizadas em conjunto, comparando valores de precisao para um valor
fixo de sensibilidade, ou vice-versa (HAN; KAMBER, 2006).

2.6.4.4 Pontuagao Fg

A pontuagcdo Fz € uma forma de combinar as métricas de precisdo e
sensibilidade em uma Unica métrica. Essa métrica define um peso para a sensibilidade
e a precisao, de maneira que a sensibilidade possua um peso 3 vezes maior que a
precisdo, como é representado na Equacgéo 4 (HAN; KAMBER, 2006).

(1+ %) x Precisao x Sensibilidade
B2 x Precisao x Sensibilidade

Fg = (4)

Caso [ seja definido como 1, a pontuacdo F1 resultante € uma média
harménica entre a sensibilidade e precisdo, € o peso para ambas € o mesmo (HAN;
KAMBER, 2006).
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2.7 TRABALHOS SIMILARES

Esta segéo apresenta um resumo de trabalhos utilizados como base de técnicas
e raciocinios para a elaboragao deste estudo. O estudo do presente trabalho é derivado
do artigo “Anélise de sentimentos em turmas de programacao com vistas ao apoio a
permanéncia estudantil” (PFITSCHER et al., 2023) e o trabalho de conclusao de curso
“Estudo de caso com analise de dados para deteccao da desisténcia de estudantes em
disciplinas ofertadas com apoio do ambiente MOODLE” (SOUZA, 2023).

No entanto, existem outros trabalhos que possuem abordagens semelhantes a
proposta deste estudo e também serao citados a seguir.

2.7.1 Analise de sentimentos em turmas de programacao com vistas ao apoio a
permanéncia estudantil

O artigo "Analise de sentimentos em turmas de programacao com vistas ao
apoio a permanéncia estudantil” tinha o objetivo de utilizar de ferramentas baseadas
em PLN para gerar modelos que classificam o sentimento do estudante referente a
disciplina e a universidade. Esta classifica¢éo tinha o intuito de futuramente ser utilizada
para investigar as possiveis correlagbes entre os sentimentos coletados dos alunos e
as desisténcias da disciplina, bem como as suas razées (PFITSCHER et al., 2023).

O estudo de caso relatado pelo artigo foi direcionado as turmas de programacao
de computadores de duas instituigdes de ensino superior, Universidade Federal de
Santa Catarina e Centro Universitario Catolica de Santa Catarina, em que dados foram
coletados de forma ativa por meio de questionarios nao obrigatérios em momentos
especificos do semestre. Posteriormente, estes dados foram classificados utilizando
uma metodologia que combinou andlise psicopedagodgica e automatizada baseada em
Processamento de Linguagem Natural.

A classificacao psicopedagdégica foi realizada manualmente por duas
psicopedagogas, e para esta classificagdo, primeiramente as avaliadoras definiram as
categorias e estabeleceram as listas de itens sobre 0s aspectos positivos e negativos na
experiéncia com o curso/universidade. Os sentimentos e emogdes extraidos dos alunos
posteriormente foram categorizados em cinco categorias: muito satisfeito, satisfeito,
indiferente, insatisfeito e muito insatisfeito.

Para a criacdo dos modelos de classificacdo foram utilizadas duas bases
de dados distintas, os autores selecionaram as duas maiores bases de dados em
portugués e que apresentavam uma classificagéo binaria. A primeira delas foi baseada
em resenhas de filmes do site IMDb e a segunda base escolhida foi da companhia
SenticNet.

Os principal resultado deste estudo relevanta para o presente trabalho € uma
acuracia de 68% com PLN, indicando possivel utilizacdo para acées de mitigagao da
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desisténcia.

2.7.2 Estudo de caso com analise de dados para deteccao da desisténcia de
estudantes em disciplinas ofertadas com apoio do ambiente MOODLE

Em relacao ao trabalho “Estudo de caso com andlise de dados para deteccao da
desisténcia de estudantes em disciplinas ofertadas com apoio do ambiente MOODLE”,
apresenta-se o desenvolvimento de um software que analisa dados obtidos a partir
do MOODLE, dados passivos dos estudantes, identificando fatores que apontem a
possibilidade de desisténcia de alunos em determinada disciplina da Universidade
Federal de Santa Catarina (SOUZA, 2023).

O trabalho sugere duas analises, a primeira a partir de uma analise direta dos
dados coletados, e a segunda utilizando algoritmos de aprendizado de maquina. O autor
construiu alguns conceitos para auxiliar na classificagdo dos estudantes desistentes
considerando os dados passivos obtidos com relacdo a presenca de cada estudante,
notas obtidas e informagdes sobre conclusao de atividades importantes no ambiente
do MOODLE.

A primeira analise sugerida pelo autor objetiva desenvolver equacdes e
métodos de analise diretamente a partir de observacdes realizadas dos dados,
enquanto que a segunda analise utiliza métodos de aprendizado de maquina para gerar
resultados. Por fim, a avaliacdo dos resultados da analise de dados, a partir dos quais
sdo calculadas as métricas de sensibilidade, preciséo, acuracia e pontuagéo Fj.

O autor comenta que os estudantes foram classificados manualmente pelo
docente em desistentes ou ndo desistentes, o que tornou possivel o célculo das
métricas de sensibilidade, precisdo e acuracia a partir da comparacao entre os
resultados previstos pelo modelo criado e a classificagédo real. Souza (2023) comenta
gue nao houve contato com os dados reais, assim a analise do classificador automatico
nao possui viés, além disso, é possivel comparar os resultados obtidos pelo classificador
explicito (analise explicita) com as técnicas de aprendizado de maquina (analise
implicita).

Os resultados mostraram que a analise implicita proporcionou melhorias
significativas nas métricas de precisdo, embora a analise explicita também tenha
oferecido métricas satisfatérias e seja menos complexa. Com base nas pontuacdes
geradas, professores podem focar seus esforgos nos alunos com maior probabilidade
de desisténcia, otimizando as intervencoes.

Além disso, o estudo comparou os resultados obtidos com outros trabalhos
semelhantes, concluindo que as métricas alcancadas sao equiparaveis. O trabalho foi
capaz de identificar uma maior propor¢ao de desistentes em comparacao a estudos
anteriores, embora tenha classificado incorretamente um nimero maior de alunos nao
desistentes como desistentes. Apesar das limitagcdes, como a dependéncia de dados
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histéricos e a aplicagdo em apenas duas turmas, o objetivo principal de detectar alunos
com tendéncias a desisténcia e permitir uma intervencéo efetiva foi atingido.

2.7.3 Analise e predicao de evasao dos alunos de um curso de Graduacao em
Sistemas de Informacao por meio da mineracao de dados educacionais

Noetzold e Pertile (2021) em seu artigo propde o desenvolvimento de um estudo
sobre os padrbes da evasao escolar no ensino superior, que se baseia na anélise de
dados fornecidos pelo curso de Sistemas de Informacao da Universidade Federal de
Santa Maria - Campus Frederico Westphalen. Os dados do estudo passaram por um
rigoroso pré-processamento de dados, a fim de apontar indicadores relacionados a
fatores que classificam possiveis evasdes durante o curso (NOETZOLD; PERTILE,
2021).

A etapa de pré-processamento de dados resultou em 409 registros de alunos,
onde os estudantes foram categorizados em trés tipos: "regular”, "formado"ou "evadido".
Além disso, os dados foram discretizados em conceitos, classificados como "MUITO
BAIXO", "BAIXO", "MEDIO", "ALTO"e "MUITO ALTO", o estudo analisou a relagdo entre
a evasao escolar no curso de Sistemas de Informacao e a distancia entre a instituicao
e a moradia do estudante, utilizando a API do Google Maps para calcular a distancia
aproximada em quildmetros.

Os resultados foram gerados por meio de arvores de decisdo que apontaram
dados referentes ao aluno e seu desempenho académico como fatores importantes
para identificacdo da evasao escolar no ensino superior. A pesquisa aborda a relevancia
da investigacédo da evasao escolar no ensino superior, considerando seus impactos
econdmicos e na educacgao em geral.

Na concluséo geral dos casos, o algoritmo acabou por classificar atributos
relacionados a média de notas, aprovagéao, idade e presencga do aluno, ou seja, atributos
ligados diretamente ao estudante e seu desempenho académico, que se mostraram
fortes indicadores de evasao. O estudo também apontou que a distancia entre a moradia
do estudante e a Instituicdo ndo atuou como um fator relevante para a evasao neste
estudo.

2.7.4 Um estudo sobre as variaveis para predicao de alunos nao concluintes em
cursos suportados por Ambientes Virtuais de Ensino e Aprendizagem

O estudo conduzido por Silva e Imran (2015) investiga a utilizacdo de um
conjunto de sete variaveis para distinguir estudantes entre concluintes e ndo concluintes
em seus respectivos cursos que fazem uso de Ambientes Virtuais de Ensino e
Aprendizagem (AVEA). De modo a verificar a eficacia dessas variaveis, os autores
realizaram uma andlise estatistica comparativa dos dados de 1168 alunos, abrangendo
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89 disciplinas em 5 cursos de uma instituicdo de ensino (SILVA; IMRAN, 2015).

Os resultados obtidos com esta analise evidenciaram diferengas significativas
no desempenho de alunos concluintes e ndo concluintes, sugerindo que as variaveis
propostas podem ser empregadas na construcao de modelos de previsao de alunos
nao concluintes. As variaveis de interesse foram selecionadas baseadas na literatura
existente e nas caracteristicas mais comuns dos AVEAs, assim os dados foram
coletados a partir das interacoes dos alunos nas plataformas e dos registros académicos
da instituicdo. Para facilitar a analise, os valores das variaveis foram normalizados em
uma escala de 0 a 1, garantindo uma comparagao coerente do desempenho dos
estudantes.

As conclusdes desta pesquisa tém o potencial de identificar fatores importantes
que auxiliam na previsdo do desempenho dos alunos em cursos que fazem uso de
AVEAs, sem depender unicamente de variaveis demograficas. Esse estudo contribui
com informacgdes preciosas para educadores e instituicoes de ensino, enriquecendo a
compreensao dos fatores que impactam na desisténcia de alunos.

Uma limitacdo do estudo reside no fato de que apenas um numero restrito de
registros continha dados completos, destacando a necessidade de pesquisas futuras
que explorem técnicas de mineragao de dados para lidar com a auséncia de dados
em contextos semelhantes. A falta de dados sobre os demais aspectos do curso pode
mostrar uma limitacdo, onde apenas dados com relagdo ao desempenho do aluno
foram levados em conta.
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3 METODO

Neste capitulo sdo apresentados os métodos de pesquisa utilizados durante o
presente estudo de caso. A metodologia utilizada é baseada na integracéo de dados
provenientes de duas fontes distintas, e posteriormente uma anélise do conjunto
de dados resultante com o objetivo de avaliar indicadores que possam sinalizar a
possibilidade de desisténcia de estudantes dentro da disciplina e obter um modelo
analitico responsavel por prever estes comportamentos.

Figura 5 — Diagrama do desenvolvimento da metodologia

Extracao Pré-processame Analise de Dﬁiﬁ?g%l;l- Avatljlggao
de Dados 11 Dados Modelo Indicadores

*Turmas sLimpeza *Sistema de
analisadas *Integragéo Pontuagéo

«Dados de «Transformagao «Classificagdo
desempenho +Reducao

*Dados de
sentimentos

Fonte: Elaborado pelo autor (2024).

3.1 EXTRAGAO DE DADOS

Os dados coletados para a realizagdo das analises deste trabalho séo obtidos
por meio de dois processos distintos. O primeiro, refere-se a coleta de sentimentos dos
estudantes com relacao a disciplina, ja o segundo método de aquisicao de dados é
responsavel pelas informagdes referentes ao desempenho do estudante ao longo do
semestre, como por exemplo presenca, notas e atividades finalizadas.

3.1.1 Turmas analisadas

Na elaboracdo do estudo deste trabalho, sera utilizado dados provenientes
de duas turmas de programacéao de niveis diferentes e de dois semestres distintos.
Em ambas as turmas o professor responsavel fez a marcacado manual dos alunos
desistentes e ndo desistentes.

A turma 1, uma turma de programacéao 2 do segundo semestre de 2022 que
possui 83 alunos matriculados e um total de 26 atividades avaliativas ao decorrer do
semestre em questdo, sendo que nenhuma atividade foi marcada como importante
para ser acompanhar o engajamento dos estudantes. Esta disciplina tem uma carga
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horaria de 54 horas-aula e é realizada em um encontro semanal. Além disso, foram
obtidas 28 respostas nos questionarios.

Conforme o relatério de presencas foram anotadas presencas em 26 se¢cdes
ao longo do semestre, ou seja, 26 dias de aulas nos quais a presenca foi aferida
pelo professor, no entanto, sdo duas turmas de programacéo 2 de dias diferentes que
tiveram presencas anotadas em conjunto. Como resultado disso, os alunos obtiveram
diversas auséncias anotadas mesmo nao tendo aula no dia em questao.

A segunda turma em questéo, que sera titulada de Turma 2, é da disciplina
de programacéo 1 do segundo semestre de 2023, que possui inicialmente 93 alunos
matriculados e foram realizadas 25 atividades na totalidade do semestre, assim como
na turma 1 nenhuma atividade foi marcada como importante pelo docente responsavel
para que se possa acompanhar o comprometimento dos estudantes ao longo do
semestre. A disciplina tem 72 horas-aula e tem dois encontros semanais. E foram
registradas 43 respostas aos questionarios neste semestre. Conforme o relatério de
presencas foram anotadas presencas em 29 se¢des ao longo do semestre, ou seja, 29
dias de aulas nos quais a presenca foi aferida pelo professor

Estas turmas sao oferecidas na Universidade Federal de Santa Catarina
(UFSC) no campus Joinville (CTJ). Sendo a Turma 1 composta pelos cursos de
Engenharia Aeroespacial, Engenharia Mecatrénica, Ciéncia e Tecnologia, Engenharia
de Transportes e Logistica, Engenharia Automotiva e a segunda turma (Turma 2)
por todos os anteriores e mais os cursos de Engenharia Ferroviaria e Metroviaria,
Engenharia Civil de Infraestrutura e Engenharia Naval.

3.1.2 Dados de sentimentos

Como descrito por PFITSCHER et al. (2023) no artigo “Analise de sentimentos
em turmas de programagao com vistas ao apoio a permanéncia estudantil” foi realizada
uma coleta ativa de sentimentos dos estudantes. A aquisicao dos dados referentes aos
sentimentos dos alunos com relagao a disciplina foi realizada por meio de questionarios
com perguntas abertas, os mesmos elaborados em conjunto com psicopedagogas.

Uma das perguntas é a seguinte: “Como vocé esta se sentindo em relagao a
disciplina?”. Dessa forma, as respostas desejadas sao pequenos textos elaborados
livremente pelos estudantes que buscam descrever o seu sentimento perante a
disciplina em questédo. No entanto, algumas frases podem possuir termos relacionados
a sentimentos e outras ndo, bem como, conter emocdes que podem causar confusdo e
incertezas no momento de identificar o real sentimento do estudante.

Segundo o trabalho de PFITSCHER et al. (2023) apds a coleta das respostas,
foi realizada manualmente uma classificacdo psicopedagdgica, que empiricamente
busca distinguir termos atribuidos aos sentimentos dos demais em cada frase obtida. O
primeiro passo desta classificagéo é a definicdo de categorias, posteriormente lista-se
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os itens sobre aspectos positivos e negativos na experiéncia com o curso/disciplina
utilizando a analise de conteudo, e em seguida é realizada uma pré-analise flutuante
construindo categorias de classificagao.

Para automatizar a classificacdo se faz necessario empregar ferramentas de
Processamento de Linguagem Natural (PLN) para andlise dos dados, uma vez que a
coleta de sentimentos foi realizada por meio de questionarios abertos com respostas
livres. Neste caso, optou-se por uma arquitetura de rede neural recorrente Long Short
Term Memory (LSTM) que é capaz de capturar dependéncias de longo prazo permitindo
melhor entendimento do contexto das palavras.

A primeira etapa é o pré-processamento dos dados coletados, que envolve a
limpeza de caracteres considerados indesejaveis ou sem informacao Gtil para analise.
Em seguida, aplica-se a ferramenta Tokenizer para dividir os textos em unidades
menores chamadas tokens, que séo aplicados a uma camada de Embedding ',
responsavel por mapea-las em um espaco vetorial numérico de acordo com suas
relagdes semanticas e contexto.

Por Gltimo é aplicada uma funcéo de ativagdo Softmax 2 na camada de saida
do modelo, essa fungao é encarregada de converter as saidas do modelo em uma
distribuicao de probabilidade sobre as classes de classificacdo. Sendo assim, ao utilizar
0s modelos treinados, a saida gerada apresenta qual a probabilidade da entrada esta
associada a uma determinada classificagao.

Para o treinamento dos modelos, buscou-se na literatura bases de dados
existentes que rotulam palavras, termos, expressdes ou frases em negativo e positivo.
Foram selecionadas as duas maiores bases em portugués e que apresentam
classificagao bindria (positiva ou negativa), sendo a primeira baseada em resenhas de
filmes do site IMDb e a segunda base escolhida foi da companhia SenticNet.

Entéo, os dados coletados foram submetidos aos dois modelos desenvolvidos
(um treinado para cada base de dados citada). Com o resultados da respostas de
ambos os modelos gerou-se uma terceira classificagdo com os seguintes critérios:

» Caso os dois modelos acusassem positivo: positivo;

» Caso os dois modelos acusassem negativo: negativo;

» Caso um modelo acusasse positivo e outro negativo: escolheu-se aquele que
apresentasse maior porcentagem de probabilidade;

» Caso um modelo acusasse 100% positivo e outro 100% negativo, optou-se por
classificar como negativo levando em consideracao o pior cenario no contexto de
desisténcia estudantil.

' Os embeddings representam objetos do mundo real, como palavras, imagens ou videos, em uma forma
que os computadores podem processar.

2 E uma fung&o que converte um vetor de K niimeros reais em uma distribuicdo de probabilidade de K
resultados possiveis.
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3.1.3 Dados de desempenho

Baseado no estudo de caso realizado por SOUZA (2023), os dados de
desempenho do estudante s&o coletados por meio de trés relatérios essenciais
dentro do Ambiente Virtual de Aprendizagem do MOODLE. Sendo estes relatérios
de: presencga, notas e conclusao de atividades estabelecidas como importantes pelo
docente, optou-se por estes elementos dentro do ambiente pela facilidade de acesso
aos dados e de maneira a evitar restricoes de instituicbes usuarias do MOODLE,
tornando o estudo simples e menos burocratico.

3.1.3.1 Relatorio de presencas

O AVA MOODLE fornece um plugin que permite o gerenciamento das
presengas da disciplina, facilitando o controle da assiduidade dos estudantes no
sistema pelo professor, e ainda o recurso é customizavel pelo docente de acordo
com as necessidades. Porém, normalmente a presenca é registrada de trés formas:
pontuagdo maxima para discentes presentes; pontos intermediarios para atrasados ou
justificados; pontuacao zerada para ausentes e faltantes.

No relatério de presenca cada uma das categorias é representada por uma
fracdo, onde no denominador se encontra o valor maximo de pontuac¢ao para aquela
sessdo e no numerador o valor atribuido ao estudante. O relatério é constituido de
informacgdes sobre a pontuacéao classificada temporalmente pelas colunas, de maneira
gue a primeira coluna indique o primeiro dia de aula e subsequentemente até o ultimo
dia de aula. E possivel exportar estes dados no formato de planilha eletrdnica padrao,
como Microsoft Excel e OpenOffice, ou em formato de texto.

3.1.3.2 Relatorio de notas

O relatério de notas € constituido de notas atingidas por meio de avaliagdes
individuais, categorias de avaliacdo e a nota global do curso. O mesmo nao fornece
informacdes sobre datas de realizagdo das atividades, sobre a conclusao de uma
atividade nao avaliada pelo professor e nem detalha as ponderagdes associadas a
cada atividade definida pelo docente na composic¢éo final da nota do curso.

Neste relatério, a ordem das colunas é definida por meio da organizagao
do docente, sendo assim, ndo possui quaisquer padrdes estabelecidos. E possivel
exportar o relatério de notas no formato de planilha eletrénica padréao Microsoft Excel
ou OpenOffice, ou em formato de texto.

3.1.3.3 Relatdrio de conclusao de atividades

O MOODLE permite que os administradores do curso marquem atividades
como importantes, o que permite enfatizar atividades que devem ser realizadas durante
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0 semestre pelos estudantes. Dentro de cada atividade marcada como importante, o
responsavel pode acompanhar o estado da atividade de cada um de seus alunos, onde
pode-se estar marcado com a expressao “Concluido” ou “N&o concluido"e também a
informagéo da data de conclusao da tarefa.

Por se tratar de um recurso optativo, muitos professores ndao possuem o habito
de utilizar a ferramenta em suas turmas. No entanto, vale ressaltar a importancia destes
dados para a avaliagdo do comportamento do estudante durante o semestre, por meio
desta ferramenta pode-se acompanhar o engajamento e comprometimento do aluno
para com a matéria em diversos momentos ao longo do semestre, o que torna este
um indicador relevante para a previsao de desisténcia. Da mesma maneira que os
relatérios anteriores, este pode ser exportado nos mesmos formatos.

3.2 PRE-PROCESSAMENTO DE DADOS

Similar ao procedimento descrito por SOUZA (2023), serdao abordados nesta
secao os passos utilizados para o pré-processamento de dados deste estudo. Dentro da
linguagem de programagéo Python, uma das bibliotecas que sdo amplamente utilizadas
para manipulacdo de planilhas € a pandas, esta biblioteca converte os arquivos em
estruturas denominadas de DataFrame, o que auxilia nas etapas de pré-processamento
de dados que serdo implementadas.

A técnica envolve quatro importantes passos: limpeza, integragao,
transformacéao e reducao de dados que seréo descritos a seguir.

3.2.1 Limpeza de dados

Ja que os dados utilizados neste estudo de caso sdo de cunho pessoal, o
primeiro passo desta etapa de limpeza dos dados é a anonimizacao, sendo assim,
atributos utilizados para identificar o aluno sédo alterados para valores genéricos.
Subsequentemente, foram removidos quaisquer dados irrelevantes para o estudo
como por exemplo, enderego de e-mail, sobrenome, nimero de matricula, entre outros
atributos similares.

No relatério de presenca foram levados em conta apenas 0s nomes genéricos
dos alunos, a quantidade de cada tipo de presenca atribuida (ausente, atrasado e
ausente), a quantidade de sessdes anotadas, a relagéo de pontos e a porcentagem de
presenca. Ja no relatério de notas sédo preservados os atributos referentes ao nome
genérico do aluno e os valores das notas atribuidas para cada uma das atividades
realizadas pelo estudante.

O relatério de conclusao de atividades de ambas as turmas estdo anulados,
pois o professor ndo marcou atividades como importantes e os dados nao puderam
ser levantados. Similar aos dados de desempenho, os dados de sentimentos coletados
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foram limpos, no entanto, os dados ja sdo anonimizados e possuem apenas 0
sentimento expresso pelo estudante.

3.2.2 Integracao de dados

Subsequente a limpeza de dados, comecou a etapa de integracao de dados
provenientes de diferentes fontes, no caso deste estudo de caso, os trés relatérios
extraidos no ambiente MOODLE e as respostas obtidas pelos questionarios. Com
relacdo aos relatérios, a informacédo sobre o nome dos estudantes foi mantida
generalizada em todos os arquivos, sendo assim, podemos correlacionar todos os
dados de presencga, notas e atividades concluidas por individuo.

As respostas com relacédo aos sentimentos dos alunos obtidos por meio dos
questionarios abertos ndo totalizam o numero de participantes da turma e nem podem
ser atrelados diretamente a um individuo Unico. Desta maneira, sera adicionado a nossa
classe como valores sem atribuicao especifica e sera tratado posteriormente. Com
isso, criou-se uma classe Classroom®, que representa uma turma com os seguintes
atributos:

+ attendance_report: Referentes ao relatério de presencas;

 grade_report: Referente ao relatério de notas;

« activity_report: Referente ao relatério de conclusao de atividades marcadas
como importantes pelo professor;

feeling_report:Referente as respostas obtidas dos questionarios abertos e
classificadas como positivas ou negativas.

3.2.3 Transformacao de dados

Da mesma maneira que SOUZA (2023) realizou em seu estudo, para utilizar
as técnicas de aprendizado de maquina com os dados obtidos, se fez necesséria
uma etapa de transformacao de dados em variaveis e classificagcbes que possam
ser interpretadas pelos algoritmos. As informacoes referentes a presenca de cada
estudante foram organizadas em quatro listas, que € um tipo de estrutura de dados em
Python:

» progression: Pontuagdo maxima atingida a cada dia;

* max_score: Maxima pontuacao atingivel por dia;

* mean_score: Média das pontuac¢des da turma em determinado dia;
* missing_rate: Taxa de faltantes da turma em determinado dia.

Com relagao ao relatério de notas e de conclusao de atividades, SOUZA (2023)
criou dicionarios, que € uma estrutura de dados utilizada em Python, onde 0 nome da

8 Os dados e codigos utilizados no desenvolvimento do presente estudo podem ser encontrados em
https://github.com/rodrigo-nfb/TCC.git
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atividade serve como chave de acesso aos valores. Para o dicionario do relatério de
notas, grade_report, foram criados cinco valores, para cada aluno e atividade:

 grade: Nota obtida;

» completed: Se a atividade foi realizada pelo aluno, ou nao;
 highest_grade: Nota mais alta da turma, em determinada atividade;
« completion_rate: Taxa de conclusdo da atividade, pela turma.

Para o relatério de conclusdo de atividades, somente dois atributos séo
especificados por aluno:

» completed: Se a atividade foi realizada, ou néo;
+ timestamp: Marcacao de tempo da conclusao da atividade, ndo definido se a
atividade nao foi concluida.

E por fim, um valor é especificado com relacado ao sentimento da turma. Este
valor terd seu método de calculo estudado mais adiante.

- class_feeling: E o sentimento da turma com relagdo a matéria obtido por meio
da classificacéo dos sentimentos coletados pelos questionarios.

Assim, os relatorios extraidos de diferentes formas foram transformados em
estruturas de dados do Python, o que viabiliza 0 acesso e interpretacdo dos dados pela
linguagem de programacao.

3.2.4 Reducao de dados

Visando uma representacdo mais sucinta dos dados que representam cada
um dos estudantes ou o sentimento da turma, converteu-se os dados transformados
em atributos individuais do aluno ou coletivo da turma com valores numéricos, na
expectativa de auxiliar na analise de desistentes. Assim como descrito por SOUZA
(2023) em seu trabalho, esta abordagem permite a generalizacdo dos modelos
desenvolvidos com o intuito de serem aplicados em contextos distintos.

Para alcancar este fim, foram elaborados 23 atributos para cada aluno, a partir
dos relatérios anteriormente mencionados:

» grades_average: média de todas as notas do aluno;

- grades_between_0_2 5: porcentagem de notas entre 0 e 2,5;

» grades_between_2 5 5: porcentagem de notas entre 2,5 e 5;

» grades_between_5_7_5: porcentagem de notas entre 5 e 7,5;

» grades_between_7_5 10: porcentagem de notas entre 7,5 e 10;

» grades_below_5: porcentagem de notas abaixo de 5;

- grades_below_mean: porcentagem de notas abaixo da média da turma;

* important_grades_below_mean: porcentagem de notas em atividades
importantes abaixo da média de notas da turma;
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« important_activities_complete_majority: porcentagem de atividades
importantes completas pelo aluno quando a taxa de conclusao da turma na
atividade é superior a 50%;

» important_activities_complete_minority: porcentagem de atividades
importantes completas pelo aluno quando a taxa de conclusdo da turma na
atividade é inferior a 50%;

« important_activities_incomplete: porcentagem de atividades importantes
incompletas;

» important_activities_incomplete_majority: porcentagem de atividades
importantes incompletas pelo aluno quando a taxa de conclus&o da turma na
atividade é superior a 50%;

» important_activities_incomplete_minority: porcentagem de atividades
importantes incompletas pelo aluno quando a taxa de conclusdo da turma na
atividade é inferior a 50%;

+ activities_complete_majority: porcentagem de atividades completas pelo aluno
quando a taxa de concluséo da turma na atividade € superior a 50%;

« activities_complete_minority: porcentagem de atividades completas pelo aluno
quando a taxa de conclusao da turma na atividade € inferior a 50%;

« activities_incomplete: porcentagem de atividades incompletas;

+ activities_incomplete_majority: porcentagem de atividades incompletas pelo
aluno quando a taxa de conclusdo da turma na atividade é superior a 50%;

« activities_incomplete_minority: porcentagem de atividades incompletas pelo
aluno quando a taxa de conclusédo da turma na atividade é inferior a 50%;

- attendance_below_mean: porcentagem de aulas em que a pontuagcao de
presenca do aluno foi abaixo da média de pontuagbes da turma;

* missing: porcentagem de faltas;

* partial_presence: porcentagem de presenca parcial;

» sequencial_missing_X: quantidade de faltas sequenciais, compostas por X faltas
maiores que um, no periodo;

+ class_feeling: é o sentimento da turma com relacao a matéria obtido por meio
da classificacdo dos sentimentos coletados pelos questionarios. Podendo ser
atribuido segundo um calculo binario, porcentagem positiva ou ponderado com
outras pontuagées.

Com isso, o conjunto de dados que antes era dividido em quatro relatorios e
estruturas de dados diferentes, é reduzido a variaveis numéricas para cada um dos
estudantes.
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3.3 ESTRUTURAGAO DA ANALISE

Esta secao formula a construgéo dos passos necessarios para a elaboragao dos
modelos de analise de dados de modo explicito e implicito, utilizados na identificacéo
de estudantes desistentes da turma. Para a elaboragdo deste modelos foram criados
sistemas de pontuacdes para cada um dos relatérios levados em consideracao nestes
estudo de caso.

3.3.1 Sistema de pontuacao de notas, presenca, conclusao de atividades
importantes e sentimento da turma com relagao a matéria

Cada um dos relatérios de desempenho e o relatério de sentimento precisam
ser transformados em uma nota que pode ser manipulada e comparada. Para isso,
criou-se sistemas de pontuacao baseados nas informacdes presentes nestes relatérios.

3.3.1.1 Pontuagao de presenca

Para o calculo da pontuacgao referente a presencga do discente, € levado em
conta primeiramente o peso para cada uma das aulas anotadas, de maneira que em
dias com um maior nimero de alunos presentes, represente um peso maior para a
pontuacgdo final da presenca. Este método tem o propésito de mitigar efeitos externos,
como por exemplo efeitos climaticos adversos ou entdo eventos concomitantes as aulas
que possam dificultar a presenca.

Me;

Max; )

Conforme mostrado na na Equacéao 5, o peso W atribuido a cada dia i é

obtido pela divisdo da média das pontua¢des do MOODLE da classe para aquele dia

pela pontuagdo maxima definida pelo responsavel da matéria dentro do ambiente do

MOODLE. Sendo assim, pode-se calcular a presenga computada para a turma para
cada um dos dias anotados de acordo com a equagao a seguir.

V[/Z-:

Po; x W,
Z Max; (6)

Onde na Equagéo 6, o termo P; corresponde ao valor da pontuagéo final, Po, é
a pontuacao atribuida pelo MOODLE e d é o numero total de dias anotados no relatério
de presenca.

3.3.1.2 Pontuagédo de notas

O célculo da pontuacao das notas leva em consideragdo a média da turma na
avaliacdo em questao, caso o estudante obteve uma nota relativamente mais baixa
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com relacao a média da turma, isso reduz a pontuacao final mais do que em avaliacées
em que a média da turma foi mais baixa. Esse recurso € utilizado para ponderar e
acompanhar o desempenho do aluno conforme o resultado geral da turma.

O célculo baseia-se em considerar a ponderacao de cada nota individualmente
de uma atividade, relacionando-a com a maior nota obtida na turma para esta avaliagao
e multiplicando pelo valor médio das notas geral da turma para a mesma avaliagéo.
Soma-se os valores de todas as avaliages, e em seguida o total é subtraido da
pontuacdo maxima possivel é dividido pelo valor maximo possivel também, como
mostrado na Equagéo 7 a sequir.

/ Gz — 22:1(1 - i_:) X My

Py = o x 100 (7)

Onde, P} ¢ atribuido a pontuacao final das notas, G,,.. € @ maior soma de notas
possivel, Gy representa a nota individual para a atividade &, a maior nota obtida entre a
classe na atividade é representada por A,, a média das notas da classe na atividade
€ simbolizada por M, e n é a quantidade total de atividades avaliativas realizadas ao
decorrer do semestre.

3.3.1.3 Pontuagéao de concluséo de atividades

A construcao da pontuacéo de conclusao de atividades segue um raciocinio
similar as demais, onde cada atividade n&o realizada pelo estudante resulta na reducéo
de sua pontuacéao. A formulagao da pontuacéao considera a proporc¢ao de alunos que
concluiram a atividade na turma, sendo assim, a ndo conclusao de uma atividade na
qual a maioria da turma concluiu tem um impacto maior na pontuacao final do que uma
atividade que teve uma propor¢ao menor de conclusao.

0 atividade j ndo concluida

" Pomax - T‘l— WI X t; ’ .
Py = %Ef—l( %) x 100, com W; =41  concluida e ndo importante

1,4 concluida e importante

(8)

A Equacao 8 expde o formula do calculo da pontuacdo, assim P}' representa

a pontuacéo final de atividades concluidas, Po,,, indica a soma das pontuacdes

maximas de todas as atividades, WJ € 0 peso dependente da conclusao da atividade 7,

t; representa a taxa de conclus&o da atividade pela turma e n € o nimero de atividades

totais realizadas, essa férmula é inversamente proporcional, ou seja, o aluno que
concluiu todas as atividades pontua 0.
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3.3.1.4 Pontuagdo com base no sentimento da turma

O quarto aspecto a ser estudado e o principal enfoque deste trabalho é a
pontuacao construida a partir dos dados coletados sobre os sentimentos dos estudantes
com relacdo a disciplina. Diferentemente das pontuacdes anteriores, a pontuacao de
sentimentos exige a conversado de dados qualitativos para uma forma de escala similar
ao adotado nas demais pontuagdes. Os sentimentos anteriormente foram classificados
entre positivos e negativos.

Na Tabela 1 pode-se observar um exemplo de classificacdo das respostas
obtidas, onde a classificacao "Positivo"” significa que o sentimento descrito pelo
estudante com relacao a disciplina é tido como otimista e negativo como pessimista.

Tabela 1 — Exemplo de resultados da classificacdo de sentimentos

Respostas | Classificagéo

Resposta 1 Positivo
Resposta 2 Negativo
Resposta 3 Positivo
Resposta 4 Positivo

Resposta n Negativo

A partir disso, serao estudadas trés abordagens distintas de como transformar
estas classificacbes dos sentimentos em um atributo que possa ser utilizado no
aprendizado de maquina para a previsao de desistentes.

3.3.1.4.1 Atribuicdo binaria

O primeiro método abordado € a distribuigdo de um valor binario de acordo com
o sentimento geral das respostas obtidas na turma. Sao contabilizadas as respostas
obtidas e suas classificagdes, o sentimento que predomina, ou seja, o sentimento mais
recorrente dentre todos na turma é utilizado no atributo de sentimento, como mostrado
na equagao abaixo.

Py = x100, com =

{0 Negativo predominante )

1 Positivo predominante
Conforme a Equagéo 9 mostra, a pontuagao atribuida sera de 0 em caso do
sentimento negativo predominar nas respostas (mais classificacées negativas do que

positivas nas respostas) e o valor de 1 em caso de sentimento predominantemente
otimista dos estudantes da turma.



42

3.3.1.4.2 Porcentagem otimista

Outra abordagem estudada é a atribuicdo de um valor numérico que representa
a porcentagem de alunos otimistas com a disciplina dentro da turma. Similarmente ao
método binario € contabilizado a quantidade de respostas com registros de sentimentos
positivos dos estudantes, e entao € convertido em uma porcentagem com relacao ao
nuamero de respostas obtidas.

P}N _ Npositivos % 100 (10)

nrespostas

Na Equacao 10 temos o valor da pontuacéao Pf2 que é resultado da divisdo da
quantidade de respostas positivas (n,.sitiv0s) P€l0 NUMero total de respostas obtidas por
meio dos questionarios (N, espostas)-

3.3.1.4.3 Ponderagcdo baseado nas demais pontuacbes

O ultimo método empregado € um passo subsequente ao método denominado
de porcentagem de otimismo. Assim, neste método a porcentagem obtida pelo método
anterior tera seu peso modificado de acordo com as demais pontuagdes adquiridas pelo
estudante (presenca, notas e conclusao de atividades), este recurso visa diferenciar os
valores atribuidos ao sentimento dentre os participantes da mesma turma.

Com isso, quanto maior for a relagéo entre a soma das pontuagdes anteriores
€ a soma maxima obtida na turma (o que indica que o aluno esta indo melhor no
semestre), maior serd o peso atribuido ao otimismo do estudante. Seguindo esta
mesma légica, quanto menor a relagédo entre a pontuagdo somada do estudante e
a pontuacdo maxima da turma, menor sera o sentimento de otimismo atribuido ao
estudante em questéo.

X Pf2 (11)

Na Equacédo 11 pode-se observar o calculo empregado para a criacdo da
pontuacédo de sentimento segundo o método de ponderacado, assim, o resultado da
pontuacao para o aluno ¢ é dado por P3Z que calcula-se pela soma das pontuagdes de
presenca (Py;), notas (P;;) e de conclusdo de atividades (P; i), dividido pelo somatério
maximo atingido pela turma Smaxz e multiplicado pela porcentagem de otimismo da
turma com relagéo a matéria P, .

3.3.2 Analise Explicita

A construcdo dos passos necessarios para a elaboragédo do modelo de andlise
de dados de modo explicito para identificacdo de alunos desistentes da disciplina
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€ descrito abaixo. O classificador gerado foi implementado em Python e levou em
consideracao um sistema de ranqueamento dos alunos baseado em seu desempenho
ao longo do semestre.

3.3.2.1 Sistema de pontuacdo com notas, presenca, conclusdo de atividades importantes e
sentimento da turma com relacdo a matéria

Para distinguir alunos desistentes dos ndo desistentes é proposto um sistema
de pontuacgdo e ranking, o qual realiza a classificacdo dos estudantes em categorias.
A pontuacédo atribuida aos estudantes € baseada nas quatro categorias de dados
que foram descritas por este trabalho (presenca, notas, conclusao de atividades e
sentimento da turma), sendo que cada uma delas compdem uma porcentagem dessa
pontuagao.

A ponderacao dos quatro aspectos busca uma avaliagdo abrangente do aluno,
que por quaisquer motivos pode vir a receber uma pontuagdao baixa em um dos
quesitos, no entanto, mesmo assim nao desistiu da disciplina. No primeiro momento,
as ponderacdes dos aspectos vai ser igualitaria, sendo 1/4 do peso total para cada, e
a pontuacéo final deve ser um valor dentro da escala de 0 a 100, estes valores foram
definidos empiricamente e baseados no trabalho desenvolvido por SOUZA (2023).

3.3.2.2 Algoritmo de classificagao

Com os critérios de pontuagédo de cada um dos relatérios bem definidos, pode-
se estabelecer a pontuacao final de cada um dos estudantes, que é calculada com
a média aritmética simples dos resultados obtidos na avaliacao de presencga, notas,
conclusao de atividades e sentimento da turma. Com a obtencao das pontuagdes
individuais finais dos estudantes cria-se um ranking ordenado, assim, o aluno com
maior pontuacao € posicionado em primeiro lugar e subsequentemente.

Com o propdsito de classificar estudantes desistentes e ndo-desistentes da
disciplina na turma é definido um limite percentual para distinguir as categorias. Se
faz necessario a definicao de uma porcentagem de corte, de modo que alunos piores
classificados e que estejam abaixo do limite de corte sejam considerados desistentes
pelo modelo. Alguns dos critérios possiveis de serem utilizados s&o a quantidade
de alunos que o professor espera conseguir dedicar atencao especial para evitar a
desisténcia, ou o embasamento na desisténcia historica da disciplina.

3.3.3 Analise Implicita

A elaboracdo do método de analise de modo implicito de dados para
identificacao de estudantes desistentes da turma € descrita a seguir. O classificador
gerado foi implementado em Python utilizando uma biblioteca de ferramentas de



44

visualizacao de dados, aprendizado de maquina e mineracao de dados de cdodigo
aberto chamado de Orange, a biblioteca possui uma ampla gama de ferramentas que
realizam preprocessamento de dados, testes, avaliagdes e visualizagao de resultados.

Para a utilizagdo do modelo implicito foram usados os atributos discutidos e
listados na Secao 3.2.4, sendo que o atributo que descreve o sentimento da turma é
atribuido por meio de um dos 3 métodos de pontuacédo descritos anteriormente (binario,
porcentagem positiva e ponderacdo com demais notas).

3.3.3.1 Algoritmo de classificagdo

Na elaboracdo do modelo de classificagdo, foram empregados diferentes
técnicas de aprendizado de maquina: Arvore de decisdo (AD), K-Nearest Neighbors
(KNN), Random Forest (RF), Naive Bayes (NB), Multilayer Perceptron (MLP), Regresséao
Logistica (RL), Gradient Boosting (GB) e Support Vector Machine (SVM). As escolhas
de tais técnicas se deu pela disponibilidade e a possibilidade de comparacdo dos
resultados alcangados no presente trabalho e os resultados apresentados no trabalho
desenvolvido por SOUZA (2023), presentes na Sec¢ao 2.7.

Com o intuito de testar as diferentes técnicas de aprendizado de maquina e
seus resultados, utilizou-se trés métodos de divisdo de dados em treinamento (parcela
dos dados que os modelos utilizardo para treinar) e teste (parcela dos dados em que o
modelo sera aplicado e avaliado). O método de amostragem aleatéria de dados (sendo
67% dos dados para treinamento e 33%para testes); o método holdout (67% dos dados
para treinar e 33% para testar); e o método de validacao cruzada 10-fold (k = 10).

Para a anadlise implicita optou-se por unir as duas turmas em um grande
grupo de dados, desta maneira, o0 modelo tem uma variedade maior de dados para
o treinamento. Por causa da selegao aleatéria dos estudantes para os conjuntos de
dados, a técnica de amostragem aleatéria foi implementada dez vezes em cada analise,
tal procedimento objetiva melhorar a capacidade de representacao da base de dados,
buscando minimizar as variagées naturais a selecédo aleatéria e promovendo uma
amostra mais fidedigna da turma em questao. No método de validacao cruzada 10-fold,
foram definidas 10 divis6es dos dados.

Tanto na amostragem aleatéria quanto na validagéo cruzada, ndo é necessario
dividir os dados manualmente, basta fornecé-los aos modelos. No entanto, ao utilizar o
método holdout para dividir os dados, foi necessario assegurar a representatividade
dos comportamentos de desisténcia em ambos os conjuntos. Assim, além de dividir os
dados manualmente na proporcao de 67% para treinamento e 33% para teste, garantiu-
se que a proporcao de alunos classificados como desistentes fosse equivalente nos
dois grupos.
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3.4 CONSIDERACOES DO CAPITULO

Neste capitulo, foram descritos os métodos de pesquisa utilizados, com base
na integracdo de dados provenientes de duas fontes distintas. Inicialmente, os dados
sdo coletados a partir dos sentimentos dos estudantes em relacédo a disciplina e do
desempenho dos alunos ao longo do semestre, incluindo presenca, notas e atividades
concluidas. A analise é realizada com o objetivo de avaliar indicadores que possam
sinalizar a possibilidade de desisténcia dos estudantes e desenvolver um modelo
analitico para prever esses comportamentos.

A extracao de dados € detalhada, incluindo a coleta de informacdes de duas
turmas de programagéo de niveis e semestres diferentes. Em ambas as turmas, o
professor responsavel registrou manualmente os alunos desistentes e ndo desistentes.
Os dados de presenca, notas, atividades concluidas e sentimentos dos estudantes
foram anonimizados e organizados para posterior andlise. O pré-processamento dos
dados envolveu limpeza, integracéo, transformacao e reducéo, garantindo a preparagao
adequada dos dados para a analise.

A estrutura da anadlise envolveu a criacdo de pontuagdes que representam cada
um dos aspectos descritos pelos relatérios do estudantes. Elaborou-se um modelo de
analise explicita e outro de analise implicita, sendo que o primeiro € um sistema de
pontuagao que considerou a presencga, notas, conclusao de atividades e sentimentos
dos alunos. A pontuacao foi calculada com base na média da turma e na conclusao
das atividades, ponderando a importancia de cada aspecto.

Ja para o segundo modelo, analise implicita, foi criado um modelo de
aprendizado de maquina utilizando os atributos criados para descrever o estudante
e seu desempenho. Em ambos 0s casos as respostas aos questionarios sobre
sentimentos foram tratadas de forma a n&o identificar os estudantes individualmente,
mas contribuindo para a analise geral.
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4 ANALISE DE DADOS

Para avaliar os modelos desenvolvidos neste trabalho, calculou-se as métricas
de sensibilidade, precisdo e acuracia a partir da comparacao entre os resultados
das previsdes dos modelos e a classificacdo real dos estudantes, além disso, pode-
se comparar os resultados obtidos pelo classificador explicito com as técnicas de
aprendizado de maquina. Os dados de turmas reais sao disponibilizados pelo docente
encarregado da disciplina, que classifica manualmente os alunos em desistentes ou
nao desistentes.

Com a finalidade de avaliar a aplicabilidade pratica do modelo na previsao
da desisténcia escolar, investigou-se quatro diferentes proporgdes do periodo letivo
em duas turmas distintas. Embora o uso de 100% dos dados nao seja factivel para
intervengdes precoces, ele serve como referéncia para a melhor métrica possivel. Para
simular situacoes letivas reais, foram adotadas porcentagem de 75% e 50% dos dados,
com o objetivo de medir o desempenho da classificagdo em momentos criticos do
curso. Além disso, uma analise com apenas 25% dos dados foi realizada para testar a
capacidade do sistema de identificar sinais precoces de desisténcia.

4.1 ANALISE EXPLICITA

Nesta secao, serdo apresentados os resultados obtidos por meio da andlise
explicita do conjunto de dados de cada turma separadamente, utilizando o sistema de
pontuagao com notas, presenca, conclusao de atividades e sentimentos dos estudantes
nas turmas analisadas, com uma comparagao dentre diferentes modelos de calculo do
atributo referente ao sentimento da turma.

Com os dados disponibilizados pelo docente responsavel pela disciplina, foi
possivel verificar que a matéria tem em média 33% de estudantes desistentes em
ambas as turmas analisadas. Sendo assim, a porcentagem de corte para a analise
explicita foi definida com este valor. As métricas de sensibilidade, precisédo, acuracia e
pontuacao F1 obtidas pelos resultados da classificagdo de alunos da Turma 1 podem
ser verificadas na Tabela 2.

A Tabela 2 expde a comparacao entre os métodos de calculos descritos na
Secao 3.3.1.4, onde o modelo denominado de 'Sem’ refere-se ao método considerando
apenas notas, atividades concluidas e presenca (sem considerar sentimentos da
turma); o modelo chamado de 'Binario’ considera os sentimentos da turma pelo calculo
binario; o modelo %’ leva em consideracdao o método de porcentagem positiva para
atribuir valor ao atributo do sentimento; e 0 modelo denominado 'Ponderar’ considera o
sentimento da turma sobre as métricas passivas de cada individuo. Pode-se observar
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gue os valores das métricas nao tiverem mudancas expressivas entre os modelos.

Tabela 2 — Comparacéao dos resultados das métricas da Turma 1

Modelo Proporgao Sensibilidade | Precisédo | Pontuagdo F1 | Acuracia
do Semestre

100% 89,29% 89,29% 89,29% 92,77%

Sem 75% 88,57% 88,57% 88,57% 92,29%

50% 89,64% 89,64% 89,64% 93,01%

25% 82,50% 82,50% 82,50% 88,19%

100% 89,29% 89,29% 89,29% 92,77%

Bin4rio 75% 89,64% 89,64% 89,64% 93,01%

50% 86,43% 86,43% 86,43% 90,84%

25% 80,00% 79,72% 79,86% 86,39%

100% 89,29% 89,29% 89,29% 92,77%

% 75% 88,57% 88,57% 88,57% 92,29%

50% 85,00% 85,00% 85,00% 89,88%

25% 80,36% 80,07% 80,21% 86,63%

100% 89,29% 89,29% 89,29% 92,77%

Ponderar 75% 87,86% 87,86% 87,86% 91,81%

50% 85,71% 85,71% 85,71% 90,36%

25% 79,29% 77,89% 78,58% 85,42%

Ao observar a Tabela 2 pode-se concluir que para uma analise de 100% dos
dados todos os modelos obtiveram os mesmos valores para as métricas. Somente a
partir de uma analise igual ou inferior a 75% dos dados temos uma diferenga perceptivel
entre os modelos, sendo que o modelo considerando os sentimentos pelo método
binario obteve as melhores métricas para 75% dos dados e nas demais proporgdes o
método sem considerar sentimentos foi o melhor.

O melhor resultado encontrado na analise explicita da Turma 1 foi de 89,64%
de sensibilidade, o que indica que 25 dos 28 estudantes desistentes foram detectados
pelo modelo desenvolvido. Um bom resultado, no entanto, sem tanta eficacia do novo
atributo relacionado ao sentimento da turma. Essa métrica foi alcangada por dois
modelos, o primeiro foi 0 método 'Sem’ com 50% dos dados do semestre, e 0 segundo
0 método 'Binario’ utilizando 75% dos dados disponiveis.

As métricas de sensibilidade, precisao, acuracia e pontuacao F1 obtidas pelos
resultados da classificacao de alunos da Turma 2 podem ser verificadas na Tabela 3.
Observa-se que os valores das métricas nao tiverem mudangas expressivas entre 0s
modelos, assim como na Turma 1.

Com a Tabela 3 pode-se aferir que para uma analise de 100% dos dados
todos os modelos obtiveram os mesmos valores para as métricas assim como para a
turma 1. Somente a partir de uma analise igual ou inferior a 75% dos dados temos
uma diferenca perceptivel entre os modelos, sendo que os modelos considerando
os sentimentos pelo método de porcentagem positiva € a ponderacao obtiveram as
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melhores métricas para 75% dos dados e nas demais propor¢cées o método sem
considerar sentimentos foi o melhor.

Tabela 3 — Comparacao dos resultados das métricas da Turma 2

Modelo d?gg;ﬁ:ﬁ o Sensibilidade | Precisdo | Pontuacédo F1 | Acuracia
100% 32,14% 29,03% 30,51% 55,91%

Sem 75% 28,57% 25,81% 27,12% 53,76%
50% 28,93% 26,05% 27,41% 53,87%

25% 29,64% 26,77% 28,14% 54,41%

100% 32,14% 29,03% 30,51% 55,91%

Bin4rio 75% 28,57% 25,81% 27,12% 53,76%
50% 28,93% 26,12% 27,46% 53,98%

25% 28,57% 25,72% 27,07% 53,66%

100% 32,14% 29,03% 30,51% 55,91%

o 75% 28,93% 26,12% 27,46% 53,98%

° 50% 28.21% 25,48% 26,78% 53,55%
25% 28,21% 25,24% 26,64% 53,23%

100% 32,14% 29,03% 30,51% 55,91%

Ponderar 75% 28,93% 26,13% 27,46% 53,98%
50% 28,57% 25,81% 27,12% 53,76%

25% 28,57% 25,81% 27,12% 53,76%

O melhor resultado encontrado na analise explicita da Turma 2 foi de 32,14%
de sensibilidade, o que indica que cerca de 5 dos 17 estudantes desistentes foram
detectados pelo modelo desenvolvido. Um resultado ndo satisfatério, uma vez que
muitos alunos desistentes foram considerados como nao desistentes (falso negativo).
Essa métrica foi alcangada por todos os modelos utilizando 100% dos dados disponiveis
do semestre.

Avaliando o valor da sensibilidade, para considerar que mais um estudante
desistente foi detectado na Turma 1 pelo modelo é necessario um aumento de 3,56%
na sensibilidade registrada. Ja para a turma 2 este valor deve ser de 5,88%, desta
forma, para considerar que o modelo foi capaz de prever um estudante a mais ele
precisa registrar um aumento de 5,88% de sensibilidade.

Em ambas as turmas nao foi possivel notar ganho significativo com a adicao
do novo atributo relacionado ao sentimento da turma, em alguns casos até piorou a
performance (principalmente para 25% dos dados). Uma vez que o atributo é igual em
dois dos trés modelos para todos os alunos (modelo binario e porcentagem positiva), é
notavel que a adicao aritmética simples nao resultaria em um ganho de informacéo,
mas devido a arredondamentos pode prejudicar o algoritmo.

Nota-se que quanto maior é a propor¢cao do semestre analisado, maiores séo
os valores de métricas obtidos. Em contra partida, o tempo disponivel para o docente
intervir e tentar ajudar o estudantes a reverter este quadro é menor.
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4.2 ANALISE IMPLICITA

Para avaliar e comparar os resultados obtidos pela analise explicita e outros
trabalhos similares, foi realizada uma analise usando os 23 atributos apresentados na
Secédo 3.2.4. As turmas citadas na Secédo 3.1.1, foram agrupadas em uma unica turma
e analisadas em conjunto, e entao trés técnicas diferentes de divisdo de dados foram
empregadas para avaliar os resultados dos classificadores tendo como métricas de
avaliagdo a acuracia, a sensibilidade, a precisédo e a pontuacao F1.

As técnicas utilizadas para divisdo de dados foram o método holdout, com
33% dos dados para teste e 67% para treino (HO), mantendo a mesma proporcao de
desistentes em ambos o0s conjuntos; subamostragem aleatéria com 67% dos dados
para treino (SA); e validagao cruzada com 10 divisées (VC). A sele¢ao de caracteristicas
dos dados foi feita com os cinco e dez melhores atributos escolhidos por quatro técnicas
de avaliagdo: ANOVA, Chi2, Gl e RG.

4.2.1 Selecao de atributos

Utilizando os métodos de avaliacao de atributos, foi possivel identificar as
caracteristicas mais importantes para a analise realizada. A Figura 6 mostra os 10
atributos com a pontuacédo mais alta, considerando 100% dos dados em cada método
de selecao de caracteristicas para a turma sem considerar os dados de sentimentos
dos estudantes, assim como SOUZA (2023) realizou em seu estudo.

Figura 6 — Selegéo de atributos para a turma sem considerar os sentimentos

Rank Ganho de Informacio Relagio de Ganho Chi2 ANOVA
2 _ sequencial_missing_11 grades_average grades_between_7_5_10
3 grades_average activities_complete_majority grades_average
4 _ activities_incomplete_majority grades_between_7_5_10
5 activities_complete_minority grades_between_7_5_10 grades_below_mean grades_below_mean
(5] activities_incomplete _ important_grades_below_mean important_grades_below_mean
7 grades_below_mean grades_average important_activities_complete_majority important_activities_complete_majority
8
9 activities_complete_majority  activities_complete_minority

10  activities_incomplete_majority activities_incomplete important_activities_incomplete_majority  important_activities_incomplete_majority

Fonte: Elaborado pelo autor (2024).

Os atributos foram identificados com diferentes cores para facilitar
a visualizacdo e comparacao entre diferentes métodos. Nota-se que
grades _between 7 5 10 € o Unico atributo entre os cinco principais em todos
0s casos. A categoria de atributos mais frequente entre os 10 mais importantes é a de
notas, representando 52,5% do total, seguida por atividades concluidas com 42,5%, e
presenga com 5%.

Apoés a avaliagdo utilizando apenas dados sobre notas, atividades concluidas
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e presenca dos estudantes, incluiu-se o atributo calculado referente aos dados dos
sentimentos dos estudantes, e entdo realizou-se uma nova analise dos atributos, similar
a anterior, para investigar os diferentes métodos de selecéo de atributos. Variou-se a
maneira na qual o atributo é calculado segundo a Secéo 3.3.1.4. O intuito é investigar o
impacto do atributo para a previsao dos estudantes desistentes.

Nas Figuras 7, 8 e 9 pode-se observar os resultados do ranking dos 10
melhores atributos obtidos por meio de diferentes formas de calculo do atributo
class_feeling. Nota-se que os resultados obtidos por meio do método da atribuicao
binaria e da porcentagem positiva sdo idénticos, ambos os resultados combinaram no
mesmo ranking de atributos. O novo atributo criado para descrever os sentimentos dos
estudantes ficou em 3° lugar no método de selecao de relagdo de ganho e em 9° lugar
no ganho de informacao.

Figura 7 — Selecéo de atributos para a turma utilizando atribuigao binaria

Rank Ganho de Informacgio Relagio de Ganho Chi2 ANOVA
2 _ sequencial_missing_11 grades_average grades_between_7_5_10
3 grades_average class_feeling grades_average
4 _ activities_complete_majority grades_between_7_5_10
5 activities_complete_minority  activities_incomplete_majority grades_below_mean grades_below_mean
6 activities_incomplete grades_between_7_5_10 important_grades_below_mean important_grades_below_mean
7 grades_below_mean important_activities_complete_majority important_activities_complete_majority
;
9 class_feeling

10 activities_complete_majority  activities_complete_minority  important_activities_incomplete_majority  important_activities_incomplete_majority
Fonte: Elaborado pelo autor (2024).
Figura 8 — Selecao de atributos para a turma utilizando porcentagem positiva

Rank Ganho de Informacao Relagio de Ganho Chi2 ANOVA
1 grades_between_7_5_10 sequencial_missing_22
2 _ sequencial_missing 11 grades_average grades_between_7_5_10
3 grades_average class_feeling grades_average
4 _ activities_complete_majority grades_between_7_5_10
5 activities_complete_minority  activities_incomplete_majority grades_below_mean grades_below_mean
5] activities_incomplete grades_between_7_5_10 important_grades_below_mean important_grades_below_mean
7 grades_below_mean important_activities_complete_majority  important_activities_complete_majority
.
9 class_feeling

10 activities_complete_majority  activities_complete_minority  important_activities_incomplete_majority  important_activities_incomplete_majority

Fonte: Elaborado pelo autor (2024).

Ja para o método de célculo baseado em ponderacdo com as demais
pontuagdes resultou em um ranking diferente, e uma melhor classificagao do atributo
class_feeling. O novo atributo criado para descrever os sentimentos dos estudantes
ficou em 3° lugar no método de selecao de relagdo de ganho, similar aos calculos
anteriores, no entanto, ficou em 1 °lugar no ganho de informacao.
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Figura 9 — Selecédo de atributos para a turma utilizando ponderacdo baseada nas
demais pontuagdes

Rank Ganho de Informacao Relagio de Ganho Chi2 ANOVA
1 class_feeling sequencial_missing_22
2 grades_between_7_5 10 sequencial_missing 11 grades_average grades_between_7_5_10
3 _ class_feeling grades_average
4 grades_average activities_complete_majority grades_between_7_5_10
5 _ activities_incomplete_majority grades_below_mean grades_below_mean
5] activities_complete_minority grades_between_7_5_10 important_grades_below_mean important_grades_below_mean
7 activities_incomplete important_activities_complete_majority  important_activities_complete_majority
8 grades_below_mean grades_average
9

10 activities_complete_majority  activities_complete_minority  important_activities_incomplete_majority  important_activities_incomplete_majority

Fonte: Elaborado pelo autor (2024).

Com estes resultados pode-se constatar que os métodos de classificacao de
atributos: ganho de informacgao e relagéo de ganho, consideram o atributo class_feeling
relevante para a determinagéo dos estudantes desistentes, especialmente no caso da
ponderacao baseada nas demais pontuacoes.

4.2.2 Integrando algoritmos de aprendizado de maquina, técnicas de divisao de
dados e selecao de atributos

Ao longo deste trabalho, empregou-se oito algoritmos diferentes de aprendizado
de maquina que sao compostos por AD, KNN, RF, NB, MLP, RL, GB e SVM. E foram
combinados com quatro diferentes métodos de avaliacao de atributos (Gl, RG, Chi2 e
ANOVA) e aplicados tanto com a sele¢do de cinco e dez atributos quanto sem nenhuma
selecao de caracteristicas.

Além disso, utilizou-se trés técnicas de divisdo do conjunto de dados que
geraram um total de 216 resultados diferentes com quatro métricas de avaliagao
(sensibilidade, precisao, acuracia e pontuacao F1) calculadas. A Figura 10 ilustra uma
parte da planilha gerada a partir das combinagbes resultantes, para ambas as turmas
analisadas em conjunto e para cada proporgéao do conjunto total de dados (25%, 50%,
75% e 100%).

4.2.3 Meétricas e discussoes

As principais combinagdes obtidas para cada divisdo do banco de dados
foram apresentadas e discutidas, optou-se por realizar a analises com 100%, 75%,
50% e 25% do conjunto de dados da turma (combinacao da Turma 1 e Turma 2) de
maneira separada. As métricas para cada propor¢cao de dados foram primeiramente
organizadas em funcédo da sensibilidade, métrica de maior interesse do presente
trabalho, e subsequentemente, em funcao da preciséo.
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Figura 10 — Planilha parcial criada a partir das métricas geradas

dataset ,
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Fonte: Elaborado pelo autor (2024).

turma N

4.2.3.1 Modelo utilizando somente notas, concluséo de atividades e presenca

Analisando a totalidade dos dados (100%), o método de aprendizagem de
maquina NB apresentou a maior sensibilidade, com um valor de 98,36%. Suas demais
métricas (precisao, acuracia e pontuacao F1) foram de 43,90%, 80,19% e 60,71%, e
para atingir as métricas citadas foi utilizado o método de avaliagdo SA sem quaisquer
métodos de selecao de atributos.

Uma opcéo alternativa, com enfoque na maior acuracia gerada pelo modelo, é
o método de aprendizagem GB, com o modelo de classificacao VC e sem quaisquer
métodos de selecdo de atributos, que obteve uma acuracia de 97,56%. Os valores
de precisao, sensibilidade e pontuacao F1 foram respectivamente 92,78%, 91,79% e
92,28%.

Com 75% dos dados analisados, a combinacdo escolhida com énfase na
sensibilidade foi atingida a partir do método de aprendizagem de maquina NB
e 0 método de avaliacdo SA sem quaisquer métodos de selecdo de atributos,
que apresentou a maior sensibilidade, com um valor de 98,10%. Suas demais
métricas de precisdo, acuracia e pontuacéo F1 foram de 44,22%, 79,83% e 60,96%
respectivamente.

Priorizando a acuréacia, a melhor opgao alternativa € o método de aprendizagem
GB, com o0 modelo de classificacao VC, sem quaisquer métodos de selecao de atributos.
Este modelo obteve uma acuracia de 95,68% e as demais métricas com valores 85,92%,
87,14% e 86,52% sendo respectivamente a precisao, sensibilidade e pontuagéao F1.

Os resultados utilizando somente a metade dos dados disponiveis (50%),
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resultaram na maior sensibilidade utilizando o método de aprendizagem de maquina
NB e 0 método de avaliacdo SA sem quaisquer métodos de selecédo de atributos, o
valor foi de 96,69%. Suas demais métricas de precisdo, acuracia e pontuacao F1 nesta
configuracao foram de 45,92%, 80,80% e 62,27% respectivamente.

Ao investigar a maior acuracia obtida para 50% dos dados, encontra-se o
modelo que utiliza 0 método de aprendizado de maquina MLP com o método de
avaliagao SA, sem um modelo de selecéo de atributos. Os valores de acuracia, precisao,
sensibilidade e pontuagcao F1 sdo respectivamente 92,51%, 75,98%, 77,91% e 76,93%.

Por ultimo, a andlise utilizando apenas 25% dos dados, a melhor configuragéo
encontrada para obter-se a maior sensibilidade foi utilizando o método de aprendizagem
de maquina NB, com avaliacdo SA sem quaisquer selecdo de atributos. Suas
métricas foram 93,96%, 43,58%, 79,59% e 59,54%, sendo estes valores referentes a
sensibilidade, precisdo, acuracia e pontuacao F1 respectivamente.

A opcao alternativa, focando na maior acuracia € o método de aprendizagem
MLP, com o modelo de classificacdo VC e sem quaisquer métodos de selecéo de
atributos, que obteve uma acurécia de 91,31%. Os valores de preciséo, sensibilidade e
pontuacédo F1 foram respectivamente 73,70%, 67,44% e 70,43%.

4.2.3.2 Modelo utilizando notas, conclusdo de atividade, presenga e sentimentos calculados
pelo método binario

Analisando o conjunto inteiro de dados disponiveis, 0 método de aprendizagem
de maquina NB apresentou a maior sensibilidade, com 100%. Suas demais métricas
(precisao, acuracia e pontuacao F1) foram de 33,73%, 68,75% e 50,45%, e para atingir
as métricas citadas foi utilizado o método de avaliagcdo VC com o método de selecao
de atributos gain_ratio(5), que classificou o atributo class_feeling como 3° atributo mais
relevante.

Uma opgéao alternativa, com enfoque na maior acuracia gerada pelo modelo, é
o método de aprendizagem GB, com o modelo de classificacao VC e sem quaisquer
métodos de sele¢ao de atributos, que obteve uma acuracia de 97,73%. Os valores de
precisao, sensibilidade e pontuacao F1 foram todos de 92,86%.

Com 75% dos dados analisados, a combinacao escolhida com énfase na
sensibilidade foi atingida a partir do método de aprendizagem de maquina NB e
0 método de avaliagdo VC sem quaisquer métodos de selecdo de atributos, que
apresentou a maior sensibilidade, com 100%. Suas demais métricas de precisao,
acuracia e pontuagéo F1 foram de 48,11%, 82,84% e 64,97% respectivamente.

Priorizando a acurécia, a melhor opgéo alternativa € o método de aprendizagem
SVM, com o modelo de classificacdo SA, com o método de selecao de atributos
info_gain(10) que classificou o sentimento da classe como o 10° atributo mais relevante.
Este modelo obteve uma acuracia de 96,39% e as demais métricas com valores 87,32%,
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91,36% e 89,29% sendo respectivamente a precisao, sensibilidade e pontuagéo F1.

Os resultados obtidos utilizando somente 50% dos dados disponiveis,
resultaram na maior sensibilidade utilizando o método de aprendizagem de maquina
NB e o método de avaliacao SA sem quaisquer métodos de selecao de atributos, o
valor foi de 98,80%. Suas demais métricas de precisdo, acuracia e pontuacao F1 nesta
configuracdo foram de 43,96%, 80,17% e 60,84% respectivamente.

Ao investigar a maior acuracia obtida para 50% dos dados, encontra-se o
modelo que utiliza 0 método de aprendizado de maquina SVM com o método de
avaliacdo SA, com o modelo de selecao de atributos gain _ratio(10) que classificou
o sentimento da turma como o atributo mais relevante para a analise. Os valores de
acuracia, precisao, sensibilidade e pontuacao F1 sao respectivamente 95,73%, 84,29%,
90,17% e 87,13%.

Por fim, a analise utilizando apenas 25% dos dados disponiveis, a melhor
configuragéo encontrada para obter-se a maior sensibilidade foi utilizando o método de
aprendizagem de maquina NB, com avaliacdo SA sem quaisquer selecao de atributos.
Suas métricas foram 94,60%, 44,49%, 79,47% e 60,52%, sendo estes valores referentes
a sensibilidade, precisdo, acuracia e pontuacao F1 respectivamente.

Alternativamente, focando na maior acuracia possivel, encontramos a
configuragéo utilizando o método de aprendizagem RL, com o0 modelo de classificagéo
VC e o método de selegdo de atributos gain_ratio(5) que classificou o atributo
class_feeling como o mais relevante. Obteve-se uma acurécia de 93,92%. e os valores
de precisao, sensibilidade e pontuacédo F1 foram respectivamente 82,64%, 78,21% e
80,37%.

4.2.3.3 Modelo utilizando notas, conclusao de atividade, presenca e sentimentos calculados
pelo método porcentagem positiva

A partir da andlise total dos dados (100%), o método de aprendizagem de
maquina NB apresentou a maior sensibilidade, 100%. Suas demais métricas (precisao,
acuracia e pontuacao F1) foram de 34,28%, 68,39% e 51,06%, e para atingir as métricas
citadas foi utilizado o método de avaliagdo VC com o método de selecao de atributos
gain_ratio(5), que classificou o atributo class feeling como 3° atributo mais relevante.

Uma opgéo alternativa, com enfoque na maior acuracia gerada pelo modelo, é
o método de aprendizagem GB, com o0 modelo de classificagdo VC e sem quaisquer
métodos de selecdo de atributos, que obteve uma acuracia de 97,73%. Os valores de
precisdo, sensibilidade e pontuagéo F1 foram todos de 92,86%.

Analisando 75% dos dados disponiveis, a combinagéo escolhida com énfase
na sensibilidade foi atingida a partir do método de aprendizagem de maquina NB
e 0 método de avaliacdo VC sem quaisquer métodos de selecao de atributos, que
apresentou a maior sensibilidade, com 98,57%. Suas demais métricas de precisao,
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acuracia e pontuacao F1 foram de 48,51%, 83,13% e 65,02% respectivamente.

Priorizando a acuréacia, a melhor opgao alternativa € o método de aprendizagem
SVM, com o modelo de classificacdo SA, com o método de selecdo de atributos
info_gain(10) que classificou o sentimento da classe como o atributo mais relevante.
Este modelo obteve uma acuracia de 96,46% e as demais métricas com valores 86,51%,
91,97% e 89,15% sendo respectivamente a preciséo, sensibilidade e pontuagéo F1.

Os resultados obtidos utilizando somente 50% dos dados disponiveis,
resultaram na maior sensibilidade utilizando o método de aprendizagem de maquina
NB e o método de avaliagcdo SA sem quaisquer métodos de selegcédo de atributos, o
valor foi de 98,15%. Suas demais métricas de precisdo, acuracia e pontuacdo F1 nesta
configuracao foram de 45,19%, 81,19% e 61,88% respectivamente.

Ao investigar a maior acuracia obtida para 50% dos dados, encontra-se o
modelo que utiliza o método de aprendizado de maquina MLP com o método de
avaliacao SA, com o modelo de selecao de atributos gain_ratio(5) que classificou o
sentimento da turma como o atributo mais relevante para a analise. Os valores de
acuracia, precisao, sensibilidade e pontuacao F1 séo respectivamente 95,36%, 82,92%,
88,96% e 85,83%.

Por fim, a analise utilizando apenas 25% dos dados disponiveis, a melhor
configuragédo encontrada para obter-se a maior sensibilidade foi utilizando o método de
aprendizagem de maquina NB, com avaliacdo SA sem quaisquer selecao de atributos.
Suas métricas foram 94,12%, 48,31%, 82,47% e 63,85%, sendo estes valores referentes
a sensibilidade, precisdo, acuracia e pontuacao F1 respectivamente.

Alternativamente, focando na maior acuracia possivel, encontramos a
configuracao utilizando o método de aprendizagem SVM, com o modelo de classificacao
VC e o método de selecado de atributos gain ratio(10) que classificou o atributo
class_feeling como o 9° mais relevante. Obteve-se uma acuracia de 94,89%. e os
valores de precisao, sensibilidade e pontuacao F1 foram respectivamente 83,45%,
84,64% e 84,04%.

4.2.3.4 Modelo utilizando notas, conclusdo de atividade, presenca e sentimentos calculados
pelo método de ponderagdo baseada nas demais pontuagbes

Com 100% dos dados analisados, 0 método de aprendizagem de maquina NB
apresentou a maior sensibilidade, 100%. Suas demais métricas (precisao, acuracia e
pontuacao F1) foram de 71,79%, 93,75% e 83,58%, e para atingir as métricas citadas foi
utilizado o método de avaliacdo VC juntamente com o método de sele¢ao de atributos
gain_ratio(10) que classificou o0 sentimento da turma como o 3¢ atributo mais relevante
para a analise.

Uma opc¢ao alternativa, com enfoque na maior acuracia gerada pelo modelo,
€ 0 método de aprendizagem RF, com o modelo de classificagdo VC e o método de
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selecao de atributos gain_ratio(10), que obteve uma acuracia de 97,78%. Os valores
de precisao, sensibilidade e pontuacédo F1 foram respectivamente 93,82%, 92,14% e
92,97%.

Com 75% dos dados analisados, a combinacao escolhida com énfase na
sensibilidade foi atingida a partir do método de aprendizagem de maquina NB
e 0 método de avaliacdo VC sem quaisquer métodos de selecdo de atributos,
que apresentou a maior sensibilidade, com um valor de 99,64%. Suas demais
métricas de precisao, acuracia e pontuacéao F1 foram de 46,81%, 81,93% e 63,70%
respectivamente.

Priorizando a acuracia, a melhor opgao alternativa € o método de aprendizagem
RF, com o modelo de classificacao VC, utilizando o método de selecao de atributos
info_gain(10) que classificou o atributo class feeling como o mais relevante. Este
modelo obteve uma acuracia de 96,31% e as demais métricas com valores 89,96%,
86,43% e 88,16% sendo respectivamente a precisao, sensibilidade e pontuagéo F1.

Os resultados utilizando somente a metade dos dados disponiveis, resultaram
na maior sensibilidade utilizando o0 método de aprendizagem de maquina NB e o método
de avaliagao VC sem quaisquer métodos de selecao de atributos, o valor foi de 98,21%.
Suas demais métricas de precisao, acuracia e pontuacao F1 nesta configuracdo foram
de 45,91%, 81,31% e 62,57% respectivamente.

Ao investigar a maior acuracia obtida para 50% dos dados, encontra-se o
modelo que utiliza 0 método de aprendizado de maquina MLP com o método de
avaliacdo VC e o modelo de selecdo de atributos info_gain(5), que classificou o
sentimento da turma como o atributo mais relevante. Os valores de acuracia, preciséao,
sensibilidade e pontuacédo F1 séo respectivamente 95,28%, 82,51%, 89,29% e 85,76%.

Para finalizar, a analise utilizou apenas 25% dos dados disponiveis, e a melhor
configuragdo encontrada para obter-se a maior sensibilidade foi utilizando o método de
aprendizagem de maquina NB, com avaliacdo SA com a sele¢éo de atributos usando
info_gain(10) que classificou o atributo class feeling como o mais relevante. Suas
métricas foram 93,78%, 45,73%, 80,80% e 61,48%, sendo estes valores referentes a
sensibilidade, precisao, acuracia e pontuacao F1 respectivamente.

A opcao alternativa, focando na maior acuracia € o método de aprendizagem
RF, com o modelo de classificacdo SA utilizando o método de selecido de atributos
info_gain(10) que classificou o atributo referente ao sentimento da turma como o mais
relevante, e obteve uma acuracia de 93,88%. Os valores de precisao, sensibilidade e
pontuacado F1 foram respectivamente 81,32%, 79,48% e 80,39%.

4.2.3.5 Sintese dos resultados

Os resultados obtidos com a analise implicita podem ser observados de
maneira sintetizada nas Tabelas 4 e 5. Assim, € possivel apurar as principais
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combinacdes de métodos de avaliacao de resultados, técnicas de escolha de atributos
e algoritmos de aprendizado de maquina para cada uma das proporg¢oes de dados e
as métricas de sensibilidade e acuracia atingidas.

Tabela 4 — Comparacgao entre os diferentes métodos com relagcéo a sensibilidade

Modelo | % | Algori. | Avali. ft‘:i'sﬁf‘:s Rank | Sensibilidade | Precisao
100% | NB | SA : . 98,36% 43,90%
sem | 75% | NB | SA E = 98,10% 44,22%
50% | NB | SA - - 96,69% 45,92%
25% | NB | SA - = 93,96% 43,58%
100% | NB | VC RG"’."” 3° 100% 33,73%
atio-5
Binario | 75% | NB | VC - = 100% 48,11%
50% | NB | SA n n 98,80% 43,96%
25% | NB | SA E = 94,60% 44.49%
100% | NB | VC RSSCTS 3° 100% 34,28%
% 75% | NB | VC - : 98,57% 48,51%
50% | NB | SA - = 98,15% 45,19%
25% | NB | SA - n 94,12% 48,31%
o Gain o o
100%| NB | VC | a0 | 3 100% 71,79%
Ponderar | 75% | NB | VC E n 99,64% 46,81%
50% | NB | VC n = 98,21% 45,91%
25% | NB | SA Gain 10 93,98% 45,73%
Info-10

Pode-se extrair a partir da Tabela 4, que em relagdo ao total de combinagdes:

* 100% utilizam o algoritmo de aprendizado de maquina Naive Bayes (NB);
* 56,25% utilizam o método de avaliacao de validacao cruzada 10-fold (VC);
» 25% utilizam um método de selecéo de atributos.

Ao analisar os resultados de sensibilidade obtidos, podemos constatar que os
modelos que utilizaram o atributo referente ao sentimentos dos estudantes com relacao
a matéria tiverem uma sensibilidade maior em todos os casos. Ressaltando que a
sensibilidade representa a porcentagem de desistentes classificados corretamente
como desistentes, e a precisdo indica a porcentagem de previsdes positivas
consideradas falsas. Quando existe um método de selecao de atributos selecionado é
mostrado a posi¢ao do ranking do atributo class_feeling em "Rank".

O método que resultou nos melhores resultados, considerando a preciséo, foi o
modelo utilizando notas, conclusao de atividade, presenca e sentimentos calculados
pelo método de ponderacdo baseado nas demais pontuacdes, onde 100% dos
estudantes desistentes foram identificados pelo modelo e um aumento de 27,89% na
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precisdo, o que resulta em uma diminuicado dos falsos positivos, e ajuda o docente a
focar apenas nos alunos com real desejo de desisténcia. Todos os valores obtidos para
quaisquer porcentagem de dados foram iguais ou superiores ao modelo que néo levou
em conta a analise de sentimentos, mostrando assim que o novo atributo trouxe um
ganho de informacéao para a melhor classificagdo dos estudantes.

Tabela 5 — Comparacao entre os diferentes métodos com relacao a acuracia

Selecao

Modelo % | Algori. | Avali. Atributos Rank | Acuracia | Precisao
100% | GB VG : n 97.56% | 92.78%
sem | 75% | GB VC § - 95 68% | 85,92%
50% | MLP | SA : - 92 51% | 75.98%
55% | MLP | VC : - 91.31% | 73.70%
100% | GB VC i - 97.73% | 92.86%
s o Gain o o o

Binario | 75% | SVM | SA | | SOl | 10° | 96,39% | 87,32%
50% | SVM | SA Gain 1° | 95,73% | 84,29%

Ratio-10
25% | RL VG Gain 10 | 93.92% | 82.64%

Ratio-5
100% | GB VC i - 97.73% | 92.86%

o o Gain o R

% 75% | SWM | sA | | 2o 1 96,46% | 86,51%
50% | MLP | SA Gain 1° | 9536% | 88,96%

Ratio-5

Gain

25% | SVM | VC . 9° | 94,89% | 83,45%

Ratio-10
100% | RF VG Gain 3° | 97,78% | 93,82%

Ratio-10
Ponderar | zser, | RF | VC lff‘;'_r; 10 | 96,31% | 89,96%
50% | MLP | VC Gain 1° | 95.28% | 82,51%

Info-5

25% | RF SA Gain 1° | 93.88% | 81,32%

Info-10

O pior valor de sensibilidade obtido foi de 93,98% para uma analise de apenas
25% dos dados do semestre, o que mostra a eficacia do do algoritmo, que mesmo
em um estagio inicial do semestre é capaz de apontar a grande maioria dos alunos
desistentes. Com 50% dos dados do semestre, o método binario demonstrou o maior
ganho de sensibilidade do presente estudo de caso, obtendo um ganho de 2,11% na
sensibilidade com relagcao ao método que nao utiliza os sentimentos (considerando o
conjunto total de dados da turma, para identificar um estudante desistente a mais €
necessario um aumento de 1,61% no valor da sensibilidade). Sendo assim, tem-se um
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bom resultado, ja que foi possivel a identificacdo de mais um aluno.

Os demais modelos que consideram o sentimento em sua analise,
apresentaram o mesmo comportamento. Tanto na analise com 100% dos dados quanto
na analise utilizando 50% dos dados disponiveis, obtiveram uma precisao inferior ao
modelo sem considerar sentimentos. No entanto, ndo foram valores discrepantes, séo
valores bem préximos entre os modelos analisados.

Com a Tabela 5, pode-se inferir que em relacao ao total de combinacdes temos:

* A utilizacao de 5 diferentes métodos de aprendizado de maquina;
* 62,5% utilizando o método de avaliagcao de validacao cruzada 10-fold (VC);
* 62,5% utilizando um método de selecéo de atributos.

Ao analisar os resultados obtidos considerando os melhores cenarios para
o valor da acuracia, € perceptivel que temos uma maior variagcdo nos métodos
de aprendizado de maquina, métodos de avaliacdo e selecionadores de atributos
empregados. Recordando que a acuracia representa a proporcao de desistentes
e nao desistentes que o modelo classificador foi capaz de classificar corretamente
(verdadeiros positivos e negativos), desta forma sinaliza o quao bem o modelo previu
ambas as classificagoes.

Similarmente ao ocorrido na analise dos resultados da sensibilidade, podemos
constatar que os modelos que utilizaram o atributo referente ao sentimento dos
estudantes com relacdo a matéria tiveram uma acuracia maior em todos os casos. E o
modelo que obteve os melhores resultados néo foi unanime desta vez, os trés modelos
que utilizam os sentimentos foram melhores em pelo menos uma das porcentagens de
dados analisados, mas ndo destoando dos demais.

O novo atributo agregou principalmente para as propor¢des iniciais do semestre,
sendo que aumentou a acuracia na analise de 50% do semestre com o0 método Binario
em 3,22% e a precisao em 8,31%. Com 25% do semestre analisado, 0 método de
porcentagem positiva teve um ganho de 3,58% na acuracia e 9,75% na precisao
das classificacdes verdadeiras com relacdo ao modelo que n&o considera atributo
relacionado ao sentimento. Assim, o atributo demonstrou que principalmente em
estagios iniciais do semestre melhora a classificacao dos estudantes.

Referente a acuracia, para considerar que quaisquer modelo identificou
pelo menos uma classificagdo verdadeira a mais, sendo ela positiva ou negativa,
considerando a totalidade de alunos da turma € necessario que a métrica da acuracia
tenha um ganho de aproximadamente 0,57%. A partir disso é possivel afirmar que o
novo atributo referente aos sentimentos da turma ajudou a classificar novos estudantes
corretamente, ou seja, teve um impacto positivo e agregou informagéo ao modelo.

O atributo class_feeling mostrou-se um atributo muito relevante em todas as
analises utilizando algum método de selecao de atributos, especialmente do modelo
que pondera com as demais notas do estudante. Com isso, pode-se notar que € um
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atributo importante na predicdo de estudantes desistentes, uma vez que melhorou
todas as métricas calculadas neste trabalho.

4.3 CONSIDERACOES DO CAPITULO

O capitulo descrito acima tem como objetivo avaliar a performance dos modelos
desenvolvidos no trabalho e avaliar o impacto do novo atributo atrelado ao sentimento
da turma. Os dados utilizados na andlise provém de duas turmas distintas, coletados
pelo docente responsavel, que classifica manualmente os alunos em desistentes ou
nao desistentes.

As analises foram feitas em quatro diferentes proporcdes do periodo letivo
(100%, 75%, 50% e 25%) para avaliar a aplicabilidade pratica do modelo na previsao
da desisténcia escolar. O uso de 100% dos dados serve como uma referéncia para a
melhor métrica alcangavel, enquanto proporcées menores simulam intervencées em
momentos criticos do curso e com tempo habil para intervengdes.

Na analise explicita, foram avaliados os dados de cada turma separadamente,
utilizando os sistemas de pontuacdes desenvolvidos. As métricas de sensibilidade,
precisdo, acuracia e pontuacao F1 foram calculadas para diferentes modelos (incluindo
e excluindo o atributo referente ao sentimento da turma), ao analisar os resultados
obtidos com o foco em sensibilidade, acuracia e precisdo nédo notou-se ganho
significativo nos resultados.

Os modelos que consideraram de alguma forma o sentimento da turma
obtiveram resultados iguais ou até mesmo piores do que o modelo que desconsideram,
exceto quando o modelo foi aplicado com 75% dos dados do semestre, onde o
modelo binario teve uma pequena melhora com relagdo ao modelo sem considerar
sentimentos. Sendo assim, o novo atributo ndo tem impacto positivo na previsdo de
alunos desistentes na analise explicita dos dados.

Com a andlise implicita foi constatado que, o novo atributo referente ao
sentimento da turma mostrou-se relevante na previsdo de estudantes desistentes, ao
contribuir para a melhora de todas as métricas calculadas para quaisquer porcentagens
do semestre. Foi impactante principalmente para a previsdo de desistentes com 50%
dos dados do semestre, utilizando o método de célculo binario (aumento de 2,11%
na sensibilidade e 3,22% na acuracia), momento onde o docente tem bastante tempo
disponivel para intervir e reverter o quadro do estudante.
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5 CONCLUSOES

A desisténcia de estudantes € objeto de estudos, andlises e debates a algum
tempo, principalmente dentre os paises mais desenvolvidos. E um tema comum as
instituicdes universitarias no mundo contemporéneo, principalmente pelo seu teor de
complexidade e abrangéncia ANDIFES/ABRUEM/SESU/MEC (1996). Sendo assim, o
presente trabalho objetivou analisar o impacto de uma nova métrica relacionada ao
sentimento da turma sobre a disciplina e a assertividade dos modelos preditivos de
desisténcia estudantil, foram desenvolvidas tanto uma analise explicita quanto implicita
dos dados, cumprindo com o objetivo de elaborar modelos para classificar alunos
desistentes utilizando dados combinados.

Os modelos desenvolvidos procuram identificar, por meio da anéalise de dados
passivos extraidos diretamente do Ambiente Virtual de Aprendizagem MOODLE do
estudante e sentimentos ativos coletados por meio de questionarios combinados alunos
que estejam propensos a desistir da disciplina, alcangando desta maneira o objetivo
de analisar a conjuncdo de dados provenientes de mais de uma fonte. No primeiro
momento do estudo de caso, o objetivo é elaborar métodos para converter sentimentos
em atributos uteis para o modelo de classificacdo, assim foram elaborados métodos de
transformacéo dos dados referentes ao sentimentos em atributos que pudessem ser
utilizados pelos modelos de classificacado e aprendizado de maquina gerados.

Com o intuito de identificar o maior numero possivel de alunos desistentes, bem
como seus comportamentos que representam uma possivel desisténcia da matéria,
a métrica de sensibilidade foi escolhida como o principal critério de avaliagcdo. A
sensibilidade é uma métrica importante pois indica a porcentagem de alunos desistentes
que sao erroneamente classificados pelo algoritmo, ou seja, ela reflete a capacidade
do classificador de identificar corretamente aqueles alunos que apresentam sinais de
desisténcia e podem nao ser detectados como tais.

Referente a andlise explicita, os resultados obtidos por meio deste estudo de
caso mostraram que, apesar das diferentes abordagens para o célculo do atributo
referente ao sentimento da turma, a métrica de sensibilidade ndo apresentou variagéo
significativa entre os modelos desenvolvidos. Desta maneira, a inclusdo do atributo
de sentimento, ndo altera a eficacia da classificagcdo com relacado ao modelo gerado
somente com os atributos de desempenho do aluno.

Com a selegéao de atributos, dentro da anadlise implicita, pode-se observar
que dois dos quatro métodos de selecao de atributos consideraram o novo atributo
criado a partir dos sentimentos dos estudantes entre os 10 atributos mais relevantes
para a analise. Sendo que o método de ganho de informagéo classificou o atributo
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class_feeling como o mais relevante no modelo utilizando notas, conclusao de atividade,
presenca e sentimentos calculados pelo método de ponderacao baseado nas demais
pontuacoes.

Na andlise implicita foi constatado que, o novo atributo referente ao sentimento
da turma mostrou-se relevante na previsao de estudantes desistentes, ao contribuir para
a melhora de todas as métricas calculadas, inclusive a da sensibilidade, para quaisquer
porcentagens do semestre avaliadas. Destacando o método de calculo binario
que obteve as maiores métricas de sensibilidade dentre os modelos desenvolvidos,
tendo uma sensibilidade de 94,60% com apenas 25% dos dados do semestre utilizados.

Tabela 6 — Sintese dos resultados obtidos

- Melhor I .~ Impacto do
Analise Modelo (50%) Sensibilidade | Precisao Seﬁtimento
Explicita Sem qonsiderar 1:89,64% 1:89,64% Neutro

sentimentos 2:28,93% 2:26,05%
Implicita | Atribuicdo binaria 98,80% 43,96% Melhora

Com isso, foi possivel analisar o impacto do novo atributo relacionado ao
sentimento da turma sobre a disciplina e a assertividade dos modelos preditivos de
desisténcia estudantil em ambas as andlises, como mostrado na Tabela 6. Com o0 novo
atributo se mostrando dispensavel na classificacdo dos alunos desistentes na analise
explicita e muito importante para a analise implicita, onde obteve ganhos com relagao
a sensibilidade.

Para trabalhos futuros, sugere-se a elaboragdo de um modelo que procure
individualizar o sentimento e atribui-lo a estudantes especificos, podendo ser
implementado por métodos de similaridade de linguagem natural da escrita dos
estudantes. Desta forma, pode-se mesmo que de forma anonimizada, saber o
sentimento especifico de cada um dos estudantes perante a disciplina.
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