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RESUMO

Milhões de pessoas sofrem com condições neurológicas crônicas, sendo a epilepsia
a terceira mais comum, afetando cerca de 50 milhões de indivíduos da população
mundial. O uso de sistemas de detecção precoce para crises epilépticas ainda é um
desafio nos tempos atuais, pois geralmente requer a aquisição de sinais com sensores
posicionados no couro cabeludo (eletroencefalograma), o que pode ser dispendioso e
imprático para a coleta no dia-a-dia. Estudos têm mostrado potencial capacidade de
utilizar sinais cardíacos (eletrocardiograma) como entrada para sistemas de predição
de crises epilépticas pela sua relação fisiológica e, também, pela simplicidade de aqui-
sição do sinal. Isso apresenta uma potencial capacidade de complementar a terapia
por neuromodulação no implante de dispositivos estimuladores do nervo vago (VNS)
em pacientes refratários ao tratamento de epilepsia. A viabilidade de implementação
VNS com identificação de eventos epilépticos demanda duas características conflitan-
tes: elevada capacidade de processamento e baixo consumo de energia. Na presente
dissertação de mestrado é investigada a aplicação de redes neurais pulsadas para a
detecção de eventos pré-ictais utilizando sinais cardíacos com o objetivo de validar
essa solução para o desenvolvimento de estimuladores implantáveis com operação
sob demanda. Além da arquitetura da rede, são estudadas as estratégias de conversão
de redes neurais artificiais, a escolha de atributos do sinal de ECG e as estratégias de
treinamento, em particular, o efeito do treinamento personalizado para cada paciente.
Como resultado, converteu-se uma rede neural clássica em uma rede neural pulsada
(SNN) capaz de inferir a detecção precoce de eventos epilépticos a partir dos sinais car-
díacos de um banco de dados de pacientes com acurácias de 99,79%, 100% e 99,79%
para períodos ictal, normal e pré-ictal, respectivamente. O desempenho observado é
equiparável ou mesmo superior aos obtidos com modelos convencionais reportados
na literatura. A robustez dos resultados sugere a viabilidade do desenvolvimento de
hardware neuromórfico para identificação e tratamento da epilepsia. A implementação
de algoritmos de classificação em redes neurais pulsadas tem potencial aplicação em
soluções vestíveis ou implantáveis na área de saúde, com desempenhos análogos às
redes clássicas e consumo de energia até três ordens de grandeza menor.

Palavras-chave: Redes Neurais Pulsadas. Epilepsia. Variabilidade da Frequência Car-
díaca.



ABSTRACT

Millions of people suffer from chronic neurological conditions, with epilepsy being the
third most common, affecting around 50 million of the world’s population. The use of
early detection systems for epileptic seizures is still a challenge today, as it generally re-
quires the acquisition of signals with sensors positioned on the scalp (electroencephalo-
gram), which can be expensive and impractical for daily collection. Studies have shown
the potential of using cardiac signals (electrocardiogram) as input for epileptic seizure
prediction systems, due to their physiological relationship and the simplicity of signal
acquisition. This has the potential to complement neuromodulation therapy in the im-
plantation of Vagus Nerve Stimulator (VNS) devices in patients refractory to epilepsy
treatment. The feasibility of implementing VNS with epileptic event identification requires
two conflicting characteristics: high processing capacity and low power consumption.
This master’s thesis investigates the application of spiking neural networks for the detec-
tion of epileptic events using cardiac signals with the aim of validating this solution for
the development of implantable stimulators with on-demand operation. In addition to the
network architecture, artificial neural network conversion strategies, the choice of ECG
signals attributes, and training strategies are studied, particularly the effect of person-
alized training for each patient. As a result, a classical neural network was converted
into a spiking neural network capable of inferring the early detection of epileptic events
from the cardiac signals of a databse of patients was implemented with accuracies
of 99,79%, 100% e 99,79% for ictal, interictal, and pre-ictal periods, respectively. The
perfomance observed is comparable or even superior to that obtained with conventional
models reported in the scientific literature. The robustness of the results suggests the
feasibility of developing neuromorphic hardware for the identification and treatment of
epilepsy. The implementation of classification algorithms in spiking neural networks
has potential application in wearable or implantable solutions in the health area, with
perfomance similar to classical networks and energy consumption up to three orders of
magnitude lower.

Keywords: Spiking Neural Networks. Epilepsy. Heart Rate Variability.
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1 INTRODUÇÃO

As crises epilépticas são uma das condições neurológicas crônicas mais co-
muns, afetando a qualidade de vida de cerca de 50 milhões de pessoas (WORLD
HEALTH ORGANIZATION, 2023a). Essas crises podem ser compreendidas como uma
condição neurológica em que parte do cérebro emite sinais incorretos, resultando
em episódios que podem se manifestar em convulsões e/ou outros sintomas. Du-
rante esses episódios, ocorre um agrupamento de células cerebrais que passam a se
comportar de maneira hiperexcitável, levando às manifestações clínicas da epilepsia
(MINISTÉRIO DA SAÚDE BRASILEIRA, 2023).

No período compreendido de 2022 a 2031, a 75ª Assembleia Mundial da Saúde
adotou um plano de ação global sobre epilepsia e outras doenças neurológicas, re-
conhecendo abordagens preventivas, farmacológicas e psicossociais. Este plano de
ação contribui para promover a pesquisa, desenvolver novas soluções e fortalecer ser-
viços de apoio à tomada de decisões em saúde no combate a doenças neurológicas
(WORLD HEALTH ORGANIZATION, 2023a, 2023b).

Desse modo, é crucial investigar e implementar métodos para a detecção pre-
coce de crises neurológicas, em especial as epilépticas, visando reduzir seus efeitos
e consequências. Na esfera científica, diversos métodos de detecção utilizando técni-
cas convencionais de Machine Learning (ML) foram desenvolvidos ao longo dos anos.
No entanto, muitos deles apresentam limitações em termos de portabilidade, capaci-
dade de processamento e facilidade de uso em aplicações do mundo real (ABBASI;
GOLDENHOLZ, 2019; NATU et al., 2022; BILLECI et al., 2019; AHMAD et al., 2022).

Neste contexto, a utilização da topologia de redes neurais pulsadas (também
conhecidas como Spiking Neural Networks - SNNs) tem se mostrado uma abordagem
promissora para a detecção de crises epilépticas e outros sinais biológicos de caráter
complexo. As SNNs são modelos de rede neural que simulam o comportamento de
neurônios biológicos e são capazes de processar informações em tempo real. Elas
visam preencher a lacuna entre a neurociência e o aprendizado de máquina, usando
modelos biologicamente realistas para a computação de dados (YAMAZAKI et al.,
2022).

Ao contrário das redes neurais tradicionais, que operam com valores contínuos,
as SNNs se baseiam na natureza discreta dos pulsos para processar informações. Isto
é, só são ativadas quando ocorre um evento relevante, sendo essa uma das principais
razões de sua eficiência energética (PIETRZAK et al., 2023).

Comumente, a epilepsia é diagnosticada utilizando os sinais de eletroencefalo-
grama (EEG). No entanto, a utilização de sinais cardíacos (ECG) como entrada para
as SNNs na detecção de crises epilépticas é um método inovador que vem ganhando
espaço nos estudos científicos. A inovação se sustenta na comprovação de que as
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alterações no sinal cardíaco podem ser correlacionadas com as alterações cerebrais
associadas às crises epilépticas (PAVEI, 2018; SILVA et al., 2024).

Além disso, a utilização do ECG como fonte de entrada torna-se vantajosa
em relação a outros métodos de predição de crises epilépticas. A captura dos sinais
cardíacos pode ser realizada de forma não invasiva, utilizando-se de eletrodos simples.
Isso é menos agressivo do que outras técnicas que requerem a colocação de sensores
na região subcutânea da cabeça, como é o caso do EEG.

Sabe-se que cerca de 70% dos casos de pacientes com crises epilépticas po-
dem ser tratados com sucesso por meio de tratamentos farmacológicos; entretanto,
cerca de 30% continuam a apresentar estado clínico de crises ou efeitos secundários
dos fármacos (RUGG-GUNN; MISEROCCHI; MCEVOY, 2020). Quando o tratamento
medicamentoso não é eficaz, outras opções terapêuticas, como cirurgia do tipo ressec-
tiva, dieta cetogênica podem ser consideradas, também, como alternativas de trata-
mento (WELLS et al., 2020; TOFFA et al., 2020). Uma aplicação prática da rede neural
pulsada poderia ser integrada para auxiliar a terapia de neuromodulação (VNS) em
pacientes refratários, que não obtiveram controle das crises com medicação ou que
não foram candidatos às cirurgias do tipo ressectivas e outros tratamentos alternativos
(PRADO et al., 2023; GONZÁLEZ; YENGO-KAHN; ENGLOT, 2019).

A terapia de neuromodulação (VNS) consiste em implantar um dispositivo ge-
rador que emite estímulos contínuos no nervo vago para controlar a frequência ou a
gravidade das crises epilépticas (CAPILUPI; KERATH; BECKER, 2020; GONZÁLEZ;
YENGO-KAHN; ENGLOT, 2019). Um dos grandes incômodos relatados é que cerca
de 4-16.8% desses dispositivos implantados não funcionam corretamente, além das
recorrentes manutenções devido ao tempo de vida útil e falhas imprevistas do disposi-
tivo por funcionarem de forma contínua (GIORDANO et al., 2017). Inevitavelmente, o
incômodo se estende levando o paciente a procedimentos cirúrgicos frequentes para
a troca do dispositivo, que funciona por bateria (TRONNIER, 2015).

A VNS implantável é um tratamento seguro e clinicamente eficaz para o tra-
tamento de epilepsia refratária. No entanto, já existem técnicas mais recentes de
sistemas de VNS não invasivos (nVNS) que promovem a vantagem de evitar cirurgias
e, portanto, prevenir eventualidades associadas ao implante, como infecções, paresias
das cordas vocais e outros efeitos (CAPILUPI; KERATH; BECKER, 2020; YANG, J.;
PHI, 2019; MERTENS et al., 2018; BEN-MENACHEM et al., 2015). Porém, ainda não
foi comprovada sua eficácia em casos de epilepsia clinicamente refratária, sendo a
VNS implantável a melhor opção para o controle de crises epilépticas.

Tendo essa aplicação prática como ensejo, esta dissertação tem como objetivo
desenvolver uma tecnologia para detectar eventos pré-crise utilizando sinais cardíacos
e redes neurais pulsadas. A estratégia se baseia em embarcar futuramente a tecnologia
proposta em dispositivos neuromórficos implantáveis, como os estimuladores VNS, a
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fim de permitir a estimulação sob demanda, proporcionando maior tempo de vida útil
e eficiência energética, tornando-a adaptável e personalizada à realidade clínica de
cada paciente.

A proposta visa avaliar a eficácia da SNN com relação às redes neurais clássi-
cas, analisando os parâmetros de avaliação na detecção de períodos pré-ictais, bem
como o consumo de energia para a sua implementação em hardwares neuromórficos
implantáveis. Hardwares neuromórficos são dispositivos eletrônicos especializados
projetados para replicar a funcionalidade e arquitetura do sistema nervoso (AJAYAN
et al., 2022).

Espera-se que esta pesquisa contribua para o avanço do conhecimento nas
áreas de tratamento e detecção de períodos pré-ictais, tendo um impacto significativo
na qualidade de vida dos pacientes refratários aos medicamentos no tratamento da epi-
lepsia. Isso abre a possibilidade de implementar eletrônicas portáteis, neuromórficas,
implantáveis e eficientes, com considerável nível de plausabilidade biológica.

1.1 PERGUNTA DE PESQUISA E HIPÓTESE

Diante do exposto na seção anterior, a pergunta de pesquisa desta dissertação
de mestrado pode ser resumida da seguinte forma: "É possível identificar períodos
pré-ictais com base em sinais cardíacos usando a topologia de rede neural pulsada?".
Para verificar isso, é necessário atentar-se aos conceitos de implementação de redes
neurais pulsadas, bem como extrair atributos do sinal cardíaco que contribuem para a
identificação de períodos pré-ictais. Além disso, é importante avaliar seu desempenho
comparadas às redes neurais clássicas existentes na literatura.

Como hipótese da pesquisa, sugere-se que, mesmo com o grande avanço
computacional, principalmente, nas áreas de Machine Learning para classificação e
processamento de sinais biológicos, os padrões de redes neurais clássicas para a
detecção precoce de crises epilépticas apresentam algumas desvantagens. Além de
não serem as únicas ferramentas para a identificação dos eventos, essas desvantagens
estão relacionadas à capacidade de incorporar a inteligência de processamento em
tempo real em circuitos portáteis e de uso comum por parte da população. Isso ocorre
porque demandam uma infraestrutura de borda ou capacidade de processamento
elevado (IFTIKHAR et al., 2023).

O uso da solução com redes neurais pulsadas apresenta, além de proporcio-
nar a facilidade de transcrição software-hardware, a plausabilidade biológica. Essa
característica refere-se à capacidade de representar e se aproximar da descrição e
funcionamento do sistema nervoso humano. Isso é necessário para casos onde ve-
nham a ser implementadas circuitos implantáveis e chips neuromórficos específicos
para atingir os resultados de tamanha acurácia e sensibilidade que uma rede neural
clássica apresenta.
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Além disso, considerando o caso de uso onde a rede neural pulsada desenvol-
vida seria embarcada/aplicada a um sistema de aprendizado de máquina personali-
zado, isto é, para cada paciente da base de dados, seria comum considerar previsíveis
dificuldades quanto à generalização do sistema de aprendizado de máquina. No en-
tanto, como mencionado nos artigos (FUTOMA et al., 2020; FINLAYSON et al., 2021),
a generalização dos dados, quando não analisada em seu campo de aplicação clínica,
pode trazer algumas ameaças na área da saúde, especialmente no que diz respeito
às diversas formas e diferenças de taxa de aquisição dos equipamentos utilizados na
obtenção dos dados, bem como variações demográficas, genotípicas e fenotípicas dos
pacientes analisados.

A generalização pode ser entendida como uma ação que consiste em estender
os resultados de algo específico à maioria dos casos. É importante notar que, no
contexto das crises epilépticas, existem inúmeras variações e características da doença
que se manifestam de forma individual. Mesmo para um mesmo indivíduo, sabe-se
que nenhum evento biológico é idêntico ao outro, portanto, existe uma generalização
em relação aos sinais vitais. No entanto, é sabido que há uma dificuldade em alcançar
a universalidade dos casos, percebida principalmente pela individualidade de cada
paciente. Essa dificuldade pode ser observada na presença de pacientes que são,
por exemplo, refratários aos diversos medicamentos anticonvulsivos disponíveis e aos
tratamentos alternativos para a epilepsia (PERUCCA et al., 2023; WIRRELL et al.,
2022; LÖSCHER et al., 2020).

Desse modo, para aplicações da metodologia proposta em sistemas que com-
preende estimuladores VNS sob demanda, optou-se, em uma primeira instância, pela
análise individual da base de dados para cada paciente. Uma vez que o contexto de
aplicação é diferente do contexto de treino, não se pode assegurar que o desempenho
será o mesmo para todos os casos. Portanto, a rede neural pulsada foi avaliada e
testada para cada paciente na tentativa de averiguar o seu desempenho de forma
isolada.

1.2 OBJETIVOS

1.2.1 Objetivo Geral

O objetivo desta dissertação é estudar a viabilidade da aplicação de redes
neurais pulsadas para detectar eventos epilépticos utilizando apenas o sinal cardíaco
como fonte de entrada, além de verificar seu desempenho em diferentes casos clínicos
de epilepsia, em pacientes variados, por meio da análise das métricas de avaliação.
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1.2.2 Objetivos Específicos

• Realizar uma revisão bibliográfica sobre as técnicas para a classificação de
eventos epilépticos (pré-ictais, ictais e interictais);

• Investigar e utilizar bases de dados com atributos já extraídos do sinal car-
díaco que contribuam para a identificação de eventos epilépticos;

• Utilizar abordagens baseadas em redes neurais pulsadas para a classifica-
ção de eventos e validar as inferências por meio de métricas de avaliação
abordadas na literatura;

• Realizar simulação comparativa para o consumo de energia da solução em
diferentes hardwares;

• Verificar a validade da hipótese de utilizar a topologia de redes neurais pul-
sadas para a problemática em questão.

1.3 ESTRUTURA DO TRABALHO

Este trabalho foi estruturado da seguinte forma:
• Capítulo 1: No capítulo “Introdução” é apresentado uma breve contextualiza-

ção sobre epilepsia, bem como a problemática com relação ao uso de redes
neurais clássicas quando comparadas às redes neurais pulsadas. É dado
uma breve motivação do estudo, contemplando uma aplicação prática do uso
de SNN para a identificação de crises epilépticas em pacientes refratários,
valendo-se do uso de sinais cardíacos.

• Capítulo 2: No capítulo “Referencial teórico” é descrito brevemente o conheci-
mento necessário para o entendimento do trabalho, relatando a teoria sobre
epilepsia, sistema cardiovascular e sua integração com a epilepsia, redes
neurais pulsadas e ferramentas de desenvolvimento.

• Capítulo 3: No capítulo “Materiais e Métodos” é descrita a metodologia utili-
zada no trabalho, bem como, os passos realizados para o desenvolvimento
da rede neural pulsada convertida a partir de uma rede neural clássica, con-
templando suas características e demais detalhamentos técnicos.

• Capítulo 4: No capítulo “Resultados e discussões” é relatado os resultados
obtidos com a implementação da rede neural pulsada na tentativa de de-
monstrar sua contribuição para o estado da arte.

• Capítulo 5: No capítulo “Conclusão e considerações finais” relata-se o desfe-
cho do trabalho em suas áreas de abrangência, bem como, a descrição de
estudos futuros relatando sobre melhorias técnicas e as principais dificulda-
des e problemas encontrados durante a execução do trabalho.
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2 REFERENCIAL TEÓRICO

Nesta seção são tratados os principais entendimentos, conceitos e referências
teóricas acerca do desenvolvimento de uma rede neural pulsada para a identificação
de crises epilépticas tomando como base de entrada os sinais cardíacos.

2.1 SISTEMA CARDIOVASCULAR E EPILEPSIA

2.1.1 Epilepsia e crises epilépticas

A epilepsia é um termo que sofreu várias definições, classificações ao longo dos
anos e descobertas clínicas (WALTER, 2020). Atualmente é considerada uma doença
se atender pelo menos uma das seguintes ocorrências: (i) duas ou mais crises não
provocadas com mais de 24h de intervalo, ou (ii) uma única crise provocada em uma
pessoa que apresente risco de 60% de ter outra crise nos próximos 10 anos, ou (iii)
apresente diagnóstico de síndrome epiléptica. Fisiologicamente, a doença pode ser
vista como uma alteração súbita, ou ainda, um distúrbio neurológico crônico caracteri-
zado por uma atividade elétrica excessiva e/ou sincrônica de qualquer parte ou de todo
o sistema nervoso central (SNC) (KANDEL et al., 2021; JR.; PEDLEY, 2008; GUYTON;
HALL, 2006).

As definições de epilepsia e crises epilépticas são distintas, é possível que in-
divíduos tenham crises epilépticas mas não apresente epilepsia. As crises epilépticas,
são caracterizadas por grupos de distúrbios recorrentes ocorridos ao longo do tempo,
ou ainda, fenômenos transitórios de sinais e/ou sintomas causados por uma atividade
neuronal anormal, geralmente com duração inferior a 2 minutos. A crise ou ataque
epiléptico varia em intensidade, duração, apresentação clínica e podem afetar a cons-
ciência, o comportamento, a atividade sensorial e motora de um indivíduo (KANDEL
et al., 2021; SCHMIDT; SCHACHTER, 2000).

As crises epilépticas têm sido classificadas clinicamente em duas categorias
principais, focal ou generalizada, com base no seu início. As crises focais/parciais são
aquelas nas quais as primeiras manifestações clínicas e eletroencefalográficas indicam
uma ativação de uma região limitada a uma parte de um hemisfério cerebral, podendo
progredir para áreas adjacentes e até generalizar secundariamente. Apresentam sin-
tomas motores, sensoriais, autonômicos ou psiquiátricos, geralmente sem perda de
consciência. As crises focais sem comprometimento da consciência são definidas
como parciais simples e as que comprometem como parciais complexas (WALTER,
2020; CONITEC, 2019).

As crises generalizadas são aquelas nas quais as primeiras manifestações
clínicas e eletroencefalográficas indicam um envolvimento de ambos os hemisférios ce-
rebrais. Podem gerar manifestações motoras bilaterais, envolvendo contraturas tônicas



Capítulo 2. Referencial Teórico 19

(sustentadas), mioclônicas (rápidas), clônicas (contração intercalada com relaxamento)
e tônico-clônicas (contração tônica acompanhada da contração clônica). Além disso,
podendo causar curtos períodos de perda de consciência (crise de ausência no qual o
individuo permanece com olhar vago, sem contato verbal), automatismos (como piscar
de olhos repetidamente), fraqueza muscular, entre outras manifestações (WALTER,
2020; CONITEC, 2019). Na imagem abaixo, é possível visualizar de forma resumida
as classificações adotadas pela Liga Internacional do Combate à Epilepsia (ILAE)
definidas em 2017:

Figura 1 – Classificação ILAE 2017 de Tipos de Convulsões Versão Básica.

Fonte: Traduzido de (FISHER et al., 2017).

Na Figura 2, é possível verificar todos os períodos de uma crise epiléptica,
observados sobre o sinal de eletrocardiograma (ECG). As crises epilépticas são seg-
mentadas por períodos bem definidos, sendo o período ictal definido como aquele
correspondente à crise; o período pós-ictal compreende as manifestações ao término
da crise; períodos interictais compreendem intervalo entre o término do período pós-
ictal e que antecede a próxima crise; e, por último, o período pré-ictal, demarca o
momento imediatamente anterior ao período de crise.

O diagnóstico da epilepsia é feito com base na história clínica do paciente,
investigando a ocorrência de eventos antecedentes, histórico familiar, idade em que
se iniciou a crise, descrição semiológica das crises, exames físicos e neurológicos
detalhados e demais exames complementares como a ressonância magnética e EEG,
que registra a atividade elétrica cerebral (PACK, 2019; CONITEC, 2019). Além disso,
é importante entender se o indivíduo apresentou o que chamam de "Aura Epiléptica",
que nada mais é que uma manifestação focal consciente de aviso prévio antes de
ocorrer a crise. Algumas pessoas a descrevem como uma sensação de déjà vu; cheiro
ou sabor incomum; sensação súbita de medo ou alegria; distúrbios visuais; sensação
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de dormência ou formigamento; entre outras manifestações (CAPRARA et al., 2023;
ES, 2023).

Figura 2 – Períodos de crise epiléptica vistos pelo sinal de ECG.

Fonte: Retirado de (SILVA et al., 2024).

O tratamento da epilepsia geralmente envolve o uso de medicamentos antie-
pilépticos, que ajudam a controlar as crises e a reduzir os sintomas. O mecanismo
de ação dos fármacos buscam aumentar a atividade sináptica inibitória e diminuir a
atividade sináptica excitatória, controlando a excitabilidade da membrana neuronal e a
permeabilidade iônica. Farmacologicamente, quadros clínicos de epilepsia apresenta
deficit na quantidade da base neuroquímica GABA (mediador químico inibitório) e ex-
cesso na quantidade de Glutamato (mediador químico excitatório), ou seja, há um
desequilíbrio entre essas bases o que contribui para a hiperexcitabilidade neuronal,
característica das crises epilépticas (OLIVEIRA et al., 2022; KANDEL et al., 2021).

Contudo, mesmo com a disponibilidade de fármacos, há casos clínicos que
pacientes continuam a apresentar eventos de crises epilépticas ou efeitos secundários
dos fármacos (sendo caracterizados como pacientes refratários). Quando o tratamento
medicamentoso não é eficaz, existem outras abordagens de tratamento. Será foco
dessa dissertação a explicação da terapia de estimulação do nervo vago.

O tratamento alternativo de estimulação do nervo vago (VNS) pela técnica de
neuromodulação é um procedimento cirúrgico que consiste em implantar no tórax
do paciente um pequeno dispositivo do tipo marcapasso, gerador de pulsos que faz
conexão por meio de tunelização subcutânea aos eletrodos que fornecem estimulação
moderada ao nervo vago posicionado do lado esquerdo do pescoço. O eletrodo fica
sob a pele e transmite sinais de pulsos intermitentes, o que ativa diversas áreas do
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cérebro associadas a crises epilépticas. As configurações dos pulsos e monitoramento
da bateria são feitas por telemetria. (SIMPSON et al., 2022; ALI, 2018).

Com o objetivo de reduzir os efeitos crônicos na demanda específica de aten-
dimento domiciliar, foi proposta uma tecnologia complementar ao monitoramento exis-
tente. Desenvolveu-se, então, um estimulador em forma de pulseira magnética, que
deve ser utilizada quando se percebe a Aura Epiléptica ou quando uma testemunha
ou cuidador reconhece a ocorrência de uma crise em suas fases iniciais (TOFFA et al.,
2020). Embora a solução tenha como objetivo contribuir, ela não realiza a detecção
automática da crise, sendo necessário que um terceiro ou o próprio paciente perceba
a ocorrência. Na Figura 3, é apresentada a ilustração da terapia de eletroestimulação
do nervo vago (VNS), assim como a pulseira magnética que complementa o monitora-
mento.

Figura 3 – Ilustração da terapia de eletroestimulação VNS.

Fonte: Adaptado de (CONITEC, 2018).

2.1.2 Sistema cardiovascular e sua relação com a Epilepsia

Para entender a relação que existe do sistema cardiovascular com a epilepsia,
primeiro é importante entender princípios básicos da neurofisiologia humana. O sis-
tema nervoso autônomo (SNA), responsável pelo controle involuntário das funções
corporais, é segmentado em dois ramos: o sistema nervoso simpático e o parassimpá-
tico. O sistema nervoso simpático é o responsável pelas respostas fisiológicas durante
uma situação de perigo ou estresse, preparando o corpo para a ação de luta/fuga.
Já o sistema parassimpático reforça as atividades que restauram a homeostase do
organismo, permitindo que o corpo descanse e se recupere. (SILVERTHORN, 2017;
JR.; PEDLEY, 2008; DAM; GRAM, 1991)
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Na Figura 4, é demonstrado o panorama geral da divisão do sistema nervoso
autônomo, em especial, evidenciando as atuações do nervo vago em diversos sis-
temas, com ênfase, no sistema cardiovascular para reduzir a frequência cardíaca e
atividade contrátil do coração. Este nervo contém a maioria das fibras parassimpáticas,
sendo a ação parassimpática geralmente referenciada como atividade do nervo vago
(SILVERTHORN, 2017; CLIFFORD, 2002).

Figura 4 – Divisão do Sistema Nervoso Autônomo.

Fonte: Adaptado de (SILVERTHORN, 2017).

Diversos fenômenos clínicos manifestados pelas crises são mediados pelo SNA.
A manifestação mais comum do sistema cardiovascular durante o período ictal é a
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taquicardia (aumento da frequência cardíaca) e hipertensão arterial, estando presente
na maioria dos tipos de crises epilépticas (SEVCENCU; STRUIJK, 2010; ULUDAG;
TUMER; SENER, 2023). Há relatos de pacientes que, durante o período ictal, sofrem
bradicardia (diminuição da frequência cardíaca), no entanto, isso está normalmente
associado a uma crise do lobo temporal esquerdo. Essas alterações cardiovasculares
têm sido amplamente estudadas em função de ocorrências da conhecida Morte Súbita
e Inesperada na Epilepsia (SUDEP) para a qual ainda não há uma explicação clara
dos fatores causais (MAZZOLA; RHEIMS, 2021).

Assim, a terapia de neuromodulação VNS tem como foco principal aumentar a
atividade do sistema nervoso parassimpático, ajudando a reduzir a frequência cardíaca
durante eventos de crises epilépticas. A estimulação do nervo vago atua como um mo-
dulador das respostas do sistema autônomo, sendo possível programá-la por meio de
sistemas que incorporam técnicas de inteligência artificial e aprendizado de máquina
para agir na previsão de crises. Uma das abordagens estudadas para viabilizar essa
tecnologia é a utilização da Variabilidade da Frequência Cardíaca (VFC) na previsão
de crises epilépticas (SILVA et al., 2024; FERNANDES et al., 2023; ONG et al., 2022;
PAVEI, 2018).

A VFC pode ser definida como a variação do intervalo de tempo entre dois bati-
mentos cardíacos consecutivos (SCHAFFER; GINSBERG, 2017). Em pacientes com
crises epilépticas, ela está associada a valores reduzidos, sugerindo uma predominân-
cia do sistema simpático sobre o parassimpático. Essa relação fisiológica possibilita
análises sobre o sinal de ECG a fim de extrair parâmetros ou atributos que possam co-
laborar para a predição destas crises. Nesse sentido, a VFC se mostra um importante
biomarcador de disfunção autonômica em relação à epilepsia. Os atributos extraídos
da VFC, que são considerados nesta dissertação, serão detalhados na seção 3.

2.2 REDES NEURAIS PULSADAS (SNN)

Nesta seção serão descritos os conceitos, características e ferramentas para a
implementação de redes neurais pulsadas.

2.2.1 Conceitos, características e aplicações

As redes neurais são modeladas a partir da dinâmica do cérebro humano e
representam uma abordagem inspirada na complexidade e interconexão dos neurônios
do sistema nervoso, sendo essas estruturas representadas de forma computacional. As
estruturas têm a capacidade de aprender padrões, realizar tarefas complexas, detectar
e predizer eventos, entre outras ações, ditando a evolução da transformação digital na
área da Inteligência Artificial e Machine Learning (CHOI et al., 2020; PRIETON et al.,
2016).
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Em termos gerais, os modelos de redes neurais podem ser divididos em três
gerações. Na figura 5, é ilustrado a comparação das 3 gerações de redes neurais,
elucidando o modelo matemático dos neurônios, transmissão da informação e como
se arquitetam em termos de redes neurais. A primeira geração de rede neural é ca-
racterizada pelas redes neurais com neurônios simples do tipo Multilayer Perceptron,
que apresentam como valor de saída uma variável binária. A segunda geração, a mais
usual, utiliza neurônios artificiais como unidades de processamento, que aplicam uma
função contínua como função de ativação para realizar o processamento de entrada
e saída em valores numéricos reais. As redes neurais pulsadas (conhecidas como
Spiking Neural Network - SNN) fazem parte da 3ª geração do escopo de redes neurais.
Elas se baseiam na comunicação entre neurônios por meio de atividade de pulsos
discretos biologicamente plausíveis como unidades básicas de computação, denomi-
nados spikes ou neurônios de pico. Comparadas aos modelos da 1ª e 2ª geração, elas
são caracterizadas pela sua eficiência energética e dinâmica de codificação temporal,
podendo se aproximar da descrição e funcionamento do sistema nervoso humano
(plausabilidade biológica) com mais precisão (SHIRSAVAR; VAHABIE; DEHAQANI,
2023; SORBARO et al., 2020; WANG; LIN; DANG, 2020).

Figura 5 – Resumo comparativo das 3 gerações de redes neurais.

Fonte: Retirado de (WANG; LIN; DANG, 2020).

Funcionalmente, o que as distinguem de redes neurais convencionais é a abor-
dagem de propagação da informação, que se assemelha ao comportamento de uma
rede neural biológica. A ação do neurônio de pico está diretamente relacionada ao
potencial de membrana e ao limiar de ativação. Os neurônios da rede somente são
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disparados se o potencial de membrana do neurônio anterior atingir o limiar de ati-
vação necessário. Um sinal de pico é transmitido ao próximo neurônio através de
uma sinapse, e um grande número de neurônios colabora para formar uma rede de
aprendizado (YAMAZAKI et al., 2022; ZHANG et al., 2021).

Vários modelos de neurônios foram projetados na tentativa de descrever as fun-
cionalidades dos neurônios biológicos como um modelo computacional, entre os mais
populares, destacam-se: Hodgkin-Huxley (HH), Integrate and Fire (IF), Leaky Integrate
and Fire (LIF), Izhikevich e Spiking Rectified Linear (GASPARINATOU; MATZAKOS;
VLAMOS, 2023; SANAULLAH et al., 2023; TAVANAEI et al., 2019). Na lista abaixo são
descritos os modelos utilizados na avaliação das redes neurais pulsadas consideradas
nesta dissertação.

• LIF: Modelo em que a corrente de entrada é integrada ao longo do tempo
até que o potencial de membrana atinja um limiar, momento em que dispara
um pulso de saída (Integrate and Fire / integra e dispara). O modelo LIF
incorpora um termo de “Leaky / vazamento” para representar o comporta-
mento biológico de difusão iônica através da membrana quando a célula
não atinge um equilíbrio. Esse modelo apresenta baixo custo computacio-
nal, tornando-o amplamente utilizado em ambientes de simulação, embora
sua simplicidade possa comprometer representações de fenômenos mais
complexos (POTTELBERGH; SEPULCHRE, 2018; DUTTA et al., 2017).

• Izhikevich: Diferente do modelo LIF, o modelo proposto por Izhikevich ofe-
rece uma representação biológica mais realista, isto é, maior plausabilidade
biológica. O modelo emprega um conjunto de equações diferenciais para
simular as dinâmicas dos neurônios, levando em consideração o processo
de excitação e inibição das correntes iônicas (IZHIKEVICH, 2003).

• Spiking Rectified Linear: Este modelo é uma variante do modelo LIF. Ao
invés de disparar um pulso quando atinge um limiar, é produzido uma saída
proporcional à entrada positiva, introduzindo uma não-linearidade por meio
de uma função retificadora. Em termos práticos é uma transcrição da função
ReLU tradicional com dinâmica spiking (STANOJEVIC et al., 2022).

Além desses modelos de neurônios, dois parâmetros firing rates (taxa de dis-
paro) e synapses (sinapses) são importantes para a compreensão e modelagem das
redes neurais pulsadas. O primeiro (firing rates) refere-se a frequência com que os
neurônios emitem pulsos em um determinado período de tempo. Do ponto de vista
de precisão, taxas de disparo mais altas são geralmente melhores, pois permitem
uma transmissão de informações mais rápida e com maior resolução. Do ponto de
vista de modelagem biológica, a escolha da taxa de disparo reflete o sistema neu-
ral representado, porém há um custo de energia para cado pico gerado, por isso se
faz importante equilibrar precisão e custo computacional. Na computação neuromór-



Capítulo 2. Referencial Teórico 26

fica também existem custos associados para cada pico gerado. Os custos exatos,
dependem da arquitetura da rede, levando em consideração critérios de roteamento
(PEREZ-NIEVES; GOODMAN, 2023; YAMAZAKI et al., 2022).

O segundo parâmetro se refere às conexões entre os neurônios, representando
as sinapses. Nele, são inclusas as informações sobre o peso da conexão entre os
neurônios, que influencia na força da transmissão do sinal entre eles. Por padrão o
valor utilizado em uma sinapse é mapeado na constante de tempo de um filtro passa-
baixa (com decaimento exponencial) que é então simulado para filtrar a informação
passada de um neurônio pré-sináptico para o pós-sináptico (WANG; LIN; DANG, 2020;
TAVANAEI et al., 2019).

2.2.2 Ferramenta Nengo aplicada a redes neurais pulsadas

Uma das ferramentas que vem sendo amplamente utilizada na implementação
de SNN é o Nengo1 (um ecossistema de bibliotecas de alto nível, código aberto e
escrita em linguagem Python) projetada para desenvolver, modelar, simular, validar e
visualizar a arquitetura das redes neurais pulsadas (SHARMA; AUBIN; ELIASMITH,
2016; BEKOLAY et al., 2014). Conforme a Figura 6, o ecossistema Nengo permite
que o modelo criado funcione de forma escalável sendo possível sua integração em
diversas plataformas de hardware.

Figura 6 – Arquitetura do Ecossistema Nengo.

Fonte: Retirado de (NENGO, 2023).

1 Nengo: https://www.nengo.ai/

https://www.nengo.ai/
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Abaixo é apresentado um resumo explicativo dos principais sub-módulos per-
tencentes ao ecossistema Nengo:

• NengoGUI 2: é uma ferramenta interativa de construção e visualização de
modelos criados com Nengo. É baseada em navegador web permitindo ver a
estrutura do modelo, traçar atividade de picos, representações decodificadas
e alterar as entradas em tempo real enquanto o modelo está em execução.
Esta ferramenta é bastante útil para a familiarização com os conceitos de
SNN de forma didática. Na Figura 7, é demonstrado um exemplo de uso
da plataforma para representar uma rede especialista em inibir o complexo
QRS do sinal de ECG.

Figura 7 – Utilização de SNN para processamento do sinal cardíaco.

Fonte: Próprio Autor.

• NengoCore3: é um módulo que permite estruturar de forma abstraída re-
des neurais pulsadas, incluindo cinco principais objetos Nengo (Ensemble,
Node, Connection, Probe e Network ), permitindo a simulação dos modelos
de forma facilitada.

- Ensemble: representa um grupo de neurônios;

- Node: fornece entradas não neurais para objetos Nengo podendo reali-
zar cálculos arbitrários com a finalidade de controlar a simulação;

- Connection: representa a conexão unidirecional entre dois objetos, si-
mulando a sinapse entre neurônios.

- Probe: sonda que coleta os dados da simulação;

- Network : representa a rede como um todo sendo formada por conjuntos
de neurônios, nós, conexões e outras redes.

2 NengoGUI: https://github.com/nengo/nengo-gui
3 NengoCore: https://github.com/nengo/nengo

https://github.com/nengo/nengo-gui
https://github.com/nengo/nengo
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• NengoDL4: é uma ferramenta que simula modelos Nengo usando estrutura
subjacente da biblioteca do Tensorflow 5 para treinar e otimizar parâmetros
do modelo da rede neural. Ela também oferece a capacidade de converter
modelos clássicos em redes neurais pulsadas (RASMUSSEN, 2018).

• NengoLoihi6: executa modelos em hardwares neuromórficos Loihi da Intel,
oferecendo a possibilidade de simular a rede em núcleos de neurônios Loihi
antes de serem executados em hardwares reais.

• NengoFPGA7: é uma extensão do Nengo que permite que partes da rede
sejam executadas em um hardware FPGA na busca de maior desempenho
e eficiência.

Neste trabalho, utilizou-se principalmente a biblioteca NengoDL para converter
a rede neural clássica em rede neural pulsada. Um fato importante a se destacar é
que quando se utiliza esta biblioteca, o sinal de entrada da rede não precisa estar
necessariamente em formato de pulsos, como o esperado no formato convencional de
uma rede neural pulsada. O NengoDL é projetado para converter modelos de redes
neurais clássicas baseadas em valores contínuos, em redes neurais pulsadas (SNN)
sem que o usuário precise modificar explicitamente a entrada para spikes. A conversão
é realizada internamente durante o processo de compilação.

2.3 ESTADO DA ARTE

Nesta seção, serão descritos alguns trabalhos correlatos referentes ao estado
da arte no que diz respeito às investigações de redes neurais pulsadas no uso da
detecção de períodos pré-ictais com base em sinais cardíacos. Para obter artigos que
representassem o estado da arte, foi realizada uma pesquisa de escopo sistematizada
em três plataformas diferentes, a saber: PubMed®, IEEE Xplore® e Science Direct®,
definindo os principais termos de busca nas plataformas como sendo #1, #2, #3 e #4,
conforme mostrado na Tabela 1.

Utilizando o método de combinação matemática simples, foram avaliadas, para
cada chave, as quantidades de artigos disponíveis em cada plataforma. Ao final da
busca de escopo, considerando todas as combinações possíveis, a busca #15 repre-
senta nosso principal interesse (pois contempla todos os termo-chaves), não encon-
trando nenhum trabalho que atendesse ao escopo pretendido com os termos-chave
prescritos nas plataformas PubMed® e IEEE Xplore®. Porém, na plataforma Science
Direct®, apenas 3 trabalhos se enquadravam no escopo, sendo eles (XIAOXUE et al.,
4 NengoDL: https://github.com/nengo/nengo-dl
5 Tensorflow: https://www.tensorflow.org/
6 NengoLoihi: https://github.com/nengo/nengo-loihi
7 NengoFPGA: https://github.com/nengo/nengo-fpga

https://github.com/nengo/nengo-dl
https://www.tensorflow.org/
https://github.com/nengo/nengo-loihi
https://github.com/nengo/nengo-fpga
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2023), (ACHARYA et al., 2018) e (CHERIAN; KANAGA, 2022). Analisando os trabalhos
encontrados, constatou-se que nenhum deles aborda efetivamente escopos semelhan-
tes ao estado da arte desejado, evidenciando assim a ausência de pesquisas nesse
tema quando se trata especificamente da aplicação de redes neurais pulsadas para a
identificação de períodos pré-crises.

Tabela 1 – Termos-chave para a busca sistematizada de artigos nas plataformas

Busca Termos (como é inserido na plataforma de busca) # Artigos PubMed # Artigos IEEE Xplore # Artigos Science Direct
#1 "Epilepsy" 178.930 4.958 218.958
#2 "Spiking Neural Network" 920 2.043 1.992
#3 "Heart Rate Variability"OR "HRV"OR "ECG"OR "EKG"OR "Electrocardiogram" 58.695 20.872 395.102
#4 "Preictal"OR "Pre-ictal" 822 280 2.495
#5 #1 AND #2 10 8 107
#6 #1 AND #3 509 164 15.427
#7 #1 AND #4 663 248 2.231
#8 #2 AND #3 4 18 104
#9 #2 AND #4 0 0 14

#10 #3 AND #4 35 25 514
#11 #1 AND #2 AND #3 0 0 22
#12 #1 AND #2 AND #4 0 0 12
#13 #1 AND #3 AND #4 61 17 282
#14 #2 AND #3 AND #4 1 0 74
#15 #1 AND #2 AND #3 AND #4 0 0 3

Fonte: Próprio Autor.

No entanto, na tentativa de buscar uma contextualização mais generalista do
que já tem sido estudado e, de certa forma, contribuído para o entendimento do tema,
foram pesquisados alguns trabalhos (desenvolvidos previamente neste programa de
pós-graduação) que fazem referência aos principais aspectos que sustentam a con-
tinuidade desta dissertação: o uso do sinal cardíaco e, consequentemente, da VFC
como biomarcador para a detecção pré-ictal de crises epilépticas, bem como o estudo
de outras topologias clássicas de redes neurais para o problema em questão.

O primeiro trabalho, intitulado "Desenvolvimento de metodologia para a detec-
ção pré-ictal de crises epilépticas utilizando biomarcadores derivados da Variabilidade
da Frequência Cardíaca", realizado por (PAVEI, 2018), apresenta uma abordagem ino-
vadora para detectar crises epilépticas antes de ocorrerem, utilizando a variabilidade
da frequência cardíaca como biomarcador. A metodologia desenvolvida envolve a aná-
lise de dados de frequência cardíaca de pacientes com história de crises epilépticas,
procurando por padrões de variabilidade que possam indicar a iminência de uma crise.
Os resultados demonstram que a detecção pré-ictal de crises epilépticas utilizando bi-
omarcadores cardíacos é possível e promete melhorar significativamente a qualidade
de vida de pacientes com epilepsia, permitindo intervenções mais eficazes.

O segundo trabalho, escrito por (SILVA et al., 2024), trata da comparação de di-
ferentes classificadores para prever períodos pré-ictais em crises epilépticas com base
na variabilidade da frequência cardíaca. Foram realizadas análises sobre os dados de
VFC de pacientes com epilepsia e aplicados vários algoritmos de aprendizado de má-
quina, incluindo Máquinas de Vetores de Suporte, Redes Neurais Artificiais e Árvores
de Decisão. Os resultados mostraram que os classificadores baseados em Máquinas
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de Vetores de Suporte e Redes Neurais Artificiais apresentaram melhor desempenho
na previsão de crises epilépticas, com taxas de precisão, sensibilidade e especifici-
dade superiores a 97%. Esses achados sugerem que a VFC pode ser uma ferramenta
útil para a detecção precoce de crises epilépticas e que a escolha do classificador
adequado é crucial para o desenvolvimento de sistemas de alerta eficazes.

Desse modo, a principal contribuição desta dissertação é preencher uma lacuna
no estado da arte, trazendo informações sobre o estudo de aplicações de redes neurais
pulsadas no contexto de detecção de períodos pré-ictais, utilizando apenas o sinal
cardíaco (ECG) como fonte de entrada.

Uma das razões da dificuldade de se encontrar trabalhos neste escopo se justi-
fica porque muitos dos estudos na literatura se preocupam somente em identificar os
períodos ictais (períodos durante a crise), não se atentando ao fato de que identificar
períodos antes da ocorrência da crise epiléptica é de suma importância também, princi-
palmente a nível de aplicação. Quando considerado um sistema de alerta que tem por
objetivo ajudar o paciente a se precaver com relação às crises, mesmo que existam sis-
temas que identificam períodos ictais e apresentam alta taxa de acerto em relação ao
seu desempenho, basta um falso negativo para que a vida do paciente seja colocada
em risco. Portanto, muitas vezes seria preferível ter falsos positivos não em situações
ictais, mas principalmente em períodos pré-ictais. A terapia de neuromodulação por
VNS permite esse tipo de abordagem, uma vez que funciona em tempo contínuo e
não apresenta efeitos negativos ao paciente caso seja ativada em eventos de falsos
positivos.
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3 MATERIAIS E MÉTODOS

Nesta seção, é apresentada a metodologia empregada no desenvolvimento
da tecnologia de detecção de eventos epilépticos. De maneira geral, também são
abordadas a arquitetura e modelagem de desenvolvimento, detalhando as etapas do
projeto. Isso inclui a aquisição de dados, a extração dos atributos, a descrição da
arquitetura e do processo de conversão da SNN, o treinamento da rede neural e
os critérios utilizados para avaliação de desempenho. Além disso, são discutidas as
características e especificações que complementam o desenvolvimento.

Este estudo pode ser caracterizado como uma pesquisa de natureza aplicada
por propor a resolução de problemas específicos do mundo real, se concentrando na
aplicação prática do conhecimento existente (SEVERINO, 2018). Com relação aos ob-
jetivos, é uma pesquisa do tipo exploratória descritiva, pelo fato de proporcionar maior
familiaridade com a questão do problema, com vistas a torná-lo mais explícito, princi-
palmente, quando se há pouco conhecimento sobre o tema abordado (MARCONI; LA-
KATOS, 2021; GIL, 2017). Apresenta uma abordagem quali-quantitativa, combinando
métodos qualitativos e quantitativos para obter uma compreensão mais abrangente do
estudo. Os aspectos subjetivos são caracterizados pela análise qualitativa buscando
compreender o fenômeno do estudo, enquanto os aspectos quantitativos sustentam-
se em análises estatísticas para analisar dados numéricos e identificar padrões e/ou
correlações importantes.

Com a metodologia definida, é crucial compreender como foi modelada a ar-
quitetura de desenvolvimento deste estudo. Este trabalho integra uma sequência de
pesquisas anteriores, sendo, em termos gerais, uma continuação do legado científico
de (PAVEI, 2018) e de (SILVA et al., 2024). O primeiro trabalho (tese de doutorado)
demonstra a viabilidade de detecção de crises epilépticas usando o sinal cardíaco, em-
pregando biomarcadores derivados da variabilidade da frequência cardíaca. Enquanto
o segundo trabalho (tese de doutorado) projetou o front-end (circuito integrado) para
a aquisição e detecção de batimentos cardíacos, bem como a viabilidade de predizer
períodos ictais e pré-ictais com redes neurais clássicas. A contribuição da presente
dissertação, é demonstrar a viabilidade de detectar períodos pré-ictais aplicando redes
neurais pulsadas, trazendo como motivação o desenvolvimento futuro de hardware
neuromórfico implantável para o tratamento de epilepsia.

A Figura 8 apresenta um resumo que inclui elementos essenciais para repro-
duzir o sistema personalizado de detecção de crises epilépticas com base em sinais
cardíacos estudados nesta dissertação. Indivíduos que manifestem eventos de crise
devem ser monitorados por sensores ECG, como smartwatches, coletes ECG, loopers
ECG implantáveis, para fornecer dados do sinal cardíaco ao sistema de detecção. A
proposta sugere a integração do hardware neuromórfico ao dispositivo estimulador
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do nervo vago, composto pelo front-end (detector de picos RR) e pela rede neural
pulsada. Com os dados coletados, é possível detectar períodos pré-ictais, utilizando
atributos extraídos da Variabilidade da Frequência Cardíaca, e acionar o estimulador
para gerar pulsos sob demanda apenas quando há iminência de ocorrer um evento de
crise epiléptica. É importante ressaltar que a área de maior ênfase e interesse neste
trabalho está demarcada por um quadrado azul, como indicado abaixo.

Figura 8 – Proposta do sistema de detecção de crises epilépticas.

Fonte: Próprio Autor.

3.1 ETAPA 01 - AQUISIÇÃO DOS DADOS

A primeira etapa da metodologia consiste em obter o banco de dados para ser
utilizado como entrada da rede neural pulsada. O conjunto de dados de entrada foi
fornecido por trabalhos anteriores (SILVA et al., 2024) e foi construído a partir de três
bancos de dados públicos consolidados na área de pesquisa científica, todos dispo-
nibilizados pela PhysioNet (GOLDBERGER et al., 2000). Com base nesses datasets,
foram selecionados 36 pacientes, obtendo gravações dos períodos interictais, pré-ictais
e ictais. Cada paciente apresenta um padrão de comportamento relacionado a eventos
epilépticos. Ao todo, são concentrados 365.229 segundos de períodos de gravação
(o equivalente a 101.45 horas), dos quais 350.735 segundos são períodos interictais
(normais 1), 8.829 são períodos pré-ictais e 5.665 são períodos ictais. A seguir, são
descritos os bancos de dados utilizados:
1 Na construção do dataset de entrada, os períodos pós-ictais foram considerados como interictais, a

fim de simplificar o modelo de saída da rede neural pulsada para apenas 3 classes
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1. Post-Ictal Heart Rate Oscillations in Partial Epilepsy2: Este dataset consiste
em dados de oscilações transitórias (de baixa frequência) no sinal cardíaco
(ECG) após episódios epiléticos parciais. Os sinais de ECG foram amostra-
dos a 200 Hz. Todas as pacientes eram mulheres com idades entre 31 e
48 anos, não apresentando evidências clínicas de doença cardíaca, porém,
apresentavam crises parciais com ou sem generalização secundária de fo-
cos frontais ou temporais. Ao todo foi possível obter gravações de 11 crises
parciais (AL-AWEEL et al., 1999).

2. Siena Scalp EEG Database3: Este conjunto de dados foram coletados pela
Unidade de Neurologia e Neurofisiologia da Universidade de Siena, sendo
composto por 14 gravações de pacientes com epilepsia focal. Do total de
pacientes, 9 são homens (com idades entre 36 e 71 anos) e 5 mulheres (com
idades entre 20 e 58 anos). Os indivíduos foram monitorados com Vídeo-
EEG com taxa de amostragem de 512 Hz. Além disso, o banco de dados
disponibiliza informações importantes para cada paciente, como a idade,
sexo, tipo da crise, número de crises, localização, lateralização e os horários
de início e término da gravação, bem como os horários das convulsões
(DETTI; VATTI; LARA, 2020).

3. MIT-BIH Arrhythmia Database4: É um banco de dados de arritmia cardíaca,
não contendo sinais com crises, úteis para complementar o dataset gerado
quanto a alarmes falsos. Ele consiste na coleta de dados de 47 pacientes,
sendo 25 homens (com idades entre 32 e 89 anos) e 22 mulheres (com
idades entre 23 e 89 anos). Os dados foram amostrados a uma frequência
de 360 Hz e selecionados de uma população mista de pacientes internados
e ambulatoriais do Hospital Beth Israel de Boston (MOODY; MARK, 2001).

A base de dados construída consiste, essencialmente, em extrair atributos de
um sinal de ECG observados (em minutos) durante as crises epilépticas, identificando
os períodos correspondentes. Dos sinais de ECG contidos nos bancos de dados lis-
tados acima, são extraídos os atributos que correspondem à entrada da rede neural
pulsada (Media RR, CSIm, AT). Como saída da rede, foram rotulados os períodos
de crise (interictais, pré-ictais, ictais) para cada instante observado. Para efeito de
visualização, segue abaixo o modelo representativo da base de dados utilizada:

2 Post-Ictal Heart Rate Oscillations in Partial Epilepsy: https://www.physionet.org/content/szdb/1.0.0/
3 Siena Scalp EEG Database: https://physionet.org/content/siena-scalp-eeg/1.0.0/
4 MIT-BIH Arrhythmia Database: https://physionet.org/content/mitdb/1.0.0/

https://www.physionet.org/content/szdb/1.0.0/
https://physionet.org/content/siena-scalp-eeg/1.0.0/
https://physionet.org/content/mitdb/1.0.0/
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Tabela 2 – Base de Dados construída para a SNN.

Entrada SNN Saída SNN
Paciente Intervalo [min] Media RR [ms] CSIm [a.u] AT [a.u] Crise

1 1.00 0.92 0.04 0.08 interictal
1 1.01 0.92 0.04 0.08 interictal
1 1.02 0.93 0.04 0.07 interictal
...

...
...

...
...

...
1 39.45 0.96 0.04 0.03 interictal
2 1.00 0.00 0.80 0.98 pré-ictal
2 1.01 0.01 0.80 0.98 pré-ictal
2 1.02 0.01 0.81 0.98 pré-ictal
...

...
...

...
...

...
2 34.22 0.62 0.20 0.48 interictal
...

...
...

...
...

...
36 1.00 0.66 0.04 0.02 interictal
36 1.01 0.66 0.04 0.02 interictal
36 1.02 0.66 0.04 0.02 interictal
...

...
...

...
...

...
36 231.05 0.63 0.07 0.02 interictal

Fonte: Próprio Autor.

3.2 ETAPA 02 - EXTRAÇÃO DOS ATRIBUTOS

Como demonstrado na Tabela 2, a base de dados disponibilizada já contemplava
os atributos derivados da Variabilidade da Frequência Cardíaca extraídos do sinal de
ECG, sendo eles: Media RR, CSIm e AT. Estes atributos foram escolhidos com base
no método de análise da matriz de correlação apresentado no trabalho de (SILVA et al.,
2024). Sabe-se que existe uma infinidade de atributos derivados da VFC que podem
ser extraídos sobre o domínio do tempo e da frequência, utilizando técnicas lineares e
não lineares (TIWARI et al., 2021; PAVEI, 2018; SCHAFFER; GINSBERG, 2017). No
entanto, nesta seção, serão descritos apenas os atributos utilizados como entrada para
a rede neural pulsada:

1. Média dos Intervalos RR (Media RR): É extraída no domínio do tempo uma
média aritmética dos intervalos normais entre os batimentos cardíacos con-
secutivos, ou ainda, complexos R consecutivos de um eletrocardiograma.
Os batimentos ectópicos, ou seja, batimentos anormais são removidos utili-
zando a técnica de threshold, eliminando outliers da base média do sinal de
ECG, uma vez que podem distorcer os resultados.

Media RR =
∑N

i=1 RRi
N

(1)
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Onde:

N : é a quantidade total de intervalos RR.

RRi : representa o i-ésimo intervalo RR da série temporal.

2. Índice Cardio Simpático Modificado (CSIm): É de natureza não linear e é uti-
lizado para avaliar a atividade do sistema nervoso autônomo, especialmente
a atividade do sistema nervoso simpático. Existem várias maneiras de se
obter este atributo, sendo uma das mais conhecidas através do gráfico de
dispersão de Poincaré, onde é plotado cada ponto de intervalo RR(n) sobre
o ponto do intervalo subsequente RR(n+1) (SATTI et al., 2019; BRENNAN;
PALANISWAMI; KAMEN, 2001).

Figura 9 – Exemplo gráfico de Poincaré.

Fonte: Próprio Autor.

Na Figura 9, é demonstrado um exemplo do gráfico de Poincaré. O CSIm
pode ser extraído pelo comprimento do eixo transversal (T) e pelo compri-
mento longitudinal (L). O primeiro correlaciona a predominância da atividade
parassimpática, enquanto o segundo comprimento representa ambos os sis-
temas: simpático e parassimpático. Segundo (TOICHI et al., 1997), os eixos
T e L são 4 vezes os desvios padrão de SD1 e SD2, respectivamente. A
fórmula para calcular o CSIm é dada por:
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CSIm =
L2

T
(2)

Onde:

T : Eixo Transversal.

L : Eixo Longitudinal.

3. Atividade de Hjorth (AT): É extraída no domínio do tempo e utilizada para ca-
racterizar as mudanças na atividade elétrica da série temporal RR, refletindo
a variância de amplitude do sinal ao longo do tempo. A fórmula para calcular
a Atividade de Hjorth (AT) é dada por:

AT = Var(f(t)) (3)

Sendo a variância (Var) da série temporal RR ou de qualquer conjunto de
dados X em função do tempo dada por:

Var(X ) =
1
N

N∑
i=1

(Xi – μ)2

Onde:

μ : a média dos intervalos RR.

Xi : o intervalo RR pertencente ao conjunto de dados analisados.

Como o sistema simpático tem a sua ativação vinculada aos momentos de
estresse (luta ou fuga), ele é predominantemente representado pelos períodos pré-
ictais e ictais (SILVERTHORN, 2017). Desse modo, foram selecionados parâmetros
que mais contribuem na representação desses períodos, uma vez que o objetivo da
dissertação é identificar eventos antes das crises ocorrerem.

Observando a Figura 10, o atributo da média RR é importante, pois, como
visto na seção 2.1.2, durante as crises epilépticas, podem ocorrer alterações nas
respostas cardiovasculares, como a taquicardia - isto é, batimento cardíaco acelerado,
refletindo no aumento da frequência cardíaca e, consequentemente, na redução do
valor médio dos intervalos RR (SILVA et al., 2024). Já os outros dois atributos, CSIm e
Atividade de Hjorth, o primeiro eleva o termo da atividade simpática, então representa
melhor quando há um período pré-ictal, baseado-se na dispersão dos intervalos RR.
E, por último, o índice AT indica a variância dos batimentos cardíacos, sendo ambos
importantes para representar o ramo simpático do sistema nervoso autônomo.
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Figura 10 – Extração de Atributos retirados do Sinal Cardíaco.

Fonte: Próprio Autor.

3.3 ETAPA 03 - ARQUITETURA E PROCESSO DE CONVERSÃO DA SNN

Nesta seção, é demonstrada a arquitetura da rede, assim como o método utili-
zado para a conversão de uma rede neural clássica em rede neural pulsada. Tendo em
vista os modelos clássicos de redes neurais já pré-simulados nos trabalhos anteriores
adotou-se como fonte primária a conversão da rede neural artificial (RNA) descrita no
trabalho de (SILVA et al., 2024) em uma arquitetura SNN. A arquitetura da rede neural
utilizada pode ser vista na Figura 11.

De modo geral, a rede neural é composta por uma arquitetura sequencial conec-
tando uma camada à outra, totalizando 6 camadas. A primeira camada é formada pelo
conjunto de entrada composto pelos três atributos extraídos da VFC (Media RR, CSIm
e AT). A segunda camada (densa) possui 128 neurônios com função de ativação ReLU
e restrição nos pesos, através da aplicação da função maxnorm. Em seguida, ela está
conectada a uma camada de dropout a qual ajuda a evitar o problema de overfitting
e contribui no aprendizado de maneira mais robusta. Neste caso, como seu valor é
zero, não influenciaria retirá-la da estrutura da rede, uma vez que constitui desabilitar
a atividade de todos os neurônios. Porém, foi mantida na expectativa de não alterar a
configuração da rede utilizada como referência de implementação e possibilitar uma
análise futura em outros trabalhos de alterações de valores do dropout. A quarta ca-
mada (densa) possui 64 neurônios, seguindo as mesmas configurações da segunda
camada. A quinta, também uma camada densa, possui 3 neurônios com uma função
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de ativação softmax, que tem como função normalizar as saídas para formar uma
distribuição de probabilidade sobre as classes de interesse.

Figura 11 – Arquitetura da Rede Neural Pulsada.

Fonte: Próprio Autor.

Além disso, foi adicionada uma camada de normalização após a quinta camada
(chamada de Batch Normalization - LBN), com a definição do parâmetro "momen-
tum". Este parâmetro controla a contribuição estatística passadas na normalização,
indicando que uma grande parte da estatística anterior será levada em consideração,
o que ajuda a manter uma média e variância mais estáveis durante o treinamento. A
normalização em lote é uma técnica que contribui para normalizar os dados de entrada
da camada, tornando-os com média zero e variância unitária, o que ajuda a estabilizar
e acelerar o treinamento da rede (IOFFE; SZEGEDY, 2015).

Após compreender os detalhes da arquitetura da rede, com o auxílio da fer-
ramenta NengoDL foi realizada a conversão da rede clássica para uma rede neural
pulsada, oferecendo a flexibilidade da tradução. Por padrão, o conversor utiliza o mo-
delo Keras sem características spiking em um modelo Nengo com comportamentos
spiking, permitindo o usuário simular redes utilizando a estrutura computacional do
Tensorflow (RASMUSSEN, 2018). Para efetuar a conversão, basta instanciar um mo-
delo Keras e, em seguida, passá-lo para o conversor, conforme exemplificado no trecho
de código da Figura 12.
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Figura 12 – Demonstração da Conversão RNA-SNN.

1 # Funcao para instanciar um modelo Keras
2 def create_model ():
3
4 global layer1 , layer2 , layer3 , layer4 , layerLBN
5
6 layer1 = tf.keras.layers.Dense (128, input_dim =3, activation=’relu’,

kernel_constraint=maxnorm (1), name="layer1")
7 layer2 = tf.keras.layers.Dropout(dropout_rate =0, name="layer2")
8 layer3 = tf.keras.layers.Dense(64, activation=’relu’, kernel_constraint=

maxnorm (1), name="layer3")
9 layer4 = tf.keras.layers.Dense(3, activation=’softmax ’, name="layer4")

10 layerLBN = tf.keras.layers.BatchNormalization(momentum =0.99)
11
12 model = Sequential ([layer1 , layer2 , layer3 , layer4 , layerLBN ])
13
14 # Necessario compilar o modelo com o otimizador e a funcao de perda
15 model.compile(optimizer=’adam’, loss=[’categorical_crossentropy ’], metrics

=[’accuracy ’])
16
17 return model
18
19 # Passando o modelo para o conversor NengoDL Converter
20 model = create_model ()
21 converter = nengo_dl.Converter(model)

Fonte: Próprio Autor.

É relevante salientar que o modelo convertido não apresenta características
spiking, isto é, na função nengo_dl.Converter(model), nenhum argumento reflete o
comportamento de uma rede neural pulsada, somente a arquitetura do modelo a ser
convertido. O fluxo de trabalho utilizado para a correta conversão de uma rede neural
clássica em uma SNN pode ser resumido em 4 passos, sendo eles: (i) criar/instanciar
o modelo Keras no Tensorflow; (ii) treinar o modelo usando a função de ajuste (fit)
do Tensorflow; (iii) utilizar o conversor NengoDL no modelo treinado previamente; (iv)
executar o simulador NengoDL na rede convertida. Repetir os passos (iii) e (iv) variando
os parâmetros desejados até obter o resultado esperado.

Nesta etapa, é importante atentar-se ao procedimento de conversão. Por li-
mitação da ferramenta, algumas características de redes neurais convencionais não
podem ser representadas (em sua totalidade) pela biblioteca de conversão. Entre elas,
enquadram-se as camadas de Dropout e Batch Normalization. Além disso, a biblio-
teca também não consegue representar as características de softmax e maxNorm das
camadas remanescentes. Desse modo, a biblioteca assume todos os aspectos não
convertidos como um TensorNode, isto é, como um elemento clássico, caracterizando
a rede como híbrida (características pulsadas e clássicas). Para este trabalho, foi con-
siderada plausível esta limitação em função da escolha da biblioteca de conversão, o
que não inviabiliza a metodologia de estudo da aplicação das redes neurais pulsadas
aqui proposta.
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3.4 ETAPA 04 - TREINAMENTO E SELEÇÃO DO MODELO SNN

Uma vez definida a descrição do banco de dados, a extração dos atributos, a
arquitetura da rede e entendido o método de conversão, resta compreender como
foi implementado o método de aprendizado e seleção do melhor modelo de SNN.
Para cada paciente, a base de dados foi dividida em 80% para treinamento e os
20% restantes para teste, representando dados novos e, portanto, não vistos pelo
modelo. Da porcentagem reservada para treinamento, uma subdivisão adicional foi
feita, alocando 80% para treino e 20% para validação. Isso possibilita a comparação de
diferentes modelos e hiperparâmetros. A técnica de aprendizado de máquina utilizado
é o treinamento supervisionado.

Durante o treinamento foi empregada a técnica de validação cruzada k-fold
(cross-validation). Essa abordagem auxilia a mitigar os efeitos de overfitting, permitindo
que o modelo seja avaliado em diferentes subconjuntos de dados, evitando que ele se
ajuste excessivamente a um conjunto específico de dados de treinamento. Além disso,
colabora para evitar cenários nos quais o modelo se especialize na previsão da classe
majoritária, negligenciando as classes minoritárias (LÓPEZ, O. A. M.; LÓPEZ, A. M.;
CROSSA, 2022; WARDHANI et al., 2019). Isso é de suma importância, visto que a
base de dados utilizada apresenta uma quantidade de períodos interictais (normais)
superior aos períodos pré-ictais e ictais.

No método de validação cruzada, o conjunto de dados é segmentado aleato-
riamente em k grupos distintos de tamanhos aproximadamente iguais (neste caso,
escolheu-se k-fold = 5). Em cada iteração, um desses subgrupos é designado como
dados de validação, enquanto os demais são utilizados como dados de treinamento. O
modelo é ajustado k vezes, cada vez utilizando uma partição diferente como conjunto
de validação e as (k-1) restantes partições como conjuntos de treinamento. Ao final,
calcula-se a média aritmética das métricas de desempenho obtidas em cada iteração.
Na Figura 13 é possível visualizar o funcionamento desse método.

Na implementação da rede neural pulsada, foi necessário selecionar os hiper-
parâmetros que proporcionam uma convergência mais adequada para cada caso de
uso. Os três primeiros hiperparâmetros, weight-constraint, dropout-rate e batch-size,
foram pré-configurados como valores constantes conforme demonstrado na Tabela
3. Esses hiperparâmetros não foram variados com a intenção de manter as mesmas
configurações da rede neural clássica utilizada no trabalho anterior de (SILVA et al.,
2024). A estratégia adotada foi variar apenas aqueles que apresentam características
intrínsecas às redes neurais pulsadas.

O weight-constraint refere-se à escala numérica dos pesos da rede, sendo
especialmente útil para regularizá-la. Já o dropout-rate se enquadra na função de ati-
var/desativar a fração de neurônios durante o treinamento. Ter um valor nulo significa
que todos os neurônios serão utilizados durante o treinamento, ou seja, não serão des-



Capítulo 3. Materiais e Métodos 41

considerados do sistema. O hiperparâmetro batch-size é responsável por segmentar
os dados em pequenos lotes, que são processados a cada iteração do treinamento, e
seu valor impacta diretamente na memória e velocidade de treino.

Figura 13 – Funcionamento do método Cross-validation para k-fold = 5.

Fonte: Próprio Autor.

Utilizou-se como métrica de avaliação na fase de treinamento a função F1-Score
(ela se mostrou melhor para casos de dados desbalanceados) e a função de perda
Sparse Categorical Cross Entropy, bastante utilizada em problemas multiclasses. No
trabalho de (FOLLMANN, 2023) é mostrado que ao variar o hiperparâmetro otimizador
não traz muitas vantagens de desempenho para a rede SNN, desse modo foi adotado
o uso do otimizador Adam na configuração da rede.

Para encontrar os hiperparâmetros que mais bem se adequam à fase de treina-
mento individual, foi utilizada a técnica de Random Search associada à de Grid Search.
Essa técnica consiste em avaliar todas as combinações possíveis dos hiperparâmetros
dentro de um espaço de busca, retornando valores de forma mais eficiente e asser-
tiva. No Random Search foram variados apenas os hiperparâmetros que poderiam
ter efeitos diretos no comportamento da rede SNN, como o número de épocas (epo-
chs), função de ativação, taxa de disparo (firing-rates), sinapse (synapse) e taxa de
aprendizado (learning-rate). Para avaliar a função de ativação (activation-function) foi
utilizado o método de busca em grade (Grid Search), pois consiste em um conjunto
finito de opções. Os intervalos definidos para cada hiperparâmetro estão apresentados
na Tabela 3. Essa abordagem híbrida é extremamente interessante quando o espaço
de busca é grande e a busca exaustiva é impraticável, pois aproveita a eficiência do
método Random Search e, ao mesmo tempo, garante uma avaliação mais ampla dos
hiperparâmetros de interesse por meio do Grid Search.
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Ao todo, foram realizados 64 treinamentos para cada fold da validação cruzada,
resultando em 320 iterações para cada paciente. Para conduzir esse procedimento,
utilizou-se o recurso de HParams do TensorBoard 5. (uma ferramenta de visualiza-
ção do Tensorflow) que permite a organização e visualização dos hiperparâmetros
utilizados durante o treinamento do modelo. Após a aplicação do método para cada
paciente e com o auxílio dessa ferramenta de visualização, foi designado como o me-
lhor conjunto de hiperparâmetros aquele que atendeu ao critério de maior valor de
desempenho (F1-Score) retornado pelo método. Dessa forma, na seção de resultados,
é possível consultar a Tabela 4 com os melhores hiperparâmetros encontrados para
cada paciente da base de dados.

Tabela 3 – Hiperparâmetros da Rede SNN.

Hiperparâmetros Constantes

weight-constraint 5
dropout-rate 0
batch-size 100

Hiperparâmetros Variáveis

epochs (100 - 200)
(activation-function LIF, Izhikevich, Spiking Rectified Linear)

firing-rates (2 - 5)
synapse (0.001 - 0.005)

learning-rate (0.001 - 0.010)
Fonte: Próprio Autor.

Após compreender como os hiperparâmetros são escolhidos para cada paciente
da base de dados, foram incorporadas na estrutura de conversão da rede as carac-
terísticas spiking correspondentes à função de ativação, firing-rates e synapse. Foi
criada uma função que abstrai todo o procedimento de treinamento da rede, chamada
de run_train(). Durante o treinamento, a função realiza avaliações antes e depois do
treinamento, calcula métricas e exibe gráficos das curvas de Perda e F1-Score, e salva
os parâmetros do treinamento. Os resultados e métricas são registrados para análise
posterior. Conforme observado, a conversão do modelo ocorre por meio do método
nengo_dl.Converter(), e o treinamento é executado utilizando o nengo_dl.Simulator().

Por fim, é utilizado o conjunto de teste para avaliar o modelo previamente trei-
nado com os hiperparâmetros ótimos encontrados. Desse modo, foi criada uma função
run_predict() que é responsável por fornecer estatísticas detalhadas sobre as previ-
sões do modelo, incluindo os índices de verdadeiros positivos, verdadeiros negativos,
falsos positivos e falsos negativos. Essas estatísticas são fundamentais para avaliar o
desempenho e performance do modelo na detecção de períodos epilépticos. A função
5 Tensorboard: https://www.tensorflow.org/tensorboard

https://www.tensorflow.org/tensorboard
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também calcula e exibe as métricas de desempenho, como acurácia, matriz de con-
fusão, sensibilidade, especificidade, entre outras. Para mais detalhes sobre o código
implementado consultar material disponibilizado no rodapé 6.

6 Código completo disponibilizado em plataforma GitHub: https://github.com/vzanoon/

https://github.com/vzanoon/SNN-for-Epileptic-Seizures-.git


44

4 RESULTADOS E DISCUSSÕES

Este estudo sobre a aplicação da SNN para a classificação de estágios de
crise em pacientes epilépticos compreende a análise descritiva da base de dados,
otimização dos hiperparâmetros e definição da arquitetura de camadas, em especial,
o efeito de uma camada de normalização. Também são discutidos nesta seção a
avaliação do desempenho para o caso de uso que envolve a aplicação de aprendizado
personalizado da rede neural pulsada para cada paciente da base de dados.

4.1 ANÁLISE DA BASE DE DADOS

A base de dados utilizada consiste em gravações de períodos interictais, pré-
ictais, ictais de 36 pacientes. Cada paciente apresenta um padrão de comportamento
relacionado a eventos epilépticos. Ao todo, se concentra 365.229 segundos de pe-
ríodos de gravação (o equivalente à 101.45 horas), dos quais 350.735 segundos são
períodos interictais (normais), 8.829 são períodos pré-ictais e 5.665 são períodos ictais.
Na Figura 14, é possível verificar a distribuição geral da base de dados dos pacientes.
Os dados foram normalizados para uma escala comum, preservando as diferenças
nos intervalos de valores e integridade das informações. Esse procedimento é crucial
ao modelar dados para algoritmos de classificação, pois previne a propagação de
valores espúrios pelas camadas da rede, evitando o acúmulo de gradientes de erro
que poderiam tornar o processo de treinamento instável (SOLORZANO et al., 2023;
SINGH, D.; SINGH, B., 2020).

Figura 14 – Visualização Geral da Base de Dados (normalizados).

Fonte: Próprio Autor.
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Como mencionado na seção 3.2, foram extraídos a partir da Variabilidade de
Frequência Cardíaca, três atributos para a classificação de períodos epilépticos, sendo
eles: (i) média dos intervalos RR, (ii) atividade de Hjorth (AT) e (iii) índice cardio simpá-
tico modificado (CSIm). Para entender a correlação dessas variáveis durante o evento
de crise, foi selecionado o primeiro paciente da base dados (P1) para efeitos de de-
monstração/explicação.

Analisando a Figura 15, é possível identificar que quando o paciente não está
na iminência de um evento pré-crise, isto é, está no período interictal (região amarela
- esquerda), o atributo (i) à qual se refere a média dos intervalos RR permanece em
seu valor médio, e os atributos (ii) e (iii) permanecem sem grandes alterações, em uma
linha de base semelhante. Olhando para o gráfico de períodos observados, quando
o paciente entra em processo de pré-crise (região azul - esquerda), já se percebe
uma diminuição da média dos intervalos RR, isto é, um aumento da variabilidade da
frequência cardíaca, e também um aumento considerável da atividade de Hjorth e do
índice cardio simpático. Após o período de crise (região azul - direita), os índices AT
e CSIm reduzem, refletindo uma regulação dos sistemas nervoso e cardíaco, respec-
tivamente. E, por fim, após a crise (região amarela - direita), os atributos (i), (ii) e (iii)
voltam para seu estado inicial.

É importante destacar, que antes do paciente entrar em processo de crise, já
se percebe uma alteração nos padrões fisiológicos do indivíduo, confirmando que é
possível se antever e possibilitar o uso de atuadores, por exemplo, o estimulador do
nervo vago para a reestabilização do sistema simpático e parassimpático.

Figura 15 – Exemplo de sinais na iminência de um evento pré-crise - Paciente 01.

Fonte: Próprio Autor.

Outra importante análise a ser feita em toda a base de pacientes é sobre a
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correlação que existe entre os atributos utilizados para o modelo de classificação. Con-
ferindo a Figura 16, é possível notar que o atributo MédiaRR possui baixa correlação
com os demais, porém ele representa uma grande importância, pois reflete o comporta-
mento da Variabilidade de Frequência Cardíaca durante eventos de crises epilépticas.
Enquanto isso, os atributos CSIm e AT apresentam uma alta similaridade na correlação.
Isso, por ventura, poderia induzir a uma exclusão desses atributos por apresentarem
matematicamente uma correlação. No entanto, é importante entender que eles estão
associados a diferentes atividades fisiológicas do corpo humano: um está focado em
obter informações do sistema nervoso simpático e como ele está relacionado à re-
gulação cardiovascular (CSIm), e a outro atributo (AT) está vinculado à obtenção de
características da dinâmica/mudanças dos sinais ao longo do tempo, especialmente as
relacionadas à regulação do sistema nervoso, atributo bastante utilizado em métodos
baseados em análise de sinais do eletroencefalograma.

Figura 16 – Correlação das Métricas.

Fonte: Próprio Autor.

4.2 ANÁLISE DOS HIPERPARÂMETROS DA SNN

Com a aplicação do método híbrido de Random Search e Grid Search para cada
paciente e utilizando como critério de seleção o maior valor médio de desempenho
retornado pelo método, obteve-se a Tabela 4. Analisando a Tabela, é possível afirmar
que 36% dos casos adequaram-se melhor à função de ativação Spiking Rectified
Linear, inclinando o resultado para a função definida no trabalho de (SILVA et al.,
2024), o qual teve como melhor hiperparâmetro utilizado em sua RNA clássica a
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função de ativação Rectified Linear (ReLU). Ou seja, mesmo com técnicas diferentes
de implementação, há algumas semelhanças e detalhes técnicos que a rede neural
pulsada apresenta em relação a uma rede neural clássica, considerando o problema
de identificação de períodos de crises epilépticas, além da sua facilitada integração
em arquiteturas pré-existentes por ser uma extensão do modelo popular da função de
ativação ReLU.

Tabela 4 – Hiperparâmetros utilizados na rede SNN.

Paciente amostras (min) epochs activation-function firing-rates synapse learning-rate tempo_sim

1 39,45 200 LIF 5 0,001 0,001 02:32:00
2 34,22 100 Spiking Rectified Linear 5 0,001 0,010 01:54:00
3 37,49 100 LIF 5 0,001 0,001 01:55:00
4 31,02 200 Spiking Rectified Linear 2 0,005 0,001 01:45:00
5 150,05 200 Spiking Rectified Linear 5 0,001 0,010 02:48:00
6 121,54 200 Spiking Rectified Linear 2 0,001 0,001 05:18:00
7 78,08 100 Izhikevich 5 0,005 0,001 04:09:00
8 156,15 200 LIF 5 0,001 0,001 05:37:00
9 206,20 100 LIF 5 0,005 0,010 06:06:00
10 132,20 200 Izhikevich 5 0,005 0,010 05:10:00
11 113,05 200 LIF 5 0,005 0,001 05:06:00
12 206,20 200 Izhikevich 5 0,001 0,010 06:23:00
13 132,20 200 Izhikevich 2 0,001 0,010 05:25:00
14 113,05 200 LIF 5 0,005 0,001 05:02:00
15 520,08 100 Izhikevich 2 0,005 0,001 12:06:00
16 133,13 100 Spiking Rectified Linear 5 0,005 0,010 05:32:00
17 130,25 200 Izhikevich 2 0,001 0,001 05:25:00
18 138,34 200 Izhikevich 5 0,005 0,010 05:34:00
19 141,13 200 LIF 5 0,001 0,001 05:36:00
20 273,28 200 LIF 5 0,005 0,001 06:33:00
21 245,15 200 Spiking Rectified Linear 2 0,001 0,001 09:00:00
22 138,45 200 Spiking Rectified Linear 2 0,001 0,001 07:09:00
23 158,54 100 Spiking Rectified Linear 2 0,005 0,001 07:41:00
24 29,09 100 Spiking Rectified Linear 2 0,005 0,001 04:51:00
25 165,54 200 LIF 2 0,005 0,001 07:46:00
26 151,55 100 Izhikevich 5 0,001 0,001 07:27:00
27 151,12 100 Izhikevich 5 0,005 0,010 06:24:00
28 204,47 200 LIF 5 0,001 0,001 08:11:00
29 127,08 100 Izhikevich 5 0,001 0,001 05:55:00
30 148,45 200 LIF 5 0,005 0,001 06:28:00
31 695,55 200 Spiking Rectified Linear 5 0,005 0,001 18:55:00
32 240,00 200 Izhikevich 2 0,001 0,010 09:30:00
33 86,00 100 Izhikevich 5 0,001 0,001 05:16:00
34 206,00 100 Spiking Rectified Linear 5 0,001 0,010 08:16:00
35 222,00 100 Spiking Rectified Linear 2 0,005 0,010 08:40:00
36 231,05 100 Spiking Rectified Linear 5 0,005 0,010 05:38:00

Fonte: Próprio Autor.

Em segundo lugar, representando 33% do total de pacientes, o modelo que se
destacou também foi de Izhikevich. Este modelo é conhecido por sua versatilidade
no que diz respeito à capacidade de emular uma variedade de padrões de disparo
semelhantes aos neurônios do corpo humano, apresentando uma alta plausabilidade
biológica (IZHIKEVICH, 2003). Os demais pacientes representam 31% dos casos com
função de ativação modelo LIF. O neurônio é caracterizado por sua modelagem simpli-
ficada, o que populariza a sua escolha em ambientes de simulações (POTTELBERGH;
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SEPULCHRE, 2018).

4.3 ANÁLISE DA LAYER BATCH NORMALIZATION NO MODELO SNN

Conhecendo os melhores parâmetros para cada paciente, nesta etapa, é avali-
ada a influência da inclusão e exclusão da Layer Batch Normalization (LBN) no modelo
da SNN. A Layer Batch Normalization tem como principal função a normalização dos
dados e, consequentemente, a redução do deslocamento interno de covariáveis à
medida que os dados avançam entre as camadas (problema típico de explosão de
gradiente de erros). Matematicamente, a camada LBN força as pré-ativações dos
neurônios a terem média zero e desvio padrão unitário, garantindo sua padronização,
estabilidade e precisão na classificação (IOFFE; SZEGEDY, 2015).

Alguns autores vêm utilizando a LBN como estratégia de acelerar o processo
de treinamento e sustentar a suavidade do cenário de perdas, fornecendo gradientes
mais preditivos e bem comportados (LEDINAUSKAS et al., 2020; SANTURKAR et al.,
2018). No trabalho de (ZAMUDIO, 2023), por exemplo, fica evidente a contribuição que
a camada LBN trouxe ao modelo de previsão garantindo a convergência dos resultados
de uma rede neural pulsada.

Desse modo, com o intuito de investigar qual seria a melhor configuração de
posicionamento da camada LBN na arquitetura da SNN proposta, foi avaliado o seu
impacto sobre o desempenho da rede, variando a posição da camada de forma pro-
gressiva para o paciente 01. Na Figura 17 é possível identificar que o modelo com a
Layer Batch Normalization, localizada na última posição, é aquele que traz resultados
de convergência mais confiáveis, visto que a curva de perda (epoch-probe-loss) ao
passar das épocas de treinamento tende a um valor nulo, e a curva da métrica de
avaliação F1-Score (epoch-probe-f1-metric) se comporta de maneira mais suave, sem
muitas variâncias.

Nos demais casos, é percebido de modo geral que a curva de perda permanece
após o treinamento com um nível de erro constante (viés), de aproximadamente 0.56,
caracterizando uma não convergência e um possível overfitting (VALDENEGRO-TORO;
SABATELLI, 2022). Para o caso em que a camada LBN está entre a Layer 3 e Layer 4,
é percebida, após 25 épocas de treinamento, uma troca de acomodação da curva de
perda, não impactando na curva de desempenho da métrica F1-Score, mas também
não convergindo até o fim do treinamento.
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Figura 17 – Variação do posicionamento da camada Layer Batch Normalization.
.
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Fonte: Próprio autor.

Entendendo que a inclusão da camada LBN posterior à Layer de saída melhora
significativamente o desempenho de treinamento e reduz o erro ao longo das épocas,
seu impacto sobre o total de 36 pacientes foi avaliado. Todos apresentaram resultados
satisfatórios em relação ao seu desempenho, não havendo instabilidade na classifi-
cação após a inclusão da LBN. Na Figura 18, são demonstrados os resultados das
curvas de desempenho e perda referentes ao paciente 01 (treinamento e validação),
elucidando o impacto e as diferenças entre os casos de exclusão e inclusão da camada
LBN, respectivamente. As diversas curvas apresentadas representam as curvas de
treinamento e validação para todos os k-folds.

Sem a presença da camada LBN, a curva de perda (epoch-probe-loss) após os
processos de treinamento (train) e validação (val) permanecem com um viés constante
de erro, indicando uma divergência do sistema. Em contrapartida, ao incluir a camada
LBN, percebe-se (pela curva de perda) que ao fim dos processos de treinamento e
validação, o sistema converge, reduzindo o erro para próximo de zero após as épocas
de treinamento e validação. É Interessante notar também que, para o primeiro caso
(sem a presença da camada LBN), após a décima época, as curvas de treino ficam
consistentemente acima da curva de validação, indicando que o modelo está apren-
dendo demais aos detalhes específicos dos dados de treino e, como resultado, tem
dificuldades em generalizar para novos dados, como os dados de validação (overfit-
ting). Perceba que ao inserir a camada LBN, que tem como função regularizar este
cenário, ambas as curvas convergem, indicando que o sistema não apresenta mais
sobreajuste dos dados.

É interessante observar que, se não fosse feita uma análise paciente a paciente,
não se teria a informação sobre como a camada LBN influencia na predição dos
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resultados de forma individual. No caso em que a camada de Batch Normalization não
estava presente, apenas 2 pacientes conseguiram convergir seus resultados, porém de
forma equivocada, pois a curva de perda após o treinamento ser finalizado permanecia
em um viés constante de erro. Caso alguns tivessem apresentado uma convergência
condizente com relação às curvas de desempenho e perda, poderia ser estendido
a análise para correlacionar quais características do sinal de entrada, porventura,
estariam colaborando para que a rede não convergisse facilmente. Neste caso, seria
um problema de arquitetura e normalização dos dados.

Do ponto de vista analítico, é notável a contribuição da adição da camada LBN
ao modelo de rede neural pulsada proposto neste estudo para a identificação de
períodos epilépticos. Essa inclusão se revela essencial para a convergência do modelo
e viabilizar o aprendizado de máquina das SNNs.

Figura 18 – Curvas de Desempenho e Perda - Paciente 01 (k-folds).

a) Exclusão da Layer Batch Normalization.

b) Inclusão da Layer Batch Normalization.

Fonte: Próprio autor.

4.4 AVALIAÇÃO DE DESEMPENHO DA SNN

Com o objetivo de avaliar a rede neural pulsada proposta para os diferentes pe-
ríodos de uma crise, com ênfase em períodos pré-ictais, testou-se o seu desempenho
para todos os pacientes, configurando para cada um deles os parâmetros encontrados
na Tabela 4. Observando a Figura 19, é possível analisar com mais rigor o desempenho
dos resultados (curvas de treinamento e teste).
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Figura 19 – Avaliação de Desempenho da SNN para todos os Pacientes.

Paciente F1-Score (%) Loss

1 96,57 0,030
2 100,00 0,021
3 97,45 0,070
4 99,12 0,050
5 98,71 0,004
6 98,46 0,010
7 100,00 0,047
8 99,01 0,003
9 99,55 0,001

10 99,16 0,005
11 99,77 0,012
12 99,58 0,001
13 98,83 0,009
14 99,69 0,013
15 99,83 0,002
16 99,27 0,011
17 100,00 0,010
18 98,36 0,012
19 100,00 0,007
20 99,16 0,010
21 99,91 0,008
22 100,12 0,014
23 96,80 0,034
24 97,02 0,115
25 100,00 0,013
26 100,00 0,012
27 99,38 0,004
28 100,00 0,004
29 100,00 0,030
30 100,00 0,005
31 99,97 0,003
32 99,69 0,007
33 99,91 0,042
34 98,69 0,007
35 99,47 0,001
36 98,96 0,009

Fonte: Próprio Autor.

Para primeira análise, foram selecionados os pacientes que apresentam a maior
e menor quantidade de períodos observados para evidenciar seus resultados, res-
pectivamente. O paciente 04 (em laranja), com apenas 31 minutos de sinal coletado,
apresentou uma média de 99.12% de F1-Score e 0.050 de acomodação da curva de
loss após o treinamento. O paciente 31 (em azul), com 695 minutos de sinal coletado,
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apresentou uma média de 99.97% de F1-Score e 0.003 de acomodação da curva de
loss. Esses resultados mostram que, mesmo quando se tem uma parcela baixa de
amostras de entrada coletadas, os resultados ainda são satisfatórios. No entanto, é
valido ressaltar que quanto maior é a quantidade de períodos observados, melhor é
destacado o desempenho da rede neural pulsada, como é o caso do paciente 31.

Ademais, na tentativa de entender com maior propriedade os resultados, foi
selecionado o paciente 01 para analisar o motivo pelo qual apresentou o menor valor
médio de F1-Score (na etapa de treinamento da rede) e investigar como isso impacta
no sistema de identificação de períodos pré-ictais (na etapa das previsões do modelo).
Ao analisar a matriz de confusão presente na Tabela 5, observa-se que, dos 22 perío-
dos ictais, o sistema alcançou uma precisão de 95.65% e Recall de 100%, resultando
em um F1-Score 97.78%. O mesmo padrão ocorre para a identificação de períodos
interictais, com 426 instâncias de períodos observados, apresentando 100% para as
métricas de precisão e Recall, e consequentemente, F1-Score máximo.

Matriz de Confusão Ictal Interictal Pré-ictal
Ictal 22 0 0

Interictal 0 426 0
Pré-ictal 1 0 17

Desempenho da Rede Neural Pulsada Ictal Interictal Pré-ictal
Amostras Totais 22 426 18
Falsos Positivos (FP) 1 0 0
Falsos Negativos (FN) 0 0 1
Verdadeiros Positivos (VP) 22 426 17
Verdadeiros Negativos (VN) 443 40 448
Taxa de Verdadeiros Positivos (Recall) (TVP) 100,00% 100,00% 94,44%
Taxa de Verdadeiros Negativos (TVN) 99,77% 100,00% 100,00%
Valor Preditivo Positivo (Precision) (VPP) 95,65% 100,00% 100,00%
Valor Preditivo Negativo (VPN) 100,00% 100,00% 99,78%
Taxa de Falsos Positivos (TFP) 0,002% 0,00% 0,00%
Taxa de Falsos Negativos (TFN) 0,00% 0,00% 0,055%
Taxa de Descoberta Falsa (TDF) 0,04% 0,00% 0,00%
Taxa de Acertos (Acurácia) (ACC) 99,79% 100,00% 99,79%
Taxa de Acertos (F1-Score) (F1) 97,78% 100,00% 97,14%

Tabela 5 – Matriz de Confusão e Desempenho - Paciente 01

Para a identificação de períodos pré-ictais, interesse principal da pesquisa,
obteve-se uma precisão 100% e Recall de 94.44%, caracterizando um F1-Score de
97.14% para a identificação de períodos pré-crise. Ao comparar a métrica de acurá-
cia com os trabalhos de (SILVA et al., 2024; ZARRIN et al., 2020) que apresentaram,
respectivamente, os valores de 97.4% e 97.6%, os resultados apresentados na Tabela
5 mostram que, para o período pré-ictal, obteve-se uma taxa de acerto (Acurácia) de
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99.79%, ultrapassando as técnicas convencionais de implementação de redes neurais.
Esses resultados indicam que o modelo é altamente capaz de identificar corretamente
as diferentes classes, destacando seu desempenho robusto para cada paciente.

4.5 ANÁLISE DE CONSUMO DE ENERGIA DA SNN

Uma das principais razões para se utilizar redes neurais pulsadas é a possibi-
lidade de obter economias substanciais de energia em comparação com os métodos
convencionais. Portanto, é valioso poder estimar quanto de consumo energético teria
um modelo em diferentes hardwares, para que se tenha uma noção de como os di-
versos parâmetros do modelo e do dispositivo impactam no uso de energia antes de
avançar para uma implementação prática completa.

Estudos como o de (YANG, Y. et al., 2023) têm demonstrado que as SNNs
podem ser mais eficientes em termos de energia devido a algumas características ine-
rentes, como o processamento por eventos e o consumo de energia estática reduzido.
No entanto, a eficiência energética relativa das SNNs em comparação com as redes
neurais clássicas pode variar significativamente, dependendo das características espe-
cíficas do hardware utilizado para implementá-las (HOEPPNER et al., 2019; DAVIES
et al., 2018; DEGNAN; MARR; HASLER, 2016).

Desse modo, para avaliar quanto de consumo se tem para o modelo aqui im-
plementado foi realizada uma simulação simplificada utilizando a biblioteca auxiliar do
ecossistema Nengo (keras-spiking1) com o objetivo de obter a estimativa de energia do
modelo para diferentes dispositivos. A ferramenta fornece o consumo estimado levando
em conta o número de operações sinápticas e atualizações de neurônios. Matemati-
camente, o consumo total de energia pode ser descrito como a soma das energia de
cada camada que constituem a rede neural pulsada:

Etotal = ELayer1 + ELayer2 + ELayer3 + . . . + ELayerN (4)

Sendo a energia da camada N (ELayerN) dada pela soma das energias consu-
midas em cada conexão sináptica e neurônios:

ELayerN = Esyn + Eneu (5)

ELayerN = (Eop-syn ∗ Nsyn ∗ rate ∗ dt ∗ steps) + (Eop-neu ∗ Nneu ∗ steps) (6)
1 Keras-Spiking: https://www.nengo.ai/keras-spiking/examples/model-energy.html

https://www.nengo.ai/keras-spiking/examples/model-energy.html
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Onde:

Eop-syn : é a energia por operação sináptica.

Eop-neu : é a energia por neurônio.

Nsyn : é o número de conexões sinápticas na camada.

Nneu : é o número de neurônios na camada.

rate : é a média de frequência de disparos dos neurônios.

dt : é o período de simulação.

steps : representa a quantidade de time steps utilizada por classificação.

A biblioteca do ecossistema Nengo calcula em sua classe principal ModelE-
nergy estatísticas e estimativas de energia para dispositivos específicos. O argumento
principal que se passa para a classe é o modelo da rede que se quer avaliar, neste
caso, a rede neural pulsada. Entre os dispositivos disponíveis para a simulação se
enquadram: CPU (Intel i7-4960X), GPU (Nvidia GTX Titan Black), ARM (Cortex-A),
Loihi (Intel), SpiNNaker e SpiNNAker2. Os valores das estatísticas estimadas que com-
põem o cálculo da energia para cada dispositivo podem ser encontrados nos artigos
de (HOEPPNER et al., 2019; DAVIES et al., 2018; DEGNAN; MARR; HASLER, 2016;
FOLLMANN, 2023).

Para avaliação dos resultados da dissertação foram feitas as simulações em
dois hardwares neuromórficos (Loihi e SpiNNaker2), bem como em CPU e GPU, res-
pectivamente. Ao analisar os valores destacados em roxo (presentes na tabela 6)
observa-se que a simulação para os dispositivos CPU x Loihi diferem em consumo
de energia em até três ordens de grandeza, demonstrando sua alta performance em
dispositivos neuromórficos.

Consumo de Energia

Total Energia por Inferência [Joules/inf]

(CPU) 7.71e-05
(GPU) 2.69e-06
(Loihi) 1.58e-08

(SpiNNaker2) 4.27e-07

Tabela 6 – Consumo de Energia - Paciente 01

Desse modo, as simulações demonstram a possibilidade do uso de estimula-
dores do nervo vago sob demanda com mínimo gasto estimado de energia, principal-
mente no contexto da terapia por neuromodulação VNS em pacientes refratários.
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5 CONCLUSÃO E CONSIDERAÇÕES FINAIS

Nesta dissertação foi possível compreender, investigar e solucionar as variá-
veis envolvidas no estudo sobre a aplicação das redes neurais pulsadas em sistemas
personalizados para detecção de períodos pré-ictais com base em sinais cardíacos.
Os resultados alcançados evidenciam a eficácia da rede neural pulsada no reconhe-
cimento de eventos pré-crise, destacando seu potencial para aplicação em sistemas
de monitoramento e diagnóstico da epilepsia. Adicionalmente, a abordagem proposta
pode ser facilmente adaptada para outras aplicações que envolvam a análise de sinais
biológicos complexos, permitindo ajustes nos dados de entrada para a avaliação e
variação dos atributos e hiperparâmetros da rede neural pulsada.

Além disso, os resultados obtidos conduzem à conclusão de que utilizar a topo-
logia de SNN para identificar períodos pré-ictais traz uma contribuição para o problema
em questão, caracterizando uma oportunidade para a comunidade científica de explo-
rar melhor o tema. Acredita-se que, pelo fato da natureza deste trabalho derivar de
uma sequência de trabalhos pré-existentes, este estudo abrirá caminhos para o futuro
desenvolvimento de hardwares neuromórficos implantáveis, com perdas reduzidas de
performance em comparação aos sistemas clássicos de detecção de eventos pré-crise.

No âmbito das aplicações, assim como existe uma solução alternativa que esti-
mula a geração de pulsos no estimulador VNS através da pulseira magnética, o estudo
sobre o uso de redes neurais pulsadas para detectar períodos pré-ictais utilizando o
sinal cardíaco poderia complementar o propósito do estimulador do nervo vago em
pacientes refratários. Ao transcrever a rede em tecnologia de silício (chip) e embarcá-la
junto ao estimulador VNS, este geraria pulsos quando essencialmente fosse identifi-
cado um período pré-ictal, agindo sob demanda e de forma dedicada. Essa abordagem
impacta não só na automação da geração dos pulsos, mas também no aumento da
vida útil desses dispositivos, uma vez que não precisariam operar continuamente. Esse
impacto se estende às recorrentes cirurgias que, por ventura, são realizadas para a
troca de bateria, reduzindo os índices de sinistralidade para o sistema de saúde, por
exemplo.

Com vistas ao desenvolvimento de trabalhos futuros, o algoritmo poderá ser
aprimorado agregando novos atributos que possam contribuir para a predição dos pe-
ríodos pré-crises. A análise poderia ser auxiliada por técnicas de IA explicável, como
o uso do gráfico de SHAP, para avaliar e compreender a importância das variáveis,
independentemente da variação do cenário de entrada para cada paciente. Essa inves-
tigação proporcionaria maior sustentação para a incorporação de novas características
ao modelo de SNN.

Também seria de suma importância reavaliar o uso da biblioteca de conver-
são, trazendo como benefício uma rede totalmente pulsada ao invés de híbrida. Além
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disso, poderia ser avaliado a variabilidade da arquitetura da rede no que diz respeito a
quantidade de neurônios, camadas e demais características, possibilitando uma abran-
gência maior do entendimento de qual configuração de rede melhor se adéqua para
este problema utilizando a tecnologia de redes neurais pulsadas. Testes em uma base
de dados mais ampla e o desenvolvimento efetivo do hardware neuromórfico pode-
riam complementar o estudo, permitindo sua avaliação em ambientes de teste in vitro,
clínico e de campo.

Uma análise mais detalhada sobre a potência consumida em uma implementa-
ção prática seria importante de ser explorada em trabalhos futuros, visto que já existe
a implementação do front-end para a aquisição do sinal cardíaco e sua transforma-
ção em pulsos para a entrada da rede neural pulsada. Compreender como a solução
se comportaria na prática conduziria ao desenvolvimento de soluções otimizadas em
termos de consumo de energia, maximizando o potencial das SNNs em aplicações
embarcadas e de baixo consumo.
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