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RESUMO

O atual cenario do setor de edificagdes requer novas estratégias de eficiéncia energética, que
sejam capazes de identificar e proporcionar aos usuarios um ambiente confortavel segundo sua
percepcdo. A aprendizagem de maquina — método de analise de dados capaz de identificar
padrdes e realizar inferéncias € uma alternativa para identificacao das preferéncias dos usudrios
e controle dos sistemas das edificacdes, especialmente os de climatizagdo e iluminagdo. A
aprendizagem supervisionada ¢ a abordagem mais usada, pois permite classificar condi¢des
ambientais em termos de conforto. No entanto, ¢ importante identificar o algoritmo capaz de
realizar inferéncias mais assertivas e de se adaptar as variagdes de preferéncias dos usuarios das
edificagcdes ao longo do tempo. Neste sentido, o objetivo deste trabalho ¢ propor um método
para comparar o desempenho de diferentes algoritmos de aprendizagem supervisionada. O
método deve permitir a identificacdo do algoritmo mais adequado para ser usado em estudos de
sistemas de controle centrados no usudario. Para avaliar o desempenho dos algoritmos em
cenarios realistas, dados de ocupacao, iluminancia, temperatura, estado das aberturas e do
sistema de iluminacdo artificial foram coletados durante oito meses, entre junho de 2022 e
fevereiro de 2023, em um laboratério da Universidade Federal de Santa Catarina. Os dados
foram pré-processados e agrupados em subconjuntos de 1, 7, 15 e 30 dias. Cada subconjunto
foi utilizado no treinamento e teste dos algoritmos Decision Tree, k-Nearest Neighbors,
Multilayer Perceptron, Random Forest e Support Vector Machine, visando prever o estado do
sistema de iluminagdo. Os resultados foram comparados estatisticamente e os algoritmos foram
avaliados a partir do calculo da acuriacia, precisao e sensibilidade. Inicialmente, identificou-se
o subconjunto ideal (em quantidade de dias) para o funcionamento adequado de cada algoritmo.
Em seguida, os algoritmos foram comparados. A melhor configuragdo (algoritmo e quantidade
de dias) foi submetida a um processo de otimizacado. Posteriormente, simulou-se a atualizagao
diaria do conjunto de dados, a fim de avaliar o desempenho da configuragdo otimizada em um
cenario realistico. Para o cenario estudado, o melhor resultado foi obtido utilizando o k-Nearest
Neighbors e subconjuntos de 7 dias para treino. O algoritmo foi capaz de se adaptar as variagdes
observadas apos cada atualizacdo, mesmo com a substitui¢do completa do conjunto inicial de
dados. Ao final da andlise, acuracia, precisao e sensibilidade foram de 98%, em média. Por fim,
pode-se afirmar que o método proposto permitiu comparar e selecionar adequadamente o

algoritmo e o subconjunto ideal de dias para prever o estado do sistema de iluminagao artificial.

Palavras-chave: Aprendizagem de maquina, aprendizagem supervisionada, controle centrado

no usuario, inferéncia de conforto, conforto visual.



ABSTRACT

The current building sector scenario demands new energy efficiency strategies. They need to
be capable of identifying and assuring comfortable environments according to users’
perceptions. Machine learning — a method of data analysis capable of identifying patterns and
make predictions — is an alternative to identify users’ preferences and control lighting and
heating, ventilation and air-conditioning systems in buildings. Supervised learning is the most
common approach because it allows classifying environmental conditions in terms of comfort.
However, it is important to identify the algorithms’ capacity of making right predictions and
adapting to the change in the preferences of building users over time. This research aims to
present a method to assess different supervised learning algorithms. The method must allow the
identification of the most accurate algorithms to be used in studies of occupant centered control
systems. In order to assess algorithms’ performance in realistic scenarios, the following data
were collected: occupancy, illuminance, temperature, and the current state of openings and
artificial lighting system. Data were collected for eight months, between June 2022 and
February 2023 in a research laboratory of Federal University of Santa Catarina. They were pre-
processed and grouped in subsets within 1, 7, 15 and 30 days. Each subset was used in training
and testing the following algorithms: Decision Tree, k-Nearest Neighbors, Multilayer
Perceptron, Random Forest and Support Vector Machine, in order to predict the state of the
lighting system. The results were statistically compared and the performance of the algorithms
was assessed using each models’ accuracy, precision and recall. First, the ideal subset to each
algorithm (in number of days) was identified. In the next step, algorithms were compared. The
best configuration (algorithm and number of days) was submitted to an optimization process.
Then, the update of the subset was assessed, aiming to evaluate the optimized algorithm
working in a realistic scenario. For this case study, the best results were achieved using the k-
Nearest Neighbors and subsets within 7 days for training. The algorithm was able to adapt to
changes in users’ patterns and could reach a good performance even after total data substitution.
At the end of the analysis, accuracy, precision and recall remained around 98%, in average.
Finally, it is possible to affirm that the method proposed allowed to appropriately compare and

select the algorithm and the ideal subset to predict the state of the artificial lighting system.

Keywords: Machine learning, supervised learning, occupant centred control, comfort

inference, visual comfort.
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1. Introducao

O setor de edificagdes ¢ um grande consumidor de energia em ambito mundial. Entretanto, a
utilizacao de equipamentos eficientes e envoltorias adequadas tem permitido criar edificagdes
com baixo consumo energético. Porém, a medida que uma edificagdo se torna mais eficiente, o
impacto dos usuarios e suas a¢des sobre o consumo de energia tende a aumentar (IEA-EBC,
2018a). Neste sentido, o Anexo 79 da IEA (International Energy Agency) visa abordar a
incorporagdao de dados de ocupacdao e comportamento na fase de projeto e operacao da
edificacao (IEA-EBC, 2018b). Se as preferéncias dos usuarios forem incorporadas a edificagao
e seus sistemas, ¢ possivel adotar estratégias de eficiéncia energética que nao prejudiquem sua
condicdo de conforto (Heydarian et al., 2016; Khan; Kolarik, 2022).

O conforto ambiental depende da qualidade do ar e dos ambientes acustico, térmico ¢
visual. A busca pelo conforto térmico e visual ¢ um dos fatores que mais influenciam no
consumo de energia elétrica nas edificacdes (Sansaniwal et al., 2021). Neste sentido, os
pesquisadores t€ém buscado alternativas para reduzir o consumo de energia associado aos
sistemas de climatizagdo e iluminagdo, mantendo um ambiente adequado para a realizagdo das
atividades humanas (Li ef al, 2023b). Além do uso de equipamentos eficientes, uma das
propostas mais comuns ¢ a automacao destes sistemas, principalmente em ambientes nao
residenciais. No processo de automacao sao utilizados sistemas de controle, que consistem em
conjuntos de dispositivos que controlam o funcionamento de um equipamento ou de outros
sistemas (Nise, 2012).

Lopez-Lovillo et al. (2023) afirmam que a utilizagcdo de sistemas de controle nas
edificacdes € essencial para assegurar economia de energia e conforto aos usuarios. A
automagao do controle dos sistemas requer a determinacao de regras de controle, fazendo com
que os equipamentos funcionem em condigdes especificas, acionando e desligando ao
identificar os limites da faixa de operagao programada. No entanto, estas regras de controle pré-
determinadas podem ndo ser agradaveis para todos os usudrios (Ahmadi-Karvigh; Becerik-
Gerber; Soibelman, 2019). Além disso, € necessario compreender o ponto de vista do usuario,
a fim de evitar que ele se sinta insatisfeito com as condi¢des ambientais e/ou com o sistema de
controle em si (Lian et al., 2023).

Diante deste cenario, surge o conceito de controle centrado no usuario, que consiste
em utilizar sistemas automatizados cujas regras de controle levem em conta pelo menos algum
aspecto do individuo: presenga, localizagdo, atividade desempenhada, entre outros. Um dos
aspectos mais importantes a ser considerado (e possivelmente o mais complexo dentre os

mencionados) € o conforto (Naylor; Gillott; Lau, 2018). Em alguns trabalhos, verifica-se que
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os autores associam a condi¢do de conforto dos usuarios com diretrizes propostas por normas.
Tendo em vista que as normas (especialmente as que dispdem sobre aspectos luminosos e
térmicos) visam assegurar que sejam fornecidas condi¢cdes ambientais adequadas no interior
das edificagdes, ¢ comum que os parametros propostos por elas sejam utilizados como regras
de controle. No entanto, por conta da subjetividade associada a percep¢ao de cada individuo
sobre 0 ambiente em que esté inserido, tais regras podem ndo representar a sensacao de conforto
dos usuarios (Kim; Schiavon; Brager, 2018; O’Brien et al., 2017; Wang; Hong, 2020). Esta
subjetividade, observada no uso dos sistemas de iluminagao e climatizagdo, pode ser integrada
as regras de controle dos sistemas por meio de algoritmos de aprendizagem de maquina,
proporcionando ambientes mais confortaveis e com potencial de economia de energia (Park et
al.,2019b).

Na literatura, observa-se a utilizagdo de aprendizagem de maquina para identificar
modelos de conforto, prever a sensagdo térmica ¢ a qualidade do ar, detectar e reconhecer
atividades, controlar sistemas de climatizagdo, iluminagao, persianas, abertura de janelas, entre
outros (Hong et al., 2020). Para realizar o controle, os algoritmos podem se basear na
observagdo das condi¢des do meio. Porém, como ja mencionado, ¢ importante incluir o fator
subjetivo da percepcao humana na tomada de decis@o (Zhu et al., 2023). Isto ajuda a evitar que
o0 sistema se torne mais um cujas regras de controle ndo satisfazem o usudrio. As formas mais
comuns de conhecer as preferéncias dos usudrios para inclui-las no controle dos sistemas sdo:
monitorar as interacdes do usuario com as interfaces do sistema e coletar sua opinido de forma
direta (por meio de questiondrios, aplicativos, etc.). Associar estas informagdes ao uso de
inteligéncia artificial tem se mostrado uma alternativa eficaz para solucionar alguns dos
problemas supracitados.

A aprendizagem supervisionada € a mais utilizada neste contexto, principalmente por
conta das varidveis, que podem ser tratadas como categorias (Russell; Norvig, 2009). Isto torna
possivel separar cada conjunto de pardmetros ambientais em categorias como “confortavel” e
“desconfortavel”. Em outras palavras, as varidveis de entrada (que podem ser dados de
ocupagdo, temperatura, iluminancia, umidade, entre outros) sdo classificadas pelos algoritmos
em categorias que indicam diferentes niveis de conforto. Neste sentido, algoritmos de
aprendizagem supervisionada tém sido usados para predizer aspectos do conforto dos usuarios
e incorpora-los as regras de controle dos sistemas. No caso de sistemas implementados em
ambientes reais, a avaliacao pode ser feita do ponto de vista do usuario. Os estudos voltados
para a realizacdo de inferéncias de conforto, no entanto, tendem a analisar os modelos por meio

de diferentes medidas e técnicas de validacdo. Nestes casos, ndo sdo consideradas as
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atualizagOes constantes dos dados, ignorando as alteragdes que a percep¢ao de conforto pode
sofrer com o passar do tempo.

Neste contexto, verifica-se a necessidade de desenvolver um método para avaliar e
comparar o desempenho de diferentes algoritmos, utilizando dados em constante atualizagao,
como em um ambiente real. Para tanto, um estudo de caso foi realizado utilizando um sistema
de coleta de dados que permite a interacdo do usuario e que esta associado ao sistema de
iluminacdo artificial. Conforme j4 mencionado, a iluminacdo ¢ um dos aspectos que envolve
percepgao subjetiva de conforto. Tendo em vista a complexidade e os dilemas envolvidos na
automagao residencial, mencionados por Karjalainen (2013), o estudo de caso foi realizado em

um laboratorio de pesquisa, cujas atividades assemelham-se as de um escritorio.

1.1. Justificativa

A existéncia de uma iluminagao de qualidade em ambientes internos ¢ imprescindivel para o
conforto, produtividade e seguranca dos seres humanos. A evolugdo da tecnologia tem
facilitado a utilizagdo de sistemas de iluminacdo mais eficientes. Ainda assim, eles sao
responsdveis por uma parcela significativa do consumo de energia nas edificagcdes
(International Energy Agency, 2023). Chew et al. (2017) afirmam que os sistemas de
iluminacao que tém seu funcionamento baseado na ocupacao apresentam potencial de economia
de energia de até 50% e que o aproveitamento da iluminag¢do natural pode aumentar este
potencial para até 70%. No entanto, quando se trata de conforto, ndo ha um consenso entre os
autores sobre como quantifica-lo (Putrada et al., 2022). Muitos trabalhos utilizam as normas
vigentes como base, o que nao facilita a comparagdo, uma vez que nao ha concordancia sobre
os niveis minimos de iluminancia propostos para cada pais. No Brasil, exige-se o minimo de
5001x em ambientes de escritorios (Associagao Brasileira De Normas Técnicas, 2013). No
Canada e na Inglaterra, por exemplo, o minimo exigido sdo 400Ix, na Suécia os limites variam
entre 300 e 6001x e em 22 outros paises a variagdo ¢ de 300 a 5001x. Na Franga, considera-se
que para as atividades de escritorio atuais, 1201x sdo suficientes (O’Brien et al., 2020a).
Mesmo a descoberta de um modelo perfeito e de medidas de conforto ndo faria com
que a modelagem e o controle do sistema de iluminacdo fossem universalmente aceitos, uma
vez que as pessoas percebem a luz de diferentes formas. Nos trabalhos encontrados na literatura,
verificou-se que alguns usudrios de escritorios tém preferéncia por niveis de iluminacdo
proximos de 10001x (Sadeghi et al., 2018), outros toleram niveis de iluminancia entre 30Ix e
2801x para entdo acionar as lampadas (O’Brien et al., 2017), e alguns o fazem com a iluminancia

proxima de 4001x (Nagy et al., 2015). Cheng ef al. (2016) ainda identificaram diferencas de
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1001x a 3001x nas preferéncias dos usuarios. Curiosamente, foi identificado que alguns usuarios
toleram um pequeno desconforto por ndo estarem dispostos a ir até o interruptor para acionar
as lampadas (Malavazos et al., 2015; Pellegrino et al., 2016). Por outro lado, o estudo de Nagy,
Yong e Schlueter (2016) afirma que nem sempre os usuarios estdo dispostos a abrir mao do
conforto para economizar energia.

Dado o carater subjetivo do conforto visual, verifica-se que o uso de sistemas de
controle de iluminagdo baseados em normas pode ndo ser a condi¢do ideal. A observacao das
interacdes que ocorrem entre os ocupantes € o ambiente ¢ fundamental para a tomada de decisao
acerca das regras de controle (Lian et al., 2023). O uso da aprendizagem de maquina neste caso
possibilitaria a “personalizagdo” das agdes do sistema de acordo com a preferéncia de cada
usuario. Para que o algoritmo identifique as preferéncias, ¢ necessario utilizar um conjunto de
dados que seja representativo para os usuarios em questdo. Considerando que as preferéncias
podem mudar ao longo do tempo, também ¢ importante verificar se o algoritmo mantém
desempenho adequado com a alteracdo do conjunto de dados.

Na literatura, costuma-se avaliar os algoritmos usando as medidas de desempenho
obtidas por meio de validagdo cruzada. A validagdo cruzada ¢ um método de reamostragem que
usa diferentes particdes dos dados para treinar e testar um modelo em diferentes iteragdes. Para
este tipo de validagdo, a estratificagdo dos dados ¢ feita de maneira aleatoria, sempre
abrangendo o conjunto de dados completo (Kohavi, 1995). Neste sentido, este método de
avaliacdo pode ndo representar o desempenho do algoritmo em um sistema real, pois ndo utiliza,
necessariamente, os dados em ordem cronoldgica. Desta forma, verifica-se a necessidade de
um método com critérios bem definidos para selecionar o algoritmo e as configuragdes que o

fariam predizer as preferéncias dos usuarios com mais precisao.

1.2. Objetivos

Nesta secdo sdo descritos os objetivos a serem alcancados com o desenvolvimento desta

pesquisa.

1.2.1. Objetivo geral

O objetivo geral deste trabalho ¢ desenvolver um método para orientar a escolha de algoritmos
de aprendizagem de maquina a serem utilizados em estudos de sistemas de controle centrados

no conforto do usudario de edificagdes.
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1.2.2. Objetivos especificos

Os seguintes objetivos especificos foram elencados:

e Criar um conjunto de dados contendo as preferéncias de iluminag@o de usuarios de um
laboratdrio de pesquisa e as diversas condi¢des de iluminancia e ocupagao;

e Identificar os algoritmos mais utilizados na literatura e analisar sua capacidade de
aprendizagem conforme as medidas de desempenho adequadas;

e Identificar a combinagao algoritmo-subconjunto de dados cujo desempenho € superior
aos demais (configuracao ideal);

e Avaliar o desempenho da configuragdo ideal simulando computacionalmente seu
funcionamento em um cenario realistico, por meio da atualizagdo dos dados de

treinamento e teste.

1.3. Estrutura do trabalho

Este trabalho divide-se em cinco capitulos. Neste primeiro capitulo ¢ realizada a
contextualizagdo do problema, indicando a importancia de incorporar as preferéncias dos
usuarios aos sistemas de controle, o que pode ser realizado por meio da utilizagao de algoritmos
de aprendizagem de maquina. Identificou-se a inexisténcia de um método que permita a
comparagao entre algoritmos para definir qual o mais apropriado considerando a atualizagdo
dos dados, fato que direcionou os objetivos deste trabalho. Verificou-se, ainda, que os sistemas
de iluminacao podem servir de estudo de caso para a validacdo do método proposto, pois seu
funcionamento depende da subjetividade associada ao comportamento do usuario. Sao
apresentados também nesta se¢ao os objetivos e a estrutura do trabalho.

No segundo capitulo apresenta-se uma revisao de literatura dividida em trés subsecdes.
A primeira aborda os aspectos gerais das edificacdes centradas nos usuarios. Na segunda
subsecao sdo apresentados os conceitos mais relevantes sobre aprendizagem de méquina, os
algoritmos mais populares na identificacdo das preferéncias dos usuarios e as medidas de
avaliagdo. A terceira subsecdo aborda o uso da aprendizagem de maquina na identificacdo das
preferéncias dos usuarios e sua incorporagao aos sistemas de controle. Nesta subsec¢ao, trata-se
do desempenho dos algoritmos, da deteccao e distingdo dos usudrios, das formas de identificar
preferéncias, da satisfacdo dos usudrios com os sistemas implementados e do potencial de
economia de energia.

No terceiro capitulo, descreve-se o método proposto para atingir os objetivos deste

trabalho. A partir da coleta de dados de iluminancia, estado do sistema de iluminagdo e
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ocupagdo, propoe-se uma série de testes com diferentes algoritmos. A primeira etapa de testes
consiste em identificar a quantidade de dias ideal para cada algoritmo prever o estado do sistema
de iluminagdo. A segunda etapa permite comparar os algoritmos e selecionar aquele com
desempenho superior aos demais. Em seguida, propde-se a otimizagdo da configuracdo com
melhor desempenho (algoritmo e quantidade de dias ideal). Na ultima etapa, apresenta-se um
teste elaborado para verificar o desempenho do algoritmo escolhido em um ambiente real.

Em seguida, o quarto capitulo apresenta os resultados alcancados e as discussdes
pertinentes. No quinto capitulo, sdo apresentadas as principais conclusdes, bem como as
limitagdes desta pesquisa e sugestdes de trabalhos futuros. Por fim, os apéndices apresentam

um quadro sintese da revisdo bibliografica e as respostas dos questionarios aplicados.
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2. Revisao da literatura

Este capitulo contempla a revisdo da literatura dos temas relevantes para a compreensao e

fundamentacgao deste trabalho.

2.1. Edificacdes com sistemas de controle centrados no usuario

Edificacdes deveriam ser projetadas para atender as demandas de seus ocupantes. No entanto,
anegligéncia com relacao a determinadas interagdes entre o usuario e a edificagdo pode resultar
em uma edificacdo que ndo atinge os niveis de conforto propostos por normas e nao atende as
expectativas dos usudarios (O’Brien et al., 2020b). Neste sentido, o conceito de projeto e
operacdo de edificacdes centrados no usudrio surge como uma alternativa para melhorar o
desempenho energético das edificacdes e o conforto ambiental de seus ocupantes (IEA-EBC,
2018b).

Na busca pela eficiéncia energética, surgiram maneiras de automatizar os sistemas,
retirando o controle das mados do usuario em diferentes niveis. Esta estratégia visa evitar
desperdicios e comportamentos inadequados que possam elevar o consumo de energia,
sobretudo em edifica¢des nao residenciais. No entanto, isso pode gerar prejuizos para o conforto
do usuario, seja pela percepcao de que ele ndo possui controle sobre o ambiente em que esta
inserido ou porque as regras e condi¢cdes determinadas aos sistemas por meio da automagao nao
estdo proporcionando um ambiente confortdvel (Ahmadi-Karvigh; Becerik-Gerber; Soibelman,
2019; Bavaresco et al., 2019; Day et al., 2020). Tabadkani et al. (2021) afirmam que os usuarios
se sentem mais satisfeitos quando podem fazer ajustes manuais no ambiente, ou quando este ¢
controlado de acordo com suas preferéncias.

Neste sentido, para assegurar conforto e eficiéncia energética mantendo a participacdo
do usuério na operacdo da edificacdo, ¢ necessario que suas interfaces sejam acessiveis e
“amigaveis” do ponto de vista do usuario (O’Brien et al., 2020b), a fim de que ele possa realizar
alteragdes no ambiente conforme suas necessidades. A definicao de interface, segundo Day et
al. (2020), ¢ qualquer coisa com a qual o usudrio pode interagir em uma edificagdo e que pode
afetar os servigos, o uso de energia e as condigdes ambientais no interior da edificagao.

Karjalainen (2013) afirma que definir o nivel de automacdo ¢ um dos principais
problemas no projeto de sistemas de controle, pois disso depende a satisfagdo dos usuarios. Os
niveis de automacao sdo definidos por Ahmadi-Karvigh, Becerik-Gerber e Soibelman (2019)

como.
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Sem automagdo: o sistema ndo oferece assisténcia ao usuario. Por ser
totalmente manual, a participagdo do usudrio ¢ maxima.

Automacao inquisitiva: o sistema de automacgao solicita a autorizagdo do
usudrio antes de realizar qualquer agdo. Neste caso, a participagao do usuario
¢ maior que o nivel de automacao.

Automacao adaptativa: a partir da automagdo inquisitiva prévia, o sistema
aprende a preferéncia do usudrio sob diferentes condigdes. Neste tipo de
automacao, a participacdo do usuério diminui com o tempo, enquanto o nivel
de automacao aumenta.

Automacao total: o sistema mantém o controle em qualquer circunstancia,
funcionando com base em regras pré-estabelecidas. Em outras palavras, a

automagdo ¢ maxima e a participagao do usuario ¢ nula.

De acordo com os autores, o nivel de automagdo preferida varia com o contexto

associado, mas a automagao adaptativa costuma atender melhor as expectativas dos usuarios.

Hellwig, Schweiker e Boerstra (2020) acrescentam que a satisfagdo do ocupante diminui a

medida que seu controle percebido ¢ reduzido. A Figura 1 ilustra a relacdo existente entre os

niveis de automagao apresentados e o nivel de participagdo do usuario.

Figura 1. Relagdo entre os niveis de automagao e a participacao do usudrio.

Quantidade
de

automacao

Participagiio
do usuario

Maxima Sem
automacio ; i automacio
Sem i Maxima
participago! participacio,
Automagio Automacgio Automacio Sem
total adaptativa inquisitiva automagio

Fonte: Adaptado de Ahmadi-Karvigh et al. (2017)

Visando encontrar a relagao ideal entre consumo de energia e satisfagdo do usuario,

encontra-se na literatura uma variedade de combinacdes de estratégias de deteccao de usuarios
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e controle dos sistemas (Naylor; Gillott; Lau, 2018). O controle centrado no usuario pode ser
baseado na presenga, no nimero de pessoas (contagem de usudrios), na localizag¢do, no conforto
ou na atividade desempenhada. Por sua vez, o tipo de controle varia entre reativo, preditivo, por
atividade ou preferéncia. Neste trabalho, a revisdo direciona-se para os que se baseiam na
preferéncia dos usuarios. Ressalta-se, porém, que as categorias ndo sao mutuamente exclusivas.

As preferéncias dos usuarios podem ser identificadas na fase de projeto ou operagdo
da edificacdo e de diferentes formas. As mais comuns s3o os questiondrios, o uso de feedback
(voluntario ou solicitado) e o monitoramento das acdes e interagdes dos usudrios com o0s
sistemas da edificacdo (Khan; Kolarik, 2022; Khan; Kolarik; Weitzmann, 2020; Park et al.,
2019b). Também ¢é possivel fazer uso de ambientes imersivos virtuais (Hegazy; Yasufuku; Abe,
2020; Heydarian et al., 2017; Latini; Di Giuseppe; D’Orazio, 2023; Mahmoudzadeh; Afacan;
Adi, 2021), no entanto, alguns aspectos da realidade sdo dificeis de serem simulados com
realismo (Zhu et al., 2018). Outra alternativa ¢ fazer uso da aprendizagem de maquina para
identificar, entre os dados coletados, as preferéncias dos usudrios. Este assunto ¢ tratado com
mais detalhes na se¢do 2.3, onde sdo abordados os sistemas de controle cujo funcionamento
baseia-se na identificagdo das preferéncias dos usuarios por algoritmos de aprendizagem de

maquina.

2.2. Definicoes sobre a aprendizagem de maquina

A aprendizagem de maquina consiste em treinar os computadores para “aprender” a partir de
dados previamente coletados. Esta abordagem € apropriada para os casos em que nao € possivel
escrever programas para solucionar problemas, uma vez que a solucdo nao € conhecida a priori.
Em geral, a aprendizagem de maquina pode ser utilizada para gerar conhecimento sobre
experiéncias passadas, na modelagem preditiva ou na tomada de decisdes (Djenouri et al.,
2019). A previsibilidade do comportamento e/ou das preferéncias dos ocupantes ¢ uma destas
situagdes.

Os algoritmos de aprendizagem de maquina podem ser classificados em trés
categorias: aprendizagem supervisionada, aprendizagem ndo supervisionada e aprendizagem
por refor¢o (Bonaccorso, 2017).

A aprendizagem supervisionada € caracterizada pela presenga de um supervisor, cuja
tarefa principal € classificar pares entrada-saida que devem servir de base para o aprendizado.
Neste caso, € necessario que o modelo possua uma habilidade de generalizagao para evitar um

problema chamado overfitting, que acontece quando o modelo prediz corretamente apenas as
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amostras com que foi testado, apresentando erros significativamente grandes para outras
amostras (Bonaccorso, 2017).

Um exemplo tipico desta abordagem ¢ a Classificagdo: dado um conjunto finito de
classes conhecidas, busca-se encontrar uma solu¢ao que permita identificar (ou prever) a que
categoria uma nova informagao pertence. Outro exemplo ¢ a Regressao, em que, aprendendo
uma fun¢do numérica que relaciona os dados de entrada e de saida, € possivel prever um valor
a partir de uma entrada. As ferramentas mais comuns de aprendizagem supervisionada sio as
Redes Neurais Artificiais (RNA), o Support Vector Machine (SVM), o k-Nearest Neighbors
(KNN), a Regressio Logistica (RLog), as Arvores de Decisdo (DT, do inglés Decision Tree) e
0 Random Forest (RF). A qualidade das inferéncias estd intimamente relacionada com o
conjunto de dados e a escolha do algoritmo, sendo necessaria a realizacdo de testes. O custo
computacional também pode ser um dos critérios para a selecdo do algoritmo, juntamente com
os resultados obtidos nos testes (Djenouri et al., 2019).

De acordo com Russel e Norvig (2009), para verificar a capacidade de generalizagdo
de um modelo, pode-se fazer uso de validag@o cruzada. Esta técnica consiste em particionar os
dados em subconjuntos mutuamente exclusivos que devem servir para treinamento e valida¢ao
do modelo. Existem trés técnicas para aplicar a validacao cruzada:

e Holdout: os dados sdo particionados aleatoriamente em uma amostra /4 e outra
». A amostra y serd usada para testar a qualidade do modelo gerado por 4. A
desvantagem desta técnica consiste no risco de serem utilizados poucos dados
para o treinamento ou teste;

e k-fold: os dados sdo divididos em & subconjuntos e, em seguida, 1/k dos dados
¢ separado para o teste, enquanto o restante € usado para o treinamento. Repete-
se 0 processo k vezes;

e Leave-one-out: variagdo do k-fold em que k ¢ igual ao numero total de dados
do conjunto.

O método de validagdo mais comum € o k-fold (Russell; Norvig, 2009). Existem,
ainda, medidas para avaliar os algoritmos de aprendizagem supervisionada. Entre as principais,
estao:

e Acuricia: indica a efetividade geral do método, isto ¢, o percentual de acertos;

e Sensibilidade: também chamada de Recall, indica a probabilidade de o modelo
classificar corretamente 0s casos positivos;

e Especificidade: € o oposto da sensibilidade. Indica a probabilidade de o modelo

classificar corretamente os casos negativos;
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e Precisdo: avalia a quantidade de verdadeiros positivos sobre a soma de todos
os dados classificados como positivos;

e Fl-score: relaciona sensibilidade e precisao em um unico valor;

e Area Under Curve (AUC): indica a capacidade do classificador de distinguir
entre as classes. Quanto maior a AUC, melhor o desempenho do classificador.

A aprendizagem ndo supervisionada baseia-se na auséncia de um supervisor. E util
quando € necessario descobrir como um conjunto de elementos pode ser agrupado (Bonaccorso,
2017). Um exemplo conhecido de anélise ndo supervisionada ¢ a clusterizagdo, cujo objetivo &
agrupar elementos de maneira que os objetos em um grupo tenham mais similaridades entre si
do que com os objetos de outros grupos. Para isso, existem técnicas hierarquicas € nao
hierarquicas. Um dos algoritmos mais conhecidos € o k-means clustering, que utiliza técnicas
ndo hierdrquicas. Ao contrario da Classificagdo, o conjunto de clusters ndo ¢ conhecido
inicialmente, mas depende do treinamento dos dados (Djenouri et al., 2019).

Neste caso, o que se pode avaliar ¢ a homogeneidade interna e a heterogeneidade entre
os grupos. Espera-se que, apds o agrupamento, os elementos de um grupo sejam altamente
homogéneos e que os grupos sejam altamente heterogéneos entre si (Hair et al., 2009). De
acordo com Rosa (2019), as medidas de similaridade mais utilizadas para avaliar agrupamentos
sdo a distancia City-Block ou Manhattan, distancia Euclidiana, distancia Euclidiana quadrada,
distancia Chebyshev e coeficiente de Pearson. A opg¢ao por uma delas depende se o método
utilizado € hierarquico ou ndo-hierarquico.

Apesar de ndo contar com um supervisor, a aprendizagem por reforco difere da
categoria anterior por ter o aprendizado baseado em tentativa e erro. Seu funcionamento baseia-
se na utilizagdo de uma politica (conjunto de agdes para cada estado) para decidir se uma
determinada a¢dao em um determinado estado € positiva ou ndo. Se a a¢do for positiva, o sistema
recebe uma recompensa, caso contrario, recebe uma penalidade (Russell; Norvig, 2009). Esta
abordagem ¢ particularmente eficiente em ambientes dindmicos, uma vez que utiliza ideias da
teoria dos sistemas dindmicos, como os Processos de Decisdo de Markov (Sutton; Barto, 2018).

Existe ainda uma categoria intermedidria, chamada aprendizagem semi-
supervisionada. Neste caso, utiliza-se uma pequena quantidade de dados classificados com uma
quantidade maior de dados nao classificados (Bonaccorso, 2017).

De acordo com Kjergaard et al. (2018), as técnicas de inteligéncia artificial aliadas a
sensores de diversos tipos podem fornecer diferentes perspectivas a respeito da ocupacao

humana e suas agdes. Os autores ressaltam ainda que tais técnicas sao ainda pouco exploradas.
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A aplicagdo de algoritmos de aprendizagem de maquina em edificagdes divide-se em
duas classes: centrada no usuario e nos dispositivos/consumo de energia. A Figura 2 mostra as

possibilidades de utiliza¢ao da aprendizagem de méaquina nas edificagdes centradas no usudrio.

Figura 2. Utilizac¢ao da aprendizagem de maquina em edifica¢des centradas no usudrio.

Aprendizagem de Maquina em
Edificacbes

A 4

Centrado no ocupante

v v v

Reconhecimento Preferéncias e
de atividades comportamento

Ocupacéo

Estimativa,
identificacao, etc.

Fonte: Adaptado de Djenouri et al. (2019).

A utilizagdo de aprendizagem de maquina para aprender as preferéncias dos usudrios

e seus comportamentos ¢ abordada nas proximas subsecoes.

2.2.1. Algoritmos frequentemente utilizados na identificaciio de preferéncias dos usuarios

Os algoritmos de aprendizagem supervisionada sdo caracterizados por precisarem passar por
um processo de “treinamento” a fim de identificar corretamente as saidas para cada possivel
entrada. Em outras palavras, os algoritmos sdo alimentados por um conjunto de dados contendo
informagdes de entrada e saidas esperadas. Ao longo do treinamento, os algoritmos sdo capazes
de aprender certos padrdes e, em seguida, indicar as saidas adequadas para cada nova entrada.
As subsecdes a seguir descreverao brevemente os algoritmos mais utilizados para identificar as

preferéncias dos usudrios e suas formas de avaliagao.

2.2.1.1. Decision Tree

Este algoritmo pode ser descrito como um processo que particiona recursivamente o conjunto

de dados. Seu objetivo ¢ criar um modelo que possa predizer um determinado valor a partir do
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aprendizado de regras observadas no conjunto de dados (De Ville, 2013). A Figura 3 ilustra o

processo simplificado de uma Decision Tree.

Figura 3. Esquema de funcionamento de uma DT.
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Luz apagada Luz acesa

Durante o processo de treinamento, os dados vao sendo particionados com base em
algum critério, dividindo-se em nos na arvore. Na etapa de inferéncia, uma dada entrada vai
sendo “levada adiante” pelos nos da arvore movendo-se para a direita ou para a esquerda, a

partir das regras aprendidas.

2.2.1.2. k-Nearest Neighbors

Neste algoritmo, considera-se que os dados constituem pontos em um espago n-dimensional.
Cada um destes pontos pertence a uma classe e o processo de classificagdo ¢ realizado
comparando uma amostra com seus vizinhos proximos. Em outras palavras, ao comparar uma
amostra desconhecida (circulo branco ao centro da Figura 4) e comparéa-la com seus dois
vizinhos mais proximos (k = 2), esta amostra serd classificada como “roxa”. Caso ela seja

comparada aos cinco vizinhos mais proximos, sera classificada como “laranja”. Sugere-se que

o numero de k ndo seja par, a fim de evitar empates durante o processo de classifica¢do (Larose;

Larose, 2014).
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Figura 4. Exemplificacdo do algoritmo KNN.

2.2.1.3. Multilayer Perceptron

Uma rede neural do tipo MLP consiste em um sistema de neurdnios interconectados que
representa a relagdo ndo-linear entre os vetores de entrada e saida. Os neurdnios sao conectados
por ponderacdes w e saidas que sdo fun¢do da soma das entradas do neurdnio modificadas por
uma funcao de transferéncia (ou ativacao), g. A saida de cada n6 (neurdnio) ¢ a entrada para a
proxima camada da rede, definindo a diregdo do processamento da informagao (feed foward)
(Gardner; Dorling, 1998). Para compreender o funcionamento das redes MLP, pode-se levar

em conta a rede neural da Figura 5.

Figura 5. Exemplo de MLP com duas camadas ocultas.

Camada Camada Camada
de entrada oculta de saida

w
1 1,3

Wi4

W23

W 4

Fonte: Adaptado de Russell e Norvig (2009).
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Tendo como vetor de entrada x = (x;, x2), a saida na unidade 5 serd descrita por meio

da Equagdo 1.

as =4g (Wo,s + W3,59(W0,3 + wy3xy + W2,3x2) + W4,59(W0,4 + Wy4Xq + W2,4x2)) (1)

Onde:

as € a saida na unidade 5;

g ¢ a funcdo de ativacao;

wi,; sdo as ponderacdes de ligagcdo entre os neurdnios i € j;

x; sdo os elementos do vetor de entrada x.
2.2.1.4. Random Forest

O Random Forest consiste em um conjunto de arvores de decisdo, que sdo treinadas com os
mesmos parametros, mas diferentes subconjuntos de dados. Enquanto uma Decision Tree cria
regras para a tomada de decisdes, o Random Forest seleciona aleatoriamente subconjuntos e
faz observagdes sobre eles para, ao final, tomar decisdes (Figura 6). Os principais parametros
do RF sdo o tamanho dos nds, o nimero de arvores e de caracteristicas da amostra (Breiman,

2001).

Figura 6. Esquema geral de funcionamento do algoritmo RF.
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2.2.1.5. Support Vector Machine

De acordo com Chang e Lin (2011), um algoritmo do tipo SVM pode ser utilizado em diferentes
problemas de aprendizado, como regressao ou classificacdo. A partir dos dados de treino, este
algoritmo utiliza atributos da amostra (x) para prever uma determinada classe (y). De forma
geral, o SVM traga possiveis hiperplanos que possam separar as classes, buscando pelo mais
adequado, como mostra a Figura 7. Idealmente, o hiperplano mais adequado € o que possui a

maior margem em relacdo a todas as classes (H3).

Figura 7. Hiperplanos tracados pelo SVM para a classificacdo das amostras.
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O SVM ¢ um algoritmo baseado em kernel, que pode ser linear, polinomial, sigmoide
ou uma fun¢do de base radial. A escolha do kernel pode depender das caracteristicas do
conjunto de dados. Além disso, outros parametros que precisam ser adotados de forma
apropriada sdo o custo da penalidade (C) e y. Se o valor de C for muito alto, a taxa de acertos
do modelo pode ser alta durante o treinamento, mas baixa para a inferéncia. No caso de 7,
valores elevados podem levar ao overfitting, e valores baixos ao underfitting.

H4é, ainda, a possibilidade de atribuir pesos para cada classe (possivel saida). O
algoritmo realiza a ponderag@o por meio da Equagdo 2, o que tende a melhorar os resultados
quando as classes sdo desbalanceadas. Neste trabalho, o uso do SVM com ponderagao por pesos

sera chamado de SVMp.
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TA

Wen = Gevaa

)

Onde:

WC, € o peso atribuido a classe n;

n ¢ a classe;

TA ¢ o nuimero total de amostras no conjunto de dados;
QC ¢ quantidade de classes;

QA ¢ a quantidade de amostras na classe n.
2.2.2. Selecao de caracteristicas

Na aprendizagem de maquina, as variaveis de entrada utilizadas na criagdo de modelos sao
chamadas de caracteristicas (ou features, em inglés). Para exemplificar, pode-se considerar o
conjunto de dados da Tabela 1. Cada coluna do conjunto de dados consiste em uma
caracteristica. Algumas destas caracteristicas, no entanto, podem ndo contribuir
significativamente para o desenvolvimento do modelo. E possivel, ainda, que o excesso de
caracteristicas cause lentidao no processamento dos dados e/ou faca com que o modelo

incorpore padrdes irrelevantes.

Tabela 1. Exemplo de conjunto de dados.

temp_interna temp externa iluminancia ar cond interruptor usuariol  usuario2
22,1 25,0 589 on on 1 1
20,0 25,5 874 off on 1 0

Neste sentido, reduzir a quantidade de caracteristicas e utilizar apenas as mais
relevantes para o modelo pode ser uma alternativa para sua otimizagdo. A verificacdo pode ser
realizada manualmente, treinando o modelo repetidamente com diferentes quantidades de
caracteristicas ou por meio de métodos como o Feature Selection, que estima a relevancia de
cada caracteristica para o resultado final. No entanto, este método nao pode ser utilizado com

todos os algoritmos existentes, por conta das caracteristicas de cada algoritmo.
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2.2.3. Medidas de avaliacdo para a aprendizagem supervisionada

Para avaliar o desempenho dos algoritmos, pode-se utilizar a validacdo cruzada, além das

medidas de acuracia, sensibilidade, especificidade, precisao e F'/-score (Russell; Norvig, 2009).

A acurdcia ¢ descrita por meio da Equagao 3 e indica a efetividade geral do modelo. Consiste

na soma dos verdadeiros positivos com os verdadeiros negativos, dividida pelo total de

amostras. No contexto deste estudo de caso, pode-se definir:

Onde:

Verdadeiros positivos: seriam o0s casos em que o algoritmo identifica
corretamente o acionamento do sistema de iluminagdo na presenga dos
usuarios;

Verdadeiros negativos: acontecem quando o algoritmo identifica
corretamente que ha, pelo menos, um usudrio no ambiente, mas que o sistema
de iluminagao deve permanecer desligado;

Falsos positivos: sdo os casos em que a rede supde o acionamento do sistema
de iluminagdo, mas ele deveria permanecer desligado;

Falsos negativos: contrarios aos falsos positivos, sdo os casos em que a rede
supde que o sistema deve permanecer desligado enquanto, na verdade, ele

deve ser acionado.

VP +VN
A=——0—

T )

A € a acuracia do modelo (%);

VP ¢ o nimero de verdadeiros positivos;

VN ¢é o numero de verdadeiros negativos;

TA é o nimero total de amostras.

A sensibilidade € calculada por meio da razdo entre os verdadeiros positivos € a soma

dos falsos negativos com os verdadeiros positivos. Esta medida indica a probabilidade de o

modelo classificar corretamente os casos positivos e € descrita por meio da Equacgao 4.

VP

- 4
S=UPTFN ©®
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Onde:
S ¢ a sensibilidade do modelo (%);
VP ¢ o nimero de verdadeiros positivos;

FN ¢ o nimero de falsos negativos.

A especificidade indica a probabilidade de os casos negativos serem classificados
corretamente. E a razdo entre os verdadeiros negativos ¢ a soma dos falsos positivos e os

verdadeiros negativos, sendo descrita por meio da Equagao 5.

5 VN
~ FP+VN

()
Onde:

E ¢ a especificidade do modelo (%);

VN ¢ o nimero de verdadeiros negativos;

FP ¢é o nimero de falsos positivos.

A precisao indica quantos dados realmente sdao positivos, entre todos os que foram
classificados como positivos. E a razdo entre os verdadeiros positivos e a soma destes com os

falsos positivos, como descreve a Equacao 6.

VP

Pr=—0———
"TVPT+FP

(6)

Onde:
Pr ¢ a precisdo do modelo (%);
VP ¢ o nimero de verdadeiros positivos;

FP ¢ o ntimero de falsos positivos.

O Fl-score ¢ descrito pela Equacao 7. Este parametro une, em um unico valor,
precisdo e sensibilidade para determinar a qualidade geral do modelo. Se o valor de F1 for

baixo, ¢ um indicativo de que a precisdo ou a sensibilidade estdo baixos.

Pr«S

F1=2
>kPr+S

(7

Onde:
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F1 ¢ o valor do parametro F'/-score;
Pr ¢ a precisao do modelo (%);

S ¢ a sensibilidade do modelo (%).

A utilizacdo das medidas de avaliagdo supracitadas ¢ fundamental para assegurar a
qualidade do modelo, identificando a quantidade de falsos positivos e negativos, especialmente
se a amostra estiver desbalanceada. Em outras palavras, se 90% dos dados coletados forem de
acionamento de lampadas, a acuricia do algoritmo em questdo pode vir a ser de 90% sem que
ele seja capaz de identificar qualquer situagao em que as lampadas deveriam ser desligadas.
Neste caso, verificar a sensibilidade, a especificidade e precisdo dos resultados permitiria
identificar se o modelo foi capaz de realizar predi¢des adequadas mesmo com um conjunto de
dados tendencioso. Outra situacdo em que a identificacdo de falsos positivos e/ou negativos €
importante ¢ na inferéncia de conforto dos ocupantes. Um modelo pode classificar
equivocadamente tanto as situagdes de conforto quanto as de desconforto. No entanto,
classificar as condi¢des desconfortdveis como confortaveis pode ocasionar mais prejuizo aos

ocupantes do que o oposto.

2.3. Aprendizagem de maquina para o conforto do usuario

A utilizagdo da aprendizagem de maquina no contexto das edificagdes centradas no usudrio tem
ganhado espaco junto a outras solugdes e, mais recentemente, sido apresentada como
abordagem principal. E possivel encontrar mencdes ao uso da aprendizagem de maquina em
revisdes voltadas para o conforto térmico (Arakawa Martins; Soebarto; Williamson, 2022;
Chen et al., 2023; Grassi et al., 2022; Xie et al., 2020), controle dos sistemas de climatizagao
(Ala’raj et al., 2022; Lee; Karava, 2020; Peng et al., 2022; Zhang; Tzempelikos, 2021) e
iluminagdo (Lopez-Lovillo et al., 2023; Plorer et al., 2021) ou para o controle centrado no
ocupante de forma geral (Halhoul Merabet et al., 2021; Han et al., 2019; Park et al., 2019b).
Revisdes voltadas exclusivamente para o tema elencam os autores que utilizaram esta
abordagem para prever a ocupacao de ambientes (Dai; Liu; Zhang, 2020; Zhang; Wu; Calautit,
2022) e a abertura de janelas (Dai; Liu; Zhang, 2020), melhorar diferentes aspectos da
iluminacdo (tecnologias, eficiéncia, seguranca, conforto) em ambientes internos e externos
(Putrada et al., 2022), criar modelos de conforto térmico personalizados (Qavidel Fard,
Zomorodian; Korsavi, 2022) e analisar o impacto do conforto térmico na cognigdo, trabalho e

satide dos ocupantes (Li et al., 2023b). Observa-se que sdo varias as possibilidades de utilizagdo
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da aprendizagem de maquina no contexto das edificagdes centradas no usuario. Porém, nesta
etapa da revisdo bibliografica foram selecionados trabalhos que:
e Fizeram uso de algoritmos de aprendizagem de méaquina e/ou com capacidade
de aprender de forma dinamica;
e Incluiram a dimensdo humana na formulac¢ao do problema;
e Consideraram o conforto térmico e/ou visual dos usuarios de escritério em sua
abordagem.
Os critérios de exclusdo utilizados foram:
e Possuir foco apenas em economia de energia;
e Abordar a questdo do conforto dos usudrios com base em normas ou modelos
classicos da literatura;
e Tratar apenas de controle de janelas e persianas.
Desta forma, esta etapa da revisdo da literatura encontrou 61 artigos, publicados entre
2014 e dezembro de 2023 (Figura 8) em diferentes periddicos e anais de eventos, considerados

devido a sua relevancia na area da computagao.

Figura 8. Quantidade de publicagdes por ano.
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A ocorréncia de trabalhos encontrados em cada periddico pode ser vista na Tabela 2.
A maior parte dos trabalhos foi encontrada nos periddicos Building and Environment ¢ Energy
and Buildings. Dentre as publicagdes, foram encontrados desde estudos que coletaram dados a
fim de realizar inferéncias sobre os aspectos relacionados ao conforto até estudos que

realizaram analises dos sistemas de climatizacdo, iluminacao e persianas de forma simultanea.
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Uma parte significativa dos trabalhos de inferéncia foram desenvolvidos em ambientes
controlados, assim como alguns estudos de controle. Os demais estudos de controle foram

desenvolvidos em campo e por meio de simulagdes computacionais.

Tabela 2. Quantidade de publicacdes por periddico entre 2014 e 2023.

Periodico Quantidade de trabalhos
Building and Environment 23

Energy and Buildings

Proceedings

Applied Energy

Buildings

Building Research and Information

Building Simulation

Automation in Construction

Science and Technology for the Built Environment
Sustainable Cities and Society

Journal of Building Engineering

Sensors

Applied Ergonomics

Applied Sciences

—
S

Technologies
Sustainability
IEEE Sensors Journal

U VIS (RIS I (VIS I U (VRIS I IS N N S NS Y

A maior parte dos trabalhos revisados concentra-se no uso da aprendizagem de
maquina para a realiza¢do de inferéncias a respeito dos aspectos envolvendo o conforto dos
usudrios. Dentre estes, mais de 85% abordam questdes referentes ao ambiente térmico,
conforme mostra a Figura 9. Salienta-se que os estudos que avangam até a etapa de conforto
também precisam realizar inferéncias sobre as preferéncias dos usuarios. No entanto, para fins

de organizagdo, estes estudos ndo estdao inclusos nesta categoria.

Figura 9. Proporcao de inferéncias realizadas por aprendizagem de maquina.
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Nos estudos de inferéncia, observa-se predominancia de curtos periodos de coleta de
dados, o que pode ser visto na Figura 10. Em geral, estes estudos sdo conduzidos em ambientes
controlados e, por isso, duram apenas algumas horas. Estima-se que, em decorréncia disso,
apenas trés autores tenham levado em conta as interagdes dos usuarios (Lu; Cochran Hameen,
2021; Wang et al., 2023; Xiong et al., 2020). Durante a coleta de dados, os pesquisadores
costumam variar as condi¢des ambientais a fim de induzir diferentes sensa¢des nos usuarios e
coletar diferentes feedbacks. A partir disso, estima-se ser possivel identificar quais condigdes

sao preferidas por um ou mais participantes do estudo.

Figura 10. Duracdo dos estudos direcionados unicamente para a realizagdo de inferéncias.

mais de 6 meses, 1 artigo

3 - 6 meses, 4 artigos

8 - 14 dias, 4 artigos
até 2:59, 14 artigos

2 - 7 dias, 5 artigos

13 - 24 horas, 3 artigos

3-6h 4 arti
7 - 12 horas, 1 artigo oras, 4 artigos

Esta abordagem torna-se interessante quando nao € possivel desenvolver este tipo de
estudo em ambientes reais. Fatores como a necessidade de instalacdo de equipamentos de
monitoramento e tempo disponivel podem ser determinantes neste sentido. No entanto, a coleta
de dados in loco e por periodos mais longos favorece a oportunidade de identificar habitos e
mudancas nas preferéncias dos ocupantes ao longo do tempo.

Entre os estudos que analisaram a etapa de controle, constatou-se que a aprendizagem
de maquina ¢ utilizada com mais frequéncia em sistemas de climatiza¢do do que em sistemas
de iluminagdo artificial, conforme mostra a Figura 11. Desde 2021, todos os trabalhos
publicados a respeito do tema referem-se aos sistemas de climatizagdo. Destaca-se que os

sistemas de controle de persianas ndo eram o foco deste trabalho e, portanto, foram
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considerados apenas os estudos que realizavam esta analise em paralelo com a dos demais

sistemas.

Figura 11. Proporg¢ao dos trabalhos que utilizam aprendizagem de maquina nos sistemas de

climatizagdo, iluminagao e persianas.
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A duragdo dos estudos apresentou diferencas significativas, conforme mostra a Figura
12. Dentre os trabalhos de maior duracdo, trés utilizaram simulagao. Um deles consiste no
estudo de trés anos, que avaliou varios cenarios do funcionamento dos sistemas de climatizagao,
iluminagdo e persianas (Ouf; Park; Gunay, 2020). Os outros dois estudos que realizaram
simulacdo foram o primeiro artigo encontrado com a tematica desta revisao (Gunay et al., 2014)
e um artigo de conferéncia (Park; Nagy, 2020), ambos com duragdo igual a doze meses. Os
demais implementaram e avaliaram o controle em sistemas reais (Gunay et al., 2017, 2018;
Sarkar; Nambi; Prasad, 2016). Nos estudos de menor duracao, trés foram analisados por meio
de simulagdo (Carreira et al., 2018; Deng; Chen, 2020; Laftchiev; Romeres; Nikovski, 2021).
A maior vantagem da simulagao nestes casos ¢ a liberdade para analisar diversos cenarios, testar
diferentes estratégias e abordagens. Porém, ndo ¢ possivel avaliar o desempenho do sistema na
presenca de usuarios reais no dia-a-dia, ou mesmo que o proprio usudrio dé sua opinido sobre
o funcionamento do sistema, indicando ou nao satisfacdo e as razoes associadas.

Observou-se também que grande parte dos trabalhos com duracao inferior a um més
foram desenvolvidos em ambientes controlados (Jung; Jeoung; Hong, 2022; Laftchiev;
Romeres; Nikovski, 2021; Lei et al., 2022; Li et al., 2021; Li; Zhang; Zhao, 2019; Zhang et al.,
2023) e que, dentre os estudos que solicitam voto dos usuarios, apenas dois tiveram duragao
superior a 30 dias (Rajith; Soki; Hiroshi, 2018; Sarkar; Nambi; Prasad, 2016). Estima-se que
isto esteja relacionado a possiveis incomodos ou desconfortos associados a necessidade
frequente de participagdo dos usudrios ou a presenca dos pesquisadores e/ou equipamentos de

monitoramento no ambiente.
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Figura 12. Durag@o dos estudos que abordam o controle dos sistemas de iluminacdo e/ou

climatizagao.
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Outro aspecto importante a esse respeito ¢ que os estudos de curta duragdo ndo
permitem avaliar possiveis mudangas de preferéncias dos usuarios associadas a sazonalidade,

por exemplo, e a forma como isso pode afetar o desempenho dos sistemas de controle.

2.3.1. Aprendizagem de maquina aplicada ao controle centrado nas preferéncias do

usuario

Identificou-se o uso de algoritmos de aprendizagem supervisionada, ndo-supervisionada e por
reforgo, além de trabalhos que utilizaram modelos matematicos para realizar a aprendizagem
dinamica das preferéncias dos usudrios. O Quadro 1 retine os algoritmos utilizados e sua

classificacdo quanto a forma de aprendizagem.
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Quadro 1. Classificacao dos algoritmos segundo os tipos de aprendizagem.

Aprendizagem supervisionada

Algoritmo Autor(es)
Convolutional Neural | Baek et al. (2023), Chaudhuri et al. (2019), Ma e Pan (2021)
Network (CNN)

Decision Tree (DT)!

Aryal e Becerik-Gerber (2020), Cen, Cheng e Wong (2022), Choi
e Yeom (2019), Ghahramani, Tang e Becerik-Gerber (2015),
Jeoung et el. (2022), Jia et al. (2022), Kati¢ et al. (2018), Kati¢, Li
e Zeiler (2020), Ma e Pan (2021), Peng, Nagy e Schliiter (2019),
Pigliautile ef al. (2020), Salehi, Ghanbaran e Maerefat (2020),
Yang et al. (2022), Yu et al. (2022), Intharachathorn, Jareemit e
Watcharapinchai (2023), Aparicio-Ruiz et al. (2023)

Discriminant Analysis®

Aryal e Becerik-Gerber (2019), Pigliautile et al. (2020), Yu et al.
(2022)

Ensemble Learning’ Cen, Cheng e Wong (2022), Jeoung et el. (2022), Jia et al. (2022),
Salehi, Ghanbaran e Maerefat (2020), Yang et al. (2022)

Gaussian Mixed Model | Ma e Pan (2021)

(GMM)

k-Nearest Neighbors Aryal e Becerik-Gerber (2019), Aryal e Becerik-Gerber (2020),

(KNN) e k-Neighbors | Cen, Cheng e Wong (2022), Cosma e Simha (2019), Ghahramani,

Classifier (KNC) Tang e Becerik-Gerber (2015), Li, Menassa e Kamat (2017),
Pigliautile et al. (2020), Wang et al. (2023), Yang et al. (2022), Yu
et al. (2022), Aparicio-Ruiz et al. (2023)

Naive Bayes (NB) e Aguilera, Toftum e Kazanci (2019), Peng, Nagy e Schliiter (2019),

Gaussian Naive Bayes

(GNB)

Pigliautile et al. (2020), Aparicio-Ruiz et al. (2023)

Gaussian Process
Regression (GPR) e
Gaussian Process

Classifier (GPC)

Cosma e Simha (2019), Kati¢ et al. (2018), Salehi, Ghanbaran e
Maerefat (2020)
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Quadrol (continuagdo). Classificacao dos algoritmos segundo os tipos de aprendizagem.

Aprendizagem supervisionada

Algoritmo

Autor(es)

Random Forest

(RF)

Aryal e Becerik-Gerber (2019), Aryal e Becerik-Gerber (2020), Cen,
Cheng e Wong (2022), Chaudhuri et al. (2018b), Chaudhuri ez al. (2019),
Cosma e Simha (2019), Jayathissa et al. (2020), Jeoung et el. (2022), Jia
et al. (2022), Jung, Jazizadeh e Diller (2019), Li, Menassa ¢ Kamat
(2017), Li, Menassa e Kamat (2018), Lu et al. (2019), Ma e Pan (2021),
Morresi et al. (2021), Pigliautile et al. (2020), Shan et al. (2020), Wang
et al. (2023), Yu et al. (2022), Zhang et al. (2022). Li et al. (2023a),
Aparicio-Ruiz et al. (2023)

Redes neurais
artificiais**

(RNA)

Aguilera, Toftum e Kazanci (2019), Chaudhuri et al. (2018a), Chaudhuri
et al. (2019), Deng e Chen (2020), Jeoung et el. (2022), Jia et al. (2022),
Kati¢ et al. (2018), Laftchiev, Romeres e Nikovski (2021), Ma e Pan
(2021), Mandaric, Skocir e Jezic (2020), Peng, Nagy e Schliiter (2019),
Rajith, Soki e Hiroshi (2018), Salehi, Ghanbaran e Maerefat (2020), Shan
et al. (2020), Zhong e Choi (2017), Zhu et al. (2018), Li et al. (2023a)

Regressdes linear
(RL) e logistica
(RLog)

Cen, Cheng e Wong (2022), Ghahramani, Tang e Becerik-Gerber (2015),
Gunay et al. (2017), Gunay et al. (2018), Jia et al. (2022), Jung, Jazizadeh
e Diller (2019), Li, Menassa e Kamat (2017), Li et al. (2018), Li et al.
(2021), L1, Zhang e Zhao (2019), Ouf, Park e Gunay (2020), Zhang et al.
(2023)

Support Vector
Machine (SVM)?

Aryal e Becerik-Gerber (2019), Aryal e Becerik-Gerber (2020), Cen,
Cheng e Wong (2022), Chaudhuri ef al. (2018a), Chaudhuri ef al. (2019),
Cosma e Simha (2019), Ghahramani, Tang e Becerik-Gerber (2015),
Jeoung et el. (2022), Jiang e Yao (2016), Jung, Jazizadeh e Diller (2019),
Kati¢ et al. (2018), Kati¢, Li e Zeiler (2020), Li, Menassa e Kamat
(2017), Lu et al. (2019), Lu e Cochran Hameen (2021), Ma e Pan (2021),
Morresi et al. (2021), Peng, Nagy e Schliiter (2019), Pigliautile et al.
(2020), Wang et al. (2023), Yang et al. (2022), Yu et al.

(2022), Li et al. (2023a), Aparicio-Ruiz et al. (2023)
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Quadrol (continuagdo). Classificacao dos algoritmos segundo os tipos de aprendizagem.

Aprendizagem nao-supervisionada
Clusterizagdo™ Sadeghi et al. (2018), Sarkar, Nambi e Prasad (2016)
k-means Carreira et al. (2018), Jayathissa et al (2020)

Aprendizagem por reforco

Branching Dueling OQ-Network | Lei et al. (2022)

O-Learning Cheng et al. (2016), Park et al. (2019a), Park e Nagy
(2020)

Reinforcement learning- Jung, Jeoung e Hong (2022)

based**

Modelo matematico com atualizacao dinamica

Analise estatistica dinamica Nagy et al. (2015), Nagy, Yong e Schlueter (2016), Ouf,
Park e Gunay (2020)
Filtro de Kalman (FK) Gunay et al. (2014)

Rede/ Classificag¢ao/ Inferéncia | Ghahramani, Tang e Becerik-Gerber (2015), Sadeghi et al.
Bayesiana (2018), Xiong et al. (2020)

Inclui: Bagged Trees (Random Forest Bag + DT), Boosted Trees (AdaBoost + DT), Classification Tree (CT),
Extra Tree Classifier (ETC) e RUSBoosted Trees (RUSBoost + DT).

2 Inclui: Linear, quadratica e variagdes.

3 Inclui: Fit Regression Ensemble (FRE), Gradient Boosting (GB) e Light Gradient Boosting Machine (LGBM).

4 Inclui: Extreme Learning Machine (ELM), Long Short-Term Memory (LSTM), Multilayer Perceptron (MLP),
Nonlinear Autoregressive Neural Network (NAR) e Nonlinear Autoregressive Neural Network with Exogenous
Inputs (NARX).

5 Inclui: Support Vector Classifier (SVC).

* Algoritmo ndo nomeado de forma especifica.

** Algoritmo de aprendizagem por refor¢o com adaptagdes.

De forma geral, a abordagem mais utilizada foi a aprendizagem supervisionada,
presente em 49 dos 61 trabalhos. A aprendizagem por reforco e a ndo-supervisionada estiveram
presentes em cinco e quatro trabalhos, respectivamente. Os modelos matematicos foram
encontrados em seis estudos. Em alguns casos, o modelo matematico foi combinado com o uso
de aprendizagem supervisionada (Ouf; Park; Gunay, 2020) ou ndo-supervisionada (Sadeghi et
al., 2018). Em termos mais especificos, nos trabalhos com o objetivo de realizar inferéncias
sobre as preferéncias ou conforto dos usudrios, os algoritmos mais utilizados foram o RF
(dezenove ocorréncias), 0 SVM (dezesseis ocorréncias), a DT (onze ocorréncias) e o KNN (dez
ocorréncias). Redes neurais artificiais também foram frequentemente utilizadas, sob diferentes
configuragdes. Entre os estudos que abordaram controle dos sistemas de climatizagdo e/ou
iluminagdo, os algoritmos mais utilizados foram as redes neurais e a regressao logistica, com

sete e cinco ocorréncias, respectivamente.
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Considerando os algoritmos utilizados em cada tipo de sistema, observou-se que nao
ha padrao para solucionar cada tipo de problema. Porém, identificou-se o uso de abordagens
semelhantes em trabalhos subsequentes: andlise estatistica dindmica (Nagy et al., 2015; Nagy;
Yong; Schlueter, 2016), regressao logistica (Gunay et al., 2017, 2018), O-learning (Park et al.,
2019a; Park; Nagy, 2020), regressao linear (Li et al., 2018, 2021; Li; Zhang; Zhao, 2019), SVM,
KNN e RF (Aryal; Becerik-Gerber, 2019, 2020), Boosted Trees, Bagged Trees e SVM (Kati¢
et al., 2018; Kati¢; Li; Zeiler, 2020), SVM ¢ RF (Chaudhuri et al., 2018a, 2018b, 2019) ¢ SVM
(Lu et al., 2019; Lu; Cochran Hameen, 2021).

Alguns autores avaliaram a qualidade do algoritmo utilizado por meio de medidas de
desempenho como R?, Mean Absolute Error (MAE), Mean Square Error (MSE), Root Square
Mean Error (RMSE), AUC, sensibilidade, especificidade, precisdo, F'/-score e acuracia.

Laftchiev, Romeres e Nikovski (2021) transformaram a medida de erro em graus,
reportando que seu sistema era capaz de identificar, por meio de redes neurais, a temperatura
adequada para o funcionamento do sistema de climatizacdo com MAE de 0,5°C ¢ RMSE igual
a 0,6°C, valores que os autores consideraram adequados. Zhu et al. (2021) avaliaram o
desempenho de uma rede neural na identificagao da preferéncia de temperatura e classificagao
dos usuarios de acordo com as mudancas de sefpoint. Os autores utilizaram o MSE e
encontraram erro de 0,28, atestando a qualidade dos resultados. As redes neurais também
apresentaram bons resultados na inferéncia de votos de sensacao térmica, com R? igual a 0,89
(Deng; Chen, 2020), na identificagdo das preferéncias de cenarios de iluminagao, com acuricia
de 88,5% (Mandaric; Skocir; Jezic, 2020), e na inferéncia de conforto térmico, com acuracia
igual a 89,2% (Shan et al., 2020). Para a inferéncia de sensacdo térmica individual de cinco
usudrios, as redes neurais apresentaram acuracia variando entre 72,8% e 82,9% e sensibilidade
de 68,3% a 89,4% (Zhong; Choi, 2017). Baek et al. (2023) utilizaram uma CNN para prever o
conforto térmico de ocupantes a partir de imagens térmicas, e obtiveram acuracia de 96,0%.

A regressao linear foi utilizada para prever a sensagao térmica e obteve R? de 0,94 (Li
et al., 2018). O mesmo tipo de inferéncia foi realizado a partir do C-SVC e do Predicted Mean
Vote (PMV), com acuracias de 89,9% e 49,7%, respectivamente (Jiang; Yao, 2016). Em outros
estudos, autores utilizaram o algoritmo RF e obtiveram acuracias de 80,0% (Li; Menassa;
Kamat, 2017), 84,0% (Wu et al., 2023), 92,8% (para homens) e 94,3% (para mulheres)
(Chaudhuri et al., 2018b). Na inferéncia quanto a preferéncia térmica, a acuracia do algoritmo
atingiu 91,0% (Zhang et al., 2022). Choi e Yeom (2019) utilizaram a arvore de decisdo J48 para
prever a satisfacao térmica de dezesseis usudrios. A acuracia do algoritmo variou com o tipo de

dado de entrada, ficando entre 34,5% usando apenas o indice de massa corporal e 95,2%
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utilizando temperaturas corporais € género. Em Intharachathorn et al. (2023), o desempenho da
DT na previsao de sensacdo térmica de 32 usuarios resultou em acurécia igual a 66,9%.

Aparicio-Ruiz et al. (2023) avaliaram o desempenho dos algoritmos RF, DT, SVM,
KNN e NB quanto a inferéncia de sensacao térmica apos um ano de coleta de dados. Os autores
verificaram a acuracia, sensibilidade, precisao e F'/-score dos algoritmos. O melhor resultado
foi obtido a partir do uso do RF, com acurécia e sensibilidade iguais a 59,1% e precisdo igual a
56,9%. A DT, o SVM e o KNN alcancaram medidas de avaliagdo entre 51,6% e 56,3%. O pior
desempenho foi obtido com o NB, com acuricia e sensibilidade iguais a 50,5% e precisao igual
a29,0%.

Li, Menassa e Kamat (2018) realizaram a inferéncia quanto ao conforto térmico de 12
usuarios a fim de verificar a necessidade de aquecimento ou resfriamento. Utilizando o
algoritmo RF, a acuricia individual para resfriamento e para aquecimento (separadamente)
variou entre 82,1% e 95,5%. O modelo geral, unindo resfriamento e aquecimento, obteve
acuracia média de 85,0%. Na inferéncia de sensagdo térmica personalizada, o RF atingiu
acuracia média de 88,0%, mas no caso de multiplos usuarios, observou-se desempenho
insatisfatorio com acurdcia de 54,4% (Jeoung et al., 2022). Verificou-se, no entanto, que
identificar a preferéncia de multiplos usuarios pode ser uma tarefa complexa independente do
algoritmo utilizado. E o caso do estudo de Jia ef al. (2022), que utilizaram GB, RF, RLog, DT
e RNA para a inferéncia de sensac¢do e conforto térmico de vinte usuarios. A acuricia média
dos modelos individuais variou de 73,1% (RLog) a 99,7% (RNA), enquanto a média geral
permaneceu entre 30,1% e 52,5%. Nas inferéncias por género os autores alcangaram acuracias
de 67,2% na inferéncia quanto a sensagdo térmica para os homens usando a DT e 48,8% na
inferéncia quanto ao conforto térmico das mulheres usando o RF.

Conforme observado, o desempenho dos algoritmos varia conforme o conjunto de
dados utilizado. Neste sentido, selecionar um algoritmo com base nos resultados de outros
estudos ndo costuma ser adequado. Por isso, outros autores também optaram por testar
diferentes algoritmos e comparar seu desempenho para eleger o mais adequado para o seu caso.
O parametro de comparagao utilizado por cada autor varia, especialmente de acordo com o
conjunto de dados utilizado. Jung, Jazizadeh e Diller (2019), por exemplo, utilizaram a acuracia
como parametro de escolha, apesar de também terem calculado o pardmetro F1-score. Os
autores argumentam que a acuracia seria suficiente pois o conjunto de dados estava balanceado.
Em seu trabalho, foram comparados os algoritmos RF, SVM e RLog para prever a preferéncia
térmica de 32 usudrios. A melhor acuricia foi obtida a partir do uso do RF, com valor médio
de 97,0%, seguido da RLog (95,9%) e SVM (93,7%). A comparagdo de acurécias levou Peng,
Nagy e Schliiter (2019) a descartar o uso dos algoritmos GNB e DT (acuracias de 90,0% e
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96,0%, respectivamente) para identificar as preferéncias de temperatura dos usuéarios em seu
estudo. Os outros dois algoritmos cogitados, no entanto, obtiveram acuracias iguais (C-SVC e
MLP com 97,0%) e os autores basearam-se na estabilidade de cada um para realizar a escolha,
optando pelo uso da rede neural.

No estudo de Cosma e Simha (2019), a melhor inferéncia quanto ao desconforto por
calor dos 24 usuarios se deu a partir dos algoritmos SVM e RF Classifier. Os autores avaliaram
a qualidade das previsdes por meio da acurdcia, precisdo e sensibilidade, obtendo valores de
87,7%, 90,0% e 88,0%, respectivamente, para os dois algoritmos. Também foram testados os
algoritmos Gaussian Process Classifier € k-Neighbors Classifier, que obtiveram performances
ligeiramente piores.

Chaudhuri et al. (2019) realizaram a inferéncia quanto ao conforto térmico de vinte
usuarios por meio dos algoritmos SVM, RF e CNN. A acuricia maxima foi obtida pelo RF
(94,3%), seguido da CNN (93,3%) e do SVM (86,8%). Os autores ainda compararam com o
PMV, cuja acuracia maxima foi 73,0%. Aryal e Becerik-Gerber (2019) estimaram a sensagao e
a satisfacdo térmica individual de usudrios com os algoritmos RF, SVM, duas configuragdes de
KNN e Subspace Linear Discriminant. Segundo os autores, todos os algoritmos apresentaram
bom desempenho para ambas as predicdes, com acurdcias acima de 85,0%. O melhor
desempenho foi o do KNN, com acuracia de 94,0%. O modelo que combina sensagdo e
satisfacao apresentou resultados inferiores, mas o KNN se manteve com a acuracia mais alta
que os demais, de 76,0%. Em outro estudo, os autores compararam os algoritmos RF, KNN,
SVM e DT, também para inferir sensacgdo e satisfacdo térmica (Aryal; Becerik-Gerber, 2020).
Semelhantemente ao observado no trabalho anterior, o KNN apresentou melhor desempenho
por uma pequena melhoria na acuracia, que foi de 90,0% e 94,0% para as inferéncias de
sensagao e satisfacdo, respectivamente.

Para identificar as preferéncias visuais dos usudrios, Sadeghi et al. (2018) utilizaram
dados de iluminancia e uma combinacdo de Classificagdo Bayesiana com clusterizagao.
Segundo os autores, 0 modelo ¢ capaz de aprender as preferéncias de novos usudrios com 80,1%
de acuracia obtendo dezesseis amostras de suas preferéncias. Com 24 amostras, a acuracia
atinge 83,4%.

O estudo de Yang et al. (2022) comparou o desempenho dos algoritmos DT, KNN,
SVM e alguns algoritmos de Ensemble Learning para inferir sensacao, preferéncia e conforto
térmico individual. Os autores avaliaram acuracia, sensibilidade, precisao e F1-score. Foram
apresentados os resultados de apenas dois usudrios. De maneira geral, o algoritmo SVM
apresentou o melhor resultado, com acurécia de 93,0%, 92,4% e 95,4% para a inferéncia de

sensagao, preferéncia e conforto térmico, respectivamente. Yu et al. (2022) também avaliaram
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alguns algoritmos de Ensemble Learning, além do SVM, da DT, do KNN e da Discriminant
Analysis. Os algoritmos foram avaliados sob diferentes configuragdes de hiperparametros com
o objetivo de identificar o mais adequado para lidar com dados de equipamentos “profissionais”
e de baixo custo. Apods avaliar acuracia, sensibilidade, precisdao e AUC, os autores concluiram
que o melhor algoritmo para prever a sensagao térmica dos usudrios seria 0 KNN. No caso dos
dados obtidos por equipamentos profissionais, atingiu-se acuracia de 83,6%, precisdo de 89,0%,
sensibilidade de 84,0% e AUC igual a 0,86. No segundo caso, obteve-se acuracia de 75,4%,
precisao de 79,0%, sensibilidade de 82,7% e AUC igual a 0,87. Salienta-se que os
hiperparametros utilizados para cada caso foram diferentes.

Li et al. (2023a) compararam o desempenho dos algoritmos SVM, RF e ELM para a
previsdo de sensacdo e conforto térmico durante o verdo. Os dois ultimos algoritmos
apresentaram acuracias semelhantes, em torno de 88,0%. O SVM obteve 90,0% de acuracia e,
apods o processo de otimizagdo, a medida subiu para 96,0%. Os autores também compararam
com o desempenho do PMV, cuja acuracia foi de apenas 33,7%.

O SVM também apresentou o melhor desempenho na inferéncia quanto ao conforto
térmico no estudo de Wang et al. (2023). O algoritmo apresentou acuracia de 95,8%, F1-score
igual a 96,0% e AUC de 0,97. Também foram analisados os algoritmos KNN e RF, além da
variagio dos seus hiperparimetros (incluindo o SVM). E interessante observar que, para
algumas configuracdes do SVM, o desempenho da inferéncia foi pior que dos outros dois
algoritmos por conta das caracteristicas do conjunto de dados. Diante disso, ¢ importante
enfatizar a necessidade de conhecer o conjunto de dados com que se esta trabalhando e utilizar
as medidas de avaliacdo adequadas durante o processo de escolha do algoritmo.

Jeoung et al. (2022) compararam RF, SVM, DT, GB e RNA na inferéncia dos votos
de sensagdo térmica individual e coletivamente. O algoritmo com melhor desempenho foi o
GB, com acuracia média de 88,2% para a inferéncia personalizada e 55,8% com multiplos
usuarios. O pior desempenho foi o do algoritmo SVM, com acuricia média individual de 51,2%
e 28,3% para multiplos usuarios.

Hé4 casos em que pode ser viavel optar pelo algoritmo de menor acuracia. A
comparac¢do de acurdcia dos algoritmos SVM (86,8%) e Extreme Learning Machine (79,7%)
para a inferéncia quanto ao conforto térmico levaria a escolha do primeiro (Chaudhuri ef al.,
2018a). No entanto, os autores argumentam que a velocidade de processamento do segundo
algoritmo pode ser mais interessante na pratica.

Lu ef al. (2019) compararam os algoritmos SVM, RF e PMV na inferéncia quanto ao
conforto térmico individual de dois usuarios. Como medidas de avaliagdo, os autores utilizaram

a precisdo, sensibilidade e F1-score. O SVM apresentou o melhor resultado, atingindo 100%
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em todas as medidas de avaliagdo para o modelo feminino e valores entre 95,0% e 97,5% para
o modelo masculino. As medidas de avaliagdo do RF permaneceram entre 90,4% e 92,5%,
enquanto para o PMV os valores ficaram entre 31,8% e 41,6%. Em seguida, Lu ¢ Hameen
(2021) optaram por analisar seus dados utilizando a sensibilidade como medida de avaliagdo.
A decisao dos autores se baseou no desbalanceamento do conjunto de dados, que possuia mais
dados de conforto e satisfagcdo térmica do que o oposto. O algoritmo utilizado foi o SVM, que
costuma apresentar melhor desempenho com este tipo de conjunto de dados. Em termos de
modelos individuais, os resultados variaram significativamente conforme o ocupante (46,1% a
100,0% para a inferéncia de satisfagdo e 61,5% a 100,0% para a de sensacdo). Os modelos
gerais por género atingiram sensibilidade entre 73,5% e 87,0%.

Para definir o melhor algoritmo para a inferéncia quanto a sensa¢do térmica em seu
estudo, Salehi, Ghanbaran e Maerefat (2020) compararam o R? e o MAE dos algoritmos DT,
RNA, Gaussian Process Regression e Fit Regression Ensemble. O melhor desempenho foi do
algoritmo Gaussian Process Regression, com R? igual a 0,85 ¢ MAE igual a 0,53. O algoritmo
apresentou erro maximo de 6% tanto para a inferéncia de sensacao de calor quanto de frio. Para
este caso, 0 PMV apresentou erro menor que 1% para a sensacao de calor e 52% para a de frio.

Morresi et al. (2021) compararam SVM, RF e Extra Tree Classifier na inferéncia
quanto ao conforto térmico de 23 usuarios. O algoritmo RF apresentou o melhor desempenho,
com acuracia média de 93,7%, seguido pelo Extra Tree Classifier (93,4%) e SVM (89,5%). Os
autores também realizaram a validagdo conhecida como /leave-one-out, testando também o uso
de MLP, CNN e LSTM. O melhor resultado permaneceu sendo do RF, com MAE de 1,4 e
MAPE de 24%.

Katic et al. (2018) utilizaram redes neurais (NARX e NAR), SVR, GPR, Boosted Trees
e Bagged Trees para realizar inferéncia do conforto térmico individual de dois usudrios. O
melhor desempenho foi da rede NARX, com MSE entre 0,00029 ¢ 0,00020 e RMSE entre 0,043
e 0,049. E interessante salientar que as configuragdes utilizadas para atingir o resultado 6timo
para cada usudrio foram diferentes, demonstrando a importancia de avaliar diferentes
algoritmos e configuragdes para cada conjunto de dados. Em trabalho subsequente, Katic, Li e
Zeiler (2020) utilizaram a acuracia e AUC para avaliar o desempenho dos algoritmos SVM,
RUS Boosted Trees, Boosted Trees, Bagged Trees. O melhor desempenho foi do SVM, com
acuracia média de 80,0% e 87,0% para a inferéncia de conforto e sensacdo térmica,
respectivamente. A AUC média mostrou-se consistente nos dois casos, segundo os autores, em
torno de 0,80.

As mesmas medidas de avalia¢do foram utilizadas por Cen, Cheng e Wong (2022). Os

autores buscaram prever sensacao térmica, preferéncia de temperatura e velocidade do ar por
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meio dos algoritmos RLog, SVM, DT, RF, Extreme Gradient Boosting ¢ LGBM. Os trés
ultimos apresentaram melhor desempenho. Em termos de analise individual, a acuracia média
e AUC foram de 82,0%/0,92, 84,5%/0,92 ¢ 80,7/0,91 para a inferéncia de sensacdo térmica,
preferéncia de temperatura e velocidade de vento, respectivamente. Na analise em grupo, o
melhor resultado para a inferéncia quanto a sensagao térmica foi do RF (73,3%/0,89), enquanto
o LGMB obteve os melhores resultados para a inferéncia quanto a temperatura e velocidade do
ar preferidas (82,2%/0,92 e 77,7%/0,91).

Aguilera, Toftum e Kazanci (2019) utilizaram a AUC como indice para avaliar os
algoritmos para a inferéncia quanto a preferéncia térmica dos usudrios presentes em seus
estudos. Os autores compararam a utilizagdo de logica Fuzzy, Naive Bayes, redes neurais e
PMV. De forma geral, a melhor inferéncia foi realizada pelo NB, com AUC igual a 0,73,
seguido pelo PMV, com 0,70. Os autores argumentam que o resultado se deve as caracteristicas
do NB, que consegue fazer inferéncias de forma satisfatoria mesmo em conjuntos de dados
desbalanceados, como era o caso.

Pigliautile et al. (2020) concluiram que o algoritmo mais adequado para prever a
sensacao térmica dos usuarios em seu estudo seria o SVM, com 84,0% de acuracia, seguido por
NB (82,0%), RF (79,0%), LDA (77,0%), DT (72,0%) e KNN (68,0%). O modelo proposto por
Ghahramani, Tang e Becerik-Gerber (2015) atingiu acuréacia de 70,1% e especificidade de
76,7% na inferéncia das preferéncias térmicas dos usudrios. O uso da rede Bayesiana com
aprendizagem online foi superior aos algoritmos KNN (64,8%, 68,6%), RLog (66,7%, 70,4%),
DT (66,3%, 68,5%), SVM (63,5%, 69,4%) e também ao PMV, que obteve o pior resultado:
56,0% e 69,5% de acuracia e especificidade, respectivamente.

Para realizar a inferéncia quanto as preferéncias térmicas, visuais e acusticas de 30
usudrios, Jayathissa et al. (2020) utilizaram uma combinacao de k-means ¢ RF. O primeiro foi
utilizado para agrupar os ocupantes de acordo com suas preferéncias, enquanto o segundo foi
usado para realizar as inferéncias. Os autores avaliaram as possibilidades e verificaram que o
melhor modelo apresentou Fl-score de 64,0%, 80,0% e 87,0% para as preferéncias térmica,
visual e actstica, respectivamente. A acuracia das previsdes para novos usuarios ficou entre
72,0% e 87,0%.

Ma e Pan (2021) buscaram prever o conforto visual usando os algoritmos
Classification Tree, RF, SVM e Gaussian Mixed Model. As medidas usadas para a avaliacao
foram acurécia, precisdo, sensibilidade, F1-score e AUC. Os autores constataram que a melhor
inferéncia se deu a partir do uso do RF, com acurécia entre 85,1% e 88,3%, precisdo entre
85,0% e 88,0%, sensibilidade de 83,0% a 89,0%, F1-score entre 84,0% e 86,0% e AUC igual a
0,72.
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Diante do observado, pode-se assumir que os algoritmos apresentaram resultados
promissores, cada qual em seu contexto. A possibilidade de avaliar previamente o desempenho
dos algoritmos por meio da acuracia € uma das vantagens deste tipo de abordagem. Ressalta-se
que o desempenho dos algoritmos também pode ser influenciado pelo conjunto de dados
utilizado. Neste sentido, ¢ importante conhecer o conjunto de dados e identificar possiveis
vieses na amostra por meio de medidas como sensibilidade, especificidade e precisio. E
interessante destacar que a acuracia pode apresentar valores altos quando alguma das medidas
de avaliacdo ndo estd adequada, mas o oposto nao acontece com frequéncia. Isto €, se o valor
da acurécia for ruim, provavelmente as demais medidas ndo serdo boas. Por fim, também ¢
valido recorrer aos algoritmos que podem apresentar melhor desempenho em caso de conjuntos
desbalanceados.

A preferéncia pelos algoritmos de aprendizagem supervisionada pode estar associada
ao fato de que as preferéncias indicadas pelos proprios usuarios podem ser tratadas como
variaveis categoricas (muito quente, quente, neutro, frio, muito frio, claro, agradavel, escuro).
No caso da aprendizagem nao-supervisionada, € o proprio algoritmo que “cria” as categorias
(grupos ou clusters) e classifica os dados, isto €, ndo ha uma referéncia do ponto de vista do
usuario indicando determinadas condigdes ambientais como satisfatorias ou ndo. A
aprendizagem por reforco, por sua vez, pode demandar grande quantidade de interagcdes do
usudrio com as interfaces para atingir desempenho satisfatorio. Ressalta-se, ainda, a

necessidade de encontrar uma forma de ponderar as preferéncias dos usuarios em ambientes

compartilhados, a fim de encontrar o melhor cenario em termos de satisfacdo dos usuarios.

2.3.2. Personalizac¢ao dos sistemas de controle centrados no usuario

Esta secdo apresenta as praticas mais comuns encontradas na literatura em termos de

identificacdo e/ou distin¢do de usudrios e de suas preferéncias.

2.3.2.1. Formas de deteccao e identificacao dos usuarios

A forma de detec¢do dos usuarios pode variar consideravelmente. Uma das dificuldades
associadas a este tema ¢ a violacdo de privacidade dos usuarios. Observa-se que varias
possibilidades foram exploradas, algumas visando distinguir os usudrios, outras apenas conté-
los ou detecté-los. Os dispositivos de detec¢dao mais utilizados foram os sensores de movimento
(Gunay et al., 2017, 2018; Nagy et al., 2015; Nagy; Yong; Schlueter, 2016; Peng; Nagy;

Schliiter, 2019). Destaca-se, no entanto, que um dos principais problemas apontados nos
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trabalhos que utilizam este tipo de tecnologia ¢ a auséncia de movimentos que ativem os
sensores, pois as atividades desempenhadas em escritdrios podem ser relativamente monotonas.
Além disso, este tipo de monitoramento ndo ¢ capaz de distinguir os usudrios e, portanto, pode
prejudicar o desempenho do sistema na personalizagdo das condi¢des de controle em ambientes
com multiplos usuarios.

Os autores de trabalhos desenvolvidos em ambientes controlados puderam
desenvolver seus experimentos levando em conta os dados dos usudrios presentes no local
(Aryal; Becerik-Gerber, 2020; Baek et al., 2023; Cen; Cheng; Wong, 2022; Chaudhuri ef al.,
2018a, 2018b, 2019; Choi; Yeom, 2019; Cosma; Simha, 2019; Jia et al., 2022; Jiang; Yao,
2016; Jung; Jeoung; Hong, 2022; Jung; Jazizadeh; Diller, 2019; Kati¢ et al., 2018; Kati¢; Li;
Zeiler, 2020; Laftchiev; Romeres; Nikovski, 2021; Lei et al., 2022; Li; Menassa; Kamat, 2018;
Lietal., 2018, 2021; Li; Zhang; Zhao, 2019; Lu et al., 2019; Lu; Cochran Hameen, 2021; Ma;
Pan, 2021; Morresi et al., 2021; Pigliautile et al., 2020; Sadeghi ef al., 2018; Salehi; Ghanbaran;
Maerefat, 2020; Shan et al., 2020; Wang et al., 2023; Yang et al., 2022; Yu et al., 2022; Zhang
et al., 2023, 2022; Zhong; Choi, 2017). Algo semelhante foi observado no trabalho de Rajith,
Soki e Hiroshi (2018), que consideraram plena ocupagao durante o desenvolvimento do estudo.
Este tipo de decisdo pode resultar na generalizagdo dos modelos de preferéncia, que podem
considerar dados de usuarios que sequer estarao presentes durante o periodo de operacao do
sistema. Outros autores consideraram a interacao dos usuarios (com as interfaces dos sistemas
ou a partir de votos) como sinal de presenca, realizando a contagem dos individuos, mas sem
distingui-los (Li; Menassa; Kamat, 2017; Zhu ef al., 2021). Alternativamente, verificou-se o
desenvolvimento de interfaces em que os usudrios pudessem se identificar e indicar suas
preferéncias (Aguilera; Toftum; Kazanci, 2019; Aryal; Becerik-Gerber, 2019; Cheng et al.,
2016; Ghahramani; Tang; Becerik-Gerber, 2015; Xiong et al., 2020).

Outras alternativas para a detec¢do e distingdo de usuarios sdo o uso da tecnologia
Bluetooth (Deng; Chen, 2020; Jayathissa et al., 2020; Park et al., 2019a), a utiliza¢do da
localizagdo do smartphone (Jeoung et al., 2022; Sarkar; Nambi; Prasad, 2016) e o uso de
identificadores por radiofrequéncia (RFIDs) (Carreira ef al., 2018). Apesar de serem uteis para
a distingdo dos usudrios, estes tipos de solugdes dependem da participagdo direta dos usudrios.
Isso pode se tornar um problema se os usuarios ndo forem devidamente orientados ou se ndo
estiverem atentos a necessidade de estarem constantemente com seus dispositivos ou cartdes
RFID. Encontrou-se ainda o uso de fechaduras inteligentes para a detec¢do e distingdo dos
usuarios (Mandaric; Skocir; Jezic, 2020). No entanto, os autores ndo especificam se isso se da

a partir de impressdes digitais, cartdes RFID ou outros.
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Em alguns trabalhos que analisaram sistemas de controle centrados na preferéncia dos
usuarios por meio de simulagdo, observou-se o uso de modelos de ocupagdo e preferéncia
disponiveis na literatura (Gunay et al., 2014; Ouf; Park; Gunay, 2020; Park; Nagy, 2020; Wu
etal.,2023). As formas de deteccdo de usuarios apresentadas até entdo podem apenas informar
se ha usuarios presentes ou ndo (e algumas podem identifica-los). Entretanto, nao sdo capazes
de prever a ocupagdo em qualquer horizonte temporal. Para isso, seria necessario coletar dados
por um periodo de tempo e utilizar algum algoritmo para realizar a previsdo (Barrett; Linder,
2015).

Detectar a presenca de um ou mais ocupantes ¢ uma etapa fundamental para o
funcionamento correto de um sistema de controle centrado no usuario. A partir dela, € possivel
verificar se existe ou ndo a necessidade de realizar ajustes na climatizacdo e/ou iluminac¢do no
local. Nos trabalhos analisados, verificou-se que existem diferentes formas de realizar esta
tarefa, cada uma com suas vantagens e desvantagens. Dar ao usudrio a tarefa de informar sua
presenga pode conferir-lhe maior senso de responsabilidade e percepg¢do de controle sobre o
ambiente, mas também pode ser entendido como uma tarefa a mais que ele pode ndo estar
disposto a realizar.

Identificar cada usudrio ¢ igualmente importante, pois permite que o sistema seja mais
preciso com relagdo as condigdes ambientais que devem ser proporcionadas. Além disso, nos
casos de ambientes com multiplos usuarios, a identificacdo dos que estdo presentes possibilita
a personalizacao das condi¢des ambientais conforme a tolerancia do grupo. Em outras palavras,
a presen¢a de um usuario mais sensivel pode fazer com o que o sistema realize mais a¢des do
que se houverem apenas usudrios tolerantes no ambiente. A realizag¢do deste tipo de ponderacao,

contudo, ainda ¢ um desafio, conforme observado na se¢ao 2.3.1.

2.3.2.2. Identificagdo e incorporacgio de preferéncias aos sistemas de controle

Zhu et al. (2023) argumentam que identificar as preferéncias de um ou mais usudrios ¢ uma
tarefa complexa, uma vez que ndo € possivel defini-las como um intervalo de parametros fisicos
estaticos. Por outro lado, formular um sistema que seja capaz de alterar dinamicamente seu
funcionamento — incluindo continuamente dados de “preferéncia” — também pode nao ser a
melhor ideia, uma vez que as alteracdes podem estar mais ligadas a habitos do que a
preferéncias. Ainda ndo ha consenso sobre uma forma ideal de identificar as preferéncias dos
usuarios para incorporar no funcionamento dos sistemas de controle. No entanto, o que se
observa na literatura ¢ que isso tem sido feito a partir do monitoramento da interagdo dos

usudrios com as interfaces do sistema ou por voto direto (questionarios e/ou votos em escala).
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A revisao dos estudos que utilizaram a aprendizagem de maquina na etapa de
inferéncia das preferéncias dos usuarios mostrou que os autores costumam utilizar o sistema de
votos. Estima-se que, pelo fato de serem estudos conduzidos em ambientes controlados e em
curtos periodos de tempo, esta pode ter sido a alternativa mais adequada encontrada pelos
pesquisadores. Apenas dois estudos combinaram os votos com o monitoramento das interagdes
(Lu; Cochran Hameen, 2021; Wang ef al., 2023).

Nos estudos que incluiram as preferéncias dos usuarios no funcionamento de algum
sistema de controle, a frequéncia da utilizacao das duas abordagens foi semelhante em termos
quantitativos: quatorze trabalhos utilizaram os votos dos usudrios € onze optaram por utilizar
sua interagdo com as interfaces. Por outro lado, os trabalhos voltados para os sistemas de
iluminagdo (Figura 13) tenderam a utilizar as interacdes dos usudrios com as interfaces do
sistema, enquanto os estudos direcionados aos sistemas de climatizacao (Figura 14) utilizaram
0s votos com maior frequéncia. Em ambos os casos, as informagdes coletadas costumam ser
associadas com condi¢des ambientais (temperatura interna e/ou externa, umidade, iluminancia),

dados fisioldgicos ou pessoais (vestimenta, por exemplo) no momento da resposta.

Figura 13. Obtencado das preferéncias dos usudrios em sistemas de iluminagao.
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Figura 14. Obtengao das preferéncias dos usudrios em sistemas de climatizagao.
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As informagdes solicitadas pelos pesquisadores costumam ser em modelo de escala de
conforto (como a proposta pela ASHRAE), no entanto, o tipo de informacdo pode variar.
Alguns autores solicitam votos de sensacao (Baek ef al., 2023; Chaudhuri et al., 2018b, 2019;
Deng; Chen, 2020; Jeoung et al., 2022; Jiang; Yao, 2016; Jung; Jeoung; Hong, 2022; Li et al.,
2018; Li; Zhang; Zhao, 2019; Morresi et al., 2021; Park; Nagy, 2020; Shan et al., 2020; Yu et
al., 2022), enquanto outros optam por questionar preferéncia (Aguilera; Toftum; Kazanci, 2019;
Ghahramani; Tang; Becerik-Gerber, 2015; Jayathissa et al., 2020; Jung; Jazizadeh; Diller,
2019; Rajith; Soki; Hiroshi, 2018; Zhang et al., 2023), conforto (Cosma; Simha, 2019; Lu et
al., 2019; Zhong; Choi, 2017), satisfagdo (Choi; Yeom, 2019) ou aceitabilidade (Mandaric;

Skocir; Jezic, 2020). Ha ainda os que solicitam varias destas informacdes:
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e Conforto e satisfacdo (Aryal; Becerik-Gerber, 2020);
e Sensacdo e satisfacdo (Aryal; Becerik-Gerber, 2019; Li et al., 2021; Lu;
Cochran Hameen, 2021); sensacao e preferéncia (Cen; Cheng; Wong, 2022;
Li; Menassa; Kamat, 2017; Zhang et al., 2022);
e Conforto e sensacgdo (Kati¢ et al., 2018; Kati¢; Li; Zeiler, 2020; Wang et al.,
2023);
e Trés ou mais fatores entre os supracitados (Lei et al., 2022; Ma; Pan, 2021;
Pigliautile et al., 2020; Salehi; Ghanbaran; Maerefat, 2020; Yang et al., 2022).
A coleta de multiplas informagdes pode ser util para comprovar a subjetividade da
percepgao de conforto. Ha relatos na literatura de usuarios que declararam sensacao de conforto
“neutra” e, a0 mesmo tempo, estavam insatisfeitos com o ambiente (Aryal; Becerik-Gerber,
2019). Também ¢ possivel identificar a preferéncia do usuario oferecendo-lhe a op¢ao de votar
por aumentar ou diminuir a temperatura (Carreira et al., 2018) ou mesmo em termos
qualitativos, como “claro” e “escuro” (Cheng et al., 2016). Sarkar, Nambi e Prasad (2016)
solicitaram a preferéncia dos usudrios sobre o ambiente térmico e visual em termos de
“preferivel”, “amigavel”, “desconfortavel” e “hostil”.
Em geral, a coleta dos votos ¢ feita via web, aplicativo do smartphone ou smartwatch.
Alguns autores solicitam o voto dos usudrios em momentos ou intervalos de tempo determinado
(Chaudhuri et al., 2018a, 2018b; Cosma; Simha, 2019; Ghahramani; Tang; Becerik-Gerber,
2015; Jayathissa et al., 2020; Jeoung et al., 2022; Jia et al., 2022; Jiang; Yao, 2016; Li et al.,
2018; Li; Zhang; Zhao, 2019; Pigliautile et al., 2020; Sadeghi ef al., 2018; Salehi; Ghanbaran;
Maerefat, 2020; Yu et al., 2022; Zhang et al., 2022; Zhong; Choi, 2017), enquanto outros os
deixam livres para fazé-lo quando quiserem (Baek et al., 2023; Jung; Jazizadeh; Diller, 2019;
Morresi et al., 2021; Shan et al., 2020; Yang et al., 2022). Sarkar, Nambi e Prasar (2016)
constataram que, em média, 78% dos feedbacks indicaram conforto nos momentos em que o
nivel de iluminagao foi ajustado por iluminagdo em excesso ou insuficiente. Pode-se supor, a
partir desta informacdo, que os usudrios somente lembram de informar que estdo em conforto
quando este € restaurado. Em estudos de curta duragdo, contudo, pode ndo ser interessante optar
pelo feedback voluntario. Aguilera, Toftum e Kazanci (2019) relatam que o nimero de
feedbacks decaiu ao longo dos dias do experimento. Devido ao curto intervalo de tempo para
coletar dados suficientes para realizar inferéncias, por exemplo, o esquecimento dos usudrios
pode comprometer a qualidade dos resultados (Yang ef al., 2022).
De forma geral, verifica-se que os autores consideram que a auséncia de votos significa
que os usuarios estdo confortaveis (Li; Menassa; Kamat, 2017; Rajith; Soki; Hiroshi, 2018) ou,

no minimo, tolerando a condi¢cao ambiental em que se encontram (Ouf; Park; Gunay, 2020).
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A mesma premissa ¢ adotada pelos autores que monitoram a interagdo dos usuarios
com as interfaces dos sistemas, isto ¢, a interacdo do usuario com a interface (alterando a
condicdo ambiental) € vista como uma tentativa de restabelecimento de conforto (Laftchiev;
Romeres; Nikovski, 2021; Peng; Nagy; Schliiter, 2019). Gunay et al. (2014) verificaram que as
interacdes com as interfaces do sistema de iluminagao (artificial e persianas) reduziram em até
85% a partir da implementagdo do controle centrado no usudrio. Em Park e Nagy (2020), a
utilizagdo da aprendizagem por reforco reduziu em cerca de 40% das intera¢des indicando
“muito quente”. Neste sentido, a medida que os usudrios interagem com o sistema, estdo,
indiretamente, indicando sua preferéncia em relacdo ao ambiente.

Na pratica, € possivel observar que os usuarios contestam (isto €, sobrescrevem) as
acOes do sistema quando estas ndo os satisfazem. Ao coletar dados para identificar as
preferéncias de iluminagdo dos ocupantes, Xiong et al. (2020) verificaram que mais de 10%
das alteragdes no ambiente foram contestadas. No trabalho de Gunay ef al. (2017), os usuarios
contestaram entre 6% e 8% dos desligamentos de lampadas realizados pelo sistema a fim de
restabelecer a condigdo anterior. Em Nagy, Yong e Schlueter (2016), o percentual de
contestagoes foi de 23,6% e 12,6% para os desligamentos e acionamentos, respectivamente.
Utilizando regressao logistica, Gunay et al. (2018) observaram — durante o periodo de controle
automatico — entre uma interacao a cada trés semanas e uma interagdo a cada 25 semanas. O
uso de redes neurais permitiu a Peng, Nagy e Schliiter (2019) reduzir as mudangas de setpoint
de quatro a nove por més para uma a cinco no mesmo periodo de tempo. Lu e Hameen (2021)
mostraram ser possivel reduzir o nimero de contestacdes a medida que o algoritmo SVM
aprendia os votos e as contestagcdes dos usuarios.

A necessidade de identificar as preferéncias dos usuarios fica evidente ao observar que
alguns percebem o ambiente escuro por volta dos 1401x (Nagy et al., 2015), enquanto outros o
fazem aos 2001x e outros, ainda, com mais de 4001x de iluminancia (Cheng ef al., 2016). Neste
sentido, realizando ajustes na iluminagao a partir de votos de “claro” ou “escuro”, o sistema de
Cheng et al. (2016) alcangou 92% dos votos de satisfacdo acima de 4 em escala sétima. A
incorporagdo dos votos dos usuarios no controle do sistema de climatizacdo aumentou em 11%
a aceitabilidade térmica (Lei ef al., 2022). Comparando o funcionamento dos sistemas com o
controle manual, foram observadas redu¢des no nivel de desconforto entre 10,9% (Jung;
Jeoung; Hong, 2022) e 53,7% (Li; Menassa; Kamat, 2017). Em Jeoung et al. (2022), o voto de
sensagdo térmica em escala sétima foi de 0,7 (mantendo uma temperatura fixa no sistema de
controle) para 0,4 utilizando o algoritmo de inferéncia de sensagdo térmica, reduzindo em 33%
os votos de desconforto. O sistema de Li, Zhang e Zhao (2019), que utilizou o feedback dos

usudrios para realizar o ajuste da temperatura recebeu nota 5,56 (em uma escala de satisfagao
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de 1 a 7). Em estudo similar, Li ef al. (2021) verificaram que o voto de satisfagdo média foi de
4,61 para o cenario com temperaturas de operagdo fixas, 5,20 com o controle de temperatura
baseado no feedback dos usudrios e 5,30 com o controle baseado na inferéncia de temperatura.
A comparagao com modelos classicos da literatura também demonstra a vantagem dos sistemas
de controle personalizados. Zhong e Choi (2017) obtiveram 84,7% de probabilidade de conforto
utilizando redes neurais para a inferéncia do conforto dos usudrios, enquanto com o PMV este
percentual foi de 64,7%.

A forma de interagao dos usudrios também pode fornecer informagdes relevantes.
Usuarios mais sensiveis tendem a interagir mais com as interfaces e fornecer mais feedbacks
do que usuadrios tolerantes (Ouf; Park; Gunay, 2020). Neste caso, ¢ importante que os algoritmos
tenham capacidade de aprender com rapidez. Adicionalmente, usudrios que solicitam mudangas
mais drésticas (por exemplo, alteragdes de 5°C na temperatura de setpoint) costumam ser
caracterizados como mais radicais do que conservadores (mudanca de 1°C) (Zhu et al., 2021).
A inclusdo da preferéncia de multiplos usudrios nos sistemas de controle pode ser um desafio,
como evidenciado por Deng e Chen (2020). Para um tnico ocupante, os autores conseguiram
reduzir o desconforto em 100%, reduzindo gradativamente o percentual até atingir 85% de
melhoria com cinco ocupantes. Neste sentido, a estratégia de classificar usuarios em perfis,
sugerida por Zhu et al. (2021), pode ser util.

No entanto, o trabalho de Wu et al. (2023) mostra a importancia do cuidado com as
generalizagdes, isto €, de como € necessario ter em mente a subjetividade do conforto de cada
individuo e seu nivel de tolerancia. Os autores realizaram um experimento com um grupo de
usuarios utilizando um sistema de controle baseado em votos de conforto, sensacdo e
aceitabilidade de outro grupo de pessoas. Apesar do voto médio de sensacdo térmica ter
permanecido entre 0,5, houve votos de “extremamente desconfortavel”, “inaceitavel” e
“totalmente inaceitavel”. O estudo de Mandaric, Skocir e Jezic (2020) também evidencia esta
necessidade. Ainda que 86,37% dos ajustes de iluminacdo tenham recebido notas 3 e 4 (em uma
escala de 1 a 4) em cenarios de um Uinico ocupante, na presenca de mais de um ocupante houve
um decréscimo de notas 4 e alguns usudrios reportaram que deixariam o ambiente naquelas
condi¢des de iluminacdo. No estudo de Park et al. (2019a), dois dos cinco usuérios optaram por
manter o sistema de controle automatico de iluminagdo desligado durante praticamente todo o
estudo, fazendo os ajustes de forma manual. Em outro estudo, os autores obtiveram relatos de
um usudrio que afirmou nao considerar o controle automatico importante e que a iluminagao de
tarefa seria a melhor alternativa para o problema da iluminacao (Nagy; Yong; Schlueter, 2016).

Diante do contexto apresentado, ¢ importante salientar que identificar as preferéncias

dos usuarios e inclui-las em um sistema de controle ndo tornara, necessariamente, o ambiente
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mais confortavel ou os usudrios mais satisfeitos. A situagao pode ser ainda mais complexa em
ambientes compartilhados. Ainda que os dados ndo indiquem impactos negativos no conforto
depois da implementagdo dos sistemas, a andlise individual de feedback pode mostrar usuarios
significativamente insatisfeitos. O descontentamento, nestes casos, pode se dar por falta de
controle percebido, dificuldade de compreensdo sobre o funcionamento do sistema ou por nao
considerar que sua implementacdo seja importante. Nestes cendrios, ¢ comum que 0 usuario se
declare insatisfeito com o funcionamento do sistema e até mesmo o boicote (Nagy et al., 2015;
Park et al., 2019a). Day e Gunderson (2015) relatam que os usuarios que recebem treinamento
acerca do sistema de controle sdo mais propensos a se sentirem satisfeitos com o ambiente do
que aqueles que ndo receberam o devido treinamento. Desta forma, para que os sistemas possam
ser avaliados corretamente ¢ necessario considerar todo o contexto em que o usuario esta
inserido, buscando novas medidas e formas de avaliagdo nao apenas em termos de conforto,

mas também para a avaliacao da satisfacdo com o sistema de controle.

2.3.3. Impacto no consumo de energia

O trabalho de Ouf, Park e Gunay (2020) demonstra, por meio de simulagdes, que o aumento ou
reducdo do consumo de energia estd intimamente ligado as configuragdes do sistema de
controle. Estas, por sua vez, dependem diretamente do perfil do usuario. De acordo com os
autores, a associacao deste tipo de sistema personalizado com usuarios tolerantes costuma
resultar em economia de energia, enquanto usudrios mais sensiveis costumam induzir o sistema
a um aumento do consumo de energia elétrica. Peng, Nagy e Schliiter (2019) observaram
variacdes no potencial de economia de energia entre 4,0% e 25,0% em quatro escritorios
distintos, utilizando a mesma abordagem, devido as diferengas nos perfis dos usudrios.

Ao implementar um sistema adaptativo utilizando um filtro de Kalman, Gunay et al.
(2014) observaram que o consumo de energia reduziu cerca de 13,0% em relagdo ao controle
manual. Jeoung ef al. (2022) também compararam o desempenho do sistema ao controle manual
e encontraram diferenga de 27,0% utilizando o algoritmo Gradient Boosting.

Comparando o controle adaptativo com o de setpoint fixo, observa-se diferencas mais
expressivas, como o de Gunay et al. (2014) e o de Zhang et al. (2023) que atingiram 35,0%.
Outros autores obtiveram resultados positivos ao comparar sistemas adaptativos com os
sistemas automaticos comuns, que operam por rotina ou setpoint fixo. Cheng et al. (2016) e Lei
et al. (2022) utilizaram aprendizagem por refor¢o e verificaram potencial de economia de
energia de 10,0% e 13,9%, respectivamente. Utilizando técnicas de clusteriza¢do, Sarkar,

Nambi e Prasad (2016) alcangaram entre 27,0% e 39,0% de economia de energia. Li, Zhang e
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Zhao (2019) utilizaram regressao linear para encontrar potencial de economia diaria de até
13,8% usando o controle baseado no feedback da sensagdo térmica. Em Li et al. (2021), os
autores verificaram que o controle baseado na inferéncia de sensacdo térmica poderia
proporcionar economia de energia cerca de 10% maior em comparagdo ao obtido no trabalho
anterior.

Apesar de serem comuns, os sistemas de controle que operam com setpoint fixo podem
contribuir para o aumento do consumo de energia (Hellwig; Schweiker; Boerstra, 2020). A fim
de evitar situagdes que possam causar desconforto aos usudrios, tais sistemas costumam operar
com parametros mais “conservadores” (por exemplo, minimo de 500 lux). No entanto, se os
usuarios possuem preferéncia (ou até mesmo tolerancia) para ambientes mais escuros, como se
vé€ na literatura (1401x em Nagy et al. (2015)), pode haver desperdicio de energia. Tal situagao
foi observada por Gunay et al. (2014). Ao comparar o consumo de energia durante a operagao
manual do sistema de iluminagdo e de persianas com o controle automatico operado com
setpoint fixo, os autores descobriram que haveria um aumento, no segundo caso, pouco maior
que 30%.

Este tipo de situagao evidencia a necessidade de identificar as condigdes em que os
usuarios se sentem satisfeitos e/ou quais desconfortos sdo capazes de suportar até decidirem
realizar uma acdo sobre o ambiente. Ainda que nem sempre os usudrios estejam dispostos a
abrir mao do conforto em vista da economia de energia (Nagy; Yong; Schlueter, 2016),
Malavazos et al. (2015) afirmam que alguns usuarios toleram pequenos desconfortos para evitar
o inconveniente de ir até o interruptor. Neste sentido, os sistemas de controle capazes de operar
a partir das preferéncias dos usudrios tém apresentado resultados promissores.

Zhong e Choi (2017) encontraram, utilizando redes neurais, potencial de economia de
energia de 9,3% comparando com o consumo baseado na zona de conforto dada pelo método
do PMV. Também a partir de redes neurais, Rajith, Soki e Hiroshi (2018) encontraram potencial
de economia de energia entre 20% e 40% evitando desperdicios e sem comprometer a satisfagcao
dos usuarios. Carreira et al. (2018) também encontraram potencial de economia de energia
dentro deste intervalo. Os autores verificaram que, utilizando o algoritmo k-means € os votos
dos usudrios no controle do sistema de climatizacdo, seria possivel economizar cerca de 26%
de energia elétrica, mantendo mais de 70% dos usudrios em conforto térmico. A estimativa de
economia encontrada por Chaudhuri et al. (2019) usando o RF variou entre 16,0% e 34,4%.
Nagy et al. (2015) propuseram modos de operagao favorecendo o conforto ou a economia de
energia. Quando comparados ao caso base, cuja Uinica estratégia de eficiéncia € apagar todas as
lampadas apds as 19h, o modo conforto apresentou reducdo de 23,2% e o modo de economia

de energia reduziu em 37,9% o consumo com energia elétrica. Por outro lado, a implementagao
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do controle adaptado as preferéncias dos usuarios provocou aumento do consumo de energia
em alguns ambientes de curta permanéncia, como uma sala de impressdo. Os autores
verificaram que os usuarios tinham o habito de entrar e sair da sala sem acionar o sistema de
iluminacao artificial. Portanto, associar um sensor de presenga ao acionamento das lampadas —
ainda que de acordo com as preferéncias dos usuarios — nao resultou em economia de energia.

Diante disso, salienta-se que o potencial de economia de energia estd associado ao
perfil dos usudrios, conforme ja mencionado. Da mesma forma que os usuarios podem optar
por desligar o controle automatico por preferirem o controle manual, seus habitos podem
influenciar diretamente no consumo de energia. Estes fatos reforgam a ideia de que € necessario
observar o contexto em que o sistema de controle centrado no usuario seria implementado a fim

de obter resultados mais satisfatorios.

2.4. Sintese do capitulo

O capitulo de revisao da literatura serviu de base para compreender os conceitos associados as
edificacdes e aos sistemas de controle centrados no usuario, identificando os pontos mais
abordados nos estudos e quais ainda necessitam de contribuigdes.

A secdo 2.1 abordou aspectos gerais acerca das edificagdes centradas no usuario,
salientando que a automacao dos sistemas em prol da eficiéncia energética pode ndo satisfazer
o ocupante. Tendo em vista as vantagens da automagdo adaptativa (Ahmadi-Karvigh et al.,
2017), indicou-se a importincia de identificar as condi¢des ambientais mais confortaveis e/ou
preferidas conforme os usudrios e inclui-las no controle automatico dos sistemas. Apresentou-
se, ainda, a aprendizagem de maquina como forma de identificar as preferéncias dos usuarios.

A secdo 2.2, tratou dos principais conceitos a respeito dos algoritmos de aprendizagem
de maquina. Descreveram-se brevemente as principais abordagens e suas formas de avaliagao.
Em seguida, foram apresentados os principais algoritmos utilizados na identificacdo das
preferéncias dos usudrios, bem como suas medidas de avaliagdo.

A utilizacdo da aprendizagem de maquina como ferramenta para identificar as
preferéncias dos usudrios foi apresentada na se¢do 2.3. Verificou-se que esta abordagem foi
aplicada para a inferéncia de diferentes aspectos do conforto térmico e visual dos usudrios. A
literatura apresenta o uso de diferentes algoritmos para predizer conforto, sensagao, preferéncia,
satisfagdo, entre outros. Foram encontrados estudos limitados a realizacao de inferéncia e
também trabalhos que avaliaram a etapa de controle baseado nestas predi¢des. A comparagdo

entre os resultados, no entanto, pode nao ser justa, pois cada situacao apresenta particularidades
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que influenciam no desempenho dos algoritmos. A sintese das caracteristicas de cada trabalho
pode ser encontrada no Apéndice A.

Observou-se que a maior parte dos estudos de inferéncia foi realizada em ambientes
controlados e duraram apenas algumas horas. Os trabalhos direcionados ao controle dos
sistemas tiveram duracdo relativamente maior. Em ambos os casos, a abordagem
supervisionada apresentou maior nimero de ocorréncias. Decision Tree, k-Nearest Neighbors,
redes neurais artificiais, Random Forest e Support Vector Machine foram os algoritmos mais
recorrentes.

Em termos de desempenho, frequentemente utilizou-se validagao cruzada e a medida
de avaliacdo mais comum foi a acurdcia. Além disso, foram avaliadas a precisao dos modelos,
sensibilidade e outras medidas que auxiliam a verificagdo da qualidade das predi¢des. De forma
geral, os algoritmos alcangaram bons resultados dentro do contexto em que foram apresentados,
especialmente nos casos de conforto individual. No caso de multiplos usuarios, verifica-se que
existe maior dificuldade em ponderar as preferéncias de todos os usudrios (ou, a0 menos, dos
mais exigentes). Salienta-se, no entanto, que a validacdo cruzada ou com subconjuntos
aleatorios pode ndo representar um cendrio real, com atualizacdo constante do conjunto de
dados.

A identificacdo das preferéncias dos usuarios deu-se a partir da solicitagao de votos
e/ou do monitoramento das suas interagdes com as interfaces dos sistemas. Observou-se que a
utilizacdo de votos foi mais recorrente nos trabalhos realizados em ambientes controlados. O
monitoramento das interacdes dos ocupantes mostrou que estes contestam as agdes do sistema
automatico quando estas ndo lhe sdo agradaveis.

Enquanto nos estudos de inferéncia a qualidade da inferéncia foi avaliada pela
qualidade do modelo, nos estudos de controle foi possivel questionar os usudrios. Em geral, os
autores obtiveram avaliacdes positivas, mas verificaram que ¢ importante avaliar cada caso
individualmente. Neste contexto, fica evidente que ¢ importante considerar ndo apenas as
preferéncias dos usudrios em termos ambientais, mas também do nivel de controle que desejam
ter sobre o ambiente em que estao.

Por fim, observou-se ser possivel economizar energia a partir do controle centrado nas
preferéncias dos usudrios, mas esta ndo ¢ uma consequéncia intrinseca da sua implementacao.
O fator determinante neste sentido ¢ o perfil do ocupante. Portanto, se o objetivo do sistema de
controle centrado no usudrio ¢ proporcionar conforto, a economia de energia ndo deve
direcionar as regras de controle.

A partir da revisdo de literatura, verificou-se que a aprendizagem de maquina ¢ uma

ferramenta util e eficaz no contexto do controle centrado no usuario. A escolha do algoritmo



61

mais adequado costuma basear-se nas caracteristicas do conjunto de dados e nas medidas de
avaliagdo, obtidas por meio de validacao cruzada. No entanto, ao implementar um sistema de
controle real, € preciso ter em mente que as preferéncias dos usudrios podem mudar. Em outras
palavras, o conjunto de dados serd completamente diferente apés um determinado tempo e,
portanto, as medidas de avaliagdo do algoritmo podem nao ser as mesmas. Portanto, também
seria necessario verificar o comportamento dos resultados apos a atualizagdo dos dados. Neste
sentido, este trabalho visa desenvolver um método que possibilite tal avaliagdo em um cenario
realistico. Desta forma, pretende-se evitar que o sistema nao seja capaz de se adaptar as

mudancas de preferéncias dos usuarios apos sua implementagao.
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3. Método

Este capitulo apresenta o método utilizado para alcangar os objetivos propostos neste trabalho.
O fluxograma das etapas do método pode ser visto na Figura 15. Para avaliar o desempenho de
diferentes algoritmos, foram coletados dados de iluminancia, ocupagao e estado do sistema de
iluminacdo artificial, todos estes associados ao horario e dia da verificagdo. Os dados foram
coletados por meio de um sistema de aquisicao de dados em um laboratorio de pesquisa (cujas
atividades desempenhadas assemelham-se as de um escritorio). Um questionario foi aplicado
visando obter informagdes gerais sobre o ambiente € os usudrios. A identificacdo das
preferéncias do usudrio baseou-se no principio — também adotado na literatura — de que os
usuarios interagem com as interfaces do sistema visando manter e/ou restaurar sua sensagao de
conforto ou condicdo ambiental preferida. Neste sentido, os dados de monitoramento da
ocupagdo ¢ do estado do sistema de iluminagdo foram usados para identificar as condig¢des
preferidas dos usuarios. Por outro lado, as informagdes obtidas com o questionario foram tteis
para caracterizar o local e os usuarios.

O periodo de coleta ocorreu entre junho de 2022 e fevereiro de 2023. Os dados
coletados passaram por um pré-processamento e foram criados 914 diferentes subconjuntos
contendo dados de 1, 7, 15 ou 30 dias para o treino dos algoritmos e a mesma quantidade de
dias para o teste. A selecdo dos algoritmos foi realizada com base na revisdo da literatura, e
estes foram testados com todos os subconjuntos de dados. Apds cada teste, foram calculadas a
acurdcia, precisdo e sensibilidade dos modelos, a fim de verificar a qualidade das predicdes.

Os resultados foram agrupados por algoritmos e quantidade de dias de treino e teste.
Verificou-se o tipo de distribuicao dos resultados e testes de significancia foram realizados, a
fim de garantir que os grupos tivessem diferengas significativas entre si. Desta forma, foi
possivel identificar a quantidade de dias de treino que favorecia o aumento da acurécia para
cada algoritmo. Em seguida, foram comparados os melhores cendrios, isto €, as medidas de
avaliacdo de cada algoritmo treinados com a quantidade de dados “ideal” encontrada na etapa
anterior. Apos realizar o teste de significAncia com estes cendrios, foi possivel encontrar o
algoritmo com o melhor desempenho para o caso em questao.

A fim de realizar a otimizacdo do modelo, verificou-se a possibilidade de utilizar
apenas um ponto de referéncia de iluminancia, ao invés de dois. Trés modelos foram avaliados
(um com duas referéncias de ilumindncia e dois com uma referéncia), comparados
estatisticamente e a configuracao ideal pode ser selecionada. Por fim, um teste com atualizagao
do subconjunto de dados simulou o desempenho do algoritmo em um ambiente real com

atualizagdo didria da aprendizagem.



Figura 15. Fluxograma geral do método.
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3.1. Aquisicao de dados

Este trabalho baseou-se na premissa de que os usudrios buscam atingir a sensa¢do de conforto

a partir da interagdo com as interfaces do sistema de iluminacao. Esta premissa foi adotada por

outros autores na

literatura, conforme apresentado na se¢ao 2.3.2.2. Neste contexto, esta secao

apresenta o procedimento de coleta de dados ambientais e de usudrios, aprovado pelo Comité

de Etica da UFSC sob o parecer n2 5.120.398.

3.1.1. Sistema de coleta de dados

Para realizar a avaliagdo dos diferentes algoritmos, criou-se um conjunto de dados que relaciona

o estado do sistema de iluminag¢ao artificial com as diversas configurag¢des de ocupagdo. Foram

coletados os seguintes dados:

[luminancia (natural e artificial em conjunto): medida em lux;

Ocupacao: todas as chegadas e saidas dos usudrios;

Estado da iluminagdo artificial: quais conjuntos de ldmpadas estdo acesos
e/ou apagados;

Temperatura do ar: medida em graus Celsius;

Estado das aberturas: quais estdo abertas e/ou fechadas;

Data e hora: no formato dd/mm/aaaa; hh:mm:ss.

A coleta de dados foi realizada por meio de um sistema de aquisicdo de dados. Os

equipamentos utilizados na montagem deste sistema estdo listados no Quadro 2.

Quadro 2. Equipamentos utilizados na montagem do sistema de aquisi¢do de dados.

Equipamento Finalidade e informacdes importantes
Arduino UNO Microcontrolador.
Arduino MEGA Microcontrolador.
BH1750 Sensor de iluminancia;

Resolugdo: 11x (lux);

Faixa de medicdo: 1 - 655351x;

Baixa variagao de medicao: +/- 20%.
BMP280 Sensor de temperatura;

Faixa de temperatura -40 - 85°C;

Precisdo temperatura: +1.0°C.
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Quadro 2 (continuac¢ao). Equipamentos utilizados na montagem do sistema de

aquisicao de dados.

Equipamento Finalidade e informacdes importantes

DS3231 Relogio em tempo real;
Acurécia: £2ppm de 0 - 40°C;
Acurécia: £3.5ppm de -40 - 85°C.

Display LCD Comunicagao com o usuario

KW12-3 Sensor de fim de curso para identificagao do estado das aberturas;
Velocidade de operagdo: 0,Imm — 1m/s;
Frequéncia de operagdo mecanica: 400 vezes por minuto;
Frequéncia de operacao elétrica: 30 vezes por minuto.

MFRC522 Leitura do cartao RFID, indica a presenca do usuario;
Interface SPI.

Modulo cartao micro SD | Armazenamento de dados no cartdo de memoria;
Interface SPL

Modulo 12C e conectores | Comunicagdo entre os componentes € 0 microcontrolador.

Relé Indicacao do acionamento de cada interruptor.

O esquema de conexdo dos equipamentos pode ser observado na Figura 16. A ideia de

utilizar o sistema proposto baseia-se na sua relativa simplicidade e baixo custo, além de ser

independente da existéncia de um sistema de controle central.

No primeiro més, os dados foram coletados em intervalos de dois minutos, a fim de

identificar mudangas bruscas de iluminadncia. Contudo, essa configuragdo foi alterada no més

seguinte, por questdes técnicas. A coleta de dados passou a ser feita em intervalos de cinco

minutos, isto é, a cada cinco minutos o sistema identifica a ilumindncia no momento, 0s

conjuntos de ldmpadas que estdo acesos ou apagados e se ha usuarios no ambiente (e quem sdo,

pelo uso do cartdao RFID). Entre junho de 2022 e fevereiro de 2023, cada uma destas

verificacdes foi armazenada juntamente com o dia e o horario da medigao.




Figura 16. Esquema de ligagao dos equipamentos do sistema de aquisi¢ao de dados.
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No inicio do estudo, os usuarios receberam um cartio RFID e foram instruidos a

utiliza-lo a cada chegada e saida para informar o sistema sobre sua presenca. Cada cartao RFID

possui um cddigo unico (Figura 17). Desta forma, o sistema foi capaz de identificar a presenga

(ou auséncia) de cada usuario, armazenando esta informacao junto com as demais varidveis

ambientais.

O sistema foi instalado em um laboratdrio no Centro de Ciéncias, Tecnologias e Saude

(CTS) da Universidade Federal de Santa Catarina (UFSC), em Ararangué. A Figura 18 mostra

o sistema instalado no local.
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Figura 17. Cartdes RFID distribuidos aos usudrios do local.

O laboratorio possui funcionamento semelhante ao de um escritorio, com atividades
de leitura, escrita e no computador. A ocupac¢do no ambiente varia ao longo do dia, conforme
os horarios dos 25 estudantes que fazem parte do laboratério. Além disso, em determinadas
ocasides, os ocupantes desenvolvem robds para participar de competigdes, permanecendo mais
tempo no laboratdrio (inclusive no periodo da noite).

A Figura 19 mostra a planta baixa do ambiente, com o posicionamento das aberturas,

luminarias e os locais onde foram instalados os equipamentos. Foram instalados dois sensores
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de iluminancia, em locais onde se acreditaria obter leituras significativamente diferentes.
Estima-se que o sensor posicionado no teto sofre menos influéncia da iluminacao artificial e
dos possiveis efeitos de concentrag¢do da luz natural. Neste sentido, deve-se verificar se algum
posicionamento apresenta melhores resultados na etapa de aprendizagem ou se os dados podem

ser complementares.

Figura 19. Planta baixa do ambiente com multiplos ocupantes.
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3.1.2. Questionario

Neste trabalho, optou-se por identificar as condi¢des ambientais preferidas dos usudrios a partir
do monitoramento das suas interagdes com o sistema de ilumina¢do. Um questiondrio foi
elaborado com o intuito de verificar algumas caracteristicas gerais do ambiente e dos usuarios.
O questionario foi aplicado via Google Forms, apds o inicio do funcionamento do

sistema de aquisi¢@o de dados. Os estudantes foram instruidos a identificar-se utilizando apenas
o codigo do seu cartdo RFID, mostrados na Figura 17. A primeira pergunta diz respeito ao
tempo que os usudrios permanecem no laboratorio. Neste caso, os ocupantes poderiam decidir
por opcdes pré-determinadas:

e Até 10h semanais;

e Entre 11h e 20h semanais;

e Entre 21h e 30h semanais;



e Entre 31h e 40h semanais;

e Mais de 40h semanais.
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Para as demais informagdes, a fim de evitar possiveis erros de interpretacdo, decidiu-

se elaborar afirmagdes e solicitar aos ocupantes seu nivel de concordancia com cada uma delas.

Para isso, utilizou-se a escala Likert, mostrada na Figura 20.

Figura 20. Escala Likert, utilizada para responder ao questionario.
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12.

13.

14.

Sua principal tarefa ¢ realizada no computador.

Sua principal tarefa ¢ de leitura e escrita (em papel).

Vocé tem interesse em tecnologias de automagdo e controle dos sistemas das

edificagdes.

Vocé faz esfor¢o para economizar energia, sempre que possivel.

Vocé sacrifica seu conforto para economizar energia.

Vocé prefere iluminagdo natural do que artificial.

Vocé aciona a iluminagao artificial apenas quando considera que nao hé luz
natural o suficiente para desempenhar o seu trabalho.

Vocé desliga a iluminagao artificial quando esta muito claro.

Vocé desliga a iluminagao artificial quando deixa o ambiente por periodos
longos.

Vocé considera importante ter um sistema de iluminagao artificial
automatizado.

Vocé prefere um sistema automatico que acione as luzes para voce.

Vocé prefere um sistema automatico que apague as luzes para voceé.

Vocé costuma usar a ventilagao natural como mecanismo de restauragao do
conforto térmico.

Voce esta satisfeito com as condi¢des de iluminagao do seu ambiente de

trabalho.



15.

16.

17.

18.

19.

20.
21.

22.

23.

24.

25.

26.
27.

28.

70

Vocé esta satisfeito com a quantidade de luz natural no seu ambiente de
trabalho.

Vocé esta satisfeito com a quantidade de luz artificial no seu ambiente de
trabalho.

Em seu ambiente de trabalho, vocé sofre com ofuscamento (brilho excessivo
¢ incdmodo).

Vocé consegue resolver o problema do ofuscamento com cortinas. (Caso nao
haja ofuscamento, ndo ¢ necessario responder esta questao)

Voce se sente confortavel sob as condi¢oes de iluminagao do seu ambiente de
trabalho.

Vocé esta satisfeito com as condi¢des térmicas do seu ambiente de trabalho.
Voce estd satisfeito com a qualidade da ventilagdo natural no seu ambiente de
trabalho.

Vocé esta satisfeito com a qualidade da climatizacdo artificial do seu
ambiente de trabalho.

A incidéncia de radiacao solar direta no seu ambiente de trabalho lhe
incomoda.

Vocé se sente confortavel sob as condi¢des de climatizagdo do seu ambiente
de trabalho.

Vocé considera importante ter controle sobre a iluminagdo no seu ambiente
de trabalho.

Vocé sente que tem controle sobre a iluminacdo no seu ambiente de trabalho.
Vocé considera importante ter controle sobre a climatizagdo no seu ambiente
de trabalho.

Vocé sente que tem controle sobre a climatiza¢do no seu ambiente de

trabalho.

As informagdes obtidas a partir das respostas ndo devem ser usadas para o treinamento

dos algoritmos. No entanto, devem ser uteis para explicar possiveis questionamentos que

possam surgir nas etapas seguintes, como a de selecdo de caracteristicas mais relevantes.

3.2. Pré-processamento de dados

Esta etapa consiste em preparar, organizar e estruturar os dados coletados pelo sistema descrito

na secdo 3.1. O pré-processamento dos dados foi realizado em Python 3.8.17, com a biblioteca

Pandas 2.0.3. Inicialmente, as informag¢des de data e hora foram separadas. Desta forma, foi
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possivel extrair as informag¢des individualmente para utilizar no treinamento dos modelos, pois
a ocupacao tende a ser menor aos finais de semana. Além disso, pode haver usuarios durante o
periodo da noite. Neste sentido, a extracdo das informagdes de forma individual pode ser ttil
para os algoritmos.
Em seguida, realizou-se uma busca por discrepancias ou inconsisténcias que pudessem
prejudicar as etapas seguintes, por exemplo:
e Dados andmalos;
e Eventos que prejudiquem o funcionamento adequado do sistema de coleta de
dados (cobrir permanentemente o sensor de luz, por exemplo).
O arquivo com os dados pré-processados passou a ter 38 colunas, das quais 25 referem-
se aos usudrios. As varidveis correspondentes a cada uma das informacdes estdo descritas no

Quadro 3. A iluminancia foi medida em lux e a temperatura em °C.

Quadro 3. Variaveis do arquivo de dados pré-processado.

Variavel Descricao Tlp.()’ da
variavel
data_ano Ano em que a amostra foi coletada Inteiro
data_mes M¢és em que a amostra foi coletada Inteiro
data_dia Dia em que a amostra foi coletada Inteiro
data_hora Hora em que a amostra foi coletada Inteiro
data_minuto Minuto em que a amostra foi coletada Inteiro
data dia da semana | Dia da semana em que a amostra foi coletada Inteiro
iluminancia_caixa Iluminancia no sensor localizado na estacao de medi¢ao | Inteiro
iluminancia_teto [luminancia no sensor localizado no teto do ambiente Inteiro
temperatura Temperatura ambiente Flutuante
porta Estado da porta do ambiente Booleano
janelal Estado da janela 1 do ambiente Booleano
janela2 Estado da janela 2 do ambiente Booleano
usuario X Indicacdo de presenca do usudrio no ambiente Booleano
output Estado dos dois conjuntos de lampadas Inteiro

O conjunto de dados foi organizado em subconjuntos, conforme o exemplo da Figura
21. O primeiro subconjunto de dados continha o primeiro dia (n) do conjunto de dados completo
para ser usado para o treino e o dia seguinte (n+1) para o teste do algoritmo. O segundo
subconjunto continha o dia n+1 para treino e o dia n+2 para teste. O mesmo procedimento foi
repetido até chegar ao ultimo dia do conjunto de dados completo. Tomando novamente o
conjunto de dados completo, repetiu-se o procedimento para criar subconjuntos de 7, 15 e 30

dias (com quantidades iguais de dias para treino e teste dos algoritmos). A fim de exemplificar
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o que foi feito, a Tabela 3 mostra os periodos a que se referem os primeiros subconjuntos de 1

dia.

Tabela 3. Primeiros subconjuntos de 1 dia.

Subconjunto  Dia selecionado para treinamento  Dia selecionado para teste

1 07/06/2022 08/06/2022
2 08/06/2022 09/06/2022
3 09/06/2022 10/06/2022

Figura 21. Organizagao dos dados em subconjuntos.

Para 1 dia Para 7 dias

Dias para treino Dias para treino

n n+1 n+2 n+3 n+4 n+5 n+6

Dias para teste Dias para teste

n+1 n+7 n+8 n+9 n+10 | n+11 n+12 | n+13

Dias para treino Dias para treino

n+1 n+1 n+2 n+3 n+4 n+5 n+6 n+7

Dias para teste Dias para teste

n+2 n+8 n+9 n+10 | n+11 n+12 | n+13 | n+14

As 38 caracteristicas presentes nos subconjuntos de dados descrevem a condi¢dao do
ambiente em um determinado momento, incluindo quais usuarios estdo presentes. Neste
sentido, ¢ interessante que os subconjuntos de dados sejam compostos por todas as 38
caracteristicas. Desta forma, os algoritmos terdo o maximo de informacgao possivel sobre o

ambiente e os usudrios para poder realizar as inferéncias sobre o sistema de iluminagao.
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3.3. Analise de desempenho dos algoritmos

Os subconjuntos de dados resultantes da se¢do 3.2 foram utilizados nesta etapa, a fim de avaliar
o desempenho dos algoritmos selecionados, que foram os cinco com maior ocorréncia da
literatura. Observou-se que todos eram algoritmos de aprendizagem supervisionada, o que pode
ser justificado pelas caracteristicas da abordagem, isto €, o usudrio ¢ quem determina a saida
adequada para cada condig@o de entrada. Os algoritmos selecionados foram:

e Decision Tree: com profundidade méaxima (max_depth) igual a trés. Para
medir a qualidade das ramificagdes, utilizou-se o parametro Gini Impurity.

e k-Nearest Neighbors: com k igual a cinco e todos os pontos da vizinhanca
possuindo pesos iguais.

e Rede Neural Artificial: do tipo Multilayer Perceptron, com duas camadas
ocultas. A primeira e a segunda camada possuem cinco e dois neurdnios,
respectivamente. O /bfgs foi o método de otimizagao de pesos utilizado.

e Random Forest: com profundidade maxima igual a trés e 100 “arvores na
floresta”. Para avaliar a qualidade das ramificagdes, utilizou-se a fungao Gini.

o Support Vector Machine: do tipo SVC, com kernel linear e C = 1.

No caso do SVM, foi realizado um teste adicional utilizando o SVMp. Desta forma,
foi possivel verificar se a atribuicao de pesos as classes traria alguma melhoria ao desempenho
do algoritmo.

Todos os experimentos foram realizados com os algoritmos implementados pela
biblioteca Scikit-Learn 1.3.0, que contém varios algoritmos ja implementados. Isto facilita a
criacdo de modelos, pois ndo € necessario programar todo o algoritmo, apenas ajustar os
parametros de interesse (Pedregosa ef al., 2011). Foram mantidos os valores padrdo para os
parametros que ndo foram especificados. Os algoritmos utilizados estdo disponiveis em
repositorio online’.

A partir disso, foi possivel classificar os dados, determinando quatro possiveis saidas
(classes) para cada entrada:

e C(Classe 0 — todas as lampadas ligadas;

e C(lasse 1 —um conjunto de lampadas ligado e o outro desligado;

e C(lasse 2 —um conjunto de lampadas desligado e o outro ligado;

e C(lasse 3 — todas as lampadas desligadas.

! https://github.com/thayanebilesimo/occ_predicting-lighting-system-state
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Salienta-se que, mesmo que haja quatro classes, foi mantido o valor de k igual a cinco

para o KNN, pois a recomendagao para este algoritmo € que se evite nimeros pares de vizinhos.

3.3.1. Sele¢ao do subconjunto de dados

Os experimentos foram realizados com todos os subconjuntos de 1, 7, 15 e 30 dias. No caso do

subconjunto de 1 dia, o primeiro dia da amostra serve para treinamento ¢ o dia seguinte para

teste. O mesmo procedimento foi adotado com os demais subconjuntos, conforme mencionado

anteriormente. A Figura 22 mostra um fluxograma desta etapa de testes.

Figura 22. Esquema da primeira etapa de testes.

Subconjunto
de dados i:
n dias n=1,7 15,30
y l ¥
DT KNN MLP RF SVM SVMp
\ 4
.. urdci Teste do
Avaliacio de Acurdcla :
desempenho Sens.lbﬁllldade subconjunt()
p Precisédo seguinte
Conjuntos de resultados dos testes
agrupados por intervalo de tempo v
DT KNN MLP RF SVM SVMp
1 dia 1 dia 1 dia 1 dia 1 dia 1 dia
DT KNN MLP RF SVM SVMp
7 dias 7 dias 7 dias 7 dias 7 dias 7 dias
DT KNN MLP RF SVM SVMp
15 dias 15 dias 15 dias 15 dias 15 dias 15 dias
DT KNN MLP RF SVM SVMp
30 dias 30 dias 30 dias 30 dias 30 dias 30 dias

Para cada teste, o desempenho dos algoritmos foi avaliado por meio da acuricia

(Equagao 3). No entanto, dada a possibilidade de a amostra estar desbalanceada, também foram

verificadas as medidas de sensibilidade (Equagao 4) e precisdo (Equacao 6). Ao final deste
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processo, foram obtidos 24 conjuntos de resultados contendo acurécia, precisao e sensibilidade
de cada teste realizado.

O programa Statistica v.10 foi utilizado para obter as estatisticas descritivas de cada
conjunto e avaliar a normalidade dos conjuntos de acuracia. A primeira estatistica avaliada foi
a mediana. Com isso, foi possivel verificar a tendéncia do comportamento dos algoritmos sem
tanta influéncia de possiveis valores extremos, especialmente em casos de distribuicdo nao-
normal. Esta verificagdo permite, também, identificar algoritmos com desempenho
consideravelmente insatisfatorio antes da execucdo das etapas posteriores propostas neste
método.

A normalidade dos dados foi verificada por meio de uma modificacdo do teste de
Kolmogorov-Smirnov, proposta por Lilliefors, também chamada de Teste de Lilliefors. Este
teste retorna um p-valor que indica a possibilidade de aceitar ou rejeitar a hipdtese de que a
distribuicdo ¢ normal. Adotou-se um nivel de significancia de 5%, isto ¢, se o p-valor for menor
que 0,05, pode-se considerar que a distribui¢ao ¢ ndo-normal.

A natureza dos dados determina o teste de varidncia a ser aplicado. No caso de
distribui¢cdes normais, pode-se usar o teste t para verificar se ha diferengas significativas entre
os conjuntos. Caso a distribuicdo das acuricias seja ndo-normal, o teste de Mann-Whitney pode
ser utilizado. Ambos os testes podem ser realizados por meio do programa Statistica. O nivel
de significancia adotado foi de 5%. Caso o valor de p para o teste seja menor do que 0,05, pode-
se rejeitar a hipotese de semelhanga entre os conjuntos de resultados. A partir da conclusao de
que ha diferencas significativas entre as amostras, ou seja, que a quantidade de dias para treino
e teste afeta o resultado obtido, pode-se comparar os conjuntos e identificar qual intervalo de
dias leva ao melhor desempenho de cada algoritmo. Nesta etapa, as comparacdes foram feitas

por algoritmo, resultando em seis matrizes semelhantes a apresentada na Tabela 4.

Tabela 4. Matriz de p-valores a ser construida a partir do teste de variancia.

Numero de dias 1 7 15 30
1 - p p p
7 p - p p
15 p p - p
30 p p p -

Nos casos em que foram identificadas diferengas significativas entre os conjuntos, os
valores médios de acuracia e desvio padrao foram os primeiros a ser comparados. Decidiu-se

adotar este procedimento também para os casos de distribuicdo ndo-normal, em que a estatistica
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de tendéncia central comumente usada ¢ a mediana, pois a ocorréncia de valores extremos
inferiores (mesmo que sejam considerados espurios para a estatistica) pode afetar
significativamente a satisfagdo e o conforto dos usuarios da edificagdo. A média, por ser uma
estatistica mais afetada pelos valores extremos, pode ser uma opcao mais adequada para este
caso, se analisada juntamente com o desvio padrao.

Para exemplificar a justificativa supracitada, pode-se considerar o seguinte cenario: o
conjunto de resultados de um algoritmo obteve mediana de 99%. Contudo, a distribuicdo dos
dados foi nao-normal, e houve a ocorréncia de dias em que a acuracia foi de 5%. Neste caso,
ainda que a mediana do conjunto de dados possa ser considerada 6tima, nos dias em que a
acurécia for igual a 5% o algoritmo errard 95% das decisdes e o usuario precisara corrigi-lo
com frequéncia.

Como critérios de desempate, foram observados os valores médios de precisdo e
sensibilidade, bem como seus respectivos desvios-padroes. Em caso de empate entre todas as
medidas de avalia¢do, optou-se por selecionar o resultado com menor quantidade de dias.
Adotou-se o critério da quantidade de dias também nos casos em que ndo houve diferenca
significativa entre os conjuntos de dados. Esta decisdo baseou-se na premissa de que conjuntos
de dados menores podem ser processados em menos tempo, otimizando o processo. A partir

desta avaliacdo, seis conjuntos foram selecionados (Figura 23), um para cada algoritmo.

Figura 23. Selecao da quantidade de dias com melhor resultado para cada algoritmo.

: DT |i : KNN | : MLP |I : RF |1 : SVM |l : SVMp |I
L Ldia [ [ ldia || Ldia ||| ldia || Idia || ldia [/
[T [ RN MEp |V RE|TSVM | sVMp !
(|7 dias : (|7 dias : L7 dias : (| 7 dias : L7 dias : (|7 dias :
[ o RN Mee [ RE | ESVM | svMp ||
1| 15 dias | 15 dias |l 15 dias | 15 dias |l 15 dias |l 15 dias |
| | | | | |
| DT[] kN[ MEP | R[] SVM | sVMp ||
1| 30dias |, 1| 30dias |, | 30dias |, || 30dias |, 1| 30dias | 1| 30dias |
L - — — o L — — — — oL — - ‘_ e L - — — — ol - - — o
¢ A 4 Y A 4
Comparagao de medidas de
desempenho
Y Y Y Y Y A
DT KNN MLP RF SVM SVMp
npr dias Ny dias | | nygpp dias ngp dias ngyy dias | |ngyypp dias

Melhores conjuntos de resultados de cada algoritmo

npT, NKNN, NMLP, NIRF, NsvM € NsvMp SA0 0s intervalos de tempo ideais encontrados para cada algoritmo.
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3.3.2. Sele¢ao e otimiza¢ao do algoritmo

Os seis conjuntos de dados foram avaliados utilizando o teste de Mann-Whitney para verificar
se havia diferencas estatisticamente significativas entre eles. O resultado desta avaliagdo
resultou em uma matriz como a apresentada na Tabela 4, porém, com os conjuntos selecionados
ao final da etapa anterior no lugar da quantidade de dias. A comparacdo foi realizada com base
nos mesmos critérios utilizados anteriormente ¢ o melhor algoritmo foi selecionado, conforme
mostra a Figura 24.

ApOs a selegao da melhor configuragdo, avaliou-se a possibilidade de utilizar menos
caracteristicas para o treinamento. A reducdo do numero de caracteristicas pode levar a
otimizagdo do modelo, caso alguma destas seja uma fonte de dados ruidosos. Neste trabalho,
verificou-se o impacto do uso dos dados de iluminancia de apenas um sensor nos resultados,
pois alguns trabalhos encontrados na literatura sugerem a utilizacdo de apenas uma referéncia
de iluminancia (Cheng et al., 2016; Nagy et al., 2015; Ouf; Park; Gunay, 2020; Park et al.,
2019a).

Figura 24. Sele¢ao do algoritmo com melhor resultado.

Melhores conjuntos de resultados de cada algoritmo

DT KNN MLP RF SVM SVMp
npp dias ngny dias | | oy p dias ngp dias ngyy dias | | ngypp dias

Y

Comparagdo de medidas
de desempenho

Y

Melhor configuracao
(algoritmo + n dias)

Realizou-se, entdo, o treinamento do algoritmo selecionado com todos os conjuntos de
dados do melhor intervalo de dias, porém, utilizando 37 das 38 colunas de caracteristicas. Dois
treinamentos foram realizados: um com a iluminancia do sensor posicionado no teto e outro
com a iluminancia coletada pelo sensor posicionado junto ao sistema de coleta de dados. Os
trés resultados foram avaliados com o teste de Mann-Whitney e comparados seguindo os
mesmos critérios utilizados até entdo. Desta forma, foi possivel determinar se a otimizagao
poderia ser realizada excluindo os dados de um dos sensores de iluminancia. A Figura 25 mostra

um esquema desta etapa.



Figura 25. Esquema do processo de otimizagao.

Melhor configuracao (algoritmo + n dias)

38 caracteristicas

37 caracteristicas

37 caracteristicas

Conjunto de dados
completo
(dois sensores de
iluminancia)

Conjunto sem dados
tluminancia no teto

Conjunto sem dados de
iluminancia no sistema
de coleta de dados

Comparacio de medidas
de desempenho

Algoritmo + n dias +
X caracteristicas

Melhor configuracio

3.3.3. Atualizacio do subconjunto de dados
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Ap6s a selecdo da configuracdo mais favoravel de algoritmo e quantidade de dados para treino,

avaliou-se o desempenho desta configuracdo mediante a atualizagdo do subconjunto de dados.

Para isto, simulou-se um cenario realista, treinando e testando o algoritmo como se este

estivesse implementado em um ambiente real. Utilizou-se o intervalo de dados selecionado

como o ideal para o treinamento e um Unico dia para teste. A atualizagdo do subconjunto de

dados de treino foi realizada conforme mostra a Figura 26.

Figura 26. Atualizag¢do dos dados de treinamento do algoritmo.

Subconjunto de dados

Dias:

12 dia 1 2 3 n
Dias:

22 dia 2 3 4 n+1
Dias:

32 dia 3 4 5 nt2
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O subconjunto de dados contém registros de n dias, usados para o treinamento do
algoritmo. No primeiro dia de teste do algoritmo (dia n+1/), os dados usados para treino
referiam-se aos n dias anteriores. Ao final do dia, os dados foram atualizados para o novo
treinamento (ou atualizagdo) do algoritmo, excluindo os dados do dia 1 e incluindo os do dia
n+1. O mesmo aconteceu para o restante dos dias, até a utilizagao de todo o conjunto de dados
disponivel. As medidas de avaliagdo foram calculadas apds cada atualizacdo, a fim de verificar

o desempenho do algoritmo com o passar dos dias.
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4. Resultados e discussao

Este capitulo contém os resultados alcangados com 0 método anteriormente descrito, bem como

as discussoes pertinentes acerca dos mesmos.

4.1. Dados coletados

Durante o periodo de aquisi¢do de dados, 81501 amostras foram coletadas pelo sistema
instalado. A utilizacdo deste conjunto de dados ¢ abordada a partir da se¢do 4.2. O questionario
foi respondido por dezoito dos 25 ocupantes do laboratorio. As respostas consideradas mais
relevantes sdo apresentadas nesta se¢do. O compilado de todas as respostas pode ser encontrado
no Apéndice A. A Figura 27 mostra que destes, cerca de 60% declararam permanecer no
ambiente por até dez horas semanais. Apenas um usudrio indicou permanéncia semanal superior

a 40 horas.

Figura 27. Frequéncia semanal dos ocupantes do laboratorio.

maté 10h ®11h-20h = mais de 40h

De forma geral, a maioria dos usudrios declarou realizar principalmente atividades no
computador e estar satisfeitos com a quantidade de luz natural e artificial no ambiente. Nao
houve registro de votos de desconforto com as condi¢des de ilumina¢ao do ambiente, nem em
relacdo a percep¢do de controle. Quase 90% dos usudrios responderam acionar as ldmpadas

apenas quando julgam necessario para realizar suas tarefas. O mesmo percentual de pessoas
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declarou desligar a iluminagdo artificial quando considera que héa luz natural o suficiente e
quando deixa o ambiente por longos periodos.

Com uma unica excecdo (voto neutro), os ocupantes declararam ter interesse em
tecnologias de automagdo e controle voltadas para as edificagdes. Houve indicacdo de
preferéncia por sistemas com o desligamento automatico das lampadas (88,8%), corroborando
com a literatura (Park ez al., 2019a). O acionamento automatico foi indicado como desejado por
apenas 66,6% dos ocupantes. E interessante observar que apenas trés usuéarios declararam nio
realizar esforgo para economizar energia (Figura 28). No entanto, ao serem questionados sobre
priorizar a economia de energia em detrimento de conforto, apenas quatro usuarios
responderam positivamente (Figura 29). Isto também foi verificado na literatura (Nagy; Yong;

Schlueter, 2016).

Figura 28. Respostas dos usudrios sobre seu esfor¢o em economizar energia.

6%

6% B Discordo totalmente
Discordo
® Neutro
® Concordo

H Concordo totalmente

44%
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Figura 29. Respostas dos usudrios sobre sacrificar seu conforto para economizar energia.

% 11%

17% ™ Discordo totalmente
Discordo
® Neutro
= Concordo

H Concordo totalmente

50%

Diante das respostas obtidas, constatou-se que o ambiente seria favoravel para a coleta
de dados e desenvolvimento deste trabalho, com poucas chances de boicote. Ainda que nem
todos os usuarios tenham respondido aos questiondrios, ndo foi encontrada nenhuma objecao

para o desenvolvimento das demais atividades.

4.2. Dados pré-processados

A partir do pré-processamento do conjunto de dados foi possivel verificar diferencas
significativas nas medi¢des de iluminancia dos sensores posicionados no teto e sobre a estagdo
de coleta de dados. Conforme esperado, a iluminancia méaxima registrada pelo sensor
posicionado no teto indicou um valor até cinco vezes menor do que o maximo registrado pelo
sensor posicionado sobre a estacdo de medi¢do. De forma semelhante, a ilumindncia média
registrada por cada um dos sensores também apresentou diferenga significativa. A temperatura

permaneceu relativamente estavel. Estas informacdes podem ser vistas na Tabela 5.

Tabela 5. Valores das variaveis ambientais.

Variavel Minimo Maximo Média Desvio Padrao
iluminancia_caixa (lux) 0 3173,00 108,23 141,24
iluminancia_teto (lux) 0 676,00 59,57 81,06

temperatura (°C) 16,98 41,13 26,72 4,54
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O desvio padrao encontrado nas medi¢oes dos dois sensores de iluminancia indica que
ha variagdes significativas ao longo das verificagdes. Isto pode ser devido a incidéncia direta
de luz sobre os sensores, sendo valores espurios. Porém, considerando que o algoritmo precisara
lidar com este tipo de dado, estes ndo foram excluidos do conjunto. Das 81501 amostras obtidas
pelo sensor posicionado sobre o sistema de coleta de dados, mais de 57 mil concentraram-se
entre zero e 2001x. Ainda que tenham sido registrados valores acima dos 4001x, sua quantidade
foi insignificante (aproximadamente 0,4%) perante os demais dados da amostra. No sensor
posicionado no teto, a quantidade de verifica¢des indicando iluminancias entre zero e 2001x foi
ainda maior. Mais de 90% dos dados concentraram-se neste intervalo.

Para melhor observacdo do comportamento da iluminancia ao longo de um dia, a
Figura 30 mostra os valores médios obtidos com os dados dos dois sensores utilizados. Observa-
se que, mesmo que o valor maximo de iluminancia registrado ultrapasse os 30001x, o valor
médio maximo permanece em torno de 2001x, por volta das 15h. Ressalta-se que as curvas nao

indicam a iluminancia média na sala, mas o valor médio incidente nos sensores.

Figura 30. [luminancia média horaria registrada pelos sensores posicionados em diferentes

locais.
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A temperatura permaneceu entre 20°C e 30°C em cerca de 68% das verificagdes. Este
fato pode ser explicado pois os usuarios mantinham um aquecedor no ambiente durante os dias
mais frios pois, segundo eles, baixas temperaturas prejudicavam o funcionamento da
impressora 3D presente no local. A temperatura média horaria ao longo de um dia ¢ apresentada

na Figura 31.

Figura 31. Média horaria da temperatura ambiente.

27,6 ¢

274

27,2 ¢

27,0 ¢

26,8 |

26,6 t

Temperatura média (°C)

26,4

26,2 ¢

26,0 ¢

1 2 3456 7 8 91011121314 1516 17 18 19 20 21 22 23 24

Hora

Na Tabela 6, € possivel observar que a porta e as janelas da sala estavam fechadas na
maioria das verificacdes. Estima-se que isto tenha relagdo com dois fatores, que podem estar
além das preferéncias dos usudrios. O primeiro ¢ que o sistema permaneceu realizando
verificacdes durante a noite, pois os usuarios relataram que havia ocupagdo esporadica neste
periodo. O segundo esta associado ao uso do aquecedor elétrico.

Os interruptores também permaneceram desligados na maior parte das verificagdes,
como mostra a Tabela 7, levando ao desbalanceamento das classes. Verifica-se, também, que a
configuragdao mais comum de utilizagdo do conjunto de lampadas € o acionamento de todas elas

simultaneamente.
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Tabela 6. Distribuicdo das amostras conforme o estado dos sensores (0 - aberto, 1 - fechado).

Local Estado do sensor Quantidade de amostras
0 80558
Porta
1 943
0 69287
Janela 1
1 12214
0 77709
Janela 2
1 3792

Tabela 7. Quantidade de amostras de acordo com o estado dos interruptores 1 (I1) e 2 (I12).

Estado Classe Quantidade de amostras
I1 e 12 ligados 0 22798

I1 ligado e 12 desligado 1 320

I1 desligado e 12 ligado 2 441

I1 e 12 desligados 3 57942

A organizacdo dos dados em subconjuntos de 1, 7, 15 e 30 dias resultou em 914
subconjuntos, sendo:
e 253 subconjuntos contendo 1 dia para treino e 1 dia para teste;
e 241 subconjuntos contendo 7 dias para treino e 7 dias para teste;
e 225 subconjuntos contendo 15 dias para treino e 15 dias para teste;

e 195 subconjuntos contendo 30 dias para treino e 30 dias para teste.

4.3. Analise de desempenho dos algoritmos

Nesta se¢do, sdo apresentados os resultados obtidos a partir do treinamento e teste dos
algoritmos com os 914 subconjuntos de dados, com o objetivo de identificar o periodo de tempo
que proporciona as melhores medidas de avaliag@o para cada algoritmo. Todos os subconjuntos
utilizados continham 38 caracteristicas (iluminancias, temperatura, dados de ocupacao de 25
usudrios, estado das aberturas...), a fim de fornecer aos algoritmos o méximo de informagao
possivel para realizar as inferéncias sobre o sistema de iluminagao.

Em cada teste realizado, observou-se que os valores de acuricia e sensibilidade
coincidiram, assim como em outros estudos encontrados na literatura (Aparicio-Ruiz et al.,

2023; Cosma; Simha, 2019).
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4.3.1. Decision Tree

Durante o treino com os subconjuntos, este algoritmo estabeleceu a arvore (ou o “caminho”)
que guia a decisao de conduzir cada entrada a sua respectiva saida, orientando a classificagdo
dos dados na etapa de teste. A mediana e o intervalo de confianga dos valores de acuracia,
precisdo e sensibilidade podem ser vistos na Tabela 8. A observacao dos valores indica que o
algoritmo apresentou desempenho satisfatorio, especialmente com os subconjuntos com menor

quantidade de dias.

Tabela 8. Mediana e intervalo de confianga para as medidas de avaliagdo dos conjuntos de

resultados da DT.

Acuracia (%) Precisao (%) Sensibilidade (%)
Intervalo Intervalo Intervalo
Cenario
Mediana de Mediana de Mediana de
confianga confianga confianga
1 dia 99,65 99,59;99,70 99,95 99,59;99,70 99,65 99,59;99,70
7 dias 97,52 97,15;97,90 97,76 97,41;98,12 97,52 97,15;97,90

15 dias 96,52 96,06;96,99 97,24 96,89;97,59 96,52 96,06;96,99
30 dias 95,37 95,01;95,73 96,13 95,75;96,52 95,37 95,01;95,73

Por outro lado, a andlise da distribui¢do dos resultados, que pode ser vista na Figura
32, fornece um contraponto. Apesar do valor da mediana ser mais elevado para os cenarios com
menor quantidade de dias de treino e teste, houve casos em que o desempenho do algoritmo foi
consideravelmente insatisfatério. A medida que a quantidade de dias no subconjunto aumenta,
o valor da mediana diminui, mas a quantidade de valores extremos baixos também ocorre com
menor frequéncia. O teste de normalidade resultou em p-valor menor que 0,01, indicando que
a distribuicao dos dados € nao-normal em todos os casos.

Observa-se que, para os subconjuntos de 1 dia, a maior parte dos dados de acuracia,
sensibilidade e precisdo (aproximadamente 200 testes) concentram-se acima dos 90%. A
ocorréncia de valores abaixo de 40% foi observada em quatro testes. Comparando os testes dos
subconjuntos de 7 dias com os resultados dos subconjuntos de 1 dia, observou-se aumento na
quantidade de valores proximos dos 80%. Isto acontece por consequéncia da reducdo da
quantidade de resultados abaixo de 60%. Nos resultados com os subconjuntos de 15 dias ndo
foram encontrados valores menores do que 40%. Além disso, 185 dos 225 testes resultaram em

acuracia, sensibilidade e precisdo acima de 90%. Nos resultados dos testes com os subconjuntos
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de 30 dias nao foram encontrados valores abaixo de 50% e a maior parte dos dados permaneceu

acima de 90%.

Figura 32. Desempenho do algoritmo DT com os diferentes subconjuntos de dados.
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A verificacdo das semelhangas entre as medianas dos conjuntos de acurécia, realizada
por meio do teste de Mann-Whitney, resultou nos p-valores apresentados na Tabela 9. E
importante lembrar que a obtencdo de p-valores menores que 0,05 indica que os grupos
possuem diferengas significativas entre si. Para o algoritmo DT, ndo se observou diferenga
significativa nos resultados aumentando a quantidade de dias de 15 para 30. Todos os demais
conjuntos apresentaram diferencas estatisticamente significativas. Salienta-se que, ainda que o
teste de Mann-Whitney compare as medianas dos conjuntos, os valores médios (e respectivos
desvios-padroes) foram utilizados como critério de selecao, devido a possivel ocorréncia de

valores extremos que nao podem ser desconsiderados na pratica.
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Tabela 9. Matriz de p-valores do teste de Mann-Whitney para comparagao de medianas, para

os resultados da DT.

Numero de dias 1 7 15 30
1 - 0,000 0,000 0,000
7 0,000 - 0,005 0,000
15 0,000 0,005 - 0,052
30 0,000 0,000 0,052 -

O resultado médio das medidas de avaliagdao de todos os testes de 1, 7, 15 e 30 dias
pode ser visto na Tabela 10. Com base nos critérios adotados, elegeu-se com o melhor resultado
para o algoritmo DT o conjunto de 15 dias. Neste cendrio, foram obtidos valores mais altos de
acurdacia e sensibilidade média. Ainda que a precisao média obtida com os subconjuntos de 30
dias tenha sido a mais alta, ndo ha evidéncia de que os resultados sejam significativamente

diferentes dos obtidos com os subconjuntos de 15 dias.

Tabela 10. Avaliagdo dos testes da DT com todos os subconjuntos de dados.

Subconjunto (dias) 1 7 15 30

Quantidade de subconjuntos 253 241 225 195
Média 92,09 93,02 93,16 93,05

Desvio padrao 15,35 12,02 9,69 9,11
Média 91,95 94,76 95,16 95,83

Desvio padrao 1833 747 6,42 3,35
Média 92,09 93,02 93,16 93,05

Desvio padrao 15,35 12,02 9,69 9,11

Acuracia (%)

Precisao (%)

Sensibilidade (%)

E possivel encontrar, na literatura, cenarios em que o uso deste algoritmo apresentou
valores de acuracia entre 50% e 99%. O periodo de coleta de dados, nestes casos, variou de
aproximadamente uma hora até um ano (Aparicio-Ruiz et al., 2023; Cen; Cheng; Wong, 2022;
Choi; Yeom, 2019; Ghahramani; Tang; Becerik-Gerber, 2015; Intharachathorn; Jareemit;
Watcharapinchai, 2023; Jeoung et al., 2022; Jia et al., 2022; Peng; Nagy; Schliiter, 2019;
Pigliautile et al., 2020). Ainda que nao seja possivel comparar resultados, pois os conjuntos de
dados diferem, Choi e Yeom (2019) e Jia et al. (2022) encontraram valores médios semelhantes
aos obtidos neste trabalho. Os testes realizados pelos autores visavam prever aspectos

relacionados ao conforto térmico de usuarios em ambientes controlados. Para isso, foram
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utilizados dados fisioldgicos coletados a cada 5 ou 10 segundos, durante um periodo
aproximado de 100 minutos. No entanto, ¢ interessante observar que, no estudo de Aparicio-
Ruiz et al. (2023), foram coletados dados ao longo de um ano para realizar inferéncias quanto
ao conforto térmico, mas a acurécia obtida foi pouco maior do que 50%. Com isso, evidencia-
se a necessidade de realizar avaliacdes como a proposta neste trabalho, pois o aumento da

quantidade de dados ndo proporciona, necessariamente, bons resultados.

4.3.2. k-Nearest Neighbors

No processo de treino e teste do KNN, cada amostra dos subconjuntos foi comparada com seus
cinco vizinhos mais proximos, a fim de classifica-las. A analise das medianas e intervalos de
confianga dos conjuntos de resultados (Tabela 11) indica que o algoritmo apresenta
desempenho satisfatorio em todos os cendrios. A hipdtese de distribuicdo normal foi rejeitada

para todos os conjuntos (p < 0,01).

Tabela 11. Mediana e intervalo de confianca para as medidas de avaliacdo dos conjuntos de

resultados do KNN.
Acuracia (%) Precisao (%) Sensibilidade (%)

Intervalo Intervalo Intervalo

Cenario
Mediana de Mediana de Mediana de

confianga confianga confianga
1 dia 99,65 99,59;99,70 99,70 99,66;99,75 99,65 99,59;99,70
7 dias 99,08 98,95;99,21 99,28 99,17;99,39 99,08 98,95;99,21

15 dias 98,44 98,27;98,60 98,56 98,38;98,74 98,44 98,27;98,60
30 dias 98,01 97,85;98,17 98,03 97,79;98,27 98,01 97,85;98,17

A avaliagdo conjunta das medianas com a distribui¢do dos resultados (vista na Figura
33) mostra que, també&m para este caso, os resultados dos subconjuntos de um dia apresentam
valores extremos significativamente baixos. Por outro lado, cerca de 220 testes apresentaram
acuracia, sensibilidade e precisdo acima de 90%. Para os testes com os subconjuntos de 7 dias,
observa-se que ndo houve casos de acuricia, precisdo ou sensibilidade abaixo de 65%,
demonstrando melhoria em relagdo aos resultados dos subconjuntos de 1 dia. Com os conjuntos
de 15 e 30 dias, ndo houve ocorréncia de valores abaixo de 80%. Nos testes utilizando os

subconjuntos de 30 dias, quase a totalidade dos resultados permaneceu acima de 90%.
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Figura 33. Desempenho do algoritmo KNN com os diferentes subconjuntos de dados.
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A comparagdo das medianas dos conjuntos de resultados para identificar diferencas
significativas entre elas resultou na matriz de p-valores apresentada na Tabela 12. A partir dela,
¢ possivel verificar que € possivel rejeitar a hipdtese de que os conjuntos sdo estatisticamente

semelhantes. Em todos os casos, obteve-se p-valor menor que 0,05.

Tabela 12. Matriz de p-valores do teste de Mann-Whitney para comparag¢dao de medianas, para

os resultados do KNN
Numero de dias 1 7 15 30
1 - 0,001 0,000 0,000
7 0,001 - 0,000 0,000
15 0,000 0,000 - 0,016
30 0,000 0,000 0,016 -

Os valores médios de acurdcia, sensibilidade e precisdo de todos os subconjuntos de

dados estdo na Tabela 13. Considerando que ndo ha semelhangas estatisticas entre as medianas
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dos grupos e observando os critérios de escolha, o melhor resultado para o KNN foi obtido com
os subconjuntos de 7 dias, pois ¢ onde se observa acuricia e sensibilidade com valores mais
elevados. A precisdo foi ligeiramente superior para os subconjuntos de 15 e 30 dias, no entanto,

acuracia e sensibilidade sdo inferiores em ambos 0s casos.

Tabela 13. Avaliagdo dos testes do KNN com todos os subconjuntos de dados.
Subconjunto (dias) 1 7 15 30
Quantidade de subconjuntos 253 241 225 195

Média 94,77 97,97 97,67 97,17
Desvio padrao 12,63 296 2,19 276
Média 94,42 97,39 97,69 97,64
Desvio padrao 15,15 4,69 2,30 1,85
Média 94,77 97,97 97,67 97,17
Desvio padrao 12,63 2,96 2,19 2,76

Acuracia (%)

Precisao (%)

Sensibilidade (%)

Os resultados obtidos neste trabalho foram superiores aos encontrados na literatura.
Com excecdo dos estudos de Aryal e Becerik-Gerber (2019, 2020), que encontraram acuracias
de até 94,0% utilizando o KNN, as acuracias encontradas por outros autores variaram entre
cerca de 55,8% e 83,0% (Cen; Cheng; Wong, 2022; Cosma; Simha, 2019; Ghahramani; Tang;
Becerik-Gerber, 2015; Li et al., 2023a; Pigliautile et al., 2020).

O periodo de coleta de dados variou entre 27 minutos € um ano. Nos trabalhos de Aryal
e Becerik-Gerber (2019, 2020), que obtiveram resultados semelhantes a este, a coleta de dados
aconteceu durante trés meses e seis horas, respectivamente. No estudo de Ghahramani et al.
(2015), em que também houve coleta de dados por trés meses, a acuracia foi de apenas 65,0%.
De forma semelhante ao observado no caso da DT, o estudo de um ano atingiu resultados pouco
acima de 50,0% (Aparicio-Ruiz et al., 2023). Sendo assim, também para o caso do uso do KNN

observa-se a necessidade da realizacdo de avaliagdes prévias, como a que se propoe.

4.3.3. Multilayer Perceptron

Apos o processo de treinamento da MLP com os subconjuntos, a equagdo que conduz cada
entrada até sua respectiva saida (como no exemplo mostrado na Equacdo 1) foi utilizada na
realizagdo dos testes. De acordo com a observacao da Tabela 14, cujos valores foram obtidos a
partir dos testes com este algoritmo, verificou-se desempenho inferior ao dos algoritmos

avaliados até entdo. Mesmo no que poderia ser considerado o melhor cendrio (pela observagao
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isolada da Tabela 14), a precisdo do algoritmo ndo ultrapassou os 55%. Para todos os casos, o

p-valor encontrado com o teste de Lilliefors foi menor que 0,01, sugerindo a distribui¢do nao

normal dos resultados.

Tabela 14. Mediana e intervalo de confianga para as medidas de avaliacao dos conjuntos de

resultados da MLP.

Acuracia (%)

Cenario

Mediana
1 dia 73,67
7 dias 69,02
15 dias 67,53
30 dias 70,50

Intervalo
de
confianga
69,57:77,76
66,29;71,76
65,20;69,85
69,04;71,97

Precisao (%)

Mediana

54,27
47,64
45,60
49,71

Intervalo
de
confianga
48,55;59,98
44,08;51,21
42,13;49,07
47,77:51,65

Sensibilidade (%)
Intervalo
Mediana de
confianga
73,67 69,57;77,76
69,02 66,29;71,76
67,53 65,20;69,85
70,50 69,04;71,97

A distribui¢@o dos resultados obtidos com este algoritmo pode ser vista na Figura 34

e apresenta padrao diferente dos demais. De todos os 253 testes realizados com os subconjuntos

de 1 dia, cerca de 100 apresentaram medidas de avaliagdo acima de 90%. Isto representa cerca

de 40% do total. O percentual de resultados acima de 90% foi ainda menor com os subconjuntos

de 7 dias. Por outro lado, houve incremento dos resultados na faixa dos 60%. Algo semelhante

pode ser observado nos resultados dos testes com os subconjuntos de 15 dias. Houve reducao

nos resultados acima de 90% e aumento nos valores proximos de 60%. Os testes com os

subconjuntos de 30 dias apresentaram reducdo na quantidade de resultados abaixo de 20%. No

entanto, nao houve melhoria nos casos com medidas de avaliagao acima de 80%.
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Figura 34. Desempenho do algoritmo MLP com os diferentes subconjuntos de dados.
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A Tabela 15 apresenta os p-valores obtidos a partir da comparagdao das medianas dos
resultados da MLP. Observa-se que ndo ha diferenca significativa entre os conjuntos pois, para
todos os casos, o p-valor foi maior do que 0,05. Os valores médios encontrados para todos os
subconjuntos estdo apresentados na Tabela 16. Ao contréario dos algoritmos j& apresentados, a
MLP obteve acuracia e sensibilidade médias entre 70% e 75%. Por sua vez, a precisao nao
atingiu a média de 60% com nenhum dos subconjuntos.

Em termos gerais, os melhores resultados foram obtidos com os subconjuntos de 30
dias. No entanto, ndo ha evidéncia de que haja diferenca significativa entre os grupos de
resultados para corroborar com esta afirmagao. Neste sentido, o critério utilizado para eleger o
melhor resultado baseou-se na quantidade de dias do subconjunto, visando reduzir o tempo de
processamento do algoritmo. Em outras palavras, nao houve evidéncia de que o incremento na
quantidade de dados melhoraria a qualidade dos resultados, por isso optou-se pelo resultado
obtido com o menor custo computacional. Portanto, considera-se que os subconjuntos de 1 dia

sejam o melhor caso para o uso da MLP.
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Tabela 15. Matriz de p-valores do teste de Mann-Whitney para comparagao de medianas, para

os resultados da MLP.
Numero de dias 1 7 15 30
1 - 0,204 0,189 0,877
7 0,204 - 0,807 0,065
15 0,189 0,807 - 0,095
30 0,877 0,065 0,095 -

Tabela 16. Avaliagdo dos testes da MLP com todos os subconjuntos de dados.
Subconjunto (dias) 1 7 15 30
Quantidade de subconjuntos 253 241 225 195

Média 71,96 70,64 71,76 75,40
Desvio Padrao 27,59 22,62 20,77 15,83
Média 59,59 55,02 55,82 59,37
Desvio Padrao 36,22 30,80 29,00 24,14
Média 71,96 70,64 71,76 75,40
Desvio Padrao 27,59 22,62 20,77 15,83

Acuracia (%)

Precisao (%)

Sensibilidade (%)

Na literatura, foram encontrados casos em que o uso de redes neurais apresentou
acuracia de até 52,6% utilizando dados coletados durante dezesseis dias (Jeoung ef al., 2022).
No entanto, também hd estudos em que a acuracia obtida foi de 80,0% (Chaudhuri et al., 2018a),
82,9% (Zhong; Choi, 2017), 88,5% (Mandaric; Skocir; Jezic, 2020), 89,2% (Shan et al., 2020),
98,0% (Peng; Nagy; Schliiter, 2019) € 99,0% (Jia et al., 2022). Com excecdo do estudo de Peng,
Nagy e Schliiter (2019), que teve duracdo de cinco meses, os demais trabalhos supracitados
tiveram dura¢ao maxima de um dia. Tais diferencas evidenciam, mais uma vez, a influéncia do

conjunto de dados no desempenho do algoritmo.

4.3.4. Random Forest

As arvores criadas na etapa de treino do algoritmo e utilizadas na etapa de testes, classificaram
cada uma das entradas dos subconjuntos de dados. A verificacdo das medianas nao indicou
desempenho inadequado do algoritmo, e a analise isolada da Tabela 17 indica que o incremento

na quantidade de dias para treino do algoritmo ndo melhora os resultados. A avaliagdo conjunta
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com a distribui¢ao dos resultados, vista na Figura 35, no entanto, mostra o contrario. O teste de

normalidade resultou em p-valor menor que 0,01, indicando distribui¢cdo ndo-normal.

Tabela 17. Mediana e intervalo de confianga para as medidas de avaliacao dos conjuntos de

resultados do RF.

Acuracia (%) Precisao (%) Sensibilidade (%)
Intervalo Intervalo Intervalo
Cenario
Mediana de Mediana de Mediana de
confianga confianga confianga
1 dia 99,65 99,59;99,70 99,65 99,60;99,70 99,65 99,59;99,70
7 dias 97,98 97,68;98,27 97,59 97,24,97,94 97,98 97,68;98,27

15 dias 97,59 97,29;97,89 97,22 96,83;97,60 97,59 97,29;97,89
30 dias 96,54 96,18;96,90 95,91 95,51;96,31 96,54 96,18;96,90

Figura 35. Desempenho do algoritmo RF com os diferentes subconjuntos de dados.
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Nos testes com os subconjuntos de 1 dia, aproximadamente 75% resultou em valores
de acuricia, precisdo e sensibilidade acima de 90%. Comparando com os resultados de 7 dias,
verifica-se que houve redugdo da quantidade de resultados com valores mais baixos,
especialmente abaixo de 80%. Utilizando os subconjuntos de 15 dias, ndo houve valores de
acuracia, sensibilidade ou precisdo abaixo de 80%. Cerca de 85% dos testes resultaram em
medidas de avaliacdo proximas de 100%. Com os subconjuntos de 30 dias, os resultados
ficaram ainda mais concentrados proximos do valor maximo.

A comparagao das medianas dos grupos de resultados por meio do teste de Mann-
Whitney deu origem a matriz apresentada na Tabela 18. Com excecao dos resultados dos
subconjuntos de 7 e 15 dias, todos os demais apresentaram diferencas significativas entre si,

com p-valor menor do que 0,05.

Tabela 18. Matriz de p-valores do teste de Mann-Whitney para comparagdo de medianas, para

os resultados do RF.

Nuamero de dias 1 7 15 30
1 - 0,003 0,001 0,000
7 0,003 - 0,567 0,019
15 0,001 0,567 - 0,039
30 0,000 0,019 0,039 -

Os valores médios dos testes com os diferentes subconjuntos podem ser vistos na

Tabela 19.

Tabela 19. Avaliagdo dos testes do RF com todos os subconjuntos de dados.
Subconjunto (dias) 1 7 15 30
Quantidade de subconjuntos 253 241 225 195

Média 91,07 95,94 96,75 96,54
Desvio padrao 16,38 6,35 3,777 2,78
Média 91,18 95,51 96,05 95,97
Desvio padrao 18,54 581 3,51 2,99
Média 91,07 95,94 96,75 96,54
Desvio padrao 16,38 6,35 3,77 278

Acuracia (%)

Precisao (%)

Sensibilidade (%)
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Ainda que o melhor resultado tenha sido obtido com os subconjuntos de 15 dias, ndo
ha evidéncia de que haja diferenca estatisticamente significativa entre estes resultados e os dos
subconjuntos de 7 dias. Neste sentido, opta-se por trabalhar com o subconjunto que leva ao
menor custo computacional entre os dois, isto €, o de 7 dias. Desta forma, a comparagao foi
realizada apenas entre os subconjuntos de 1, 7 e 30 dias. Os subconjuntos de 30 dias foram os
que apresentaram melhores medidas de avaliagdo e, por isso, foram selecionados como op¢ao
ideal para uso com o RF.

Os resultados obtidos neste trabalho assemelham-se a outros estudos encontrados na
literatura. Chaudhuri ef al. (2018b, 2019) encontraram acuracias entre 92,8% e 94,3%. Morresi
et al. (2021) alcangaram 93,7% e Jung, Jazizadeh e Diller (2019) atingiram 97,0% de acurécia.
Os resultados obtidos por estes autores foram alcangados com coletas de dados que duraram
entre 40 e 120 minutos em ambientes controlados. No entanto, também podem ser encontrados
resultados com medidas de avaliacdo consideravelmente inferiores. E o caso dos estudos de
Pigliautile et al. (2020), com 79,0% e de Aparicio-Ruiz et al. (2023), com 59,1%, cuja coleta
de dados se deu ao longo de 100 minutos e um ano, respectivamente. Estes resultados
corroboram com o que se afirma ao longo deste trabalho acerca da influéncia do conjunto de

dados no desempenho do algoritmo.

4.3.5. Support Vector Machine

Os testes do SVM foram realizados utilizando os hiperplanos tragados na etapa de treino do
algoritmo. No entanto, ¢ importante ressaltar que a quantidade de testes com os subconjuntos
de 1 e 15 dias foi menor do que nos demais casos apresentados até entdo. Isto aconteceu pois o
SVM nio consegue realizar os testes quando ha apenas uma classe nos dados de treino. Em
outras palavras, realizar menos testes ndo foi uma op¢ao, mas uma limitagdo do algoritmo, pois
¢ impossivel classificar os dados se ha apenas uma saida possivel. Esta situacao foi observada
em 83 subconjuntos de 1 dia e 23 subconjuntos de 7 dias. Apesar disso, a observacao das
medianas ndo aponta para a existéncia de outros problemas associados ao desempenho do
algoritmo (Tabela 20). A distribui¢do dos resultados apresentou p-valor menor que 0,01 de
acordo com o teste de normalidade, indicando nao ser normal. A distribuicao dos resultados

para os testes pode ser vista na Figura 36.
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Tabela 20. Mediana e intervalo de confianga para as medidas de avaliacao dos conjuntos de

resultados do SVM.

Acuracia (%) Precisao (%) Sensibilidade (%)
Intervalo Intervalo Intervalo
Cenario
Mediana de Mediana de Mediana de
confianga confianga confianga
1 dia 98,59 98,32;98.,86 99,29 97,91,98,85 98,59 98,32;98,86
7 dias 89,97 88,51;91,44 94,42 94,10;95,70 89,97 88,51;91,44

15 dias 93,65 92,79;94,51 95,48 94,64;95,84 93,65 92,79;94,51
30 dias 95,17 94,65:95,69 95,48 90,92;92.,44 95,17 94,65;95,69

Figura 36. Desempenho do algoritmo SVM com os diferentes subconjuntos de dados.

100 f — - + T
90 | l |
80
° 8 (e} (e}
S 70 ¢ o o
~ * o ¥ ¥
o
‘S 60 ¢ % o . * %
ks ¥ z * *
= * ©
2 sl B o1 . i 1
£ 10l ¢« B, 8
ks i 0 ¥ e}
0] (@] o
= 30t g e 9 S
8 g8 © °
o o i 5 o
20 |
10
0L

1 dia 7 dias | 15 dias | 30 dias
H Acuracia = Precisdo = Sensibilidade © Outliers * Extremos

Dentre os subconjuntos de 1 dia testados com sucesso (170), ao menos 120 tiveram
medidas de avaliagdao acima de 90%. No entanto, também foram observados valores na faixa
de 30%. Nos resultados dos 218 testes realizados com os subconjuntos de 7 dias ¢ possivel

observar um declinio na quantidade de medidas de acuracia, sensibilidade e precisdo acima dos
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90%. Com os subconjuntos de 15 dias, a distribuicdo dos resultados apresentou reducdo de
cerca de 50% nos valores proximos de 80%. Verificou-se, ainda, aumento na quantidade de
ocorréncias de valores mais altos. Comparando os testes com os subconjuntos de 30 dias com
os demais casos analisados com este algoritmo, observa-se reducao significativa na quantidade
de resultados com valores abaixo de 80%.

A realizacdo do teste de Mann-Whitney permitiu verificar que ndo houve diferenca
significativa entre as medianas dos resultados dos subconjuntos de 7 e 15 dias. Os demais
resultados mostraram-se estatisticamente diferentes. Isto pode ser observado na Tabela 21, onde
0 unico p-valor acima de 0,05 estd na comparagao dos resultados dos subconjuntos de 7 e 15
dias. Neste sentido, considera-se para a comparacdo os subconjuntos com menor custo
computacional (7 dias), uma vez que o aumento na quantidade de dados ndo altera
significativamente o resultado. Foram comparados os resultados médios apresentados na Tabela
22, excluindo-se os resultados dos subconjuntos de 15 dias. Observando as medidas de
avaliagdo, verificou-se que o intervalo de tempo ideal para obter o melhor desempenho do SVM

foi o de 30 dias.

Tabela 21. Matriz de p-valores do teste de Mann-Whitney para comparagdo de medianas, para

os resultados do SVM.

Nuamero de dias 1 7 15 30
1 - 0,000 0,000 0,000
7 0,000 - 0,471 0,000
15 0,000 0,471 - 0,008
30 0,000 0,000 0,008 -

Tabela 22. Avaliacao dos testes do SVM com todos os subconjuntos de dados.
Subconjunto (dias) 1 7 15 30
Quantidade de subconjuntos 170 218 225 195

Média 90,97 83,53 84,89 91,87
Desvio padrao 15,44 17,86 17,78 8,46
Média 93,51 91,79 93,33 95,12
Desvio padrao 13,37 10,10 8,14 3,66
Média 90,97 83,53 84,89 91,87
Desvio padrao 15,44 17,86 17,78 8,46

Acuracia (%)

Precisao (%)

Sensibilidade (%)
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Os resultados obtidos por outros autores, utilizando este algoritmo, variaram
significativamente. Enquanto Jeoung et al. (2022) alcangaram acurdcia minima de 29% na
previsdo de sensacao térmica individual, outros autores atingiram valores acima de 90% mesmo
em casos com multiplos usudarios (Aryal; Becerik-Gerber, 2019; Li et al., 2023a; Peng; Nagy;
Schliiter, 2019; Yang et al., 2022). Outros autores ainda obtiveram resultados intermediarios,
entre 55% e 88% (Aparicio-Ruiz et al., 2023; Cen; Cheng; Wong, 2022; Chaudhuri et al.,
2018a; Cosma; Simha, 2019; Ghahramani; Tang; Becerik-Gerber, 2015; Ma; Pan, 2021;
Pigliautile et al., 2020). A duracao da coleta de dados para teste do algoritmo, nos casos

mencionados, foi significativamente diferente, variando de cerca de 25 minutos até um ano.

4.3.6. Support Vector Machine com ponderacio de classes

No treino do SVMp, além de tragar os hiperplanos, foram calculados os pesos para cada classe,
utilizando a Equacdo 2 e os dados apresentados na Tabela 7. Com isso, foi possivel realizar
inferéncias na etapa de testes. Neste caso, também houve menos testes com os subconjuntos de
1 e 7 dias, em decorréncia da quantidade de classes presente na amostra. Assim como no caso
sem ponderacdo, foram realizados testes com 170 subconjuntos de 1 dia e 218 subconjuntos de
7 dias. Assim como nos demais casos, a distribuicdo dos resultados também apresentou
caracteristicas nao-normais, com p-valor menor que 0,01 para o teste de Lilliefors. As
medianas, mostradas na Tabela 23 juntamente com o intervalo de confianga, nao indicam a
existéncia de problemas com o desempenho do algoritmo, exceto pelo mencionado

anteriormente.

Tabela 23. Mediana e intervalo de confianga para as medidas de avaliagdo dos conjuntos de

resultados do SVMp.

Acuracia (%) Precisao (%) Sensibilidade (%)
Intervalo Intervalo Intervalo
Cenario
Mediana de Mediana de Mediana de
confianca confianca confianca
1 dia 98,23 97,90;98,57 99,29 99,16;99.,43 98,23 97,90;98,57
7 dias 90,79 89,42;92,15 95,26 94,53;96,00 90,79 89,42:;92,15

15 dias 92,73 91,77,93,70 95,98 95,46;96,50 92,73 91,77,93,70
30 dias 90,43 89,43;91,44 96,33 95,87;96,79 90,43 89,43;91,44
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Ao observar a distribuicdo dos dados, na Figura 37, observou-se algo semelhante ao
obtido com o uso do algoritmo sem ponderagao por classes. Para os subconjuntos de 1 dia, cerca
de 120 — dos 170 testes — apresentaram medidas de avaliagdo acima de 90%. No caso dos testes
com os subconjuntos de 7 dias, houve redu¢do na quantidade de valores acima de 90% e
aumento na faixa entre 60% e 80%. Os resultados para os subconjuntos de 15 dias apresentam
aumento no numero de ocorréncias de acurdcia, precisdo e sensibilidade acima de 90%. Por
outro lado, houve reducdo na quantidade de valores na faixa dos 80% e abaixo de 40%. Com

os subconjuntos de 30 dias, observa-se incremento na quantidade de valores acima de 80%.

Figura 37. Desempenho do algoritmo SVMp com os diferentes subconjuntos de dados.
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Comparando as medianas dos grupos de resultados por meio do teste de Mann-
Whitney, obteve-se a matriz de p-valores apresentada na Tabela 24. E possivel concluir que os
resultados dos testes com os subconjuntos de 7, 15 e 30 dias ndo apresentaram diferengas
significativas entre si. Mantendo a decisao de, nestes casos, optar pelos subconjuntos que levam
ao menor custo computacional, seleciona-se para comparacao apenas o subconjunto de 7 dias,

excluindo-se os de 15 e 30. Neste sentido, observando os resultados médios dos testes de 1 € 7
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dias, verifica-se que o melhor desempenho do SVMp se deu com os subconjuntos de 1 dia,

conforme mostra a Tabela 25.

Tabela 24. Matriz de p-valores do teste de Mann-Whitney para comparagdo de medianas, para

os resultados do SVMp.

Numero de dias 1 7 15 30
1 - 0,000 0,000 0,000
7 0,000 - 0,874 0,859
15 0,000 0,874 - 0,861
30 0,000000 0,859 0,861 -

Tabela 25. Avalia¢do dos testes do SVMp com todos os subconjuntos de dados.

Subconjunto (dias) 1 7 15 30
Quantidade de subconjuntos 170 218 225 195
Média 90,75 83,32 84,00 88,12
Acuracia (%)
Desvio padrao 15,60 18,81 18,13 10,27
Média 93,25 90,89 93,69 95,37
Precisao (%)
Desvio padrao 14,03 10,24 7,93 3,51
Média 90,75 83,32 84,00 88,12
Sensibilidade (%)
Desvio padrao 15,60 18,81 18,13 10,27

4.4. Selecio do algoritmo

Ap0s a selegdo do intervalo de tempo ideal para cada algoritmo, realizou-se a comparagao entre

os algoritmos, utilizando o periodo de tempo selecionado na etapa anterior. Desta forma, foram

comparados 0s seguintes cenarios:
e DT com os subconjuntos de 15 dias;
e KNN com os subconjuntos de 7 dias;
e MLP com os subconjuntos de 1 dia;
e RF com os subconjuntos de 30 dias;
e SVM com os subconjuntos de 30 dias;

e SVMp com os subconjuntos de 1 dia.

Inicialmente, verificou-se se havia diferencas significativas entre os grupos de

resultados, por meio do teste de Mann-Whitney. Os p-valores obtidos com a aplicacao do teste

podem ser vistos na Tabela 26. Observou-se que os resultados do melhor cenario para o RF ndo
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apresentaram diferencgas significativas com os resultados do melhor cenario para a DT e para o

SVMp. Todos os demais grupos de resultados tiveram p-valor menor do que 0,05, indicando

diferencas estatisticamente significativas.

Tabela 26. Matriz de p-valores obtidos na comparacao dos diferentes cendrios.

Algoritmo DT KNN MLP RF SVM SVMp

Periodo ideal 15dias 7dias 1dia 30dias 30dias 1dia
DT 15 dias - 0,000 0,000 0,052 0,000 0,014
KNN 7 dias 0,000 - 0,000 0,000 0,000 0,019
MLP 1 dia 0,000 0,000 - 0,000 0,000 0,000
RF 30 dias 0,052 0,000 0,000 - 0,000 0,303
SVM 30 dias 0,000 0,000 0,000 0,000 - 0,000
SVMp 1 dia 0,014 0,019 0,000 0,303 0,000 -

Tendo em vista os critérios adotados, os resultados na matriz de p-valores e os

resultados médios de cada cenario (apresentados na Tabela 27), pode-se concluir que o melhor

resultado para o cenario deste trabalho ¢ obtido com o uso do KNN e os subconjuntos de 7 dias,

pois € o cenario que apresenta as melhores medidas de avaliagdo. Os valores de precisdo e

sensibilidade acima de 97% indicam que o modelo foi capaz de lidar com o desbalanceamento

do conjunto de dados de forma adequada.

Tabela 27. Resultados médios dos melhores cendrios de cada algoritmo.

Acuracia (%) Precisio (%) Sensibilidade (%)

Cenario Desvio Desvio Desvio

Média Média Média

padrio padrio padrao

DT - 15dias 93,16 9,69 95,16 6,42 93,16 9,69
KNN - 7dias 97,97 2,96 97,39 4,69 97,97 2,96
MLP -1 dia 71,96 27,59 59,59 36,22 71,96 27,59
RF - 30 dias 96,54 2,78 95,97 2,99 96,54 2,78
SVM - 30

91,87 8,46 95,12 3,66 91,87 8,46
dias
SVMp —1dia 90,75 15,60 93,25 14,03 90,75 15,60
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O segundo melhor cenario seria com o uso da DT e os subconjuntos de 15 dias. Mesmo
que as medidas de avaliagdo do RF tenham sido superiores, nao houve diferencgas significativas
entre seus resultados e os da DT. Neste sentido, a decisdo foi tomada com base no cenario que
utiliza a menor quantidade de dados (ou seja, menos dias para treino), contribuindo para a
redugdo do custo computacional.

Destaca-se que, apesar da natureza desbalanceada do conjunto de dados, a utilizagao
de pesos no treinamento do SVM melhorou os resultados em apenas 1%, em média. Com isso,
concluiu-se que, para este caso, o SVMp nado ¢ um algoritmo adequado para tentar compensar
o desbalanceamento entre as classes. O desempenho da MLP frente aos demais algoritmos foi
insatisfatorio para este caso. Apesar de haver ocorréncias na literatura com resultados ainda
mais baixos do que o obtido neste trabalho (Jeoung ef al., 2022), acredita-se que seria possivel
obter melhorias ajustando os pardmetros iniciais da rede neural (mencionados na se¢do 3.3).

Por fim, ndo foi verificada a existéncia de tendéncias de aumento ou reducao nos
valores das medidas de avaliagdo com o aumento do intervalo de tempo. Este fato corrobora
com o fato de que é necessario avaliar diferentes possibilidades a fim de identificar o mais
adequado, pois os algoritmos podem ter desempenhos diferentes, mesmo utilizando conjuntos

de dados semelhantes.

4.5. Otimizacao

Conforme exposto na se¢ao 3.3.2, a etapa de otimizagao do algoritmo teve por objetivo verificar
a possibilidade de utilizar menos dados para treinamento, reduzindo o tempo de processamento.
Neste sentido, foram comparados os resultados obtidos a partir do treino e teste do KNN com
os subconjuntos de 7 dias, utilizando diferentes dados de iluminancia:

e Com os dados dos dois sensores instalados (como no teste inicial);

e Apenas com os dados do sensor do teto;

e Apenas com os dados do sensor posicionado na estagcdo de coleta de dados.

Todos os grupos de resultados apresentaram distribui¢do ndo-normal, com p-valor

menor do que 0,01. A comparacao dos grupos pelo teste de Mann-Whitney resultou na matriz
exposta na Tabela 28. Verificou-se que os resultados possuem diferencas significativas entre

si, pois todos os p-valores estdo abaixo de 0,05.
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Tabela 28. Matriz de p-valores do teste de Mann-Whitney para comparagao de medianas, para

os resultados com os dados dos diferentes sensores de iluminancia.

Estacio de Estaciao de coleta
Sensor de iluminéancia utilizado Teto
coleta de dados de dados + teto
Estacao de coleta de dados - 0,000 0,000
Teto 0,000 - 0,000
Estacio de coleta de dados + teto 0,000 0,000 -

Os valores médios das medidas de avaliagdo obtidas nos diferentes testes estdo
apresentados na Tabela 29. Observa-se que, para o caso deste trabalho, o melhor resultado foi
obtido utilizando os dados dos dois sensores de iluminancia. Conforme esperado, os resultados
utilizando apenas o sensor do teto foram inferiores. Acredita-se que isto esteja relacionado as
variagoes de iluminancia no sensor, que foram menores do que as registradas pelo sensor
posicionado sobre o sistema de coleta de dados. Neste sentido, a referéncia da iluminancia real

na sala pode ter sido prejudicada, levando o algoritmo a cometer mais erros.

Tabela 29. Resultados dos testes com o KNN e os subconjuntos de 7 dias utilizando diferentes

dados de iluminéancia.

Estacio de coleta de Estacio de coleta de
Sensor de iluminancia Teto
dados dados + teto
Média 96,75 87,80 97,97
Acuracia (%) Desvio
3,76 8,89 2,96
padrio
Média 96,48 88,68 97,39
Precisio (%) Desvio
4,87 8,92 4,69
padrio
Média 96,75 87,80 97,97
Sensibilidade (%) Desvio
3,76 8,89 2,96

padrio

Ressalta-se, contudo, que a utilizacdo de um subconjunto de dados menor favorece a
redu¢do do tempo de processamento do algoritmo. No caso deste trabalho, o tempo de
processamento nao foi considerado um fator limitante, o que levou a escolha do cenario com as
melhores medidas de avaliagdo. Em outros casos, pode ser necessario optar por resultados

inferiores, em favor da velocidade de processamento (Chaudhuri ef al., 2018a). E importante
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salientar, também, que ndo foi cogitado reduzir a quantidade de usudrios no treinamento do
modelo. Ainda que alguns usuarios tenham menor tempo de permanéncia no ambiente que
outros, ¢ importante que sejam considerados pelo algoritmo, pois isto pode ser alterado ao longo

do tempo.

4.6. Simulacio da atualizacdo diaria do conjunto de dados

A atualizagdo do conjunto de dados levou em consideracdo a quantidade de dias de treino
identificada como ideal para o algoritmo com melhor desempenho. Levou-se também em
considera¢do a utilizagdo dos dados de iluminéncia que proporcionaram os melhores resultados.
No caso deste trabalho, o melhor resultado foi alcancado utilizando o KNN, 7 dias para treino
e duas referéncias de iluminancia.

O conjunto de dados para treinamento inicial continha amostras coletadas entre os dias
07/06/2022 e 14/06/2022. Tendo em vista que o objetivo deste teste ¢ a simulacdo do
funcionamento do algoritmo em um ambiente real, o primeiro dia de teste foi o dia 15/06/2022.
O teste seguinte utilizou dados dos dias 08/06/2022 a 15/06/2022 para treino e o dia 16/06/2022
para teste. O procedimento foi repetido até o fim do conjunto completo de dados. A Figura 38
mostra as medidas de avaliagcdo obtidas com a atualizacdo diaria do conjunto de dados. Ressalta-
se que as linhas de acuricia e sensibilidade se sobrepdem, o que também foi observado em
Cosma e Simha (2019) e Aparicio-Ruiz et al. (2023).

As quedas periddicas nos valores, observadas durante o periodo de testes, podem estar
relacionadas com a natureza dos dados, isto €, algum padrdo de comportamento dos usuarios
que ¢ alterado. Ainda assim, no dia seguinte o modelo atualiza o conjunto de dados e recupera
a qualidade das avaliagdes. O histograma apresentado na Figura 39 mostra que, dos 246 testes
de atualizagdo realizados, apenas 42 (cerca de 17% dos casos) obtiveram valores de acuréicia,
sensibilidade e precisdo abaixo da média, que foi de 98%. Valores abaixo de 85% foram
observados em apenas nove casos, o que corresponde a cerca de 3% do total. Por fim, reforca-
se o que foi comentado anteriormente a respeito de utilizar apenas a acuracia como medida de
avaliacdo. Neste caso, os baixos valores de sensibilidade e precisdo refletiram na acuracia do

modelo, mas sempre ¢ importante observar o cendrio em conjunto.
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Figura 38. Resultado da atualizagdo diaria do conjunto de dados.
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Figura 39. Distribuicdo dos resultados dos testes simulando um cenério realista com
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4.7. Importancia da avaliacdo do algoritmo e do subconjunto ideal

Ao longo da anélise dos resultados, foram realizadas algumas comparagdes entre os resultados
obtidos neste trabalho e o que se encontra na literatura. E importante ressaltar que estas
comparagdes possuem a finalidade de ilustrar que um mesmo algoritmo pode apresentar
resultados distintos conforme o contexto em que ¢ utilizado. Em outras palavras, tratam-se de
dados diferentes, locais diferentes, usuarios diferentes, outras medidas de comparacao, entre
outros fatores. Desta forma, optou-se por elencar, no Quadro 4, alguns resultados apresentados

na literatura utilizando os algoritmos avaliados neste trabalho.

Quadro 4. Avaliacao dos algoritmos em seus respectivos contextos.

Algoritmo com Comparado aos
Autor(es)
melhor desempenho algoritmos
Li, Menassa e Kamat (2017) RF SVM e KNN
Chaudhuri et al. (2019) RF SVM e RNA
Jung, Jazizadeh e Diller (2019)
Ma e Pan (2021) RF SVM
Morresi et al. (2021)
Cen, Cheng e Wong (2022)
RF SVM, KNN e DT

Aparicio-Ruiz et al. (2023)
Pigliautile et al. (2020) SVM RF, KNN, DT
Liet al. (2023a) SVM RF, RNA
Yang et al. (2022) SVM KNNe DT
Aryal e Becerik-Gerber (2019)

SVM RF e KNN
Wang et al. (2023)
Cosma e Simha (2019) SVM e RF com desempenho semelhante
Luetal (2019) SVM RF
Aryal e Becerik-Gerber (2020)

KNN RF, SVM e DT
Yu et al. (2022)
Peng, Nagy e Schliiter (2019) MLP SVM e DT
Jia et al. (2022) RNA RF e DT

Verifica-se que nao ha um algoritmo cujo desempenho seja superior aos demais em

termos absolutos. Além da possivel variagao de parametros que pode influenciar nos resultados
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obtidos, as caracteristicas dos conjuntos de dados também podem implicar em resultados mais
ou menos precisos. Neste sentido, pode-se mencionar ndo apenas a quantidade de dados no
conjunto, mas o periodo de duragdo da coleta de informagdes.

Ao longo deste capitulo, foi possivel observar que a quantidade de dados para treino
dos algoritmos ndo faz, necessariamente, com que os resultados dos testes sejam mais precisos.
Sob este aspecto, pode-se afirmar que o desenvolvimento deste trabalho ratificou o que se
encontra na literatura. Além disso, fica evidente a necessidade realizar avaliagdes como a que
se propde neste trabalho. Desta forma, pode-se identificar o algoritmo e o subconjunto mais
adequados para treinamento, otimizar a configuracdo escolhida e, ainda, observar (via

simulag¢do computacional) o desempenho do algoritmo em cenario realista.
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5. Conclusao

O objetivo deste trabalho foi desenvolver um método que permite identificar a configuragao
mais adequada para um sistema de controle de iluminagao centrado no usuario, em termos de
algoritmo e conjunto de dados. Para alcancar este objetivo, quatro objetivos especificos foram
tracados.

Inicialmente, um sistema de coleta de dados foi instalado em um laboratorio de
pesquisa da Universidade Federal de Santa Catarina. Entre junho de 2022 e fevereiro de 2023,
o sistema coletou dados de iluminancia, temperatura, ocupagao, estado das janelas e portas, €
estado do sistema de ilumina¢do. Com base na revisao da literatura, optou-se por considerar
que as preferéncias de iluminagdo dos usuarios sdo representadas por suas interacdes com o
sistema de iluminacao. Além disso, a aplicagdo dos questionarios mostrou que os usuarios nao
possuiam reclamagdes de desconforto a respeito da iluminagdao no ambiente de trabalho.
Portanto, pode-se dizer que o conjunto de dados continha as condi¢des preferidas de iluminagao
dos usuarios do ambiente.

A revisdo da literatura mostrou que a abordagem mais utilizada para a identificacao
das condicdes de conforto dos usudrios ¢ a aprendizagem supervisionada, por conta das
caracteristicas das variaveis. Conforme proposto no segundo objetivo especifico, foram
selecionados os algoritmos mais utilizados na literatura para realizar os testes com o conjunto
de dados obtido.

O conjunto de dados foi pré-processado e organizado em 253 subconjuntos de 1 dia,
241 subconjuntos de 7 dias, 225 subconjuntos de 15 dias e 195 subconjuntos de 30 dias. Os
subconjuntos foram testados nos algoritmos Decision Tree (DT), k-Nearest Neighbors (KNN),
Multilayer Perceptron (MLP), Random Forest (RF) e Support Vector Machine (SVM) sem e
com ponderag¢do de classes (SVMp). Esta etapa da avaliacdo visou identificar a capacidade dos
algoritmos de prever corretamente os cenarios nos quais as ldmpadas deveriam estar acesas,
conforme identificado em cada subconjunto de dados. O desempenho de cada conjunto de testes
(todos os testes de 1, 7, 15 e 30 dias) foi avaliado por meio de acuracia, precisao e sensibilidade.
A verificagdo de diferengas estatisticamente significativas entre os grupos, juntamente com as
medidas de avaliacdo, permitiu concluir que ndo ha um periodo de tempo ideal para o
treinamento de todos os algoritmos, mas que € possivel identificar qual o periodo de tempo que
resulta em melhores resultados. No caso dos dados utilizados neste trabalho, o desempenho
otimo dos algoritmos se deu: com subconjuntos de 15 dias para a DT, com subconjuntos de 7
dias para 0 KNN, com subconjuntos de 1 dia para a MLP e o SVMp, e com subconjuntos de 30
dias para o RF e o SVM.
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Comparando os melhores casos de cada algoritmo a fim de responder ao terceiro
objetivo especifico, verificou-se que a configuracdo ideal para o caso deste trabalho seria
alcangada utilizando o KNN e 7 dias para o treinamento do algoritmo. Os valores de acuracia,
sensibilidade e precisdo médias permaneceram em torno de 97%. O segundo melhor cenério
seria com a utilizacao do algoritmo DT e 15 dias para treino. A rede neural, frequentemente
utilizada na literatura, mostrou-se inferior aos demais algoritmos na resolu¢do do problema
deste trabalho. Salienta-se que, ainda que esta conclusdo ndo possa ser generalizada para
qualquer caso, o método utilizado para chegar neste resultado pode ser replicado, a fim de
encontrar a configuracao ideal para cada contexto.

O processo de otimizagdo mostrou que reduzir a quantidade de dados de iluminancia
ndo levaria a melhores resultados para o caso em questdo. Neste sentido, considerou-se que o
modelo otimizado era o que continha as duas referéncias de iluminancia no treinamento do
algoritmo.

O procedimento de atualiza¢do dos dados simulou o desempenho do algoritmo em um
cenario realista. Isto pode ser util especialmente quando ndo ha a possibilidade de realizar testes
em campo, cendrio em que as atualizagdes sdo constantes. Os valores médios de acurécia,
precisdo e sensibilidade, para este teste, foram de aproximadamente 98%. Apenas em 17% dos
dias (42 casos) as medidas de avaliacdo ficaram abaixo dos valores médios. Somente nove casos
(3% do total) tiveram resultado menor ou igual a 85%. Esta etapa visou responder ao quarto
objetivo e indicou que a configuracao otimizada apresentou resultados satisfatorios. Estima-se
que as quedas no desempenho do algoritmo possam estar relacionadas com as caracteristicas
do conjunto de dados. Acredita-se que possa haver relagdo com o padrdo de comportamento
dos ocupantes, a realizacdo de reunides e afins. Mesmo assim, as medidas voltaram a niveis
adequados nos dias seguintes, demonstrando a capacidade de adaptacdo do modelo.

O desenvolvimento deste trabalho permitiu identificar o algoritmo de aprendizagem
de maquina mais adequado para a utilizacdo em um sistema de controle de iluminacao centrado
no usuario em um laboratério de pesquisa. A comprovacao da eficacia do método, avaliando
diferentes algoritmos com varios subconjuntos de dados, visou fornecer meios de comparagao
para quaisquer algoritmos de aprendizagem supervisionada. Desta forma, pode-se dizer que
este método pode ser utilizado para comparar diferentes algoritmos, com diferentes
subconjuntos de dados e até mesmo em outros sistemas, como os de climatizacao. Ressalta-se
que, neste trabalho, ndo foi possivel avaliar o desempenho dos algoritmos para o controle da
temperatura, pois os ajustes de temperatura ndo visavam necessariamente o conforto dos

usuarios, mas o funcionamento da impressora 3D.
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A validacao do método proposto neste trabalho pode amparar a escolha de algoritmos

para uso em sistemas de controle centrados no conforto do usuario. A partir disso, espera-se

que estas escolhas ndo sejam realizadas arbitrariamente, mas por meio de analises prévias e

com medidas de avaliagao adequadas.

5.1. Limitacdes da pesquisa

Alguns fatores podem ser mencionados como limitagdes deste trabalho:

O sistema de coleta de dados foi confeccionado utilizando equipamentos
geralmente utilizados para prototipacdo. A utilizacdo de equipamentos
profissionais poderia conferir maior precisao aos dados coletados e levar a
interpretagdes diferentes dos resultados;

A identificagdo da presenca dos usudrios dependeu da participacdo dos
mesmos. Desta forma, considera-se a possibilidade de que tenham havido
falhas (esquecimentos) neste quesito. A utilizacdo de outras formas de
identificacdao dos usuarios também pode influenciar no resultado obtido;
Algumas simplificacdes precisaram ser realizadas a fim de evitar a necessidade
de muitas comparagdes na fase inicial do método. Em outras palavras, optou-
se por utilizar os algoritmos com os parametros padrdes das bibliotecas. A
variacdo destes parametros na fase inicial poderia conduzir a resultados
diferentes;

Outra simplifica¢do diz respeito a combinagdo de varidveis em cada etapa.
Devido ao grande niimero de variaveis, realizou-se apenas a verificagdo da
influéncia dos diferentes dados de iluminancia no processo de otimizacao. Nao
foi estudada a possibilidade de ndo utilizar varidveis como temperatura ou
estado das aberturas;

Este estudo foi desenvolvido a partir de dados coletados em um unico
ambiente. Portanto, a configuragao considerada ideal para este caso so € valida
para a amostra em questdo. O resultado obtido ndo pode ser generalizado para
quaisquer situagdes sem avaliagdo prévia, conforme proposto no método

apresentado.
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5.2. Sugestoes de trabalhos futuros

Com o desenvolvimento desta pesquisa, notou-se que, ainda que a literatura tenha avangado no
sentido de utilizar a aprendizagem de maquina a favor do conforto dos usuarios, nao ha
consenso sobre como garantir que isso aconteca. Outros estudos poderiam contribuir para a
continuidade das pesquisas neste ambito, fornecendo embasamento para identificar fatores que
podem ser determinantes para cada caso. Diante do exposto, sugere-se:

e A replicagdo deste método para outros conjuntos de dados, considerando
também outras variaveis, subconjuntos de dados e algoritmos, bem como
outros sistemas de controle, como o de climatizagao;

e A ampliacdo do conjunto de dados, incluindo votos de conforto e preferéncia
obtidos de forma explicita, poderia levar a conclusdes diferentes, gerando
discussdes interessantes a respeito da expectativa dos usudrios e sua agao sobre
0 ambiente;

e A implementagdo de resultados obtidos a partir da aplicacao deste método, em
um sistema de controle real, avaliando também a satisfacdo dos usuarios com
o funcionamento do sistema de controle;

e A avaliagdo de diferentes combinagdes de variaveis na etapa inicial do método,
visando identificar as que possuem maior influéncia sobre o modelo e,
possivelmente, otimizar os resultados;

e A investigacdo de formas de comparar algoritmos de diferentes abordagens
(como os de aprendizagem ndo-supervisionada e por refor¢o) tendo em vista

que nem todas as medidas de avaliagdo sdo comuns a todas as abordagens.
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Quadro Al. Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duraciao | Indicaciio de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacao do sistema
do estudo | preferéncia
. Interacao .
Iluminagao, Numero de interagdes e
Gunay et al. (2014) - ) - 1 ano com 0 FK _ _
persianas ) economia de energia
sistema
) RB, KNN,
Ghahramani, Tang e Conforto _ ) o
) ) - - 5 —90 dias Voto RLog, DT, Acurécia, especificidade
Becerik-Gerber (2015) térmico
SVM
Interagao analise
Nagy et al. (2015) - - Iluminacao 6 semanas com 0 estatistica Economia de energia
sistema dindmica
_ _ Satisfag@o do usuério e
Cheng et al. (2016) - - [luminacao 10 dias Voto O-Learning . .
economia de energia
) Sensag¢ao 90 minutos .
Jiang e Yao (2016) . - - _ Voto C-SVC Acuracia
térmica por usuario
Interacdo analise )
Nagy, Yong e Schlueter _ ) Numero de interagdes e
- - Iluminagao 12 semanas com o estatistica _ '
(2016) ) o satisfagdo dos usudrios
sistema dindmica
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Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
) . Satisfagdo do usuério e
Sarkar, Nambi e Prasad Iluminagdo, . .
- - o 1 ano Voto clusterizagdo potencial de economia de
(2016) climatizagdo )
energia
_ Interacao
Iluminagdo, )
Gunay et al. (2017) - - _ 1 ano com o RLog Numero de interagdes
persianas )
sistema
] o RLog, KNN, .
Li, Menassa e Kamat (2017) - - Climatizacdo | 3 semanas Voto Acurécia
RF, SVM
. Conforto 65 minutos Acurécia, probabilidade de
Zhong e Choi (2017) ) - - . Voto RNA o
térmico por usuario conforto, sensibilidade
) o 1 més Economia de energia e
Carreira et al. (2018) - Climatizagao - . Voto k-means
(inverno) conforto
) Conforto 1 hora por _
Chaudhuri et al. (2018a) ) - - _ Voto SVM, ELM Acuracia
térmico usuario
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Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
) Conforto 40 minutos Acuriacia, sensibilidade,
Chaudhuri ef al. (2018b) ) - - . Voto RF .
térmico por usudrio precisao
Interacao
Gunay et al. (2018) - - Climatizagao 1 ano com o RLog Numero de interagdes
sistema
NARX, NAR,
. Conforto SVR, GPR,
Katicetal. ¢ . - - 14 dias Voto MSE, RMSE
térmico Boosted Trees,
Bagged Trees
_ Sensacdo
Liet al. (2018) ) - - 7 horas Voto RL R?
térmica
_ Conforto 3 horas por
Li, Menassa e Kamat (2018) ) - - . Voto RF Acuracia
térmico usuario
N o . o ~ 3 meses Economia de energia e
Rajith, Soki e Hiroshi (2018) - - Climatizacdo Voto RNA

(verdo)

conforto
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Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
. Classificagdo
) Preferéncia 1 dia/ .
Sadeghi et al. (2018) _ - - _ Voto Bayesiana + Acuracia
visual usudrio
clusterizacdo
Aguilera, Toftum e Kazanci Preferéncia RNA, NB,
. - - 13 dias Voto AUC
(2019) térmica Fuzzy
. Sensagdo e
Aryal e Becerik-Gerber ) RF, SVM,
satisfacdo - - 3 meses Voto Acuracia
(2019) . KNN, S-LD
térmica
) Conforto 100 SVM, RF,
Chaudhuri et al. (2019) ] - - Voto Acuracia
térmico minutos CNN, RNA
. Satisfagdo 100 _
Choi e Yeom (2019) ] - - . Voto J48 (DT) Acuricia
térmica minutos
_ Conforto 27 minutos SVM, KNC, Acuracia, precisao,
Cosma e Simha (2019) ) - - _ Voto _
térmico por usuario GPC, RFC sensibilidade
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Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
. . . 120
Jung, Jazizadeh e Diller Preferéncia . )
_ - - minutos Voto RF, SVM, RLog Acuracia, F1-score
(2019) térmica .
por usudrio
Satisfa¢do do usuario e
Li, Zhang e Zhao (2019) - - Climatizagao 6 dias Voto RL _ _
economia de energia
Conforto ) Precisdo, sensibilidade,
Luetal (2019) . - - 6 dias Voto SVM, RF
térmico F1-score
Interacao
. LUR, UNC, LCR?,
Park et al. (2019a) - - [luminacdo 2 meses com o Q-Learning _ _
) satisfacdo dos usudrios
sistema
Interacao
o GNB, DT, C- Acuricia e namero de
Peng, Nagy e Schliiter (2019) - - Climatizacao 5 meses com o .
) SVC, MLP interagdes
sistema
Sensacao e
Aryal e Becerik-Gerber RF, KNN,
satisfacao - - 6 horas Voto Acuracia
(2020) ) SVM, DT
térmica

2 Light Utilization Ratio, Unmet Comfort Ratio, Lights to Comfort Ratio
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Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia

o R2, satisfa¢do do usuario e

Deng e Chen (2020) - Climatizagdo - 3 semanas Voto RNA . .
economia de energia
Conforto 15 horas .
Hu et al. (2020) . - - _ Voto RNA Acuracia, MAE, MSE
térmico por usudrio
Preferéncia
Jayathissa et al. (2020) térmica, visual - - 2 semanas Voto k-means + RF Acuracia, F1-score
e acustica
SVM, RUS-
o Conforto _ Boosted Trees, _
Katic, Li, Zeiler (2020) ] - - 14 dias Voto Acuracia, AUC
térmico Boosted Trees,
Bagged Trees
Mandaric, Skocir e Jezic _ _ Acurécia e satisfagdo dos
- - Iluminagdo 1 dia Voto RNA .
(2020) usuarios
[luminagdo, Interagao analise ]

o ) Numero de interagdes e

Ouf, Park e Gunay (2020) - climatizagao, - 3 anos com o estatistica _ '
) ) _ _ economia de energia
persianas sistema dindmica, RLog
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Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
Interacao
Park e Nagy (2020) - Climatizagao - 1 ano com o Q-Learning Numero de interagdes
sistema
40 - 105 LDA, KNN,
o Sensagao . .
Pigliautile et al. (2020) . - - minutos Voto DT, NB, SVM, Acuracia
térmica _
por usuério RF
Salehi, Ghanbaran e Sensagdo RNA, DT, GPR, .
. - - 3 horas Voto Acuracia, R?, MAE
Maerefat (2020) térmica FR
) Preferéncia de 2 dias por Voto e Inferéncia _ o
Xiong et al. (2020) o - - . . . Andlise qualitativa
iluminagao usudrio interacao Bayesiana
) Interacdo
Laftchiev, Romeres e o . MAE,
) . - Climatizagdo - 10 dias com o RNA
Nikovski (2021) . RMSE
Sistema
) o ) Satisfa¢do dos usuarios e
Lietal (2021) - - Climatizacdo 9 dias Voto RL

economia de energia




131

Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
Sensacdo e _ o
) 2 dias por Voto e Sensibilidade, nimero de
Lu e Hameen (2021) satisfacdo - - _ _ SVM _
) usuario interagao interacoes
térmica
Acuracia, precisdo,
Conforto CT, RF, SVM, o
Ma e Pan (2021) . - - 6 meses Voto sensibilidade, F1-score,
visual GMM
AUC
100
_ Conforto ) )
Morresi et al. (2021) ) - - minutos Voto SVM, RF, ETC Acuracia
térmico _
por usudrio
Interacdo
Zhu et al. (2021) - - Climatizacao 4 meses com o MLP MSE
sistema
Sensacao
térmica, RLog, SVM,
Cen, Cheng e Wong (2022) temperatura ¢ - - 4 dias Voto KNN, DT, RF, Acuracia, AUC
velocidade do XGB, LGBM
ar preferidas
Acuracia, satisfagao dos
_ RF, SVM, DT, _ _
Jeoung et al. (2022) - - Climatizacao 16 dias Voto usuarios € economia de
GB, RNA

energia
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Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
Sensacdo e .
) 90 minutos GB, RF, RLog, .
Jiaetal c conforto - - . Voto Acuricia
) por usudrio DT, RNA
térmico
o _ Reinforcement | Satisfacdo dos usudrios e
Jung, Jeoung e Hong (2022) - - Climatizacao 21 dias Voto _ _
Learning-based economia de energia
Branching . )
. o Satisfa¢@o dos usuarios e
Lei et al. (2022) - - Climatizacdo | 2 semanas Voto Dueling . .
economia de energia
O-Network
Sensacao.
preferéncia e 18 horas DT, KNN, Acurécia, sensibilidade,
Yang et al. (2022) - - . Voto .
conforto por usudrio SVM, EL precisdo, F1-score
térmico
SVM, DT,
Sensagdo 150 KNN, DA, BT, Acurécia, sensibilidade,
Yu et al. (2022) ) - - _ Voto _
térmica minutos RF, RUS-BT, S- precisao, AUC
KNN
. Acuracia, precisdo,
Preferéncia o
Zhang et al. (2022) ) - - 3 meses Voto RF sensibilidade, AUC,
térmica

Cohen’s Kappa




133

Quadro Al (continuagdo). Sintese das principais caracteristicas dos sistemas de controle centrados na preferéncia do usuario.

Duracao | Indicacao de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacio do sistema
do estudo | preferéncia
Conforto 2 dias por )
Baek et al. (2023) ) - - . Voto CNN Acuréacia, F1-score
térmico usuario
100
Conforto _ Voto e )
Wang et al. (2023) ) - - minutos . SVM, KNN, RF | Acuracia, F1-score, AUC
térmico _ Interagao
por usudrio
o 90 minutos Acuracia e
Wu et al. (2023) - - Climatizagdo _ Voto RF _ _
por usuario satisfacdo dos usudrios
o ) RLog Satisfag@o dos usuarios e
Zhang et al. (2023) - - Climatizagao 8 dias Voto . . . .
multinomial economia de energia
120
Sensag¢ao . .
Intharachathorn et al. (2023) . - - minutos Voto DT Acuracia
térmica _
por usuario
Conforto e 195
Li et al. (2023a) sensacao - - minutos Voto RF, ELM, SVM Acuracia
térmica por usuério
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Duraciao | Indicaciio de
Autor(es) Inferéncia Simulacio Controle Algoritmo(s) Avaliacao do sistema
do estudo | preferéncia
o . Sensagao RF, DT, SVM, Acuriacia, sensibilidade,
Aparicio-Ruiz et al.(2023) ) - - 1 ano Voto .
térmica KNN, NB precisdo, F1-score
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Apéndice B

Legenda: (-2) Discordo totalmente, (-1) Discordo, (0) Neutro, (1) Concordo, (2) Concordo totalmente

Tabela B1. Respostas obtidas por meio dos questionarios

o e <+
SRR R SRR A - S Il R IR - - G Rk S
=225/ 58 0|22 88 % g5 28 8¢ %
Digite o codigo do seu cartio RFID (sem os pontos): Bl el & &3 < el A < | Q 5 § =0|g|3 w3
- | O | R — <t | &=
& § E\ X ?\ Q=8| N ﬁ alaiaala
| ||| A |*® Al <= 0CVlaapalRH|lvY
=l =3 = = <= =
o . S|o|lT|lo|le|lg|ldleleslellelallall]e|=
Quantas horas por semana, em média, vocé permanece no ala 2 Sle|e|ggiE|iegrElieIgeale| s
escritorio/laboratério? I S I R B R B B B B I O = B R I T = S =T O B
— — S < < < — < < < — < 2] — < — 2] <
— — E — — — —
Sua principal tarefa ¢ realizada no computador ojojo|1r(oj-1j1ryrj1{=212(1rj1{2170j01]1
Sua principal tarefa € de leitura e escrita em papel -1({0}-1|-1y0}-1{0|O0O|1]O0O]2|0]|-1|1]|-112]0]0

Vocé tem interesse em tecnologias de automacao e controle dos
sistemas das edifica¢des

Vocé faz esforgo para economizar energia, sempre que possivel oj1 |2yt (1 {21 (221211 12(2]-1]1]-1
Vocé sacrifica seu conforto para economizar energia -1{0(-2{0(0|2]010]0|1]O0(-1]1|1]0]-1]0]-2
Vocé prefere iluminag@o natural do que artificial 1{of-1f-1y-1y1j0}2{1(2(0(0(2(1|-2/0]|1]2

Vocé aciona a iluminagao artificial apenas quando considera que nao
hé luz natural o suficiente para desempenhar o seu trabalho

Vocé desliga a iluminagao artificial quando esta muito claro ryry=2y1 111222221 (1ry1-1j11]2
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Q||| | a|lg| ||| || T (| 0|«
AR EIEIE A EHE R
. . - ~ 2AalUlu|v|luldlw el T v v (el Z
Digite o codigo do seu cartio RFID (sem os pontos): I~ 2 a2l < g Lé 3 Lé Ol g ES R
T3 Hloolala|—=| x| —
HEEBREEHERIEEEIHHEEE
Voc’:e desliga a iluminacao artificial quando deixa o ambiente por tlalilalolililalalolalalololalylcly
periodos longos
Vocé cqns1dera importante ter um sistema de iluminag3o artificial L1129 sltlalalalolalalilililolt
automatizado
Vocé prefere um sistema automatico que acione as luzes para vocé 112|111 {-110(2}2]0(2|-1]1|11]-1]1
Vocé prefere um sistema automatico que apague as luzes para vocé r{2(2(1ry1y1}|1j0{2(2(0(2(1(1rj1ry1j1}]2
Vocé cosEuma usar a Ven‘Ellagao natural como mecanismo de ol 1 laltlolalililalalilolilil2aliloln
restauracao do conforto térmico
Voce esta satisfeito com as condi¢des de iluminagdo do seu ambiente tlititolt ool atlaloltlalilalilililo
de trabalho
Voceé esta satisfeito com a quantidade de luz natural no seu ambiente ol1tililtlililolitlalililolalil1l1lo
de trabalho
Vocg esté satisfeito com a quantidade de luz artificial no seu ol lilaltlololotitalilololalalilyla
ambiente de trabalho
Em seu amb}en‘fe de trabalho, vocé€ sofre com ofuscamento (brilho dlaloalalatalalalalalalolilalalolala
excessivo e incomodo)
Vocé consegue resolver o problema do ofuscamento com cortinas.
(Caso ndo haja ofuscamento, ndo € necessario responder esta 1 10 10 1|1 2 1 1
questao)
Vocé se sente confortavel sob as condigdes de iluminagdo do seu tlititololalalalaloltlalalailalilyly

ambiente de trabalho
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Q||| D|la|lss|=| || |en| T X n|
2122222 1G8 B8z IRl8 alg 28
Dici L q. ~ plaAlv|luloluldlw  als| T w v | s|lele| 3T
igite o codigo do seu cartio RFID (sem os pontos): ) 2 a s =% ~Aal< %g % 2 Lé O AR
g Hliloolala| = | X|w —
2lg/2/2|2|R|Ea|F|2L ||| |2|S| A
Vocé esta satisfeito com as condigdes térmicas do seu ambiente de ol1ltlitloliltiloliloltlilalalilolol
trabalho
Vocc? esté satisfeito com a qualidade da ventilagdo natural no seu ol1lalalolailtloltlolalalililalalsly
ambiente de trabalho
Vocc? esté satisfeito com a qualidade da climatizag¢do artificial do seu al1la2litlolitiloltlolttilalilililolo
ambiente de trabalho
A incidéncia de radiagdo solar direta no seu ambiente de trabalho lhe Slolalalolalololalilololaalololalolo
incomoda
Voc§ se sente confortavel sob as condi¢des de climatizacao do seu ol1l1lolilil1tlolilolililolililililo
ambiente de trabalho
Voc§ considera importante ter controle sobre a ilumina¢do no seu tlal1lat1l2l1l2l21210l21212111210l2
ambiente de trabalho
Vocé sente que tem controle sobre a iluminacao no seu ambiente de olalt1lololalililolilololililililily
trabalho
Voc§ considera importante ter controle sobre a climatizagdao no seu ttatalitililal2l1lalolalalolalililo
ambiente de trabalho
Vocé sente que tem controle sobre a climatiza¢ao no seu ambiente de altitatiti ittt olailololalalolal-alolo

trabalho
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