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Resumo

Apresentamos três métodos de projeção para problemas discre-
tos mal postos de grande porte que incorporam informação a
priori da solução do problema. Os métodos são baseados em
uma transformação do funcional de Tikhonov da forma geral
(com uma seminorma como termo regularizante) para a forma
padrão [26, 53].

Os dois primeiros métodos combinam o processo de bidiago-
nalização de Golub-Kahan [15] com a regularização de Tikhonov
na forma geral, calculando soluções aproximadas em subespaços
de Krylov. O parâmetro de regularização λ é escolhido pelo
Método de Ponto Fixo (FP) de Bazán [3]. O terceiro método
não depende da determinação do parâmetro λ sendo, portanto,
uma alternativa para a Regularização de Tikhonov.

São apresentadas algumas generalidades sobre problemas in-
versos e problemas discretos mal-postos. Também é feito um es-
tudo sobre projeções obĺıquas, conceito essencial na tranformação
para a forma padrão. A performance dos métodos quando apli-
cados a problemas testes bem conhecidos e ao tratamento de
imagens é ilustrada numericamente.

Palavras-chave: Métodos de projeção, Bidiagonalização de Go-
lub e Kahan, Regularização de Tikhonov na forma geral, Proble-
mas inversos de grande porte, Regularização iterativa.
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Abstract

We present three projection methods for large-scale discrete ill-
posed problems which use a prori information about the exact
solution of the problem. These methods are based on a Tikhonov
functional transformation from general form (with a seminorm as
regularizing term) to a standard-form problem [26, 53].

The two first methods combine the Golub-Kahan bidiago-
nalization algorithm[15] with the general-form Tikhonov regu-
larization and calculate approximated solutions in the generated
Krylov subspaces. The regularization parameter λ is chosen by
the Fixed-point method (FP) by Bazán [3]. The third method is
an alternative to Tikhonov regularization that does not require
the computation of the parameter λ.

We first describe some generalities on inverse and discrete ill-
posed problems. Next, we do a study concerning the oblique pro-
jections, an important idea to the standard-form transformation.
The performance of the methods when applied to well-known test
problems and to image deblurring and reconstruction problems
are illustrated numerically.

Keywords: Projection Methods, Golub-Kahan Bidiagonaliza-
tion, general-form Tikhonov regularization, Large-scale inverse
problem, Iterative regularization.
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N (L)⊥A para a transformação para a forma padrão. 59

4.1 Função E(k). . . . . . . . . . . . . . . . . . . . . . 80

4.2 Comportamento da função Ψ(k). . . . . . . . . . . 81

5.1 Gravity : Solução exata. . . . . . . . . . . . . . . . 87

5.2 Gravity : Avaliação da CDP para (A,L1) e (A,L2).
Coeficientes |uT

i b|/γi: ◦, Coeficientes de Fourier:
×, Valores singulares: �. . . . . . . . . . . . . . . . 88

5.3 Phillips: Solução exata. . . . . . . . . . . . . . . . 92

5.4 Phillips: Avaliação da CDP para (A,L1) e (A,L2).
Coeficientes |uT

i b|/γi: ◦, Coeficientes de Fourier:
×, Valores singulares: �. . . . . . . . . . . . . . . . 93

5.5 Deriv2 exemplo 2: Solução exata. . . . . . . . . . . 97

5.6 Deriv2 exemplo 2: Avaliação da CDP para (A,L1)
e (A,L2). Coeficientes |uT

i b|/γi: ◦, Coeficientes de
Fourier: ×, Valores singulares: �. . . . . . . . . . . 98

5.7 Deriv2 exemplo 3: Solução exata. . . . . . . . . . . 102

5.8 Deriv2 exemplo 3: Avaliação da CDP para (A,L1)
(esquerda) e (A,L2) (direita). Coeficientes |uT

i b|/γi:
◦, Coeficientes de Fourier: ×, Valores singulares: �. 102

5.9 Imagem em alta resolução e duas em baixa reso-
lução. . . . . . . . . . . . . . . . . . . . . . . . . . 107

5.10 Imagem Tree exata e em alta resolução. . . . . . . 109

5.11 Sequências de imagens em baixa resolução, com
2304 pixels cada. . . . . . . . . . . . . . . . . . . . 110

5.12 Soluções obtidas para o problema Tree com 1% de
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a matriz L1. . . . . . . . . . . . . . . . . . . . . . . 90

xvii



5.7 Resultados obtidos para o problema Gravity após
50 execuções com 1% de rúıdo nos dados e usando
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Notações

IRn Conjunto dos vetores com n coordenadas
reais

IRm×n Conjunto das matrizes com entrada reais
de m linhas e n colunas

x Um vetor de IRn

‖x‖P Norma vetorial ‖x‖P =
(
xTPx

) 1
2

para x ∈ IRn e P ∈ IRn×n simétrica
positiva definida

In Matriz identidade de ordem n

A† Matriz pseudo-inversa de uma matriz A

diag(d1, . . . , dp) Matriz diagonal de ordem m× n onde
dij = 0
para todo i 6= j, di = dii e p = min{m,n}
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4.3.1 Critério de Parada . . . . . . . . . . . . . . 79

4.3.2 Algoritmo . . . . . . . . . . . . . . . . . . . 82

5 Resultados Numéricos 83

5.1 Problemas Teste . . . . . . . . . . . . . . . . . . . 84

5.1.1 Gravity . . . . . . . . . . . . . . . . . . . . 86

5.1.2 Phillips . . . . . . . . . . . . . . . . . . . . 92

5.1.3 Deriv2 . . . . . . . . . . . . . . . . . . . . . 97

5.2 Tratamento de Imagens . . . . . . . . . . . . . . . 106

5.2.1 Imagem Tree . . . . . . . . . . . . . . . . . 108

5.2.2 Imagem Rice . . . . . . . . . . . . . . . . . 117

Considerações Finais 123
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Introdução

Dada uma matriz A ∈ IRm×n e um vetor bexato ∈ R
m, considere

o problema de encontrar xexato ∈ IRn que satisfaça

Axexato = bexato. (1)

Muitas vezes, quando o problema (1) não tem solução, resolvemos

xexato = argmin
x∈Rn

‖bexato −Ax‖22 , (2)

isto é, temos um problema de mı́nimos quadrados. Considere
ainda que a matriz A é mal condicionada e que o vetor bexato é de-
sconhecido, ou seja, o lado direito de (1) é da forma
b = bexato + e, em que e é um vetor de rúıdos. Neste caso,
a solução usual de mı́nimos quadrados não é util em aplicações
práticas por estar contaminada por erros. Nosso objetivo é con-
struir aproximações estáveis para xexato em (2) a partir do pro-
blema

argmin
x∈Rn

‖b−Ax‖22 . (3)

Esse tipo de problema é conhecido como “problema discreto mal
posto” e obter uma boa aproximação para a solução exata é de
interesse em diversas áreas em ciência e tecnologia [14, 26, 29,
30, 35, 43, 48].

Buscando obter soluções tão próximas quanto posśıvel da
solução exata, usualmente utilizamos algum método de regula-
rização. Dentre os métodos de regularização, o mais popular é
o método de Tikhonov [53] que substitui o problema usual de

1



mı́nimos quadrados por

xλ = argmin
x∈Rn

{
‖b−Ax‖22 + λ2 ‖Lx‖22

}
, (4)

em que λ > 0 é o parâmetro de regularização e L ∈ R
p×n uma

matriz que incorpora informação a priori da solução exata no
problema.

O caso mais frequente considera L como o operador identi-
dade e método é conhecido como de Regularização de Tikhonov
na forma padrão. A escolha L 6= I, denominada regularização de
Tikhonov na forma geral, é justamente o caso de nosso interesse
neste trabalho.

A escolha de L depende das caracteŕısticas do problema cont́ı-
nuo que deu origem ao problema de mı́nimos quadrados. Assim,
cada problema deve ser analisado de modo a se determinar a
matriz que produzirá, juntamente com o parâmetro de regulariza-
ção, uma boa aproximção para xexato. Neste trabalho utilizamos
dois tipos de matriz L que acrescentam ao problema informações
acerca da suavidade da solução. São aproximações discretas da
primeira e segunda derivadas de um operador.

Além da matriz L, o parâmetro de regularização λ também
deve ser escolhido na regularização de Tikhonov. Existem diver-
sos métodos para encontrar tal parâmetro, dos quais podemos
citar a Curva L de Hansen [23, 27], a Validação Cruzada Gene-
ralizada (GCV) de Golub, Heath e Wahba [17], o prinćıpio da
discrepância de Morozov [38, 39] e o algoritmo de Ponto Fixo
(FP) de Bazán [3]. Para a escolha de λ utilizamos o método
FP que calcula o parâmetro de regularização para o problema na
forma geral como sendo um ponto fixo da função

ϕµ(λ) =
√
µ
‖b−Axλ‖2
‖Lxλ‖2

, µ > 0. (5)

Recentemente, foi introduzido por Bazán e Borges [5] o mé-
todo GKB-FP, um método iterativo que busca implementar FP
para problemas de grande porte, utilizando para isso o processo
de Bidiagonalização de Golub-Kahan (GKB) [15] e o Método
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Least Square QR (LSQR) [41] para resolver o problema de mı́nimos
quadrados. No entanto, o método GKB-FP foi desenvolvido ape-
nas para o caso em que L = I.

O primeiro método proposto neste trabalho surge como a
complementação do método GKB-FP, abordando também o caso
da regularização de Tikhonov na forma geral. Intitulado GGKB-
FP, o método utiliza a estratégia de transformar a regularização
na forma geral dada na equação (4) para a forma padrão

yλ = argmin
y∈Rp

{∥∥b−Ay
∥∥2

2
+ λ2 ‖y‖22

}
, (6)

em que A = AL†
A ∈ IRm×p e L†

A é a matriz pseudo inversa obĺıqua
de L. A solução yλ é calculada pelo método GKB-FP e usado
para obter xλ.

Mesmo sendo uma excelente ferramenta teórica, a dificuldade
da transformação é que ela pode ter um grande custo computa-
cional quando A e L são matrizes de grande porte. Sendo assim,
buscamos metodologias para fazer tal transformação de forma
eficiente, incorporando estas estratégias em GGKB-FP.

Preocupados com o custo computacional, propomos uma se-
gunda abordagem para a regularização na forma geral. O método
PROJ-FP constrói soluções aproximadas para o problema (4)
como

x
(k)
λ = Vky

(k)
λ ,

com
y

(k)
λ = argmin

y∈Rk

{
‖β −Bky‖22 + λ2 ‖Lky‖22

}
(7)

em que β ∈ IRk+1, e Vk ∈ R
n×k e Bk ∈ R

(k+1)×k são obtidos
no k-ésimo passo do processo de bidiagonalização e Lk ∈ R

p×k

com k muito menor do que p. O parâmetro de regularização é
calculado por FP.

Devido ao fato da escolha do parâmetro λ ser um problema à
parte na regularização de Tikhonov, exploramos uma nova es-
tratégia de regularização que não necessita de tal parâmetro,
denominado método G-LSQR ou Regularização Iterativa. Uti-
lizando a transformação para a forma padrão, a proposta do
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método consiste em calcular a solução do problema discreto mal
posto como

x(k) = L†
Ay(k) + xN com y(k) = argmin

y∈Vk⊂Rp

∥∥b−Ay
∥∥ (8)

onde xN ∈ N (L) e A, b são como na equação (6).
Assim, as informações fornecidas pela matriz L estão incorpo-

rados ao problema original por meio da matriz A. Por se tratar
de um método iterativo, adotamos um critério de parada que
avalia o comportamento de

∥∥x(k)
∥∥

2
e
∥∥b−Ax(k)

∥∥
2

à medida que
k aumenta.

O trabalho está dividido em cinco caṕıtulos. O Caṕıtulo 1
inicia-se com generalidades sobre problemas inversos e problemas
mal postos, mostrando como eles podem surgir naturalmente, por
exemplo, da resolução de equações integrais de primeira espécie.
Em seguida, introduzimos a Teoria de Regularização, bem como
o método de Tikhonov, um dos mais populares da área.

Após uma introdução sobre problemas mal postos, apresen-
tamos os problemas discretos mal posto e a Regularização de
Tikhonov. Relembramos a decomposição em valores singulares
generalizados de um par matricial (A,L) e como ela pode ser uti-
lizada como um método de regularização. Finalizamos discutindo
alguns métodos para a escolha do parâmetro de regularização
como Curva L [23], GCV [17], Prinćıpio de Discrepância [38] e
Método do Ponto Fixo [3, 4]. O Método de Ponto-Fixo é ap-
resentado com detalhes por ser utilizado nos métodos propostos
neste trabalho.

No segundo caṕıtulo apresentamos métodos básicos para pro-
blemas de grande porte, começando pelos Métodos de Projeção,
que calculam aproximações x(k) para a solução exata do pro-
blema, onde x(k) está em um subespaço de dimensão k de IRn,
com k muito menor que n. Seguindo, introduzimos o Processo de
Bidiagonalização de Golub-Kahan e o método LSQR. Mostramos
como LSQR pode ser utilizado muito eficazmente quando apli-
cado à regularização de Tikhonov na forma padrão. Também dis-
cutimos o método GKB-FP, apresentando seu critério de parada
com detalhes.
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No Caṕıtulo 3 fazemos um estudo detalhado sobre projeções
obĺıquas e pseudo-inversas obĺıquas, essenciais para a transfor-
mação da forma geral para a forma padrão. Tal definição é pre-
cedida por uma série de conceitos pouco discutidos na literatura
como a noção de complemento obĺıquo de um subespaço X de
IRn com relação a uma matriz A, simbolizado por X⊥A , e a de-
composição do IRn que pode ser feita utilizando X⊥A . Um ponto
importante do caṕıtulo é a demonstração de que um resultado
da literatura [30, Teorema 4, Cap. 8], enunciado como válido no
caso geral, é verdadeiro apenas sob hipóteses particulares. Fi-
nalizamos mostrando algumas matrizes com estruturas especiais,
como Toeplitz e de Banda, e fazendo algumas considerações sobre
o Produto de Kronecker [37].

No penúltimo caṕıtulo surge a contribuição desta pesquisa,
onde introduzimos três novos métodos para tratar problemas dis-
cretos mal postos de grande porte. Apresentamos os métodos
de projeção GGKB-FP, PROJ-FP e G-LSQR discutidos anteri-
ormente de forma detalhada, exibindo os principais passos dos
algoritmos de forma a minimizar o custo computacional.

No Caṕıtulo 5, são exibidos os resultados numéricos dos testes
realizados com problemas bem conhecidos da toolbox Regula-
rization Tools [24] trabalhando com sistemas de 1024 variáveis
que surgem da discretização de equações integrais. Para fins de
comparação, exibimos também os resultados obtidos com outros
métodos que podem ser utilizados em problemas na forma geral
como Curva L e GCV. Além disso abordamos o problema de
super resolução e de reconstrução de imagens. O tratamento de
imagem é uma das muitas aplicações interessantes de problemas
inversos [43, 57, 29].

No final do trabalho apresentamos as considerações finais e
dois apêndices. O primeiro contém uma retrospectiva histórica
sobre a Decomposição em Valores Singulares (SVD) e, com mais
detalhes, sobre a Decomposição em Valores Singulres General-
izada (GSVD). A GSVD é das grandes ferramentas teóricas para
a análise de problemas discretos mal postos. Apresentamos também
algumas propriedades da pseudo-inversa usual, também conhecida
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como pseudo-inversa de Moore-Penrose. O apêndice B traz os
métodos para escolha do parâmetro de regularização GCV e W-
GCV [9], o Prinćıpio da Discrepância de Morozov e a Curva L.
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Caṕıtulo 1

Problemas Mal Postos e
Regularização

Muitos sistemas ou processos f́ısicos das ciências naturais e/ou
engenharia expressos através de modelos são a fonte de inúmeros
problemas em diversos ramos das ciêncais aplicadas. O termo
sistema refere-se a uma entidade (f́ısica, econômica, etc.) capaz
de produzir algum efeito g (sáıda/output) como consequência de
um est́ımulo ou causa f (entrada/input).

Sistema

:A H !H1 2
Entrada Saída

Conhecido

(inexato)

Um dos dois é conhecido

f g

Figura 1.1: Modelagem matemática de um processo f́ısico.

A conexão entre o processo f́ısico e sua modelagem matemática
é usualmente descrita por meio de equações do tipo

Af = g (1.1)

onde A : H1 → H2 é um operador (diferencial, integral, etc),
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possivelmente não linear, f ∈ H1 é a função “entrada”, g ∈ H2 é a
função “dados”, comH1 eH2 sendo espaços normados, chamados
espaço de soluções e espaço de dados, respectivamente. Este
modelo é representado na Figura 1.1.

O problema de calcular a resposta (ou sáıda) de um sistema,
dado o modelo e a função de entrada, é relativamente simples de
ser resolvido e é conhecido como problema direto. Já o proble-
ma inverso, consiste em determinar a causa (ou entrada) desco-
nhecida a partir de efeitos desejados ou observados. Em outras
palavras, sendo conhecida a função g e o operador A, o problema
inverso consiste em determinar f , o que corresponde à inversão
do operador, caso exista.

Em situações práticas, a função g é obtida experimental-
mente, portanto sujeita a erros de medição. Este fato é frequente
quando a função g provém da leitura de sinais usando aparelhos,
portanto, carentes de precisão absoluta. Nestas condições somos
forçados a trabalhar com uma versão aproximada gδ com certo
ńıvel de rúıdo, isto é,

‖gδ − g‖ ≤ δ, (1.2)

onde δ depende da precisão do instrumento e a escolha da norma
é feita levando-se em conta caracteŕısticas intŕınsecas do pro-
cesso f́ısico envolvido. Detalhes a respeito de problemas inversos
e aplicações podem ser encontrados em [14, 26, 35, 48, 56].

1.1 Problemas Inversos e sua Relação com

Problemas Mal Postos

No processo de resolução de um problema inverso, deve ser feita
uma análise prévia com relação a questões de existência, unici-
dade e estabilidade de soluções. Tal análise é de vital importância
pois, se a função gδ não pertence ao espaço imagem do operador,
então (1.1) não tem solução. Outra possibilidade é que A seja
não injetor (o qual significa que A−1 não existe), caso em que
podem existir muitas soluções.
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Por outro lado, precisamos saber se a solução depende con-
tinuamente dos dados. A estabilidade é necessária se desejamos
assegurar que pequenas variações nos dados produzam pequenas
mudanças na solução. As considerações que acabamos de apre-
sentar são o ponto central da discussão e análise de problemas
mal postos.

A noção de problema bem-posto surgiu no ińıcio do século XX

quando o matemático francês J. S. Hadamard estudava proble-
mas de valor na fronteira, com a ideia de que nenhum fenômeno
natural poderia ser refletido por algum modelo que conduza a um
problema mal posto; posteriormente comprovou-se a falsidade de
tais ideias.

Dizemos que o problema (1.1) é bem-posto no sentido de Ha-
damard quando são satisfeitas as seguintes condições:

1. Existência: Para cada g ∈ H2 existe f ∈ H1 tal que Af =
g.

2. Unicidade: Para cada g ∈ H2 a equação (1.1) tem uma
única solução.

3. Estabilidade: A solução f depende continuamente dos da-
dos de entrada, isto é, o operador A−1 é cont́ınuo.

Caso alguma das condições não seja satisfeita o problema
é dito mal posto. É importante destacar que a dependência
cont́ınua da solução com respeito aos dados é uma condição ne-
cessária mas não suficiente. Por isso, no caso de um problema
linear bem-posto, a propagação do erro relativo na solução com
respeito ao erro relativo nos dados é controlada pelo número de
condição do operador κ(A) = ‖A‖

∥∥A−1
∥∥.

Especificamente, sabe-se que se resolvemos o problema per-
turbado A(f + δf) = g + δg temos que

‖δf‖
‖f‖ ≤ κ(A)

‖δg‖
‖g‖

onde δg é a variação nos dados e δf é a variação na solução. Se
κ(A) está próximo de 1, diz-se que o problema é bem-condicionado
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e a solução é estável com respeito a pequenas variações nos da-
dos. Pelo contrário, se κ(A) é grande, diz-se que o problema é
mal condicionado e o problema é instável. Claramente, o conceito
de ser bem ou mal condicionado é menos preciso que o conceito
de ser bem ou mal posto.

A área de problemas inversos é um dos ramos da matemática
aplicada com o maior crescimento na última década, devido ao
grande número de aplicações extráıdas de problemas de interesse
contemporâneo na ciência e tecnologia. Exemplos são encontra-
dos em problemas de restauração de imagens, eletrocardiograma,
tomografia por impedância, exploração geof́ısica de depósitos de
petróleo, identificação biométrica, entre outros [35, 48].

O exemplo t́ıpico de problema inverso mal posto corresponde
a equações integrais de primeira espécie

(Af) (x) :=

b∫

a

K(x, y)f(y)dy = g(x), c ≤ x ≤ d, (1.3)

onde a existência e a unicidade de soluções geralmente não é
garantida. Por exemplo, se A é operador integral definido pela
função K(x, y) cont́ınua em [c, d] × [a, b] e f ∈ L2[a, b], então
Af ∈ C[c, d]. Consequentemente, a equação (1.1) não tem solução
em L2(a, b) se g não for cont́ınua.

Por outro lado, a equação:

π∫

−π

x sen(y)f(y)dy = g(x), −π ≤ x ≤ π

tem infinitas soluções pois o núcleo do operador N (A) tem di-
mensão infinita. De fato, basta notar que a famı́lia infinita de
funções definidas por fn(y) = sen(ny), n = 2, 3, . . . , pertencem
ao núcleo do operador. E, ainda que as situações acima não
aconteçam, salvo o caso da função K ser da forma K(x, y) =
K1(x)K2(y) (também conhecido como o caso do núcleo degene-
rado), o problema sempre é instável, já que da análise funcional
sabe-se que o operador inverso A−1 é descont́ınuo.
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Diversos problemas inversos são modelados pela equação in-
tegral (1.3) como por exemplo o Problema de Diferenciação e o
Problema de Equação do Calor para tempo anterior, dispońıveis
em [35].

1.2 Método de Regularização

A teoria que trata dos métodos de resolução de problemas mal
postos é conhecida como teoria de regularização, enquanto os
métodos são chamados métodos de regularização. Intuitivamente,
a teoria de regularização é a teoria das “aproximações cont́ınuas”
para a inversa descont́ınua. Portanto, a análise e solução de um
problema mal posto é feita via solução de um problema associado
que é bem-posto.

A ideia padrão de muitos métodos de regularização é cons-
truir uma famı́lia de operadores Rλ : H2 → H1 limitados, que
dependem de λ, que aproximem pontualmente o operador A−1

(caso ele exista) ou operador pseudo-inversa A†. Isto é,

lim
λ→0

RλA(f) = f, ∀f ∈ H1 (1.4)

isto é, o operador RλA converge pontualmente para o operador
Identidade [35].

O valor λ é chamado de parâmetro de regularização e os o-
peradores de operadores regularizantes. Maiores detalhes sobre
teoria de regularização podem ser encontradas em [14, 19].

De modo geral, estudam-se métodos de regularização con-
siderando:

a) Problemas mal postos como consequência de não existência
ou ambiguidade na solução;

b) Problemas mal postos como consequência de instabilidade.

Dentre essas possibilidades, a segunda é a mais delicada.

Dentre os métodos de regularização, um dos mais populares
é devido a A. Tikhonov [53], introduzido em 1963. De forma
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breve, o método consiste em tomar como soluções aproximadas
para (1.1), as funções fλ que minimizam o funcional

Jλ(f, gδ) = ‖gδ −Af‖2 + λ2Ω(f), λ > 0 (1.5)

para um valor adequado de λ, onde Ω(f) é um funcional cont́ınuo
chamado funcional estabilizador, satisfazendo condições apropri-
adas. Detalhes sobre este método podem ser obtidos em [19].

A forma mais comum do funcional estabilizado é Ω(f) =
‖Lf‖22 onde L é algum operador definido num subconjunto denso
de H1. Neste caso o minimizador do funcional Jλ é dado por

fλ =
(
A∗A+ λ2L∗L

)−1A∗gδ, (1.6)

onde A∗ representa o operador adjunto de A e o operador regu-
larizante é

Rλ =
(
A∗A+ λ2L∗L

)−1A∗. (1.7)

Na formulação original, Tikhonov propôs

Ω(f) =

b∫

a

[
v(x)f(x)2 +w(x)f ′(x)2

]
dx (1.8)

com v,w funções de peso positivas e H1 um espaço de Sobolev
[1].

1.3 Problemas Discretos Mal Postos

Quando consideramos estudar uma equação integral de primeira
espécie

b∫

a

K(x, y)f(y)dy = g(x), c ≤ x ≤ d (1.9)

e temos que resolvê-la numericamente, faz-se necessário o uso de
algum método de discretização.

Geralmente a discretização resulta num problema de mini-
mização

argmin
x∈IRn

‖b−Ax‖22 (1.10)
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em que a matriz A ∈ IRm×n com m ≥ n e b ∈ IRm. A grande di-
ficuldade encontrada agora é que, pelo fato da matriz se originar
da discretização de um problema mal posto, o problema de min-
imização torna-se muito senśıvel a pequenas variações no vetor b

e sua solução não é de utilidade prática. Uma das ferramentas
mais poderosas para análise e resolução do problema (1.10) é a
decomposição em valores singulares (SVD) da matriz A.

Teorema 1.1 (SVD). Para cada A ∈ IRm×n, existem matrizes
ortogonais U = [u1, . . . ,um] ∈ IRm×m e V = [v1, . . . ,vn] ∈
IRn×n tais que

UTAV = diag(σ1, σ2, . . . σp) ∈ IRm×n, p = min{m,n} (1.11)

com valores singulares σi, para cada i ∈ {1, 2, . . . , p}, ordenados
de modo não-crescente σ1 ≥ σ2 ≥ . . . ,≥ σp ≥ 0.

A demonstração do teorema pode ser encontrada em [18].
Neste caso, os valores singulares da matriz A decaem para

zero sem que haja um salto notório neste decaimento e o número
de condição da matriz κ(A) = σ1

σn
é muito grande. Somando isto

ao fato do vetor b ser da forma

b = bexato + e, (1.12)

com bexato sendo o vetor sem perturbações desejado e desconhe-
cido, e e um vetor de incertezas, a conclusão é que a solução
de mı́nimos quadrados, xLS = A†b, não tem nenhuma relação
com a solução do problema e não tem utilidade prática por estar
completamente dominada pelos erros. De fato, usando a SVD
segue imediatamente que

xLS =
r∑

i=1

uT
i b

σi
vi,

onde r = posto(A). Sendo b como em (1.12) temos

xLS =

r∑

i=1

uT
i b

σi
vi =

r∑

i=1

uT
i bexato
σi

vi +
uT

i e

σi
vi
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e podemos notar que para valores singulares pequenos os coefi-

cientes
uT

i e

σi
são grandes, fazendo com que a segunda parcela da

relação acima seja dominante, tornando assim, a solução obtida
inútil. Hansen [30] definiu esse tipo de problema como sendo
Problema Discreto Mal Posto. Se o somatório for truncado em
s < r, com s próximo de r, podemos amenizar o efeito do erro
e no cálculo da solução x, porém, se s for pequeno, deixamos
de capturar informações importantes do problema. Disso segue
que a escolha de s deve estabelecer um balanço apropriado entre
a quantidade de informação do problema que é capturada e a
quantidade de erro que é inclúıda na solução.

A escolha do ı́ndice s satisfazendo esse requerimento é conhe-
cido como o método da SVD Truncada (Truncated SVD) [26]. A
TSVD é um método de regularização cuja solução é escrita da
forma

xs =

s∑

i=1

uT
i b

σi
vi.

em que s, chamado ı́ndice de truncamento, é o parâmetro de
regularização a ser determinado.

1.4 Regularização de Tikhonov e GSVD

Para o problema discretizado a regularização de Tikhonov subs-
titui o problema (1.10) por

xλ = argmin
x∈IRn

{
‖b−Ax‖22 + λ2‖L(x− x0)‖22

}
(1.13)

em que λ é o parâmetro de regularização e L é uma versão dis-
creta do operador L em (1.6). O desafio é escolher um parâmetro
tal que xλ aproxime satisfatoriamente a solução exata xexato. A
matriz L ∈ IRp×n é a matriz identidade ou uma aproximação dis-
creta de algum operador diferencial definido, por exemplo, pela
primeira ou segunda derivada. O vetor x0 é uma aproximação
inicial para a solução caso esteja dispońıvel, caso contrário define-
se x0 = 0.
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A matriz L na equação (1.13) determina o tipo de problema
de Tikhonov:

L = I: Problema de Tikhonov na Forma Padrão.
L 6= I: Problema de Tikhonov na Forma Geral.

Mais adiante mostraremos que todo problema de regulari-
zação de Tikhonov na forma geral pode ser transformado em
outro na forma padrão e que alguns problemas podem apresentar
soluções mais úteis usando a forma geral.

Esquemas equivalentes à regularização de Tikhonov foram
propostos por J. Riley em 1955 e D. L. Phillips em 1962, mas foi
G. H. Golub o primeiro autor a propôr, em 1965, uma maneira
apropriada de resolver o problema (1.13). A ideia é tratar (1.13)
como um problema de mı́nimos quadrados

xλ = argmin
x∈IRn

∥∥∥∥
[

b

λLx0

]
−
[
A
λL

]
x

∥∥∥∥
2

2

(1.14)

cujas equações normais regularizadas são

(
ATA+ λ2LTL

)
xλ = AT b + λ2LTLx0. (1.15)

A solução para a equação (1.15) pode ser escrita, para o caso
mais frequente x0 = 0, como

xλ =
(
ATA+ λ2LTL

)−1
AT b (1.16)

sendo a unicidade obtida se N (A) ∩ N (L) = {0}.
Considerando regularização de Tikhonov na forma padrão,

xλ é dado por

xλ =

r∑

i=1

fi
uT

i b

σi
vi (1.17)

onde r = posto(A) e

fi =
σ2

i

σ2
i + λ2

∼=
{

1, σi � λ
σ2

i

λ2 , σi � λ
(1.18)
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são os chamados fatores de filtro para a regularização de Tikhonov.
Os fatores fi filtram as componentes do erro da solução. Assim,
se em (1.17) λ for muito grande, a solução calculada pode não
ter incorporado informações da solução do problema. Em con-
trapartida, se λ for muito pequeno, pouco rúıdo pode ter sido
filtrado e a solução encontrada é inútil.

O reśıduo associado pode ser escrito como

rλ = b−Axλ =

r∑

i=1

(1− fi)u
T
i b ui + b⊥ (1.19)

em que b⊥ = b −
r∑

i=1
uT

i b ui =
m∑

i=r+1
uT

i b ui é a componente do

vetor b que não pertence ao espaço coluna da matriz A. Lembre-
se que como o conjunto {ui} forma uma base ortonormal para

IRm então b =
m∑

i=1
uT

i b ui.

Desta forma

‖xλ‖22 =

r∑

i=1

(
fi

uT
i b

σi

)2

(1.20)

‖rλ‖22 =

r∑

i=1

(
(1− fi)u

T
i b
)2

+ ‖b⊥‖22 . (1.21)

Neste trabalho estamos particularmente interessados na regu-
larização de Tikhonov na forma geral. Com a utilização de uma
matriz L 6= I faz-se necessária a introdução da Decomposição em
Valores Singulares Generalizados (GSVD).

Teorema 1.2 (GSVD). Seja o par matricial (A,L) em que A ∈
IRm×n, L ∈ IRp×n com m ≥ n ≥ p com posto(L) = p. Então exis-
tem matrizes U ∈ IRm×n e V ∈ IRp×p com colunas ortonormais,
e X uma matriz não singular tais que

A = U

[
Σ 0
0 In−p

]
X−1, L = V [M 0]X−1 (1.22)

com Σ = diag(σ1, . . . , σp) e M = diag(µ1, . . . , µp). Os coefi-
cientes σi e µi satisfazem

0 ≤ σ1 ≤ · · · ≤ σp ≤ 1 e 1 ≥ µ1 ≥ · · · ≥ µp ≥ 0. (1.23)
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Também, Σ2 +M2 = Ip e os valores singulares generalizados de
(A,L) são definidos como γi := σi

µi
.

Para a demonstração ver [18].

Observação 1.1. As matrizes U e V de GSVD de (A,L), em
geral, são diferentes das matriz U e V da SVD de A.

Uma caracteŕıstica relevante dos valores singulares generali-
zados de um par matricial (A,L) é que a ordenação é oposta a dos
valores singulares de uma matriz A, ou seja, enquanto os valores
singulares estão ordenados de forma decrescente com o ı́ndice i, os
valores singulares generalizados crescem a medida que i aumenta.
Na Figura 1.2 temos a ilustração deste fato. Neste caso a matriz
A é fornecida pela rotina shaw [24] para dimensão n = 32 e L
sendo uma aproximação para o operador segunda derivada.

10 20 300

10
0

10
-15

10
-10

10
-5

10 20 300

10
0

10
-15

10
-10

10
-5

Figura 1.2: Os 32 primeiros valores singulares σi de uma matriz
A e valores singulares generalizados γi do par matricial (A,L).

Uma outra caracteŕıstica que a SVD e a GSVD têm em co-
mum é o comportamento oscilatório dos vetores singulares à me-
dida que os valores singulares (generalizados) se aproximam de
zero. A Figura 1.3 ilustra bem este comportamento, para o pro-
blema shaw com n = 32.

Na prática, para problemas onde a GSVD de A,L pode ser
calculada facilmente, a solução do método de regularização de
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Figura 1.3: Vetores singulares ui, i = 1, 3, 5, 7 e 9 (acima) e ve-
tores singulares generalizados ui, i = 32, 30, 28, 26 e 24 (abaixo).

Tikhonov dada na equação (1.16) pode ser escrita como

xλ =

p∑

i=1

fi
uT

i b

σi
zi +

n∑

i=p+1

(uT
i b) zi (1.24)

onde fi =
γ2

i

γ2
i
+λ2 e zi são as colunas da matriz X dada pela

GSVD.

Neste caso temos o reśıduo associado dado por

rλ = b−Axλ =

p∑

i=1

(1− fi)u
T
i b ui +

m∑

i=n+1

uT
i b ui (1.25)

usando o fato que Azi = σiui para i = 1, . . . , p e Azi = ui para
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i = p+ 1, . . . , n. Assim

‖rλ‖22 =

p∑

i=1

(
(1 − fi)u

T
i b
)2

+

m∑

i=n+1

(
uT

i b
)2
. (1.26)

Note que ‖Lxλ‖2 = ‖xλ‖2 quando L = I. Para o caso em
que L 6= I, a norma ‖xλ‖2 é substitúıda pela seminorma ‖Lxλ‖2.
Usando a GSVD temos

‖Lxλ‖22 =

p∑

i=1

(
fi

uT
i b

γi

)2

(1.27)

A equação (1.27) será usada em alguns métodos de regularização
que serão apresentados mais adiante.

Assim, como a SVD pode ser utilizada como um método de
regularização por meio da TSVD, o mesmo pode ser feito usan-
do a GSVD. Esse método é conhecido como GSVD Truncada
(TGSVD) e mais detalhes podem ser encontrados em [21]. O
desafio é determinar o parâmetro s de truncamento.

No pacote Regularization Tools [24] existe a rotina tikhonov.m
que calcula a solução xλ dado o parâmetro de regularização e a
GSVD (ou SVD) das matriz A e L. A rotina calcula a solução xλ

como na equação (1.24). Como dificuldade do uso desta rotina
podemos ressaltar o cálculo da GSVD, no caso geral, das matriz A
e L. Quando as dimensões destas matrizes são grandes, o esforço
computacional empregado para este cálculo é muito grande.

Tanto SVD como GSVD são ferramentas teóricas importantes
na análise de problemas inversos. No Apêndice A apresentamos
uma retrospectiva desta decomposição matricial, bem como al-
gumas propriedades.

1.5 Condição Discreta de Picard

Já comentamos que a matriz do problema (1.10) pode ter seus
valores singulares indo para zero suavemente, ou seja, sem que
haja um salto entre um e outro. Na Figura 1.2 vimos que os
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primeiros vinte valores singulares têm um decaimento quase cons-
tante, já os últimos doze são de ordem menor do que 10−15, o
que significa que atingiram o limite de precisão do computador.

A taxa de decaimento dos valores singulares da matriz A ou
do par matricial (A,L) é importante quando se faz a análise de
problemas discretos. Para esclarecer este fato, vamos conside-
rar o problema cont́ınuo (1.1) em que A é o operador integral
definido em (1.3). Seja K(x, y) =

∑∞
i=1 σ

c
iu

c
i(x)v

c
i (y) a expansão

em valores singulares do núcleo do operador Af e seja g(x) =∑∞
i βiui(x). É sabido que para a equação integral Af = g

tenha uma solução de mı́nimos quadrados de quadrado integrável
é necessário e suficiente que g satisfaça a seguinte condição

∞∑

i=1

(〈ui, g〉
σc

i

)2

<∞ (1.28)

em que 〈·, ·〉 denota o produto interno usual no espaço L2(a, b)
[19]. Essa condição é chamada de Condição de Picard e maiores
informações podem ser obtidas em [35]. A equação (1.28) implica
que em certo ponto do somatório os coeficientes de Fourier〈ui, g〉
decaem mais rapidamente do que os valores singulares σc

i .
Obviamente, (1.28) é sempre satisfeita para o caso finito, no

entanto, a razão entre o decaimento dos valores singulares de A e
o decaimento dos coeficientes de Fourier de b, uT

i b, é importante
para que a regularização de Tikhonov seja bem sucedida, pois
determina o quão boa a solução regularizada xλ pode ser. O
resultado central é que se os coeficientes de Fourier uT

i b decaem
mais rápido para zero do que os valores singulares generalizados,
então as soluções regularizadas xλ e xs têm aproximadamente as
mesmas propriedades da solução exata xexato.

Existem duas importantes exceções para a exigência de de-
caimento dos coeficientes de Fourier. A primeira delas é que o
menor valor singular generalizado do par matricial (A,L) pode
ser numericamente nulo, ou seja, menor do que alguma tolerância
ε, refletindo, assim, os erros na matriz A. Nesse caso, é nat-
ural considerar valores singulares generalizados menores do que

ε
∥∥L†

∥∥
2

numericamente nulos devido à relação γi =
σi

1− σi
≈ σi
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para σi pequeno.

A segunda exceção deve-se ao caso em que alguns coeficientes
|uT

i b| podem ser numericamente nulos com respeito a alguma
tolerância δ refletindo os erros em b. Isso nos leva à definição da
condição discreta de Picard.

Condição Discreta de Picard (CDP): Seja bexato o vetor de
dados não perturbado. Então bexato satisfaz a condição de Pi-
card se, para todo valor singular generalizado, numericamente
não nulo γi > ε

∥∥L†
∥∥

2
os coeficientes de Fourier decaem, em

média, para zero mais rápido do que γi [22]. De modo intuitivo,
isso significa que para a CDP ser válida, a maior parte dos ı́ndices
i deve satisfazer a desigualdade |uT

i b| ≤ γi.
A Figura 1.4 traz os valores singulares generalizados e os coe-

ficientes de Fourier, para inspeção visual da CDP. Para a análise
da CDP usamos os seguintes simbolos:

(◦) : coeficientes
|uT

i |
γi

;

(×) : coeficientes de Fourier;

(·) : valores singulares.

Figura 1.4: Condição discreta de Picard para o problema Gravity
com bexato (esquerda) e b = bexato + e (direita).

Quando resolvemos problemas do mundo real, em que o ve-
tor b e, algumas vezes a matriz A, está dominado por erros,
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raramente a condição discreta de Picard é satisfeita ainda que a
solução exata do problema a satisfaça.

A equação integral de Fredholm de primeira espécie satisfaz
a condição de Picard e serve como exemplo para essa situação.
Devido à forte conexão entre a expansão em valores singulares do
núcleo K e a SVD da matriz A, a condição discreta de Picard é
também satisfeita. No entanto, em razão dos erros em alguns ou
todos os dados, os coeficientes uT

i b geralmente não satisfazem a
condição de Picard.

Com uma escolha apropriada do parâmetro de regularização
λ é posśıvel garantir que os coeficientes de Fourier para o pro-
blema regularizado, fiu

T
i b, satisfaçam a CDP. Por outro lado,

se o problema exato não satisfaz a condição discreta de Picard
(ou a condição de Picard), então geralmente não é posśıvel cal-
cular uma boa solução por Tikhonov ou qualquer outro método
relacionado.

1.6 Determinação do Parâmetro de Regu-
larização

Como já citado anteriormente, a escolha do parâmetro de regu-
larização para o método de Tikhonov, seja na forma padrão ou
geral, não é uma tarefa fácil. Existem muitos métodos na litera-
tura para escolher o parâmetro. Dentre eles podemos citar:

• Método da Validação Cruzada Generalizada (GVC) [17] e
Weighted-GCV [9];

• Prinćıpio da Discrepância [38, 39];

• Método da Curva L [23, 27];

• Método de Ponto Fixo [3, 4];

Cada um dos métodos acima tem suas particularidades, que
devem ser consideradas no momento de decidir qual método uti-
lizar para determinar λ. O apêncide B traz alguns dos métodos
acima mais detalhadamente bem como referências bibliográficas.
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Trataremos aqui somente o Método de Ponto Fixo [3] pois
este método será utilizado nos métodos de projeções propostos
neste trabalho.

1.6.1 Método de Ponto Fixo

O algoritmo de Ponto Fixo foi proposto por Bazán [3] baseado
num trabalho anterior de Regińska [45]. O algoritmo utiliza
informação da norma da solução regularizada e da norma do
reśıduo correspondente e não requer qualquer tipo de informação
do tamanho de rúıdo nos dados.

Considerando novamente as equações (1.20) e (1.21) podemos
definir

y(λ) = ‖xλ‖22 =
r∑

i=1

(
σ2

i

σ2
i +λ2

uT
i b

σi

)2

x(λ) = ‖b−Axλ‖22 =
r∑

i=1

((
1− σ2

i

σ2
i +λ2

)
uT

i b
)2

+ ‖b⊥‖22 .

Derivando estas expressões em relação a λ obtemos

dy

dx
= − 1

λ2
(1.29)

o que mostra que y é uma função de x monótona e decrescente.
Regińska provou que se λ = λ∗ for o parâmetro de regula-

rização que maximiza a curvatura da curva L e, se a tangente
à curva L em (log x(λ∗), log y(λ∗)) tem inclinação −1/µ, então
λ = λ∗ deve ser um minimizador de

Ψµ(λ) = x(λ)y(λ)µ, µ > 0. (1.30)

Derivando (1.30) em relação a λ temos

Ψ′
µ(λ) = y(λ)µy′(λ)

[
µ

x(λ)

y(λ)
+

x′(λ)

y′(λ)

]
. (1.31)

Como y(λ)µy′(λ) 6= 0 e x′(λ)
y′(λ) = −λ2, a condição necessária

para que Ψµ(λ) tenha um mı́nimo local em λ = λ∗ 6= 0 é que
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Ψ′
µ(λ∗) = 0, que é equivalente a

λ∗2 = µ
x(λ∗)

y(λ∗)
⇔ λ∗ =

√
µ

x(λ∗)

y(λ∗)
. (1.32)

Consequentemente, se λ∗ é um minimizador de Ψµ(λ) então λ∗

deve ser um ponto fixo de ϕµ : IR+
0 → IR+

0 definida por

ϕµ(λ) =
√
µ
‖b−Axλ‖2
‖xλ‖2

. (1.33)

O algoritmo de Ponto Fixo começa com um chute inicial λ0,
µ = 1 e prossegue com a sequência, para k = 0, 1, 2, . . .

λk+1 = ϕµ(λk). (1.34)

A Figura 1.5 ilustra a busca do ponto fixo de ϕµ(λk) para um
problema teste.

123

Figura 1.5: Iterações λk para o problema teste shaw [24].

A convergência da sequência (1.34) decorre do fato que a
função ϕµ(λ) é estritamente crescente, o que segue da propriedade
(1.29), enquanto a existência de ponto fixo da função ϕµ(λ) de-
pende do parâmetro µ (na maioria dos problemas µ = 1 é sufi-
ciente para garantir tal existência). Para critérios de parada ou
ajustes no µ o leitor é recomendado a ler [3].
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Para contornar posśıveis dificuldades provenientes da pre-
sença de vários pontos fixos, Bazán e Francisco introduziram o
conceito de ponto fixo convexo que pode ser encontrado em [4].

O método FP pode também ser utilizado para determinar o
parâmetro de regularização para um problema de Tikhonov na
forma geral. Neste caso, utilizamos y(λ) = ‖Lxλ‖22 e, portanto,
a função ϕµ é dada por

ϕµ(λ) =
√
µ
‖b−Axλ‖2
‖Lxλ‖2

. (1.35)

Para problemas pequenos, a função ϕµ pode ser constrúıda
utilizando a fatoração GSVD do par matricial (A,L) para obter
expressões mais simples para ‖b−Axλ‖2 e ‖Lxλ‖2, como de-
scrito na seção 1.4.

Encerramos o caṕıtulo ilustrando o comportamento das solu-
ções xλ para L = I e L 6= I constrúıdas pelos métodos Ponto
Fixo, Curva L e GCV. Nos três métodos usamos a fatoração
SVD (GSVD). Neste caso, utilizamos o problema teste Deriv2
(exemplo 2), que basicamente é o cálculo da segunda derivada de
um operador [24]. Todos os detalhes deste problema são dados
na seção 5.1.

Dado um natural n como entrada e o exemplo escolhido, os
dados de sáıda são a matriz A ∈ IRn×n, o lado direito exato
b ∈ IRn e a solução exata xexato ∈ IRn. Para este exemplo tra-
balhamos com um erro relativo de 0, 1% no lado direito b, sendo
este gerado pelo comando randn do Matlab, e n = 1000.

Para L = I, os erros relativos na solução

E =
‖xaprox − xexato‖2
‖xexato‖2

(1.36)

foram muito grandes, resultado retratado pela Figura 1.6. Bus-
cando solução de melhor qualidade, usamos matrizes L diferentes
da matriz identidade. As Figuras 1.7 e 1.8 mostram soluções en-
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Figura 1.6: Solução do problema Deriv2 de dimensão 1000 com
0, 1% de rúıdo nos dados, utilizando regularização de Tikhonov
na forma padrão, ou seja, L = I. Erros relativos: EFP = 14, 56%,
ELC = 14, 39% e EGCV = 14, 39%.

contradas utilizando as seguintes matrizes, respectivamente:

L1 =



−1 1

. . .
. . .

−1 1


 ∈ IR999×1000 (1.37)

sendo uma aproximação discreta para o operador de primeira
derivada e

L2 =




1 −2 1
. . .

. . .
. . .

1 −2 1


 ∈ IR998×1000 (1.38)

para a segunda derivada. Neste caso, usamos novamente rúıdo
de 0, 1% de rúıdo no lado direito b e dimensão 1000. Em geral,
para n dado, L1 ∈ IR(n−1)×ne L2 ∈ IR(n−2)×n.
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Figura 1.7: Solução do problema Deriv2 de dimensão 1000 com
0, 1% de rúıdo nos dados, utilizando regularização de Tikhonov
na forma geral para L = L1. Erros relativos: EFP = 1, 64%,
ELC = 1, 43% e EGCV = 1, 05%.

Figura 1.8: Solução do problema Deriv2 de dimensão 1000 com
0, 1% de rúıdo nos dados, utilizando regularização de Tikhonov
na forma geral para L = L2. Erros relativos: EFP = 0, 86%,
ELC = 0, 57% e EGCV = 0, 28%.
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Caṕıtulo 2

Métodos Básicos para
Problemas de Grande
Porte

A seguir serão apresentados conceitos fundamentais para o desen-
volvimento dos métodos de regularização introduzidos por este
trabalho, dentre eles o método GKB-FP introduzido por Bazán
e Borges [5], que serve de base para o método proposto GGKB-
FP; e o processo de Bidiagonalização de Golub-Kahan (GKB)
que induz o método proposto PROJ-FP, ambos apresentados no
caṕıtulo 4. Iniciamos tratando sobre os métodos de projeção,
um dos conceitos que fundamentam os métodos propostos neste
trabalho.

Dentre os métodos de regularização para problemas discretos
mal postos, podemos destacar os métodos de penalidade, como
por exemplo o método de Tikhonov, e os métodos de projeção.
Também existem métodos chamados h́ıbridos, que combinam um
método de penalidade com um método de projeção. Nesta pri-
meira seção discutiremos em detalhes os métodos de projeção.
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2.1 Métodos de Projeção

Consideremos um problema discreto mal posto como em (1.10).
Lembrando que b = bexato + e, sabemos que a solução calculada
por métodos usuais é dominada pela influência do rúıdo e.

A ideia básica dos métodos de projeção é aproximar

xexato = argmin
x∈IRn

{
‖bexato −Ax‖22

}
.

por x(k) em que

x(k) = argmin
x∈Vk

{
‖Ax− b‖22

}
(2.1)

onde {Vk} é uma sequência de subespaços de IRn tais que

V1 ⊂ V2 ⊂ · · · ⊂ Vk ⊂ Vk+1 · · · ⊂ IRn, dim(Vk) = k, (2.2)

como na Figura 2.1.

Vk

Vk+1

x

x(k)

x(k+1)

Figura 2.1: Solução aproximadas para xexato.

Tais métodos podem ser considerados métodos iterativos pois
constroem uma sequência de soluções

{
x(k)

}
, k = 1, 2, . . . onde

x(k) ∈ Vk.
Métodos de projeção são usualmente utilizados em problemas

cuja dimensão inviabiliza o cálculo da SVD de A devido ao alto

30



custo computacional. Outra caracteŕıstica desses métodos é que
em geral boas soluções são obtidas com poucas iterações, mas se
o processo iterativo prossegue, as novas componentes passam a
incorporar mais contribuições do rúıdo, o que pode desestabilizar
a solução.

Sendo assim, nos métodos de projeção, devemos estabelecer
um bom critério de parada, fazendo com que a solução calculada
seja a melhor posśıvel.

Como exemplos clássicos de métodos de projeção, podemos
destacar:

• SVD Truncada (TSVD) e GSVD Truncada (TGSVD) [26];

• Método dos Gradientes Conjugados (CG) [8];

• Método Least Square QR (LSQR) [41];

• Método dos Reśıduos Mı́nimos Generalizados (GMRES)
[46].

O método LSQR será apresentado com detalhes neste caṕıtulo,
mas informações adicionais sobre este e os demais métodos cita-
dos anteriormente podem ser obtidas em [26, 41].

Podemos também aplicar a ideia de “projeção” para a regu-

larização de Tikhonov, isto é, calcular x
(k)
λ solução aproximada

e regularizada para a solução exata como

x
(k)
λ = argmin

x∈Vk

{
‖b−Ax‖22 + λ2‖Lx‖22

}
. (2.3)

Esta estratégia combina um método de projeção, excelente
para problemas grandes, com um método de penalidade. Como
veremos no próximo caṕıtulo, quando Vk é escolhido de forma
conveniente, podemos obter um problema equivalente ao proble-
ma (2.3), cuja solução pode ser calculada de forma muito efici-
ente.

Métodos que seguem a ideia de obter aproximações x(k) ∈ Vk

poderiam mais corretamente ser denominados métodos de res-
trições, pois calculam a solução do problema (1.10) restrita ao
subespaço Vk.
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A denominação projeção seria mais corretamente utilizada se
x(k) = Pkxexato, onde P representa algum projetor sobre Vk.

O teorema 2.1 mostra que a solução do problemas regulari-

zado “projetado” (2.3), x
(k)
λ , é de fato uma projeção da solução

do problema regularizado

xλ = argmin
x∈IRn

{
‖b−Ax‖22 + λ2‖Lx‖22

}
. (2.4)

Teorema 2.1. Assuma que N (A) ∩ N (L) = {0}. Sejam xλ

solução de (2.4) e x
(k)
λ solução da equação (2.3). Então x

(k)
λ =

Pxλ em que P é um projetor ortogonal adequado.

Demonstração. Visto que N (A) e N (L) têm intersecção trivial,
é imediado ver que a função 〈·, ·〉# : IRn × IRn → IR dada por

〈u,v〉# = 〈Au, Av〉+ λ2〈Lu, Lv〉 (2.5)

onde 〈·, ·〉 denota o produto interno usual em IRn, define um
produto interno em IRn.

Agora, note que a solução regularizada xλ satisfaz

(
ATA+ λ2LTL

)
xλ = AT b,

e que isto pode ser usado para provar que

〈Axλ − b, Ax〉+ λ2〈Lxλ, Lx〉 = 0, ∀ x ∈ IRn. (2.6)

De fato, podemos reescrever o problema (2.4) como

xλ = argmin
x∈IRn

{∥∥∥∥
[
A
λL

]
x−

[
b

0

]∥∥∥∥
2

2

}
. (2.7)

Assim, se denotarmos Ã =
[
AT λLT

]T
e b̃ =

[
bT 0T

]T
temos

que xλ = PR(Ã)b̃ e, portanto,

b̃− Ãxλ ⊥ R
(
Ã
)
.
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Isto significa que b̃−Ãxλ é ortogonal a Ãx para qualquer x ∈ IRn.
Logo

〈[
A
λL

]
xλ −

[
b

0

]
,

[
A
λL

]
x

〉
= 0, ∀ x ∈ IRn,

〈Axλ − b, Ax〉+ λ2〈Lxλ, Lx〉 = 0, ∀ x ∈ IRn.

De forma semelhante, para o problema regularizado “proje-
tado” (2.3), temos

〈Ax
(k)
λ − b, Aϕ〉+ λ2〈Lx

(k)
λ , Lϕ〉 = 0, ∀ ϕ ∈ Vk. (2.8)

Combinando as equações (2.6) e (2.8) obtemos

〈xλ − x
(k)
λ ,ϕ〉# = 0, ∀ ϕ ∈ Vk. (2.9)

De fato, tome ϕ ∈ Vk. Escrevendo (2.6) para x = ϕ e subtraindo
a equação (2.8) da equação resultante obtemos

0 = 〈Axλ − b−Ax
(k)
λ + b, Aϕ〉+ λ2〈Lxλ − Lx

(k)
λ , Lϕ〉

= 〈A(xλ − x
(k)
λ ), Aϕ〉+ λ2〈L(xλ − x

(k)
λ ), Lϕ〉

= 〈xλ − x
(k)
λ ,ϕ〉#.

A equação (2.9) significa que x
(k)
λ = Pkxλ, onde Pk denota o

projetor ortogonal sobre o subespaço Vk, com respeito ao produto
interno 〈·, ·〉#. �

2.2 Bidiagonalização de Golub-Kahan

A ideia da bidiagonalização de Golub-Kahan (GKB) é explorar
a decomposição A = UBV T em que as matrizes U ∈ IRm×(n+1)

e V ∈ IRn×n têm colunas ortonormais e a matriz B ∈ IR(n+1)×n

é bidiagonal inferior. Da ortogonalidade da matriz V é imediato
que

AV = UB e ATU = V BT . (2.10)
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Para obter tal fatoração, aplica-se um processo iterativo que
no k-ésimo passo produz as matrizes

Uk+1 = [u1, . . . ,uk+1] ∈ IRm×(k+1), (2.11)

V k = [v1, . . . ,vk] ∈ IRn×k e

Bk =




α1

β2 α2

β3
. . .

. . . αk

βk+1



∈ IR(k+1)×k

tais que
AVk = Uk+1Bk. (2.12)

Pelo fato da matriz B ser bidiagonal podemos equacionar as co-
lunas na equação (2.10) e definindo β1v0 ≡ 0, αk+1vk+1 ≡ 0
obtemos

AT uj = βjvj−1 + αjvj (2.13)

Avj = αjuj + βj+1uj+1, j = 1, . . . , k. (2.14)

Começando com um vetor u1 ∈ IRm com ‖u1‖2 = 1 e α1 =
‖Au1‖2, podemos recursivamente gerar os vetores

v1,u2,v2, . . . ,uk,vk,uk+1

e os elementos respectivos na matriz Bk.
No entanto, na prática, podem surgir dificuldades numéricas

devido a aritmética finita utilizada pelo computador, fazendo com
que os vetores uj e vj (colunas de Uk e Vk) percam ortogonali-
dade. Para evitar isso, a bidiagnalização GKB é feita utilizando
reortogonalização.

A reortogonalização garante que cada novo vetor ui gerado
seja ortogonal aos demais vetores uj para j < i. O mesmo ocorre
com vj . Isso é obtido aplicando-se o processo de Ortogonalização
de Gram-Schmidt aos conjuntos

{u1, . . . ,uj , . . . ,ui}

34



{v1, . . . ,vj , . . . ,vi}.
Para uma discussão do uso de reortogonalização em um algoritmo
h́ıbrido da bidiagonalização de Golub-Kahan para problemas mal
postos ver [7].

Definição 2.1 (Subespaço de Krylov). O subespaço de Krylov
de ordem r gerado por A ∈ IRn×n e b ∈ IRn é o subespaço gerado
pelas imagens de b sob as r primeiras potências de A (começando
com A0 = I), isto é,

Kr(A, b) = span
{
b, Ab, A2b, . . . , Ar−1b

}
. (2.15)

Uma propriedade importante sobre os uj e vj é estabelecida
na seguinte proposição.

Proposição 2.1. Para uj e vj temos uj ∈ Kj(AA
T , u1) e vj ∈

Kj(A
TA,ATu1).

A demonstração da proposição anterior pode ser encontrada
em [8], embora a verificação possa ser feita facilmente usando as
equações (2.13) e (2.14) e de β1v0 = 0.

Se escolhermos como vetor inicial u1 o vetor b
‖b‖ teremos,

pela proposição 2.1, que os vetores uj e vj para j = 1, 2, . . .
pertencerão aos espaços Kj(AA

T , b) e Kj(A
TA,AT b), respecti-

vamente. Além disso, β1u1 = b e α1v1 = AT u1, e usando as
equações (2.12) e (2.14) obtemos no passo k da bidiagonalização
matrizes Uk+1, Vk e Bk satisfazendo

β1Uk+1e1 = b, (2.16){
AVk = Uk+1Bk

ATUk+1 = VkB
T
k + αk+1vk+1e

T
k+1

. (2.17)

onde ek denota o k-ésimo vetor canônico de dimensão apropriada.

2.3 Método LSQR

O método LSQR, apresentado por Paige e Saunders [41], produz
uma sequência (finita) de soluções aproximadas x(k), k ≥ 1 para
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o problema de mı́nimos quadrados

min
x∈IRn

‖b−Ax‖2 (2.18)

com x(k) ∈ Kk

(
ATA,AT b

)
. Para tanto, note da Proposição 2.1

que Kk

(
ATA,AT b

)
= span(Vk) e assim existe y(k) ∈ IRk tal que

x(k) = Vky
(k). (2.19)

Agora consideremos o reśıduo r(k) = b−Ax(k). Utilizando a
equação (2.12) e o fato que β1u1 = b temos

r(k) = b−AVky
(k)

= β1u1 − Uk+1Bky
(k)

= β1Uk+1e1 − Uk+1Bky
(k)

= Uk+1

(
β1e1 −Bky

(k)
)

em que e1 é o primeiro vetor canônico de IRk+1. Assim
∥∥∥r(k)

∥∥∥ =
∥∥∥β1e1 −Bky

(k)
∥∥∥

2
(2.20)

pois UT
k+1Uk+1 = Ik+1. Portanto

x(k) = argmin
x∈Kk(AT A,AT b)

{
‖b−Ax‖22

}
(2.21)

equivale a

x(k) = Vky
(k), y(k) = argmin

y∈IRk

‖β1e1 −Bky‖2 .

Um resultado importante para as soluções x(k) é que enquanto
sequência das normas da solução x(k) cresce monotonamente com
k, as normas do reśıduo correspondente r(k) = b − Ax(k) de-
crescem monotonamente com k, isto é,

∥∥∥x(k+1)
∥∥∥

2
≥
∥∥∥x(k)

∥∥∥
2

e
∥∥∥r(k+1)

∥∥∥
2
≤
∥∥∥r(k)

∥∥∥
2
. (2.22)
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Maiores detalhes sobre o método LSQR, incluindo o algoritmo
detalhado, podem ser encontrados em [41].

Considere novamente o problema de Tikhonov associado a
equação (1.10), com L = I e x0 = 0, escrito na forma de um
problema de mı́nimos quadrados usual

xλ = argmin
x∈IRn

∥∥∥∥
[
b

0

]
−
[
A
λIn

]
x

∥∥∥∥
2

2

. (2.23)

O método LSQR pode ser usado para resolver este problema,
sendo λ um parâmetro de regularização fixado. Neste caso, a k-

ésima solução aproximada é dada por x
(k)
λ = Vky

(k)
λ , mas agora

y
(k)
λ é a solução do problema “projetado regularizado”

y
(k)
λ = argmin

y∈IRk

∥∥∥∥
[
β1e1

0

]
−
[
Bk

λIk

]
y

∥∥∥∥
2

2

, (2.24)

que é resolvido eficientemente usando a fatoração QR de

[
Bk

λIk

]
,

Qk

[
Bk

λIk

]
=



Rk

0
0


 e Qk

[
β1e1

0

]
=




bk

ϕk+1

ck


 , (2.25)

onde Rk é bidiagonal superior,

bk =



ϕ1

...
ϕk


 , ck =



ψ1

...
ψk


 (2.26)

e Qk tem ordem 2k + 1 e é um produto de duas sequências de

rotações planas. A solução y
(k)
λ pode então ser obtida usando

um sistema triangular superior Rky = bk. Então x
(k)
λ é obtido

substituindo a solução y
(k)
λ em x

(k)
λ = Vky

(k)
λ . Alternativamente,

como mostrado em [41], para λ fixo, a solução x
(k)
λ pode ser

calculada através da atualização da fórmula

x
(k)
λ = x

(k−1)
λ + ϕkdk (2.27)
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onde dk é a última coluna deDk := VkR
−1
k , podendo ser calculada

sem o armazenamento da matriz Vk.

2.4 Método GKB-FP

Este método combina o algoritmo de bidiagonalização de Golub-
Kahan com regularização de Tikhonov em subespaços de Krylov,
com o parâmetro de regularização para o problema projetado
sendo escolhido pelo Método de Ponto Fixo de Bazán [3]. Sua
eficiência para problemas discretos mal postos de grande porte
é verificada pelos resultados numéricos apresentados em [5]. No
entanto, o método GKB-FP foi desenvolvido para o caso em que
o problema regularizado está na forma padrão, ou seja, L = I.

Mais detalhadamente, considere as funções

Ψµ(λ) = ‖b−Axλ‖22
(
‖xλ‖22

)µ
(2.28)

e

ϕµ(λ) =
√
µ
‖b−Axλ‖2
‖xλ‖2

(2.29)

em que xλ é como na equação (1.17).

Considere agora um sequência finita de funções ϕ
(k)
µ : IR+ →

IR, para k = 1, . . . , n dada por

ϕ(k)
µ (λ) =

√
µ

∥∥∥β1e1 −Bky
(k)
λ

∥∥∥
2∥∥∥y(k)

λ

∥∥∥
2

, µ > 0 (2.30)

e y
(k)
λ da equação (2.24).
Usando a SVD de Bk e derivando a equação (2.30) com res-

peito a λ obtemos que ϕ
(k)
µ (λ) > 0 para cada λ > 0. Isto é, a

função ϕ
(k)
µ (λ) é estritamente crescente, para cada k fixo.

Agora, iniciando com λ
(k)
0 , consideramos a sequência

λ
(k)
j+1 = ϕ

(k)
1 (λ

(k)
j ), j ≥ 0 (2.31)
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e assuma que esta converge para um ponto fixo λ(k)∗ de ϕ
(k)
1 .

Quando isto é verdade e as componentes de b que estão fora de
R (A) não são nulas, é mostrado que a função ϕ1 associada ao
problema original, como na equação (2.29), tem um ponto fixo
λ∗ que minimiza Ψ1 e que a sequência λ(k)∗ converge para λ∗.
Também temos que λ∗ é o maior ponto fixo convexo de ϕ1, que
é o ponto fixo que produz o melhor parâmetro de regularização,
conforme mostrado em [4].

Os detalhes sobre a origem das funções Ψ1 e ϕ1 podem ser
encontrados em [3, 4], bem como a discussão sobre pontos fixos
convexos e côncavos.

GKB-FP constrói uma aproximação para λ∗ usando uma se-
quência finita não-crescente de pontos fixos λ(k)∗ . Isto requer
resolver o problema (2.24) para vários valores de λ para k fixado,
mas crescente. GKB-FP usa as ideia do método LSQR para
resolver cada um dos problemas projetados de maneira eficiente.
Todos os detalhes podem ser encontrados em [5].

Em [5] é mostrado que se λ(k)∗ → λ∗ em um número finito

de passos, então a solução regularizada x
(k)
λ∗ permanece estável e

portanto completamente insenśıvel ao número de iterações.

2.4.1 Algoritmo

A Tabela 2.1 traz o algoritmo do método GKB-FP resumida-
mente. Os passos apresentados neste momento são de extrema
importância para compreender um dos métodos propostos no
caṕıtulo 4.

Os parâmetros q > 1, kmax, ε1 e ε2 representam dimensão
incial do problema projetado, número máximo de iterações e
parâmetros usados no critério de parada, respectivamente. Como
padrão, usamos ε1 = ε2 = 10−4, kmax = n − 1 e q = 5. Neste
caso, os dados de sáıda k∗ e λ∗ são, respectivamente, a dimensão
máxima dos espaços projetados e o parâmetro de regularização

utilizado para calcular a solução x
(k)
λ∗ .
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GKB-FP
Entrada: A, b, q > 1, kmax, ε1 e ε2.

Sáıda: Solução regularizada x
(k)
λ∗ , k∗ e λ∗.

1. Aplicar q passos GKB para A iniciando com u1 = b
‖b‖ ;

Formar a matriz Bq.
2. Definir k = q;

Calcular o ponto fixo λ(k)∗ de ϕ
(k)
1 ;

Definir λ0 = λ(k)∗ , λold = λ0 e k ← k + 1.

3. Executar mais um passo GKB e calcular o ponto fixo λ(k)∗

de ϕ
(k)
1 tomando λ0 como valor inicial;

Definir λold = λ0, λ0 = λ(k)∗ .
4. Se (critério de parada satisfeito)

λ∗ = λold, k
∗ = k

Senão
k ← k + 1 e ir para o passo 3.
Fim Se

5. Calcular a solução regularizada x
(k)
λ∗ .

Tabela 2.1: Algoritmo GKB-FP

2.4.2 Critério da Parada

É conhecido que o processo GKB captura a parte dominante
do espectro singular da matriz A do problema original em um

número relativamente pequeno de passos. Com isso, ϕ
(k)
1 (λ) deve

aproximar ϕ1(λ) relativamente bem, pelo menos para λ em algum

intervalo [ak, σ
(k)
1 ] com σ

(k)
1 sendo o maior valor singular de Bk.

Neste caso, ak é um valor maior do que o k-ésimo valor singular

de Bk, σ
(k)
k , e perto de algum valor singular dominante de A já

capturado no passo k.

Seja λ∗ o ponto fixo procurado associado com o problema ori-
ginal. Então, se para certo k, λ∗ ≤ ak, é razoável que a sequência
de pontos fixos λ(k)∗ estabilize próximo de λ∗ em poucos passos

GKB. Isto é motivado pelo fato que ϕ
(k)
1 (λ) aproxima ϕ1(λ) por
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cima e que a sequência de pontos fixos λ(k)∗ é não crescente,
conforme provado em [5].

Baseado nisto, o processo iterativo para quando a mudança
relativa de pontos fixos consecutivos é pequena, isto é,

|λ(k+1)∗ − λ(k)∗ | < ε1|λ(k)∗ | (2.32)

onde ε1 é um parâmetro de tolerância pequeno.
Uma desvantagem desse critério é que ele pode demorar a ser

atingido quando a sequência dos λ(k)∗ decresce muito devagar,
o que pode elevar o custo computacional. Para contornar esta
dificuldade, o método GKB-FP usa também um segundo critério,
definido por

|λ(k+1)∗ − λ(k)∗ | < ε2|λ(0)∗ |, (2.33)

onde λ(0)∗ é o ponto fixo calculado no passo 2 do algoritmo e ε2
é outro parâmetro de tolerância.

O algoritmo para quando um dos critérios for satisfeito. Mais
detalhes sobre os critérios de parada estão expostos em [5].
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Caṕıtulo 3

Transformação para a
Forma Padrão

Visto que já existem métodos eficientes para problemas de grande
porte que exploram o método de Tikhonov na forma padrão – por
exemplo, W-GCV e GKB-FP – uma alternativa para lidar com

xλ = argmin
x∈IRn

{
‖b−Ax‖22 + λ2 ‖L(x− x0)‖22

}
(3.1)

é transformá-lo para um problema na forma padrão.
Neste caṕıtulo mostramos que se xλ é decomposto em duas

componentes
xλ = x1 + x2

em que x2 ∈ N (L), então o problema (3.1) pode ser transfor-
mado na forma padrão

yλ = argmin
y∈IRp

{∥∥b−Ay
∥∥2

2
+ λ2 ‖y − y0‖22

}
, (3.2)

onde quantidades A, b e y0 dependem de A, b, x0 e L. A partir
da solução yλ, então, determinamos xλ solução regularizada de
(3.1).

Para obter tal transformação, exploramos os conceitos de
projeções obĺıquas e pseudo-inversa obĺıqua. Algumas das de-
finições e resultados que servirão para demonstrar propriedades
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importantes destas projeções estão expostas no apêndice A, seção
A.1, como a definição de matriz pseudo-inversa, também conheci-
da como pseudo-inversa de Moore-Penrose, e suas propriedades.

3.1 Projeções Obĺıquas

Qualquer matriz idempotente P , isto é, P 2 = P , é uma projeção
sobre R (P ) com relação a R

(
P T
)
. Se P é também simétrica

então P é uma projeção ortogonal. Projetores que não são or-
togonais são usualmente chamados de projetores obĺıquos para
enfatizar o fato que os subespaços envolvidos não são, necessari-
amente, ortogonais.

Considere dois subespaços X e Y de IRn. Uma interpretação
geométrica pode ser dada considerando a decomposição de um
vetor arbitrário s ∈ IRn em três componentes

x ∈ X , y ∈ Y e s ∈ (X + Y)⊥ . (3.3)

ilustrado pela Figura 3.1. O vetor x é a projeção obĺıqua de z

em X com relação a Y e denotamos

x = EX ,Yz.

Se X + Y = IRn então s = 0.

x
X

X Y+

( + )X Y
?

Y

ys

z

Figura 3.1: Decomposição de um vetor s arbitrário.
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Definição 3.1. Sejam X e Y subespaços de IRn com intersecção
trivial, isto é, X ∩ Y = {0}. Então a projeção obĺıqua sobre X
com relação a Y é o operador linear EX ,Y que satisfaz as três
seguintes condições:

(a) EX ,Yx = x, ∀ x ∈ X ;

(b) EX ,Yy = 0, ∀ y ∈ Y;

(c) EX ,Yz ∈ X , ∀ z ∈ IRn.

Na Figura 3.1 temos EX ,Ys = x e EY ,Xs = y.

Em busca da representação matricial do projetor EX ,Y con-
sideremos matrizes X ∈ IRn×p com posto(X) = p e Y ∈ IRn×q

com posto(Y ) = q tais que R (X) = X e R (Y ) = Y. Como
X ∩Y = {0} segue que p+q ≤ n onde p = dim(X) e q = dim(Y ).

Assim, dado z ∈ IRn podemos escrevê-lo como

z = ẑ + z (3.4)

com ẑ ∈ X + Y e z ∈ (X + Y)⊥, o que significa que existem
vetores α ∈ IRp e β ∈ IRq tais que

ẑ = Xα + Y β = PR(A)

com A = [X Y ] de posto coluna completo e X + Y = R (A) =
R (X) +R (Y ).

Já que PR(A) = AA†, segue da Proposição A.2 que

ẑ = AA†z (3.5)

= [X Y ]

[ (
PY⊥X

)†

(PX⊥Y )†

]
z (3.6)

= X
(
PY⊥X

)†
z + Y (PX⊥Y )† z

o que sugere que

EX ,Y = X
(
PY⊥X

)†
e EY ,X = Y (PX⊥Y )† .
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Note ainda que das propriedade das matrizes de projeção temos

X
(
PY⊥X

)†
= X

(
XTP T

Y⊥PY⊥X
)† (

PY⊥X
)T

= X
(
XTP 2

Y⊥X
)† (

PY⊥X
)T

= X
(
XTPY⊥X

)† (
PY⊥X

)T

= X
((
PY⊥X

)T
X
)† (

PY⊥X
)T
.

Assim, denotando Y0 ≡ PY⊥X temos

XY †
0 = X

(
Y T

0 X
)†
Y T

0 . (3.7)

O teorema 3.1 mostra que EX ,Y = XY †
0 .

Lema 3.1. Sejam X ∈ IRp×n e Y ∈ IRn×m. Então R (XY ) ⊂
R (X) e se Y tem linhas linearmente independentes, R (X) ⊂
R (XY ).

Demonstração. Se y ∈ R (XY ) ⊂ IRp então existe x ∈ IRm tal
que XY x = y, isto é, X(Y x) = y. Logo, y ∈ R (X). Por outro
lado, para y ∈ R (X) ⊂ IRp existe x ∈ IRn tal que Xx = y.
Como Y tem n linhas linearmente independentes e R (Y ) ⊂ IRn

temos R (Y ) = IRn. Assim, existe z ∈ IRm tal que Y z = x.
Portanto, y = XY z e y ∈ R (XY ). �

Teorema 3.1. Sejam X e Y subespaços de IRn com X∩Y = {0},
e X e Y0 como anteriormente. Então a representação matricial
do projetor EX ,Y é dada por

EX ,Y = X
(
Y T

0 X
)†
Y T

0 . (3.8)

Demonstração. Vamos verificar que a matriz dada em (3.8) é
idempotente. Note que, usando a propriedade (ii) da Definição A.1
temos

E2
X ,Y = X

(
Y T

0 X
)†
Y T

0 X
(
Y T

0 X
)†
Y T

0

= X
[(
Y T

0 X
)†
Y T

0 X
(
Y T

0 X
)†]

Y T
0

= X
(
Y T

0 X
)†
Y T

0

= EX ,Y .
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Para verificar a condição (a) da Definição 3.1 devemos mostrar
que EX ,YX = X. Primeiramente, vamos mostrar que a matriz
PY⊥X ∈ IRn×p tem posto completo. De fato, note que

PY⊥X =
[
PY⊥x1 PY⊥x2 . . . PY⊥xp

]
.

Para α ∈ IRp considere a combinação linear nula

α1PY⊥x1 + α2PY⊥x2 + . . . αpPY⊥xp = 0.

Como PY⊥ = I − PY segue que

PYXα = Xα,

Assim Xα ∈ R (PY), Xα ∈ R (X) e Xα = 0 já que X e Y
tem intersecção trivial. Logo α = 0, o que prova que as colunas
de PY⊥X ∈ IRn×p são linearmente independentes. Ou seja Y0 =
PY⊥X tem posto coluna completo e igual a p. Agora, como
PY⊥ é um projetor ortogonal portanto idempotente e simétrico,
podemos reescrever EX ,YX como

EX ,YX = X
(
XTP T

Y⊥X
)†
XTP T

Y⊥X

= X
(
XTP T

Y⊥PY⊥X
)†
XTP T

Y⊥PY⊥X

= X
(
Y T

0 Y0

)†
Y T

0 Y0

Como Y0 tem posto completo, segue que Y T
0 Y0 também tem posto

p. De fato, se y ∈ N
(
Y T

0 Y0

)
então 0 = Y T

0 Y0y e, assim

0 = yTY T
0 Y0y = ‖Y0y‖22 ⇒ Y0y = 0.

Mas, como Y0 tem colunas linearmente independentes, segue que

y = 0. Logo, N
(
Y T

0 Y0

)
= {0}. Isto implica que

(
Y T

0 Y0

)†
Y T

0 Y0 =
Ip e, portanto, EX ,YX = X.

Para (b), tome y ∈ Y então

Y T
0 y =

(
PY⊥X

)T
y = XTP T

Y⊥y = XT0 = 0

pois as colunas de PY⊥ são ortogonais a y.
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Finalizando, da expressão para EX ,Y dada em (3.8) implica
R (EX ,Y) ⊂ R (X) = X , o que demonstra (c) da Definição 3.1.

Portanto, EX ,Y = X
(
Y T

0 X
)†
Y T

0 , com Y0 = PY⊥X é de fato a
representação matricial da projeção sobre X com relação a Y. �

Note da prova do teorema anterior que R (Y0) ⊂ Y⊥. O
seguinte corolário mostra que o projetor obĺıquo EX ,Y pode ser
constrúıdo de maneira análoga ao caso anterior mas usando uma
matriz Y0 tal que

R (Y0) = Y⊥. (3.9)

Corolário 3.1. Sejam X e Y subespaços de IRn com X ∩ Y =
{0}. Assuma que são dadas matrizes X e Y0 tais que R (X) =
X e Y0 uma matriz satisfazendo (3.9). Então a representação
matricial do projetor EX ,Y é dada por

EX ,Y = X
(
Y T

0 X
)†
Y T

0 . (3.10)

A demonstração deste corolário segue os mesmos passos da
prova do teorema 3.1.

Esta forma de representar o projetor EX ,Y pode ser mais con-
veniente para a análise teórica.

Seguindo um processo análogo, é posśıvel provar que

EY ,X = Y (PX⊥Y )† .

Observação 3.1. Note que EX ,Y não é simétrica e, da relação

ET
X ,Y = Y0

(
XTY0

)†
XT , (3.11)

segue que ET
X ,Y não é necessariamente um projetor obĺıquo, de-

pendendo das dimensões de X e Y.

Se X = R (X) e Y = X⊥, então denotamos EX ,X⊥ = PX o

projetor ortogonal sobre X com relação a X⊥ ou simplesmente,
sobre X . A representação matricial PX = XX† já é bastante
conhecida e, obviamente, coincide com a forma apresentada no
Teorema 3.1

PX = X
(
XTX

)†
XT = XX†. (3.12)
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A simetria de PX , necessária para que este seja um projetor
ortogonal, segue das propriedades de Moore-Penrose sobre X†.
Projetores ortogonais também obedecem a relação

PX + PX⊥ = In, (3.13)

para PX⊥ = EX⊥,X .
Em geral, se X + Y = IRn, o teorema a seguir mostra que

ET
X ,Y torna-se um projetor e que há uma relação semelhante à

(3.13) para projetores obĺıquos.

Teorema 3.2. Se PX+Y denota a projeção ortogonal sobre X+Y
então

EX ,Y +EY ,X = PX+Y e EX ,Y +EY ,X +P(X+Y)⊥ = I. (3.14)

Em particular, se X + Y = Rn então

ET
X ,Y = EY⊥,X⊥ e EY ,X = In − EX ,Y . (3.15)

Demonstração. A equação (3.14) segue de (3.6) e do Teorema 3.1.
Agora considere X +Y = IRn. Como X ∩Y = {0} segue que

X = Y⊥ e Y = X⊥. Assim

ET
X ,Y = ET

X ,X⊥ = EX ,X⊥ = EY⊥,X⊥ , (3.16)

enquanto EX ,Y +EY ,X = In decorre do fato de (X + Y)⊥ = {0}
e de (3.14). �

Definição 3.2. Se x, y ∈ IRn e A ∈ IRm×n então definimos
x ⊥A y por

Ax ⊥ Ay ⇔ xTATAy = 0. (3.17)

Definição 3.3. Se X é um subespaço de IRn e A ∈ IRm×n de
posto r então definimos o complemento obĺıquo de X com relação
a A como

X⊥A = {y ∈ IRn ; x ⊥A y ∀ x ∈ X} . (3.18)

É simples verificar que X⊥A é um subespaço de Rn satis-
fazendo:
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i) N (A) ⊂ X⊥A ;

ii) Se N (A) ∩ X = {0} então IRn = X + X⊥A .

O item (i) é imediato da definição 3.3 pois se Ay = 0 é claro
que 0 = (Ay)T Ax = yTATAx para todo x ∈ X .

A propriedade (ii) justifica a denominação complemento obĺıquo
e pode ser verificada como segue.

Seja X ∈ IRn×p com posto coluna completo tal que R (X) =
X . Vamos mostrar primeiramente que dimR (AX) = p.

De fato, se X = [x1 x2 . . . xp] considere a igualdade

α1Ax1 + α2Ax2 + · · ·+ αpAxp = 0,

que pode ser reescrita como:

A (α1x1 + α2x2 + · · ·+ αpxp) = 0.

Assim, se α = [α1 α2 αp]
T , temos Xα ∈ N (A). Mas, Xα ∈ X .

Como N (A) ∩ X = {0} segue que Xα = 0. Do fato de X
tem colunas linearmente independentes temos que α = 0.

Agora, como posto(A) = r e R (AX) ⊆ R (A), existem ve-
tores vp+1, vp+2, . . . , vr de IRm linearmente independentes tais
que, para cada j = p+ 1, p + 2, . . . , r

vj ∈ R (A) , vj /∈ R (AX) e vj ⊥ R (AX) . (3.19)

Assim, podemos encontrar yp+1, yp+2, . . . , yr de IRn tais que
Ayj = vj , j = p+ 1, p+ 2, . . . , r. Em particular podemos tomar

yj = A†vj e, neste caso, yj ∈ N (A)⊥ pois

yj = A†vj = A†AA†vj = PR(AT )A
†vj

e assim yj ∈ R
(
AT
)

= N (A)⊥.

Da equação (3.19) temos

yjA
TAX = 0, j = p+ 1, p + 2, . . . , n.
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Isto é, yj ∈ X⊥A e yj /∈ X ∀j, pois se o último ocorrer teŕıamos
para algum x ∈ IRp

yj = Xx⇒ vj = AXx⇒ vj ∈ R (AX) .

Vamos verificar que os vetores yp+1, yp+2, . . . , yr formam
um conjunto linearmente independente. De fato, multiplicando
por A a igualdade

αp+1yp+1 + αp+2yp+2 + · · · + αryr = 0

temos

αp+1yp+1 + αp+2Ayp+2 + · · ·+ αrAyr = 0.

Usando o fato que Ayj = vj para j = p+ 1, . . . , r, resulta

αp+1vp+1 + αp+2vp+2 + · · ·+ αrvr = 0,

o que implica

αp+1, αp+2, . . . , αr = 0

pois os vj formam um conjunto linearmente independente.

Portanto, temos X de dimensão p,

dimN (A) = n− r e N (A) ⊂ X⊥A

de (i) e para j = p+ 1, p + 2, . . . , r

yj ∈ N (A)⊥ e yj ∈ X⊥A .

Dáı, dimX⊥A ≥ n− r+ (r− p) = n− p. Como N (A)∩X = {0}
e yj /∈ X , segue que

IRn = X + X⊥A .

De agora em diante, assume-se que N (A) ∩ X = {0}.
Quanto aos projetores denotamos EX = EX ,X⊥A .
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Teorema 3.3. Seja A ∈ IRm×n e X = R (X), com X ∈ IRn×p e
p = posto(X). Então a representação matricial de EX é

EX = X (AX)†A, (3.20)

e para todo x ∈ IRn temos uma decomposição x = EXx +
(I − EX ) x tal que

EXx ⊥A (I − EX ) x. (3.21)

Demonstração. Primeiramente, vamos mostrar que EX é um pro-
jetor. De fato,

E2
X = X (AX)†AX (AX)†A = X (AX)†A = EX , (3.22)

e assim, EX é idempotente. Agora vamos verificar as condições
da Definição 3.1. Para (a), note que AX é de posto completo,
portanto

EXX = X (AX)†AX = X.

Para (b), considere y ∈ X⊥A . Então, xTATAy = 0, ∀x ∈ X .
Assim

EXy = X (AX)†Ay = X
(
XTATAX

)†
XTATAy = 0.

pois XTATAy = 0. O item (c) pode ser verificado do fato que
R (EX ) ⊆ R (X) = X . Para verificar (3.21) vamos verificar que
os vetores EXx e (I − EX ) x satisfazem a definição 3.2. Note que

ET
XA

TA (I − EX ) = AT
[
(AX)†

]T
XTATA

(
I −X (AX)†A

)

= AT
[
(AX) (AX)†

]T
A
(
I −X (AX)†A

)

= ATAX (AX)†A−ATAX (AX)†AX (AX)†A

= ATAX (AX)†A−ATAX (AX)†A

= 0.

Assim, tomando x ∈ IRn temos xTET
XA

TA (I − EX ) x = 0. �
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Definição 3.4. Dada uma matriz X ∈ IRp×n com p ≤ n e um
subespaço Y ⊆ IRn tal que N (X) e Y tem intersecção trivial,

definimos a pseudo-inversa obĺıqua X†
Y como a matriz n× p

X†
Y = EY ,N (X)X

†. (3.23)

Para o caso em que Y = N (X)⊥ = R
(
XT
)

temos

EN (X)⊥,N (X) = PN (X)⊥ = X†X (3.24)

e assim,
X†

Y = X†XX† = X†.

Para algumas manipulações teóricas, é importante conhecer a
representação matricial de X†

Y com relação as matrizes que geram
os espaços envolvidos. Sendo assim, vamos obter tais expressões.

Para dois espaços X e Y com intersecção trivial, temos EX ,Y =

X
(
Y T

0 X
)†
Y T

0 , em que R (X) = X . Se Y0 é como em (3.9) a ex-
pressão se mantém. Para o caso em que Y0 = PY⊥X podemos
escrever

EX ,Y = X
(
XTP T

Y⊥X
)†
XTP T

Y⊥ . (3.25)

Para EY ,N (X) com R (Y ) = Y, tomando X0 = PN (X)⊥Y
temos

EY ,N (X) = Y
(
XT

0 Y
)†
XT

0

= Y
(
Y TP T

N (X)⊥
Y
)†
Y TP T

N (X)⊥
. (3.26)

De PN (X)⊥ = X†X, podemos reescrever (3.26) como

EY ,N (X) = Y
(
Y TX†XY

)†
Y TX†X. (3.27)

e assim

X†
Y = EY ,N (X)X

†

= Y
(
Y TX†XY

)†
Y TX†X X†

= Y
(
Y TX†XY

)†
Y TX† (3.28)
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onde usamos a condição (ii) da Definição A.1.
No entanto, tomando X0 tal que R (X0) = N (X)⊥ e do fato

de N (X)⊥ = R
(
XT
)
, temos

EY ,N (X) = Y (XY )†X (3.29)

e assim
X†

Y = Y (XY )†XX†. (3.30)

Para o caso em que X tem posto completo, o que implica
XX† = Ip, temos

X†
Y = Y (XY )† . (3.31)

Teorema 3.4. Sejam X e Y como na definição 3.4 e R (Y ) = Y.
Assuma posto(X) = p e Y ∈ IRn×q com posto(Y ) = q. A pseudo-

inversa obĺıqua X†
Y satisfaz as seguintes relações

(a) XX†
Y = PR(XY )

(b) X†
YX = EYN (X)

(c) X† = PR(XT )X
†
Y

Demonstração. Vamos usar EY ,N (X) como na equação (3.29) e,

consequentemente, X†
Y como na equação (3.30). Como X tem

posto linha completo segue que XX† = Ip.
O item (a) segue de

XX†
Y = XY (XY )†XX† = XY (XY )† = PR(XY ).

O item (b) segue de

X†
YX = Y (XY )†XX†X = Y (XY )†X = EY ,N (X) (3.32)

Para (c) usamos o item (a) pois

PR(XT )X
†
Y = X†XX†

Y = X†PX = X†XX† = X†.

�
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Em geral, como dimN (X) = n − p e R (Y ) ,N (X) ⊂ IRn

então q ≤ p pois q + (n− p) ≤ n. Para o caso em que p = q, que
significa que Y +N (X) = IRn, as condições (b) e (c) do teorema
3.4 continuam válidas e a propriedade (a) pode ser escrita com

XX†
Y = PR(X). De fato, se X ∈ IRp×n e Y ∈ IRn×p então

posto(XY ) = posto(Y )− dim(R (X) ∩R (Y )) = posto(Y )

como verificado em [37]. Também, R (XY ) ⊂ R (X) e como
X e Y tem posto p então dimR (XY ) = dimR (X). Logo
R (XY ) = R (X).

Observação 3.2. Em [28] e [30], o autor apresenta o teorema

3.4 com a condição (a) sendo XX†
Y = PR(X) para quaisquer

p e q. O caso p = q, como visto acima, é válido no entanto,
para q < p, não é verdade que XX†

Y = PR(X). De fato, note

que XX† = XY (XY )†. Como Y tem posto q menor que p, é
imediato que

posto(XY (XY )†) ≤ q.
Se XX† = PR(X) então teŕıamos que PR(X) tem posto, no máximo,
q. Isso não pode ocorrer pois posto(PR(X)) = posto(R (X)) = p.

Como será visto na seção 3.2, a transformação para a forma
padrão usa somente o caso p = q.

Quando X ∈ IRp×n com p ≥ n temos

X†
Y = X†EX ,Y (3.33)

para X = R (X) e Y com intersecção trivial. Neste caso é válido
o teorema a seguir, similar ao teorema 3.4.

Teorema 3.5. Seja X†
Y como na equação (3.33) então

(a) XX†
Y = EX ,Y

(b) X† = X†
YPX

(c) X†
YX = PR(XT )
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A demonstração do Teorema 3.5 é análoga a do Teorema 3.4.

Observação 3.3. Dadas matrizes A ∈ IRm×n e X ∈ IRp×n, se
Y = N (X)⊥A então a pseudo-inversa obĺıqua X†

N (X)⊥A
é dada

por

X†

N (X)⊥A
=

(
In −

(
A(In −X†X)

)†
A

)
X† (3.34)

De fato, se temos uma matriz W tal que R (W ) = N (X), então

X†

N (X)⊥A
= EN (X)⊥A ,N (X)X

† =
(
In −EN (X),N (X)⊥A

)
X† =

=
(
In − EN (X)

)
X† =

(
In −W (AW )†A

)
X† =

=

(
In −

(
AWW †

)†
A

)
X†

=
(
In −

(
APN (X)

)†
A
)
X†

=

(
In −

(
A(In −X†X)

)†
A

)
X†.

3.2 Transformação do Problema de Regu-
larização de Tikhonov na Forma Geral
para a Forma Padrão

Conhecendo nossas ferramentas de trabalho, derivamos a trans-
formação sugerida no ińıcio deste caṕıtulo e apresentamos méto-
dos para o cálculo da matriz A e dos vetores b e y0 a partir dos
dados originais A, L, b e x0.

Assuma que N (A)∩N (L) = {0} e que L ∈ IRp×n tem posto
completo, isto é, posto(L) = min{p, n}. A partir destas restrições
trabalhamos com três casos para a matriz L, variando a relação
entre p e n.

No caso mais simples tem-se p = n e, tendo L posto completo,
sabemos que L−1 existe. Neste caso, obtemos A = AL−1, b = b

e y0 = Lx0 fazendo y = Lx e usando a não-singularidade de L.
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Então, a transformação reversa torna-se x = L−1y. Porém, em
aplicações, o mais comum é uma matriz L não quadrada.

Para p > n, temos que a matriz LTL é inverśıvel e, neste caso,
consideramos a pseudo inversa de Moore Penrose de L dada por

L† = (LTL)−1LT , (3.35)

ou seja, L†L = In e L tem inversa à esquerda. Semelhante ao
que foi feito anteriormente, tomamos y = Lx e, então, A = AL†,

b = b e y0 = Lx0 substituindo x = L†y em
∥∥b−Ax

∥∥2
.

Uma abordagem matematicamente equivalente e que é mais
eficiente é considerar a fatoração QR de L. Seja

L = QR =
[
Q1 Q2

] [ R1

O

]
= Q1R1 (3.36)

onde Q1 ∈ IRp×n tem colunas ortonormais e R ∈ IRn×n é trian-
gular superior e não singular. Então,

‖L(x− x0)‖2 = ‖Q1R1(x− x0)‖2 = ‖R1(x− x0)‖2 . (3.37)

Desta forma, voltamos ao caso anterior e a transformação neste
caso resulta

A = AR−1
1 , b = b e y0 = R1x0 (3.38)

e a transformação reversa é xλ = R−1
1 yλ. Em termos de Q e R

temos L† = R−1
1 QT

1 .
De agora em diante, vamos considerar x0 = 0, visto que sem-

pre é posśıvel fazer uma mudança de variável x̂ ≡ x − x0 no
regularização de Tikhonov na forma geral 3.1, resolver

x̂λ = argmin
x̂∈IRn

{
‖(b +Ax0)−Ax̂‖22 + λ2 ‖Lx̂‖22

}
(3.39)

e, em seguida, obter xλ = x̂λ + x0.
Por fim, consideremos L com mais colunas do que linhas, o

que implica que N (L) é não trivial. Neste caso, a transformação
para a forma padrão torna-se um pouco mais complexa do que
nos casos anteriores, sendo esta a situação mais frequente.
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Quando isto ocorre, precisamos introduzir uma decomposi-
ção da solução de tal forma que uma das componentes pertença
a N (L). Isto é, dado x ∈ IRn, escrevemos

x = xM + xN (3.40)

com xN ∈ N (L).
Usando (3.40), o problema de minimização do funcional de

Tikhonov na forma geral torna-se

min
{
‖b−AxM −AxN ‖22 + λ2 ‖LxM‖22

}
, (3.41)

Note que

‖b−AxM −AxN ‖22 =

= ‖b−AxM‖22 + ‖b−AxN ‖22 − bT b + 2(AxM)TAxN .

Se exigimos queAxM seja ortogonal a AxN , isto é, xT
MATAxN =

0, então obtemos dois problemas de mı́nimos quadrados indepen-
dentes relacionados a cada um dos componentes de x dados em
(3.40)

min
{
‖b−AxM‖22 + λ2‖LxM‖22

}
e min

{
‖b−AxN ‖22

}

Desta forma, a exigência que fazemos é xM ⊥A xN , o que sugere
IRn = N (L) +N (L)⊥A , ao invés da ortogonalidade usual. Note
também que o termo −bT b, por ser uma constante, não interfere
na minimização de (3.41).

Esta decomposição do IRn é o que nos conduz ao uso da
pseudo-inversa obĺıqua para a transformação da regularização de
Tikhonov da forma geral para a forma padrão.

Conforme visto na seção anterior, os projetores obĺıquos rela-
cionados são

EN = EN (L),N (L)⊥A = EN (L)

EM = EN (L)⊥A ,N (L) = I −EN (L),N (L)⊥A = I − EN

com a propriedade de que EM + EN = I, ou seja,

x = xM + xN = EMx + ENx. (3.42)

Nosso objetivo, agora, é resolver os seguintes subproblemas:
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(i) Para xM = EMx, resolver um problema na forma padrão:

min
x∈IRn

{
‖b−AEMx‖22 + λ2‖LEMx‖22

}
(3.43)

(ii) Para xN = ENx, resolver um problema de mı́nimos quadra-
dos usual:

min
x∈IRn

{
‖b−AENx‖22

}
(3.44)

R( )AEM

R( )AEN

AE xN

AE xM

Ax
N(L)

N(L)?A

E xM

E xN

x

m n

Figura 3.2: Ilustração da decomposição obĺıqua IRn = N (L) +
N (L)⊥A para a transformação para a forma padrão.

Com a decomposição do IRn foi posśıvel separar o problema
original (3.1) em dois problemas de mı́nimos quadrados inde-
pendentes, através da separação ortogonal IRm = R (AEM) +
R (AEN ). A Figura 3.2 ilustra a decomposição proposta. Neste
caso, decompomos o IRm como IRm = R (AEM) +R (AEN ).

A solução do problema (i) nos fornece a componente da solução
regularizada de (3.41) que está em N (L)⊥A , denotada por xλ,M.
Desta forma,

xλ = xλ,M + xN (3.45)

onde xN é a componente da solução regularizada que pertence ao
espaço nulo de L. Vale ressaltar que encontrar xN é um problema
que não depende do λ escolhido.

Para resolver o problema (ii) vamos considerarW ∈ IRn×(n−p)

tal que R (W ) = N (L). Assim, existe zN ∈ IRn−p tal que
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WzN = xN . Isso produz o seguinte problema de mı́nimos quadra-
dos

min
z∈IRn−p

‖b−AWz‖22 (3.46)

cuja solução de mı́nima norma é dada por zN = (AW )†b e,
então, xN = W (AW )†b. Note que, do Teorema 3.4, segue que

W (AW )† = A†
N (L).

Para o problema de mı́nimos quadrados (i), segue dos teore-
mas 3.1 e 3.4 que

EM = L†

N (L)⊥A
L e EN = W (AW )†A. (3.47)

Assim, temos uma representação matricial para a pseudo-inversa
obĺıqua de L, que é dada por

L†

N (L)⊥A
= EML† =

(
I −W (AW )†A

)
L†. (3.48)

Usando diretamente a matriz L e visto que

(
A(In − L†L)

)†
=
(
APN (L)

)†
=
(
AWW †

)†
= W (AW )†

temos que

L†

N (L)⊥A
≡

(
In −

(
A(In − L†L)

)†
A

)
L† (3.49)

xN ≡
(
A(In − L†L)

)†
b. (3.50)

A pseudo-inversa obĺıqua L†

N (L)⊥A
é também chamada de

pseudo-inversa com peso-A. Por simplicidade, ela é denotada por
L†

A. Note também que quando L ∈ IRp×n com posto(L) = n < p

então L†L = In e L†
A = L†, e reduz-se a L−1 quando L é quadrada

e inverśıvel.
Considere, agora, o problema (3.43). Então

AEM =
(
AL†

A

)
L (3.51)

LEM = LL†
AL = PR(L)L = L. (3.52)
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Substituindo em (3.41) temos

min
{
‖b−A (EMx + xN ) ‖22 + λ2‖L (EMx + xN ) ‖22

}

= min
{
‖b−AL†

ALx−AxN ‖22 + λ2‖LEMx‖22
}

= min
{
‖ (b−AxN )−AL†

ALx‖22 + λ2‖Lx‖22
}
.

Definindo y = Lx temos A ≡ AL†
A e b = b−AxN e obtemos

a regularização de Tikhonov na forma padrão

yλ = argmin
y∈IRp

{
‖b−Ay‖22 + λ2‖y‖22

}
(3.53)

cuja transformação reversa é xλ,M = L†
Ayλ pois

L†
Ay = L†

ALx = EMx = xM. (3.54)

Portanto, a solução regularizada do problema de Tikhonov
na forma geral é

xλ = L†
Ayλ + xN =

(
I −W (AW )†A

)
L†yλ +W (AW )†b.

Vale ressaltar que esta transformação requer métodos numeri-
camente estáveis para o cálculo da matriz A, do lado direito b e
do vetor y0 a partir das quantidades A, L, b e x0.

3.3 Transformação e a GSVD

Juntamente com as equações (4.17) e (3.50), considere a GSVD
de (A,L) particionada como

A = [U1 U2]

[
Σ 0
0 In−p

]
[X1 X2]

−1 (3.55)

L = V [M, 0] [X1 X2]
−1 . (3.56)

onde U1 e X1 tem p colunas, e Σ e M são matrizes diagonais
p× p.
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Então podemos obter a pseudo-inversa obĺıqua L†
A e xN como

L†
A = X

[
M−1

0

]
V T = X1M

−1V T e xN =

n∑

i=p+1

uT
i b xi

o que nos fornece outra expressão para a pseudo-inversa obĺıqua.
Assim, A pode ser expressa como

AL†
A = U1ΣM

−1V T =

p∑

i=1

γiuiv
T
i , (3.57)

onde Up representa as p primeiras colunas de U , embora essa
abordagem não seja muito útil para problemas de grande porte,
tendo em vista a dificuldade em calcular a GSVD neste caso.

A expressão acima mostra que os valores singulares generali-
zados γi são os valores singulares da matriz A. Outra vantagem
da transformação para a forma padrão é que a relação y = Lx e
b−Ax = b−Ay leva imediatamente as igualdades ‖Lx‖2 = ‖y‖2
e ‖b−Ax‖2 =

∥∥b−Ay
∥∥

2
, visto que LL†

A = Ip.

Para problemas de grande porte a transformação para a forma
padrão pode ser inviável do ponto de vista computacional uma
vez que necessita da GSVD do par matricial (A,L).

3.4 Matrizes Estruturadas

Já discutimos anteriormente as dificuldades em trabalhar com
a matriz A = AL†

A, principalmente quando trabalhamos com
matrizes com dimensões grandes e quando L é uma matriz cheia,
devido ao alto número de operações necessárias para realizar pro-
dutos matriz-vetor e matriz-matriz. Como, em muitos casos, a
matriz L apresenta alguma estrutura especial, vamos falar breve-
mente sobre este tópico. Voltaremos a comentar sobre os aspectos
da matriz L nos caṕıtulos seguintes, ao apresentar os métodos de
regularização aqui propostos e seus resultados.

Exemplos de estruturas bastante frequentes e que facilitam
os cálculos numéricos são dados a seguir.
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Definição 3.5 (Matriz de Toeplitz ou matriz de diagonais con-

stantes). É uma matriz em que cada diagonal paralela a diagonal
principal, isto é, descendente da esquerda para a direita, tem
valor constante. Uma matriz de Toeplitz é da forma




a0 a−1 a−2 · · · a−(n−2) a−(n−1)

a1 a0 a−1
. . . a−(n−2)

a2 a1
. . .

. . .
. . .

...
...

. . .
. . .

. . . a−1 a−2

an−2
. . . a1 a0 a−1

an−1 an−2 · · · a2 a1 a0




(3.58)

onde ai ∈ IR.

Definição 3.6 (Matriz de Hankel). É uma matriz em que cada
diagonal paralela a diagonal secundária, isto é, descendente da
direita para a esquerda, tem valor constante. A matriz de Hankel
está intimamente relacionada com a matriz de Toeplitz e é da
forma




a−(n−1) a−(n−2) · · · a−2 a−1 a0

a−(n−2) . .
.

a−1 a0 a1

. .
.

. .
.

. .
.

a1 a2

a−2 a−1 . .
.

. .
.

. .
. ...

a−1 a0 a1 . .
.

an−2

a0 a1 a2 · · · an−2 an−1




(3.59)

Definição 3.7 (Matriz de Hessenberg). É uma matriz “quase”
triangular, exceto por uma diagonal acima ou abaixo da diago-
nal principal. Uma matriz de Hessenberg pode ser inferior ou
superior, sendo uma Hessenberg superior da seguinte forma




a0 a−1 a−2 · · · · · · a−(n−1)

a1 a0 a−1
. . .

...

0 a1
. . .

. . .
. . .

...

0
. . .

. . .
. . . a−1 a−2

...
. . . a1 a0 a−1

0 · · · · · · 0 a1 a0




(3.60)
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Definição 3.8 (Matriz banda). É uma matriz onde os valores
não nulos estão nas diagonais paralelas a diagonal principal e
mais próximas dela. Isto é, uma matriz A = (ai,j) ∈ IRn×n é
uma matriz banda se existem naturais k1, k2 ∈ [0, n − 1] tais que

ai,j = 0 se j < i− k1 ou j > i+ k2, k1, k2 ≥ 0.

Os valores k1 e k2 determinam a largura da banda acima e
abaixo da digonal principal, respectivamente. A largura de banda
de uma matriz é k1 + k2 + 1, e pode-se definir como o número
menor de diagonais adjacentes com valores não-nulos.

• Uma matriz banda com k1 = k2 = 0 é uma matriz diagonal;

• Uma matriz banda com k1 = k2 = 1 é uma matriz tridiago-
nal, se k1 = k2 = 2 a matriz e dita pentadiagonal e assim
sucessivamente;

• Uma matriz com k1 = 0 e k2 = n− 1, obtém-se a definição
de uma matriz triangular inferior e, analogamente, se k1 =
n − 1 e k2 = 0 obtém-se a definição de uma matriz trian-
gular superior;

• Uma matriz banda com k1 = k2 = p chama-se matriz p-
banda e formalmente pode-se definir como

ai,j = 0 se |i− j| > p ; p ≥ 0. (3.61)

Uma matriz p-banda tem a forma



a11 · · · a1(p+1) 0 · · · 0
... a22 a2(p+2)

. . .
...

a(p+1)1

. . .
. . . 0

0 a(p+2)2

. . . a(n−p)n

...
. . .

. . . a(n−1)(n−1)

...

0 · · · 0 an(n−p) · · · ann




Eventualmente, a matriz A pode também apresentar carac-
teŕısticas especiais, como estrutura e esparsidade, o que deve ser
levado em conta no momento de efetuar os produtos que en-
volvam a matriz ou sua transposta.
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Definição 3.9 (Produto de Kronecker ou Produto Tensorial).
Dadas matrizes A = (ai,j)m×n e B = (bi,j)p×q o produto de Kro-
necker de A por B é dado por

A⊗B ≡




a1,1B a1,2B . . . a1,nB
a2,1B a2,2B a2,nB
...

. . .
...

am,1B am,2B . . . am,nB


 ∈ IR(mp)×(nq)

Propriedade 3.1. Se A, Ã ∈ IRm×n, B, B̃ ∈ IRp×q, C,D ma-
trizes reais de qualquer ordem e α ∈ IR então

a) (A⊗B)T = AT ⊗BT ;

b)
(
A+ Ã

)
⊗B = (A⊗B) +

(
Ã⊗B

)
;

c) A⊗
(
B + B̃

)
= (A⊗B) +

(
A⊗ B̃

)
;

d) (αA)⊗B = A⊗ (αB) = α (A⊗B);

e) (A⊗B)⊗ C = A⊗ (B ⊗ C);

f) (A⊗B) (C ⊗D) = (AC ⊗BD).

Definição 3.10. Seja V ∈ R
m×n. Definimos vec(V ) como o

vetor em R
mn, obtido concatenando as colunas da matriz. Isto

é,
vec(V )T = [v1 . . . vn] (3.62)

em que vi ∈ IRm é a i-ésima coluna de V .

Propriedade 3.2. Sejam A ∈ IRm×n, X ∈ IRn×p e B ∈ IRq×p.
Então

vec(AXBT ) = (B ⊗A) vec(X). (3.63)

Neste trabalho, utilizamos as matrizes L1 e Lkron dadas por

L1 =



−1 1

. . .
. . .

−1 1


 ∈ IR(n−1)×n (3.64)
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Lkron =

[
In ⊗ L1

L1 ⊗ In

]
∈ IR2(n−1)n×n2

. (3.65)

Em problemas envolvendo imagens, a matriz Lkron tem o pa-
pel de aplicar regularização tanto na vertical da imagens quanto
na horizontal.

Para de efetuar o cálculo Lkronx, x ∈ IRn2
, de forma eficiente,

aproveitando a estrutura da matriz envolvida, contrúımos rotinas
auxiliares para desenvolver os produtos (In ⊗ L1)x e (L1 ⊗ In)x.
Isso foi bastante importante quando essas multiplicações matriz-
vetor surgiam dentro de rotinas principais constrúıdas para os
problemas de regularização. Os produtos feitos de forma rápida,
tornam a rotina principal mais eficiente. Os produtos são desen-
volvidos como apresentados nas Tabelas 3.1 e 3.2.

Entrada: L1 e x ∈ IRn2
.

Sáıda: Vetor y = (In ⊗ L1) x

1. Para i de 1 até n faça
y((n− 1)(i− 1) + 1 : (n− 1)i, 1) = L1 ∗ x(n(i− 1) + 1 : ni, 1) ;
Fim para

Tabela 3.1: Algoritmo mkron1.

Entrada: L1 e x ∈ IRn2
.

Sáıda: Vetor y = (L1 ⊗ In)x

1. Para i de 1 até (n− 1) faça
z = zeros(n, 1);

Para j de 1 até n faça
a = L1(i, j) ∗ x(n(j − 1) + 1 : nj);
z = z + a;
Fim Para

y(n(i− 1) + 1 : ni) = z;
Fim Para

Tabela 3.2: Algoritmo mkron2.
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Caṕıtulo 4

Métodos de Projeção
para Regularização com
Informação a Priori

Nosso objetivo é estabelecer estratégias eficientes de se construir
soluções estáveis para xexato = A†bexato a partir do problema
discreto mal posto

x = argmin
x∈IRn

‖b−Ax‖2

baseadas nas ideias de métodos de projeção apresentadas anteri-
ormente.

Os dois primeiros métodos propostos neste trabalho buscam
resolver problemas de Tikhonov na forma geral, visto que a es-
colha L = I nem sempre é satisfatória. Uma primeira abordagem
sugere utilizar a transformação estudada no caṕıtulo anterior,
mas evitando o cálculo expĺıcito da matriz A, e resolver o pro-
blema transformado usando o método GKB-FP discutido anteri-
ormente. Em seguida, apresentamos um algoritmo que utiliza o
processo de bidiagonalização de Golub-Kahan e o método LSQR
no problema da forma geral, seguindo as ideias apresentadas nas
seções 2.2 e 2.3.

Lembrando que escolher λ pode ser uma tarefa dif́ıcil, su-
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gerimos um método de regularização iterativa que não utiliza o
parâmetro de regularização de Tikhonov. Essa proposta explora
a transformação para a forma padrão e, portanto, a influência da
matriz L. Por se tratar de um método iterativo, o desafio associ-
ado a este método está em escolher o critério de parada, obtendo
o máximo de informação da solução desejada e impedindo a in-
fluência descontrolada do rúıdo.

4.1 GKB-FP para Tikhonov na Forma Geral

Motivados pelo bom desempenho do método GKB-FP ilustrado
em [5], buscamos implementar este método para o problema de
Tikhonov na forma geral, utilizando a transformação estudada
na seção 3.2. Nos referimos a este método como GGKB-FP por
trabalhar com o problema na forma geral.

Consideremos novamente as expressões obtidas para L†
A e xN

anteriormente:

L†
A =

(
In −

(
A(In − L†L)

)†
A

)
L† (4.1)

xN =
(
A(In − L†L)

)†
b. (4.2)

Se conhecemos a matriz W tal que R (W ) = N (L) então pode-
mos escrever

L†
A =

(
I −W (AW )†A

)
L† (4.3)

xN = W (AW )† b. (4.4)

Frequentemente, mesmo para L com p e n grandes, N (L)
tem dimensão pequena, o que significa que W tem poucas col-
unas. Assim, o cálculo da componente da solução regularizada
que pertence ao núcleo de L, dada por xN , não apresenta grandes
dificuldades. No entanto, para montar a matriz A do problema
transformado é necessário, primeiramente, calcular a matriz L†

A

e, em seguida, fazer a produto da matrizes A e L†
A. Pensando
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em problemas de grande porte, tais operações são completamente
inviáveis.

Nesta proposta, utilizamos a transformação para a forma
padrão apenas de forma impĺıcita, sem desenvolver o produto
matriz-matriz AL†

A, e a incorporamos no algoritmo GKB-FP. É
conhecido que o processo de bidiagonalização captura a parte
dominante do espectro singular da matriz dos coeficientes em
um número relativamente pequeno de passos. Desta forma, ao
aplicar GKB-FP no problema transformado, calculamos uma a-
proximação para a SVD de A, que contém as informações mais
relevantes para o cálculo da solução yλ, mas que não requer o
cálculo completo da GSVD de (A,L).

Vamos considerar dois modos de proceder, de acordo com o
fato da matriz L ∈ IRp×n, p ≤ n, poder ser particionada como
L = [L11 L12], onde L11 ∈ IRp×p é não singular. Chamamos
este de caso não singular. Quando L11 for singular ou quando tal
divisão não puder ser efetuada, dizemos que L é do caso singular.

4.1.1 Caso Não Singular

Para o cálculo de L†
A considere a seguinte partição de L, T =

(AW )†A e x como

L = [L11 L12] , T = [T11 T12] e x =

[
x1

x2

]
(4.5)

onde L11 ∈ IRp×p é não singular, T11 ∈ IR(n−p)×p e x1 ∈ IRp.
Então, como verificado em [13], L†

A é dada por

L†
A = [In −WT ]

[
L−1

11

0

]
=

[(
Ip
0

)
−WT11

]
L−1

11 . (4.6)

A solução regularizada para o problema na forma geral será
obtida seguindo os passos do método GKB-FP mas com os pro-

dutos matriz-vetor z = Ax e z = A
T
x sendo desenvolvidos como

segue, usando a equação (4.6):
Note que, como N (L) tem dimensão pequena, o cálculo da

matriz T em (4.6) e do produto WT não apresenta qualquer
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Para z = Ax faça: Para z = A
T
x faça:

x̂← L−1
11 x x̂←= AT x

x←
(

x̂

0

)
−WT11x̂ x← x̂1 − T T

11W
T x̂

z ← Ax z ← L−T
11 x

Tabela 4.1: Desenvolvimento dos produtos matriz-vetor envol-
vendo A no caso não singular.

dificuldade para problemas de grande porte. No entanto, quando
precisamos calcular x̂ = L−1

11 x, resolvemos o sistema

L11x̂ = x, (4.7)

podendo optar por métodos que sejam mais convenientes e mais
econômicos de acordo com a estrutura da matriz L11.

Por exemplo, se L é de banda com banda n − p + 1, então
L11 é de banda e triangular superior, e resolver o sistema (4.7)
torna-se particularmente simples. Em outros casos, por exemplo
se L representa o Laplaciano, então uma fatoração LU da L11

pode ser necessária.

A transformação reversa

xλ = L†
Ayλ + xλ,N (4.8)

também é realizada utilizando a equação (4.6), resolvendo sis-
temas lineares para determinar L−1

11 yλ.

4.1.2 Caso Singular

Se p > n podemos fazer a fatoração QR da matriz L, mas note
que não é preciso armazenar a matriz Q da fatoração, pois ma-
trizes ortogonais são invariantes pela norma 2. Feito isso sub-
stitúımos ‖Lx‖ por ‖Rx‖. Neste caso, podemos optar pela fa-
toração QR reduzida de L e obter R ∈ IRr×n com r = posto(L) ≤
min{p, n}.
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Desta forma, retornamos ao caso em que a matriz na semi-
norma tem mais colunas do que linhas. Se R da fatoração re-
duzida é particionada como R = [R1 R2] com R1 ∈ IRr×r não
singular, aplicamos o método GGKB-FP como descrito no caso
não singular.

O ponto então é determinar o que fazer quando L ∈ IRp×n tem
mais colunas do que linhas mas o bloco L11 ∈ IRp×p é singular.
Neste caso, optamos pelo uso direto da equação (4.3), isto é, os

produtos matriz-vetor z = Ax e z = A
T
x são desenvolvidos

utilizando A = A
(
I −W (AW )†A

)
L†.

Para isso é necessário o cálculo da matriz pseudo-inversa de
L, o que requer certo esforço computacional tendo em vista as
dimensões da matriz L. Assim, para efetuar os produtos L†x

resolvemos o seguinte problema de minimização

min ‖Ly − x‖2 (4.9)

onde L†x é a solução de mı́nima norma deste problema. A veri-
ficação disso segue do fato que L

(
L†x

)
=
(
LL†

)
x = PR(L)x, ou

seja, o vetor em R (L) mais próximo de x.

Para o produto
(
L†
)T

x, usamos a equivalência
(
L†
)T

=(
LT
)†

. De fato, seja a SVD de L dada por L = UΣV T com

Σ =

[
Σr O
O O

]
para Σr = diag(σ1, . . . , σr) (4.10)

em que r é o posto da matriz L. Assim, L = UrΣrV
T
r onde Ur

e Vr são as r primeiras colunas de U e V . Essa decomposição
é chamada de SVD reduzida de L. Consequentemente, a SVD

de LT é LT =
(
UrΣrV

T
r

)T
= VrΣ

T
r U

T
r . Então, L† = VrΣ

−1
r UT

r .
Assim
(
L†
)T

=
(
VrΣ

−1
r UT

r

)T
= Ur

(
Σ−1

r

)T
V T

r =
(
ΣT

r

)−1
V T

r =
(
LT
)†
.

Analogamente, o cálculo de
(
L†
)T

x é feito resolvendo

min
∥∥LT y − x

∥∥
2
. (4.11)
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Uma dificuldade a ser enfrentada é que para cada passo do
processo de bidiagonalização de Golub-Kahan, são necessários

dois produtos matriz-vetor envolvendo L† ou
(
L†
)T

. Assim, é
uma preocupação constante o modo como esses problemas de
minimização serão resolvidos pois por um lado precisamos de
métodos que tenham baixo custo computacional para que os
passos GKB sejam efetuados de forma rápida mas também pre-
cisamos de boas soluções, no sentido de precisão, pois por ser um
processo de recorrência, erros de arredondamento podem com-
prometer a solução final.

O cálculo de z = Ax e z = A
T
x é feito como segue:

Para z = Ax faça: Para z = A
T
x faça:

x1 ← L†x x1 ← AT x

x2 ←W (Tx1) x2 ← T T (W Tx1)
x4 ← x1 − x2 x4 ← x1 − x2

z ← Ax4 z ←
(
L†
)T

x4

Tabela 4.2: Desenvolvimento dos produtos matriz-vetor envol-
vendo A no caso singular.

4.1.3 Critério de Parada

O critério de parada para o método GGKB-FP é o mesmo apre-
sentado para o método GKB-FP, apresentado na seção 2.4. Esta
escolha foi feita levando-se em conta que este método é a imple-
mentação do método de Bazán e Borges para regularização na
forma geral.

4.1.4 Algoritmo

Após discutir as formas de calcular L†
A, apresentamos o algoritmo

desta proposta. A Tabela 4.3 traz o algoritmo do método GKB-
FP para problemas na forma geral, denominado por GGKB-FP.

Os parâmetros q > 1, kmax, ε1 e ε2 são como no método
GKB-FP, sendo o padrão, usamos ε1 = ε2 = 10−4, kmax =
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GGKB-FP
Entrada: A, L, W , b, q > 1, kmax, ε1 e ε2.

Sáıda: Solução regularizada x
(k)
λ∗ , k∗ e λ∗.

1. Calcular T e b.
2. Aplicar os passos do algoritmo GKB-FP, desenvolvendo

Ax e A
T
x como na Tabela 4.1 (ou Tabela 4.2) .

3. Obter yk
λ∗ , solução de GKB-FP.

4. Aplicar a transformação reversa, obtendo xk
λ∗ .

Tabela 4.3: Algoritmo GGKB-FP.

n − 1 e q = 5. Este valor para o parâmetro q funcionou na
maior parte dos problemas testados. Os dados de sáıda k∗ e λ∗

correspondem a dimensão máxima dos espaços projetados e ao
parâmetro de regularização utilizado para o cálculo da solução

x
(k)
λ∗ , respectivamente, como no método GKB-FP.

4.2 PROJ-FP

Uma outra abordagem proposta para o problema

xλ = argmin
{
‖b−Ax‖22 + λ2 ‖Lx‖22

}

também baseia-se no processo de bidiagonalização de Golub-Kahan
e no método LSQR. De maneira resumida, trabalharemos com
um problema projetado regularizado, de dimensão consideravel-
mente menor do que a do problema original, que por sua vez pode
ser resolvido por métodos já conhecidos, como a Curva L, GCV
e Ponto Fixo (FP).

Seja A ∈ IRm×n e b ∈ IRm. Considere as matrizes Uk+1 ∈
IRm×(k+1), Vk ∈ IRn×k e Bk geradas pelo k-ésimo passo GKB
para a matriz A iniciando com u1 = b

‖b‖ . Na seção 2.2 vimos que

AVk = Uk+1Bk.
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O novo método, designado por PROJ-FP, consiste em obter

soluções aproximadas x
(k)
λ para xλ a partir das soluções y

(k)
λ

dadas por

y
(k)
λ = argmin

y∈IRk

{
‖β1e1 −Bky‖2 + λ2 ‖Lky‖

}
(4.12)

onde Lk = LVk ∈ IRp×k. Neste caso, x
(k)
λ = Vky

(k)
λ .

O paramêtro de regularização λ para o problema (4.12) é
obtido pelo Método de Ponto fixo apresentado na seção 1.6.1,

para um problema pequeno na forma geral, e a solução y
(k)
λ cal-

culada pelo método de Tikhonov como descrito na seção 1.4.

Como em geral k � p, podemos pensar em uma fatoração QR
para a matriz Lk, já que esta tem mais linhas do que colunas.
Seja

Lk = QkRk, Qk ∈ IRp×k e Rk ∈ IRk×k (4.13)

a fatoração QR reduzida de Lk. Como Qk tem colunas ortonor-
mais segue que

‖Lky‖22 = ‖QkRky‖22 = ‖Rky‖22 (4.14)

Desta forma, substitúımos o problema (4.12) por

y
(k)
λ = argmin

y∈IRk

{
‖β1e1 −Bky‖2 + λ2 ‖Rky‖

}
(4.15)

e resolvemos da mesma maneira que a apresentada para (4.12).

Em linhas gerais o algoritmo tem a seguinte estrutura:

1. Aplicar q passos GKB para A iniciando com u1 = b
‖b‖ e

formar a matriz Bq.

2. Definir k = q, determinar a fatoração QR de Lk, calcular
o parâmetro λ(k) para o problema projetado (4.15) de di-
mensão k pelo método FP e definir λ0 = λ(k), λold = λ0 e
k ← k + 1.
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3. Executar mais um passo GKB, determinar a fatoração QR
de Lk e calcular o novo parâmetro λ(k) começando com λ0

como valor inicial. Definir λold = λ0 e λ0 = λ(k).

4. Se o critério de parada for satisfeito, λ∗ = λold. Caso
contrário, definir k ← k + 1 e ir para o passo 3.

5. Calcular a solução do problema projetado y
(k)
λ∗ .

6. Calcular a solução regularizada x
(k)
λ∗ ← Vky

(k)
λ∗ .

No passo 3, note que em cada novo passo de GKB é necessário
calcular a fatoração QR da matriz Lk. Uma observação impor-
tante é que a fatoração QR no passo 3 pode ser obtida atualizando
a fatoração feita no passo 2. O lema 4.1 apresenta como obter a
fatoração QR de Lk+1 a partir da QR de Lk.

Consideremos inicialmente uma matriz arbitrária P ∈ IRm×n.
Então sua fatoração QR é dada pelo algoritmo apresentado na
Tabela 4.4, usando o método de Gram-Schmidt [18]. Neste caso,
P j e Qj são as j-ésimas colunas de P e Q, e Ri,j é o elemento
da matriz R que está na i-ésima linha e na j-ésima coluna.

Entrada: P

Sáıda: Q e R.
1. [m, n] =dimensão(P ).
2. Para j de 1 até n

Qj = P j ;
2.1. Para i de 1 até j − 1

Ri,j = QT
i P j e Qj ← Qj −Ri,jQi.

Fim Para

Rj,j =
∥∥Qj

∥∥2
e Qj ←

Qj

Rj,j

Fim Para

Tabela 4.4: Algoritmo da fatoração QR via Gram-Schmidt.

Lema 4.1. Seja Lk = LVk ∈ IRp×k e sua fatoração QR dada por
Lk = QkRk, com Qk ∈ IRp×k e Rk ∈ IRk×k. Então a fatoração
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QR de Lk+1 é dada por

Lk+1 =
[
Qk qk+1

] [ Rk r∗
k+1

0T rk+1,k+1

]

em que 0 ∈ IRk, r∗
k+1 ∈ IRk e rk+1,k+1 ∈ IR.

Demonstração. Vamos considerar a fatoração QR obtida usando
o algoritmo da Tabela 4.4. Note que

Lk+1 = L [Vk vk+1] = [LVk Lvk+1] = [Lk Lvk+1] . (4.16)

Considere a fatoração QR de Lk como

Lk = QkRk = [q1 q2 . . . qk] [r1 r2 . . . rk] (4.17)

em que qj ∈ IRp e rj = [r1,j r2,j . . . rk,j]
T ∈ IRk, j = 1, 2, . . . , k.

Tome j∗ um número natural entre 1 e k. No passo 2 do
algoritmo, para j = j∗, são gerados os vetores qj∗ e rj∗, como na
equação (4.17). Para isto, são usados apenas a coluna j∗ de Lk

e os vetores qj e rj para j < j∗.
Como Lk+1 difere de Lk apenas pela última coluna, as k

primeiras execuções do passo 2 para o cálculo da fatoração QR
de Lk+1 são iguais às k execuções do passo 2 para o cálculo da
fatoração QR de Lk.

Assim, Qk+1 =
[
Qk qk+1

]
em que o vetor qk+1 é obtido no

passo 2 para j = k + 1.
Quanto à matriz Rk+1, o primeiro bloco k × k é a matriz Rk

da fatoração QR de Lk, que é triangular superior. O vetor r∗
k+1

é obtido no passo 2.1 para j = k + 1 e i de 1 até k e o número
rk+1,k+1 é calculado no final do passo 2, também para j = k+ 1.
�

A atualização da fatoração QR para a matriz Lk+1 pode
também ser realizada por meio de transformações de Househölder
mas neste caso, o custo computacional é maior.

4.2.1 Algoritmo

Na Tabela 4.5 apresentamos o algoritmo para o método PROJ-
FP. Note que no passo 2, resolvemos um problema de Tikhonov
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na forma geral, porém restrito, usando o Método de Ponto Fixo
apresentado no primeiro caṕıtulo. Também, a solução calculada
no passo 5 é como em (1.24) e requer o cálculo da GSVD de
(Bk, Lk). Estes métodos são utilizados de forma bastante efi-
ciente, visto que o problema restrito é um problema pequeno
(dimensão k).

PROJ-FP
Entrada: A, L, b, q > 1, kmax, ε1 e ε2.

Sáıda: Solução regularizada x
(k)
λ∗ , k∗ e λ∗.

1. Aplicar q passos GKB para A iniciando com u1 = b
‖b‖ ;

Formar a matriz Bq.
2. Definir k = q;

Determinar a fatoração QR de Lk;

Calcular o parâmetro λ(k) para o problema projetado
(4.15) de dimensão k pelo método FP;

Definir λ0 = λ(k), λold = λ0 e k ← k + 1.
3. Executar mais um passo GKB;

Obter a fatoração QR de Lk a partir da atualização da
QR de Lk−1;

Calcular o novo parâmetro λ(k) começando
com λ0 como valor inicial.

Definir λold = λ0 e λ0 = λ(k).
4. Se (critério de parada satisfeito)

λ∗ = λold, k
∗ = k.

Senão
Definir k ← k + 1 e ir para o passo 3.
Fim Se

5. Calcular a solução do problema projetado y
(k)
λ∗ usando a

equação (1.24).

6. Calcular a solução regularizada x
(k)
λ∗ ← Vky

(k)
λ∗ .

Tabela 4.5: Algoritmo PROJ-FP.

Novamente, as sáıdas k∗ e λ∗ correspondem à dimensão máxima
dos espaços projetados e ao parâmetro de regularização utilizado
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para o cálculo da solução x
(k)
λ∗ , respectivamente.

4.2.2 Critério de Parada

O critério de parada para o método é o mesmo utilizado em
GKB-FP, isto é, são utilizados dois critérios

a) |λ(k+1)∗−λ(k)∗ | < ε1|λ(k)∗ |, onde ε1 é uma tolerância pequena.

b) |λ(k+1)∗ − λ(k)∗ | < ε2|λ(0)∗ |, onde λ(0)∗ é primeiro ponto fixo
calculado e ε2 é pequeno.

Como a sequência de pontos fixos calculada pelo método
atende as mesma propriedades dos pontos fixos obtida pelo método
GKB-FP, usar o mesmo critério de parada é uma escolha razoável.

4.3 G-LSQR: Regularização Iterativa

A proposta deste método é evitar a Regularização de Tikhonov,
já que esta traz consigo a tarefa de escolher um parâmetro de
regularização. Para tal fim, note que no problema de Tikhonov
na forma geral

xλ = argmin
x∈IRn

{
‖b−Ax‖22 + λ2‖Lx‖22

}
,

a matriz L desempenha um papel importante, pois incorpora à
solução aproximada informações sobre a solução exata e que para
o problema transformado como na equação (3.53) λ = 0 produz

y = argmin
y∈IRp

‖b−Ay‖22. (4.18)

onde a influência da matriz L já está incorporada na matriz A.
Isto sugere que calculando aproximações estáveis para (4.18),
podemos também calcular soluções estáveis para xexato usando a
transformação reversa dada em (3.54).

A proposta do método G-LSQR é obter soluções aproximadas
y(k) para y através do método LSQR, utilizando a equivalência:

78



y(k) = argmin
y∈Kk(A

T
A,A

T
b)

∥∥b−Ay
∥∥2

2

m
y(k) = V kz

(k), z(k) = argmin
z∈IRk

‖β1e1 −Bkz‖2
(4.19)

e, após isso, calcular aproximações x(k) para xexato como

x(k) = L†
Ay(k) + xN . (4.20)

Desta forma estaremos considerando a influência da matriz L
na solução e ao mesmo tempo tornando o método atrativo para
problemas de grande porte. Só consideramos o caso em que L
tem mais colunas do que linhas.

4.3.1 Critério de Parada

Considerando o problema exato

xexato = argmin
x∈IRn

‖bexato −Ax‖2

vamos inicialmente estudar o comportamento da função

E(k) =

∥∥xexato − x(k)
∥∥

‖xexato‖
(4.21)

que descreve o erro relativo associado às soluções aproximadas
x(k) com relação a solução exata xexato.

Uma caracteŕıstica de E(k) é que a medida que as iterações
são realizadas, o erro relativo tende a diminuir pois Vk se apro-
xima de IRn e x(k) captura informação da solução exata. Sendo
assim, a função E(k) é inicialmente decrescente. No entanto, a
medida que o número de iterações aumenta, mais rúıdo é incor-
porado em x(k), o que leva a um crescimento na função E(k).
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Figura 4.1: Função E(k).

Desta forma, o gráfico da função E(k) é usualmente como na
Figura 4.1. Neste caso, é intuitivo parar as iterações no valor de
k que minimiza E(k), isto é, a iteração de parada deve ser dada
por

k∗ = argminE(k), k ∈ N
∗. (4.22)

Para problemas reais, no entanto, a solução xexato não é
dispońıvel e o minimizador k∗ não pode ser determinado. Porém,
como veremos a seguir, a ideia de minimizar E(k) pode ser útil
para desenvolver um critério de parada para G-LSQR.

De fato, vimos no caṕıtulo 2, que para soluções x(k) calculadas
pelo método LSQR vale:

‖x(k+1)‖2 ≥ ‖x(k)‖2, ‖r(k+1)‖ ≤ ‖r(k)‖ (4.23)

onde r(k) = b−Ax(k). Sendo assim, a função

Ψ(k) = ‖x(k)‖2‖r(k)‖2 (4.24)

tem comportamento semelhante ao da Figura 4.2, por ser o pro-
duto de uma quantidade crescente e uma decrescente. A ve-
locidade de crescimento/decrescimento de Ψ(k) vai depender do
comportamento das normas.
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Figura 4.2: Comportamento da função Ψ(k).

Com base nos comportamentos de Ψ(k) e E(k), a proposta é
usar como critério de parada o k∗ satisfazendo

k∗ = argmin Ψ(k), k ∈ N
∗. (4.25)

Note que para o problema transformado podem ser feitas as
mesmas considerações a respeito das funções

E(k) =

∥∥yexato − y(k)
∥∥

2

‖yexato‖2
(4.26)

em que yexato é a solução exata de (4.18), considerando o lado
direito exato. Neste caso, para r(k) = b−Ay(k) temos

Ψ(k) = ‖y(k)‖2‖r(k)‖2. (4.27)

Pensando em resolver o problema (4.18), tomamos como it-
eração de parada para G-LSQR, a iteração k∗ tal que

k∗ = argmin Ψ(k), k ∈ N
∗. (4.28)

Para evitar que o método faça iterações desnecessárias, no
caso da função Ψ ter um mı́nimo localizado em uma região plana,
adotamos como critério parar o proceso quando

|Ψ(k)−Ψ(k − 1)| < ε1|Ψ(1)| (4.29)
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onde ε1 é uma tolerância pequena. Sendo assim, o processo iter-
ativo para quando (4.28) ou (4.29) for satisfeita.

4.3.2 Algoritmo

Com o critério de parada determinado, apresentamos a algoritmo
de G-LSQR na Tabela 4.6. Neste caso, kmax é o número de
iterações máximo e ε1 = 10−3 a tolerância usual. O parâmetro q1
determina a dimensão do primeiro espaço projetado e o primeiro
ponto onde a função Ψ será avaliada. O dado de sáıda k∗ é a
dimensão máxima do espaço projetado.

G-LSQR
Entrada: A, L, W , b, kmax, q1 ≥ 1, q2 ≥ 0 e ε1.

Sáıda: Solução regularizada x(k), k∗.

1. Calcular T = (AW )†A, b e xN e definir k = q1.

2. Aplicar k passos GKB para A desenvolvendo os
produtos matriz-vetor como na Tabela 4.1.

3. Calcular a solução y(k) do problema transformado (4.19).
4. Definir k = k + 1;

Executar mais um passo GKB como no passo 2;

Calcular a solução y(k) do problema transformado (4.19).
5. Se (critério de parada satisfeito)

k∗ = k − 1;

Calcular a solução x(k∗) como em (4.20).
FIM
Senão
Ir para o passo 4.
Fim Se

Tabela 4.6: Algoritmo G-LSQR.
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Caṕıtulo 5

Resultados Numéricos

Apresentamos os resultados obtidos para os métodos propostos
no caṕıtulo anterior, comparando-os entre si e com outros método
já conhecidos. Ilustraremos nossas propostas por meio de proble-
mas teste da toolbox RegularizationTools e problemas relaciona-
dos ao tratamento de imagens.

O objetivo aqui é resolver

min
{
‖b−Ax‖22 + λ2 ‖Lx− Lx0‖22

}

em que o parâmetro de regularização também deve ser deter-
minado. Nos testes consideramos x0 = 0 pois usualmente não
dispomos de uma aproximação inicial; e o lado direito b como
um dado inexato, isto é, b = bexato + e, onde e é um vetor de
perturbações. Na prática, isso ocorre frequentemente pois, em
geral, b provém da discretização de uma função cont́ınua obtida
experimentalmente e, portanto, sujeita a erros de medição.

Em todos os problemas, o vetor de perturbações e, gerado
pela rotina randn do MATLAB, contém números aleatórios dis-
tribúıdos normalmente com média zero e desvio padrão um e

b = bexato + ‖bexato‖2 0.01 NL (e / ‖e‖2);

onde NL é o ńıvel de rúıdo (Noise Level) desejado. Por exemplo,
NL = 1 resulta em 1% de rúıdo. Todos os testes apresentados
neste trabalho foram executados usando MATLAB versão 7.0.1.
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5.1 Problemas Teste

A toolbox RegularizationTools de P.C. Hansen [24, 25] é um con-
junto de rotinas para o MATLAB destinadas ao tratamento de pro-
blemas discretos mal postos (criação, análise e resolução), que
inclui vários problemas teste com uma rotina para cada um deles,
conforme a Tabela 5.1. Os problemas utilizados em sua grande
maioria, provêm da discretização de equações integrais de Fred-
holm de primeira espécie.

Rotina Descrição

baart Equação integral de Fredholm de primeira espécie.
blur Restauração de imagem.
deriv2 Cálculo da segunda derivada.
foxgood Problema extremamente mal posto.
gravity Problema gravitacional unidimensional.
heat Equação do calor inversa.
i laplace Inversão da transformada de Laplace.
parallax Problema de observação estelar com dados reais.
phillips Equação estudada por Phillips.
shaw Modelo de restauração de imagem unidimensional.
spikes Problema teste com solução tipo “picos”.
tomo Tomografia bidimensional com matriz esparssa.
ursell Problema teste sem solução.
wing Problema teste com solução descont́ınua.

Tabela 5.1: Problemas teste do toolbox ReguralizationTools.

De modo geral, as rotinas funcionam da mesma maneira: o
usuário fornece o tamanho do sistema desejado, recebendo como
variáveis de sáıda a matriz A, o vetor bexato e a solução exata
do problema no vetor x. Nem todos os problemas têm solução
e algumas rotinas possuem mais de um parâmetro de entrada.
Para mais detalhes a respeito das rotinas basta usar o comando
help do MATLAB.

A seguir apresentaremos uma suscinta descrição de cada um
dos problemas usados para testar os métodos do caṕıtulo 3, in-
cluindo uma análise da condição discreta de Picard. Analisamos
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a condição discreta de Picard para o problema na forma geral,
isto é, os valores singulares generalizados γi do par (A,L), onde
A é fornecido para cada um dos problemas teste, com L igual a
L1 e L2 dadas como:

L1 =



−1 1

. . .
. . .

−1 1


 ∈ IR(n−1)×n (5.1)

uma aproximação discreta para o operador de primeira derivada
e

L2 =




1 −2 1
. . .

. . .
. . .

1 −2 1


 ∈ IR(n−2)×n (5.2)

para a segunda derivada. Outros exemplos de matrizes L podem
ser encontradas em [30] com detalhes.

A dimensão escolhida para os testes foi n = 1024 e os pro-
blemas foram executados 50 vezes com diferente vetores de per-
turbação e, para ilustrar o desempenho dos métodos. Os resul-
tados obtidos com GGKB-FP, PROJ-FP e G-LSQR são também
comparados com as soluções calculadas pelos métodos da Curva
L e GCV, que usam a decomposição GSVD.

Os parâmetros iniciais para os métodos do caṕıtulo 3 foram
definidos como apresentado na Tabela 5.2. Se o problema de
dimensão q não apresentar ponto-fixo, verificamos os problemas
de dimensão imediatamente maior até q = 20. Se a função Ψµ(λ)
ainda assim não apresentar ponto-fixo, o parâmetro µ é ajustado
para que a nova função Ψµ apresente ponto-fixo. Esse ajuste é
discutido em [4], no entanto, manter µ = 1 e variar q entre 5
e 20, foi suficiente para garantir a existência de pelo menos um
ponto-fixo, na maioria dos testes realizados.

Os śımbolos utilizados na descrição dos resultados são dados
na Tabela 5.3.

Os problemas a seguir foram resolvidos utilizando-se ńıveis
de rúıdo de 0, 1%, 1% e 2, 5% no lado direito.
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GGKB-FP PROJ-FP G-LSQR

q 5 5 -
µ (FP) 1 1 -
ε1 10−4 10−4 10−4

ε2 10−4 10−4 -
λ0 (FP) 10−4 10−4 -

Tabela 5.2: Parâmetros iniciais para os problemas testes.

Śımbolo Descrição

λ Média dos parâmetros encontrados em todas as
execuções.

λmin,max Parâmetro mı́nimo (resp. máximo).
λstd Desvio padrão dos parâmetros encontrados.

E Média dos erros relativos encontrados.
Emin,max Erro relativo mı́nimo (resp. máximo)
Estd Desvio padrão dos erros relativos encontrados.
kmin,max Dimensão mı́nima (resp. máxima) do subespaço

projetado.
tGSVD Tempo para o cálculo da GSVD de A,L.
t Média dos tempos de execução dos programas

(em segundos).
tmin,max Tempo mı́nimo (resp. máximo) de execução

(em segundos).
tstd Desvio padrão dos tempos.
ttotal Soma do tempo médio tGSVD.

Tabela 5.3: Śımbolos para descrição dos resultados numéricos.

5.1.1 Gravity

A modelagem de um problema gravitacional unidimensional re-
sulta numa equação integral de Fredholm de primeira espécie com
núcleo K

K(x, y) = d(d2 + (x− y)2)− 3
2 (5.3)
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e a solução f é dada por

f(y) = sen(πy) +
1

2
sen(2πy) (5.4)

em que a constante d representa a profundidade na qual o centro
de gravidade está localizado. Quanto maior for a profundidade,
mais rápido os valores singulares caem para zero. Além da função
f definida acima, podemos escolher f como sendo uma função
linear por partes ou ainda uma função constante por partes. Na
Figura 5.1 temos a solução exata para f , dada em (5.4), represen-
tada por uma curva suave. Na Figura 5.2 temos os coeficientes
para a inspeção visual da condição discreta de Picard.
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Figura 5.1: Gravity : Solução exata.

As tabelas 5.4 a 5.9 trazem os resultados obtidos usando o
exemplo 1, com diferentes ńıveis de rúıdo e usando as matrizes
L1 e L2.

Para as Tabelas 5.4 e 5.5, os erros foram aceitáveis, mantendo-
se em torno de 2% para L1 e menores que 1% para L2, isso
mostra como a escolha da matriz L é importante para a obtenção
de resultados satisfatórios. Os erros dos métodos propostos no
caṕıtulo 3 também são próximos aos resultados obtidos pelos
métodos da Curva L e GCV. O desvio padrão para os métodos
GGKB-FP, PROJ-FP e G-LSQR também são pequenos, o que
indica que a maior parte dos erros obtidos nas 50 execuções está
próximo da média. Isso mostra que os métodos apresentam boa
confiabilidade.
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Figura 5.2: Gravity : Avaliação da CDP para (A,L1) e (A,L2).
Coeficientes |uT

i b|/γi: ◦, Coeficientes de Fourier: ×, Valores sin-
gulares: �.

O erro máximo para o método GCV foi bastante grande. Isso
ocorre em alguns casos para este método, tanto para erros de
0, 1% como para erros maiores. No entanto, os erros mı́nimos são,
em geral, próximos aos erros médios dos demais métodos. Para
maiores detalhes sobre o porquê deste fato, consulte o apêncide
B e as referências nele apresentadas.

Da mesma forma, para as tabelas 5.6 e 5.7, obtemos erros
médios bons e com desvio padrão pequeno. Mas enquanto, a
escolha L = L1 produziu erros entre 3% e 5%, com L = L2 os
erros médios novamente ficaram menores que 2%, como no caso
para rúıdo de 0, 1% no lado direito b.

Por fim, para 2, 5% de rúıdo, os erros médios ficaram em torno
de 5% a 8% para L1 e entre 3% e 6% para L2 sendo que o método
G-LSQR apresentou erros médios menores ou iguais ao método
da Curva L.

Para quaisquer escolhas de L ou intensidade de rúıdo, as di-
mensões dos subespaços projetados não ultrapassaram 29, o que
equivale a 2, 8% da dimensão total n = 1024. Em particular,
para o método G-LSQR, a maior dimensão foi 9.

Para este problema, com todos os ńıveis de rúıdo, o método
G-LSQR teve um desempenho superior aos demais métodos e a
matriz L2 produziu melhores resultados. No entanto, os métodos
GGKB-FP e PROJ-FP também apresentaram resultados razoáveis.

88



GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,6078 1,6020 - 1,2650 0,4396

λmin 1,5898 1,5801 - 1,0280 0,0068

λmax 1,6172 1,6144 - 1,4395 0,7668

λstd 0,0054 0,0070 - 0,0963 0,1972

E 0,0220 0,0203 0,0220 0,0207 0,0477

Emin 0,0198 0,0140 0,0198 0,0188 0,0143

Emax 0,0245 0,0255 0,0245 0,0242 0,8411

Estd 0,0012 0,0031 0,0010 0,0012 0,1244

kmin 9 9 8 - -

kmax 10 17 9 - -

tGSVD - - - 140,545 140,545

t 0,1739 0,2240 0,1608 0,2166 0,1548

tmin 0,1520 0,1580 0,1430 0,1950 0,1380

tmax 0,2300 0,3600 0,2110 0,5960 0,2280

tstd 0,0181 0,0442 0,0119 0,0559 0,0159

ttotal 0,1739 0,2240 0,1608 140,762 140,700

Tabela 5.4: Resultados obtidos para o problema Gravity após 50
execuções com 0, 1% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 3,1629e+2 2,9609e+2 - 2,6186e+2 1,1516e+2

λmin 3,1316e+2 2,6177e+2 - 2,0876e+2 0,1488

λmax 3,1739e+2 3,1702e+2 - 2,9225e+2 2,3777e+2

λstd 0,8999 20,1494 - 18,5126 62,5796

E 0,0037 0,0066 0,0035 0,0034 0,0315

Emin 0,0027 0,0029 0,0019 0,0024 0,0018

Emax 0,0057 0,0159 0,0056 0,0055 0,8455

Estd 0,0007 0,0035 0,0012 0,0007 0,1274

kmin 7 10 5 - -

kmax 7 28 6 - -

tGSVD - - - 127,281 127,281

t 0,1387 0,3145 0,1241 0,2246 0,1647

tmin 0,1240 0,1740 0,1010 0,1990 0,1430

tmax 0,3490 0,5540 0,1630 0,6930 0,4970

tstd 0,0341 0,1084 0,0138 0,0694 0,0549

ttotal 0,1387 0,3145 0,1241 127,506 127,446

Tabela 5.5: Resultados obtidos para o problema Gravity após 50
execuções com 0, 1% de rúıdo nos dados e usando a matriz L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,7377e+1 1,7327e+1 - 1,2241e+1 2,6479

λmin 1,7054e+1 1,6983e+1 - 1,0799e+1 0,0068

λmax 1,7523e+1 1,7491e+1 - 1,3679e+1 5,0924

λstd 0,0891 0,0980 - 0,6592 1,4117

E 0,0509 0,0500 0,0378 0,0443 0,3164

Emin 0,0462 0,0439 0,0331 0,0402 0,0237

Emax 0,0548 0,0558 0,0445 0,0483 8,4034

Estd 0,0019 0,0032 0,0028 0,0019 1,2676

kmin 7 8 6 - -

kmax 8 17 6 - -

tGSVD - - - 140,545 140,545

t 0,1448 0,2024 0,1318 0,2320 0,1583

tmin 0,1230 0,1400 0,1150 0,1970 0,1390

tmax 0,2540 0,4610 0,1710 0,6570 0,2480

tstd 0,0206 0,0583 0,0114 0,0757 0,0203

ttotal 0,1448 0,2024 0,1318 140,777 140,703

Tabela 5.6: Resultados obtidos para o problema Gravity após 50
execuções com 1% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 3,3539e+3 3,2376e+3 - 2,4193e+3 0,5311e+3

λmin 3,3132e+3 2,9586e+3 - 2,0025e+3 0,0001e+3

λmax 3,3833e+3 3,3762e+3 - 2,6750e+3 1,0432e+3

λstd 17,934 143,4748 - 128,2891 300,7406

E 0,0216 0,0273 0,0080 0,0169 0,2649

Emin 0,0165 0,0195 0,0056 0,0124 0,0049

Emax 0,0241 0,0457 0,0157 0,0194 8,4548

Estd 0,0014 0,0078 0,0021 0,0013 1,2746

kmin 8 8 4 - -

kmax 8 29 4 - -

tGSVD - - - 127,281 127,281

t 0,1605 0,3610 0,1031 0,2514 0,1694

tmin 0,1400 0,1610 0,0870 0,2070 0,1450

tmax 0,2660 0,6310 0,1420 0,6520 0,2860

tstd 0,0227 0,1389 0,0128 0,0631 0,0222

ttotal 0,1605 0,3610 0,1031 127,532 127,450

Tabela 5.7: Resultados obtidos para o problema Gravity após 50
execuções com 1% de rúıdo nos dados e usando a matriz L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 4,7969e+1 4,7795e+1 - 29746e+1 5,3675

λmin 4,6968e+1 4,6879e+1 - 2,4779e+1 0,0068

λmax 4,8622e+1 4,8555e+1 - 3,3285e+1 1,0617e+1

λstd 0,3799 0,4129 - 1,5517 2,9234

E 0,0828 0,0827 0,0510 0,0653 0,7264

Emin 0,0730 0,0723 0,0437 0,0564 0,0292

Emax 0,0874 0,0880 0,0613 0,0714 21,0073

Estd 0,0025 0,0030 0,0040 0,0027 3,1788

kmin 8 7 5 - -

kmax 9 18 5 - -

tGSVD - - - 140,545 140,545

t 0,1558 0,2139 0,1095 0,2305 0,1581

tmin 0,1370 0,1420 0,0970 0,1990 0,1400

tmax 0,2260 0,3690 0,1440 0,5930 0,2540

tstd 0,0191 0,0592 0,0094 0,0555 0,0202

ttotal 0,1558 0,2139 0,1095 140,776 140,703

Tabela 5.8: Resultados obtidos para o problema Gravity após 50
execuções com 2, 5% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,0089e+4 9,9941e+3 - 4,0954e+3 1,0360e+3

λmin 9,7410e+3 9,2509e+3 - 2,9271e+3 0,0821

λmax 1,0483e+1 1,0359e+4 - 5,0015e+3 1,9899e+3

λstd 165,3178 230,2465 - 429,6415 606,1526

E 0,0585 0,0617 0,0236 0,0257 0,6548

Emin 0,0509 0,0509 0,0084 0,0209 0,0071

Emax 0,0684 0,0886 0,0341 0,0325 21,1370

Estd 0,0037 0,0093 0,0032 0,0024 3,1879

kmin 11 6 3 - -

kmax 12 28 3 - -

tGSVD - - - 127,281 127,281

t 0,2179 0,4491 0,0820 0,2434 0,1678

tmin 0,1900 0,1360 0,0720 0,2100 0,1450

tmax 0,3080 0,6010 0,1260 0,6970 0,2600

tstd 0,0187 0,1239 0,0107 0,0670 0,0169

ttotal 0,2179 0,4491 0,0820 127,524 127,449

Tabela 5.9: Resultados obtidos para o problema Gravity após 50
execuções com 2, 5% de rúıdo nos dados e usando a matriz L2.
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5.1.2 Phillips

Esta é a equação estudada por Phillips [44]. Dada a função

ζ(p) =

{
1 + cos

(
p
π

3

)
, |p| < 3

0 , |p| ≥ 3
, (5.5)

o núcleo K, a função f e a função g são

K(x, y) = ζ(x− y)
f(y) = ζ(y)

g(x) = (6− |x|)
(

1 +
1

2
cos
(
x
π

3

)
+

9

2π
sen
(
|x|π

3

))

em que [−6, 6] é o intervalo de integração.
Na Figura 5.3 temos a solução exata e na Figura 5.4 temos os

coeficientes para a inspeção visual da condição discreta de Picard
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Figura 5.3: Phillips: Solução exata.

As tabelas 5.10 a 5.15 trazem os resultados obtidos com difer-
entes ńıveis de rúıdo e usando as matrizes L1 e L2.

Tanto a escolha L1 como a L2 apresentaram resultados pare-
cidos para todos os ńıveis de rúıdo, tendo L1 erros um pouco
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Figura 5.4: Phillips: Avaliação da CDP para (A,L1) e (A,L2).
Coeficientes |uT

i b|/γi: ◦, Coeficientes de Fourier: ×, Valores sin-
gulares: �.

menores. Com exceção do método GGBK-FP para L2, os métodos
apresentaram erros médios bastante bons, mantendo-se menores
que 2% para qualquer ńıvel de rúıdo para a escolha L = L1, por
exemplo.

Para rúıdo de 0, 1% e L1, os erros médios para GGKB-FP e
PROJ-FP foram menores que 1%, acompanhando o desempenho
da Curva L e de GCV. O método G-LSQR apresentou erro um
pouco superior, mas ainda razoável. Para o mesmo rúıdo e L2,
PROJ-FP e G-LSQR mantiveram o bom desempenho.

Quando aumentamos o erro para 1%, os métodos avaliados
(a menos do método GGKB-FP) apresentaram erros médios em
torno de 2%, o que é bastante aceitável.

Quanto as dimensões dos subespaços projetados, PROJ-FP
apresentou máximo de k = 15 e G-LSQR, de k = 9, sendo que o
último método manteve a caracteŕıstica de alcançar o critério de
parada em poucas iterações, como para o problema Gravity. Da
mesma forma que no problema anterior, os desvios padrão para
o erro foram pequenos, ficando na ordem de 10−3. Apenas o Estd

para o método GCV com 2, 5% de rúıdo e L2 foi de 0, 0778.

Com 2, 5% de rúıdo, os erros médios para L1 mantiveram-se
em torno de 2% para os métodos GGKB-FP, PROJ-FP, G-LSQR
e Curva L. Para L2 houve uma elevação dos erros médios para
PROJ-FP e G-LSQR.

93



GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,7148 0,7144 - 0,7104 0,8241

λmin 0,7076 0,7068 - 0,6396 0,1348

λmax 0,7219 0,7185 - 0,7925 1,0783

λstd 0,0025 0,0023 - 0,0396 0,1934

E 0,0082 0,0079 0,0223 0,0084 0,0092

Emin 0,0047 0,0048 0,0080 0,0047 0,0052

Emax 0,0120 0,0116 0,0226 0,0116 0,0380

Estd 0,0017 0,0016 0,0029 0,0017 0,0046

kmin 8 12 5 - -

kmax 11 13 9 - -

tGSVD - - - 111,5473 111,5473

t 0,1975 0,2254 0,1496 0,2228 0,1518

tmin 0,1400 0,1880 0,1350 0,1720 0,1250

tmax 0,3440 0,3750 0,2070 0,5470 0,2180

tstd 0,0402 0,0340 0,0148 0,0502 0,0160

ttotal 0,1975 0,2254 0,1496 111,7701 111,6991

Tabela 5.10: Resultados obtidos para o problema Phillips após
50 execuções com 0, 1% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 6,3967e+4 6,1330e+1 - 4,5629e+1 2,5838e+1

λmin 6,3975e+4 6,1844e+1 - 5,3508e+1 3,6579e+1

λmax 6,3960e+4 6,0869e+1 - 3,4850e+1 6,5661

λstd 3,3494 0,2164 - 3,7127 7,6486

E 0,4772 0,0087 0,0174 0,0085 0,0091

Emin 0,4772 0,0069 0,0084 0,0068 0,0054

Emax 0,4772 0,0103 0,0266 0,0105 0,0168

Estd 0,0058 0,0007 0,0089 0,0007 0,0024

kmin 34 12 5 - -

kmax 34 15 8 - -

tGSVD - - - 96,328 96,328

t 0,6993 0,2488 0,1460 0,2235 0,1513

tmin 0,5860 0,2020 0,1110 0,196 0,1250

tmax 2,8010 0,4090 0,2290 0,5810 0,2310

tstd 0,3108 0,0416 0,0323 0,0587 0,0247

ttotal 0,6993 0,2488 0,1460 96,552 96,479

Tabela 5.11: Resultados obtidos para o problema Phillips após
50 execuções com 0, 1% de rúıdo nos dados e usando a matriz L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 7,2314 7,2308 - 5,8324 3,4764

λmin 7,1733 7,1733 - 4,8187 0,4769

λmax 7,2713 7,2703 - 6,5816 5,2605

λstd 0,0222 0,0222 - 0,4515 1,2918

E 0,0200 0,0207 0,0217 0,0191 0,0297

Emin 0,0142 0,0143 0,0172 0,0133 0,0125

Emax 0,0259 0,0274 0,0309 0,0273 0,1341

Estd 0,0027 0,0032 0,0025 0,0033 0,0260

kmin 7 6 6 - -

kmax 9 10 8 - -

tGSVD - - - 111,5473 111,5473

t 0,1460 0,1721 0,1290 0,2200 0,1554

tmin 0,1090 0,0940 0,1070 0,1870 0,1250

tmax 0,2030 0,3120 0,2230 0,5780 0,2190

tstd 0,0186 0,0308 0,0235 0,0531 0,0166

ttotal 0,1460 0,1721 0,1290 111,7673 111,7027

Tabela 5.12: Resultados obtidos para o problema Phillips após
50 execuções com 1% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 6,4032e+4 0,0639e+4 - 0,0408e+4 0,0146e+4

λmin 6,3967e+4 0,0634e+4 - 0,0326e+4 0,0008e+4

λmax 6,4123e+4 0,0645e+4 - 0,0459e+4 0,0280e+4

λstd 33,3053 2,8791 - 32,9215 80,2945

E 0,4773 0,0253 0,0264 0,0244 0,0340

Emin 0,4771 0,0236 0,0156 0,0220 0,0146

Emax 0,4774 0,0269 0,0444 0,0277 0,1562

Estd 0,0001 0,0007 0,0043 0,001 0,0297

kmin 34 6 5 - -

kmax 34 10 7 - -

tGSVD - - - 96,328 96,328

t 0,6847 0,1616 0,1135 0,2280 0,1536

tmin 0,5980 0,1170 0,0930 0,2000 0,1380

tmax 1,1730 0,2800 0,1517 0,4580 0,2020

tstd 0,0778 0,0226 0,0132 0,0348 0,0102

ttotal 0,6847 0,1616 0,1135 96,556 96,482

Tabela 5.13: Resultados obtidos para o problema Phillips após
50 execuções com 1% de rúıdo nos dados e usando a matriz L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,8440e+1 1,8439e+1 - 1,1164e+1 5,6616

λmin 1,8245e+1 1,8245e+1 - 9,2087 0,4785

λmax 1,8590e+1 1,8589e+1 - 1,2680e+1 7,9574

λstd 0,0794 0,0794 - 0,7595 2,0103

E 0,0282 0,0292 0,0258 0,0246 0,0505

Emin 0,0231 0,0227 0,0209 0,0174 0,0154

Emax 0,0339 0,0345 0,0685 0,0335 0,3336

Estd 0,0025 0,0025 0,0088 0,0036 0,0682

kmin 7 6 6 - -

kmax 8 9 7 - -

tGSVD - - - 111,5473 111,5473

t 0,1369 0,1565 0,1202 0,2150 0,1447

tmin 0,1090 0,1090 0,1060 0,1870 0,1250

tmax 0,1880 0,2810 0,1640 0,5780 0,2030

tstd 0,0136 0,0269 0,0121 0,0544 0,0154

ttotal 0,1369 0,1565 0,1202 111,7623 111,692

Tabela 5.14: Resultados obtidos para o problema Phillips após
50 execuções com 2, 5% de rúıdo nos dados e usando a matriz L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 6,4363e+4 1,7638e+3 - 7,3682e+2 2,7554e+2

λmin 6,4204e+4 1,7349e+3 - 6,2374e+2 8,0841e+1

λmax 6,4583e+4 1,7931e+3 - 8,2355e+2 4,1633e+2

λstd 81,1269 0 11,8121 - 53,1354 122,5657

E 0,4776 0,0465 0,0284 0,0280 0,0556

Emin 0,4772 0,0405 0,0209 0,0241 0,0200

Emax 0,4779 0,0547 0,0645 0,0332 0,3949

Estd 0,0001 0,0028 0,0061 0,0021 0,0778

kmin 34 6 5 - -

kmax 34 14 6 - -

tGSVD - - - 96,328 96,328

t 0,6839 0,1543 0,1116 0,2309 0,1555

tmin 0,6020 0,1170 0,0930 0,2010 0,1360

tmax 1,1960 0,2520 0,1590 0,4810 0,2470

tstd 0,0800 0,0317 0,0136 0,0377 0,0151

ttotal 0,6839 0,1543 0,1116 96,559 96,484

Tabela 5.15: Resultados obtidos para o problema Phillips após
50 execuções com 2, 5% de rúıdo nos dados e usando a matriz L2.
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5.1.3 Deriv2

O problema Deriv2 envolve o operador segunda derivada. O
núcleo K desta equação integral de Fredholm de primeira espécie
é a função de Green para a segunda derivada

K(x, y) =

{
x(y − 1) , x < y

y(x− 1) , x ≥ y

e o intervalo de integração é [0, 1]. Neste problema dispomos de
três exemplos para a função g e a solução f . São eles:

Exemplo 1 g(x) = (x3−x)
6 e f(y) = y

Exemplo 2 g(x) = ex + (1− e)x− 1 e f(y) = ey

Exemplo 3

g(x) =





4x3 − 3x

24
, x < 0, 5

−4x3 + 12x2 − 9x+ 1

24
, x ≥ 0, 5

f(y) =

{
y, y < 0, 5

1− y, y ≥ 0, 5
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Figura 5.5: Deriv2 exemplo 2: Solução exata.
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Na Figura 5.5 temos a solução exata para o exemplo 2 e
na Figura 5.6 temos os coeficientes para a inspeção visual da
condição discreta de Picard.

Figura 5.6: Deriv2 exemplo 2: Avaliação da CDP para (A,L1)
e (A,L2). Coeficientes |uT

i b|/γi: ◦, Coeficientes de Fourier: ×,
Valores singulares: �.

As tabelas 5.16 a 5.21 trazem os resultados obtidos usando o
exemplo 2, com diferentes ńıveis de rúıdo e usando as matrizes
L1 e L2.

Para o exemplo 2 deste problema, o método PROJ-FP não
alcançou bons resultados. No entanto, os métodos GGKB-FP
e G-LSQR apresentaram erros médios menores que 1, 7% para
0, 1% de rúıdo, tanto para L1 quanto para L2.

Para L1 e 1% de rúıdo, G-LSQR apresentou o erro médio de
aproximadamente 3%, mantendo o ı́ndice para 2, 5% de rúıdo.
Com 2, 5% e L2, os erros médios para os métodos GGKB-FP,
G-LSQR, Curva L e GCV foram inferiores a 3, 6%, destacando
que o erro do método GGKB-FP foi de 1, 5%.

Novamente, os desvios padrão foram pequenos em todos os
casos. Quanto aos parâmetros de regularização obtidos para L2

foram muito maiores do que os parâmetros calculados para L1.
Os erros médios obtidos com L = L2 foram melhores do que com
L1 para todos os ńıveis de rúıdo, não ultrapassando 3% tanto
com GGKB-FP quanto com G-LSQR.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,1002 0,0128 - 0,0771 0,0256

λmin 0,0988 0,0125 - 0,0689 0,0048

λmax 0,1013 0,0130 - 0,0848 0,0383

λstd 0,0005 0,0001 - 0,0038 0,0077

E 0,0176 0,1831 0,0120 0,0156 0,0113

Emin 0,0161 0,1807 0,0100 0,0141 0,0076

Emax 0,0191 0,1855 0,0151 0,0170 0,0235

Estd 0,0006 0,0009 0,0012 0,0007 0,0025

kmin 7 11 6 - -

kmax 7 16 6 - -

tGSVD - - - 160,808 160,808

t 0,1307 0,2739 0,1074 0,2215 0,1534

tmin 0,1190 0,2030 0,1050 0,1880 0,1350

tmax 0,1990 0,4430 0,1300 0,6520 0,2460

tstd 0,0118 0,0305 0,0039 0,0631 0,0165

ttotal 0,1307 0,2739 0,1074 161,030 160,961

Tabela 5.16: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 0, 1% de rúıdo nos dados e L1

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,5517e+2 1,3245 - 7,6932e+1 1,1697e+1

λmin 1,4890e+2 1,1894 - 6,3914e+1 0,2950

λmax 1,6161e+2 1,5003 - 8,5331e+1 2,1370e+1

λstd 2,5309 0,0626 - 4,8195 5,5240

E 0,0089 0,2243 0,0021 0,0059 0,0034

Emin 0,0083 0,2213 0,0014 0,0056 0,0013

Emax 0,0098 0,2274 0,0040 0,0066 0,0196

Estd 0,0003 0,0012 0,0006 0,0002 0,0031

kmin 11 12 3 - -

kmax 13 13 3 - -

tGSVD - - - 178,9220 178,9220

t 0,2023 0,2253 0,0974 0,2241 0,1542

tmin 0,1740 0,1980 0,0800 0,1940 0,1370

tmax 0,2490 0,3990 0,1280 0,5700 0,2150

tstd 0,0133 0,0290 0,0085 0,0513 0,0111

ttotal 0,2023 0,2253 0,0974 179,1461 179,0762

Tabela 5.17: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 0, 1% de rúıdo nos dados e L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,2110 0,2145 - 0,9252 0,1452

λmin 1,1899 0,2068 - 0,8511 0,0113

λmax 1,2400 0,2188 - 1,0185 0,2492

λstd 0,0102 0,0025 - 0,0361 0,0539

E 0,0575 0,2936 0,0293 0,0515 0,0320

Emin 0,0550 0,2896 0,0263 0,0494 0,0179

Emax 0,0605 0,2968 0,0355 0,0539 0,1495

Estd 0,0012 0,0016 0,0022 0,0010 0,0225

kmin 8 9 3 - -

kmax 8 9 3 - -

tGSVD - - - 160,808 160,808

t 0,1457 0,1716 0,0674 0,2206 0,1538

tmin 0,1340 0,1520 0,0640 0,1910 0,1350

tmax 0,2260 0,3400 0,0970 0,5790 0,2170

tstd 0,0127 0,0258 0,0057 0,0528 0,0127

ttotal 0,1457 0,1716 0,0674 161,028 160,962

Tabela 5.18: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 1% de rúıdo nos dados e L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 2,6180e+2 4,6095e+1 - 1,3940e+2 6,8033e+1

λmin 2,5188e+2 4,2652e+1 - 9,3696e+2 0,2992

λmax 2,6529e+2 4,8742e+1 - 1,9107e+2 1,1577e+2

λstd 2,2603 1,5327 - 22,3822 38,1000

E 0,0142 0,3484 0,0134 0,0089 0,0162

Emin 0,0102 0,3459 0,0031 0,0050 0,0033

Emax 0,0198 0,3505 0,0293 0,0148 0,1310

Estd 0,0019 0,0009 0,0061 0,0022 0,0228

kmin 28 7 3 - -

kmax 29 7 3 - -

tGSVD - - - 178,9220 178,9220

t 0,6354 0,1368 0,0977 0,2285 0,1497

tmin 0,5260 0,1200 0,0800 0,1940 0,1260

tmax 2,5200 0,2490 0,1440 0,4640 0,2340

tstd 0,2753 0,0185 0,0102 0,0400 0,0180

ttotal 0,6354 0,1368 0,0977 179,1505 179,0717

Tabela 5.19: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 1% de rúıdo nos dados e L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,1002 0,0128 - 0,0771 0,0256

λmin 0,0988 0,0125 - 0,0689 0,0048

λmax 0,1013 0,0130 - 0,0848 0,0383

λstd 0,0005 0,0001 - 0,0038 0,0077

E 0,0176 0,1831 0,0123 0,0156 0,0113

Emin 0,0161 0,1807 0,0100 0,0141 0,0076

Emax 0,0191 0,1855 0,0151 0,0170 0,0235

Estd 0,0006 0,0009 0,0012 0,0007 0,0025

kmin 7 11 6 - -

kmax 7 16 6 - -

tGSVD - - - 160,808 160,808

t 0,1307 0,2739 0,1123 0,2215 0,1534

tmin 0,1190 0,2030 0,1040 0,1880 0,1350

tmax 0,1990 0,4430 0,1321 0,6520 0,2460

tstd 0,0118 0,0305 0,0175 0,0631 0,0165

ttotal 0,1307 0,2739 0,1123 161,030 160,961

Tabela 5.20: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 2, 5% de rúıdo nos dados e L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 2,5833e+2 4,2040e+2 - 1,8102e+2 1,1958e+2

λmin 2,1034e+2 3,9145e+2 - 1,1625e+2 0,2992

λmax 2,6787e+2 4,4083e+2 - 2,3460e+2 3,5755e+2

λstd 1,3473e+1 9,6815 - 2,8924e+1 7,4546e+1

E 0,0148 0,4680 0,0350 0,0121 0,0299

Emin 0,0070 0,4655 0,0116 0,0050 0,0050

Emax 0,0289 0,4704 0,1163 0,0273 0,3273

Estd 0,0044 0,0009 0,0187 0,0048 0,0496

kmin 28 6 3 - -

kmax 35 6 3 - -

tGSVD - - - 178,9220 178,9220

t 0,6062 0,1199 0,0808 0,2283 0,1553

tmin 0,5100 0,1060 0,0730 0,1990 0,1360

tmax 1,1380 0,2320 0,0960 0,4730 0,2000

tstd 0,0844 0,0184 0,0030 0,0382 0,0111

ttotal 0,6062 0,1199 0,0808 179,1503 1779,0773

Tabela 5.21: Resultados obtidos para o problema Deriv2 exemplo
2 após 50 execuções com 2, 5% de rúıdo nos dados e L2.
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A Figura 5.7 apresenta a solução exata para o exemplo 3 e na
Figura 5.8, os coeficientes para observação da condição discreta
de Picard. Note que, mesmo com os coeficientes de Fourier (×)
oscilando entre 10−20 e 10−5, eles estão sempre abaixo dos valores
singulares generalizados (·), tanto para L1 quanto para L2.
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Figura 5.7: Deriv2 exemplo 3: Solução exata.

Figura 5.8: Deriv2 exemplo 3: Avaliação da CDP para (A,L1)
(esquerda) e (A,L2) (direita). Coeficientes |uT

i b|/γi: ◦, Coefi-
cientes de Fourier: ×, Valores singulares: �.

As tabelas 5.22 a 5.27 trazem resultados análogos para o e-
xemplo 3 da rotina, também para L1 e L2. Note que o exemplo
3 apresenta um ponto sem derivada.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,0327 0,0304 - 0,0263 0,0097

λmin 0,0322 0,0301 - 0,0236 0,0026

λmax 0,0329 0,0305 - 0,0281 0,0156

λstd 0,0001 0,0001 - 0,0008 0,0028

E 0,0333 0,0119 0,0256 0,0300 0,0233

Emin 0,0296 0,0092 0,0205 0,0264 0,0160

Emax 0,0371 0,0147 0,0327 0,0331 0,0516

Estd 0,0015 0,0012 0,0030 0,0017 0,0060

kmin 7 8 6 - -

kmax 10 13 8 - -

tGSVD - - - 143,279 143,279

t 0,1591 0,2065 0,1247 0,2263 0,1468

tmin 0,1250 0,1560 0,1070 0,2030 0,1400

tmax 0,2340 0,4060 0,1440 0,5630 0,2180

tstd 0,0156 0,0423 0,0081 0,0494 0,0125

ttotal 0,1591 0,2065 0,1247 143,5053 143,4258

Tabela 5.22: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 0, 1% de rúıdo nos dados e L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 6,9337 6,8757 - 5,1398 0,5080

λmin 6,7942 6,7287 - 4,0908 0,0400

λmax 7,0482 6,9981 - 5,6145 0,8813

λstd 0,0644 0,0697 - 0,3135 0,2075

E 0,0236 0,0230 0,0215 0,0208 0,0148

Emin 0,0223 0,0223 0,0145 0,0193 0,0095

Emax 0,0246 0,0236 0,0241 0,0222 0,0693

Estd 0,0004 0,0003 0,0014 0,0006 0,0088

kmin 7 8 4 - -

kmax 8 9 5 - -

tGSVD - - - 136,8340 136,8340

t 0,1337 0,1804 0,0850 0,2283 0,1534

tmin 0,1250 0,1560 0,0780 0,2030 0,1400

tmax 0,2030 0,3900 0,1260 0,6250 0,2500

tstd 0,0155 0,0351 0,0095 0,0578 0,0214

ttotal 0,1337 0,1804 0,0850 137,0623 136,9874

Tabela 5.23: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 0, 1% de rúıdo nos dados e L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,3756 0,3160 - 0,2362 0,0561

λmin 0,3665 0,3134 - 0,2114 0,0119

λmax 0,3814 0,3176 - 0,2649 0,0939

λstd 0,0029 0,0009 - 0,0107 0,0158

E 0,1029 0,0359 0,08013 0,0869 0,0579

Emin 0,0968 0,0315 0,0683 0,0797 0,0239

Emax 0,1088 0,0421 0,0904 0,0938 0,1780

Estd 0,0029 0,0026 0,0049 0,0034 0,0234

kmin 8 6 3 - -

kmax 9 8 4 - -

tGSVD - - - 143,2790 143,2790

t 0,1428 0,1541 0,0769 0,2260 0,1484

tmin 0,1250 0,1250 0,0640 0,2030 0,1250

tmax 0,2030 0,3280 0,1160 0,5630 0,2180

tstd 0,0130 0,0286 0,0129 0,0499 0,0144

ttotal 0,0130 0,0286 0,0769 143,5050 143,4274

Tabela 5.24: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 1% de rúıdo nos dados e L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 9,6040e+1 1,0040e+2 - 7,2075e+2 4,9302

λmin 9,3390e+1 9,8357e+1 - 6,62912e+1 0,2949

λmax 9,7784e+1 1,0179e+1 - 7,6227e+1 9,4140

λstd 1,1004 0,8633 - 2,3750 2,4817

E 0,0734 0,0618 0,0411 0,0713 0,0432

Emin 0,0712 0,0581 0,0341 0,0682 0,0213

Emax 0,0764 0,0643 0,0533 0,0755 0,2296

Estd 0,0013 0,0012 0,0049 0,0017 0,0350

kmin 8 6 3 - -

kmax 9 6 3 - -

tGSVD - - - 136,8340 136,834s

t 0,1557 0,1443 0,0667 0,2297 0,1509

tmin 0,1400 0,1250 0,0640 0,2180 0,1400

tmax 0,2190 0,3130 0,0890 0,5780 0,2180

tstd 0,0138 0,0306 0,0042 0,0517 0,0151

ttotal 0,1557 0,1443 0,0667 137,0637 136,9849

Tabela 5.25: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 1% de rúıdo nos dados e L2.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,7790 0,8146 - 0,3580 0,1222

λmin 0,7675 0,8074 - 0,2901 0,0117

λmax 0,7863 0,8183 - 0,4237 0,2047

λstd 0,0039 0,0023 - 0,0315 0,0486

E 0,1543 0,0566 0,0950 0,1023 0,0919

Emin 0,1403 0,0492 0,0741 0,0910 0,0401

Emax 0,1658 0,0631 0,1124 0,1166 0,4400

Estd 0,0055 0,0031 0,0094 0,0059 0,0615

kmin 28 6 3 - -

kmax 28 7 3 - -

tGSVD - - - 143,2790 143,2790

t 0,5585 0,1328 0,0824 0,2191 0,1406

tmin 0,5000 0,1100 0,0720 0,1870 0,1250

tmax 1,2660 0,2650 0,1120 0,4680 0,2040

tstd 0,1090 0,0209 0,0066 0,0385 0,0135

ttotal 0,5585 0,1328 0,0824 143,4981 143,4196

Tabela 5.26: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 2, 5% de rúıdo nos dados e L1.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 1,9263e+2 2,8655e+2 - 9,7969e+1 1,2514e+1

λmin 1,8992e+2 2,8207e+2 - 7,8841e+1 0,2959

λmax 1,9419e+2 2,9224e+2 - 1,1014e+2 3,2865e+1

λstd 0,9471 2,2377 - 7,5605 7,1262

E 0,0913 0,1027 0,0512 0,0748 0,0759

Emin 0,0808 0,1004 0,0341 0,0705 0,0307

Emax 0,0996 0,1043 0,0867 0,0844 0,5730

Estd 0,0041 0,0008 0,0123 0,0034 0,0884

kmin 28 6 3 - -

kmax 28 6 3 - -

tGSVD - - - 136,8340 136,8340

t 0,5433 0,1322 0,0810 0,2189 0,1491

tmin 0,4930 0,1230 0,0700 0,2030 0,1310

tmax 1,0790 0,2580 0,1110 0,4560 0,2390

tstd 0,0916 0,0228 0,0062 0,0377 0,0282

ttotal 0,5433 0,1322 0,0810 137,0529 136,9831

Tabela 5.27: Resultados obtidos para o problema Deriv2 exem-
plo3 após 50 execuções com 2, 5% de rúıdo nos dados e L2.
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No exemplo 3 do problema Deriv, para rúıdo de 0, 1% nos
dados, todos os métodos tiveram desempenhos semelhantes, com
erros médios de 3%, tanto para L1 quanto para L2. Note que os
parâmetros obtidos quando usamos L1 são relativamente menores
do que os parâmetros calculados com L2, mas isso não influenciou
na qualidade das soluções.

Os desvios padrão, para este e os outros ńıveis de rúıdo,
seguem pequenos, como nos problemas anteriores. Também, os
tempos de execução foram todos menores do que 1 segundo e a
dimensão dos subespaços pequena, com destaque para o método
G-LSQR que obteve bons resultados em todos os casos e não
utilizou mais do que 0, 8% da dimensão original do problema.

Com rúıdos de 1% e 2, 5% para L1, o método GGKB-FP a-
presentou erros mais significativos que os demais. No entanto,
PROJ-FP e G-LSQR nestes casos mostraram-se melhores ou
equivalentes aos métodos da Curva L e GCV, com vantagem para
o tempo de execução, já que eles não necessitam do cálculo da
GSVD de (A,L1). O mesmo ocorre para o caso L = L2.

Destacamos, por fim, o método PROJ-FP que obteve os me-
lhores resultados com L1 e G-LSQR que alcançou mais sucesso
com L2

5.2 Tratamento de Imagens

Nesta seção apresentaremos problemas onde a solução desejada
é uma imagem. Na prática, imagens digitais são obtidas através
de algum dispositivo eletrônico tais como câmeras ou sensores,
e são compostas por elementos chamados pixels. Em uma ima-
gem em ńıveis de cinza, cada pixel assume um valor entre 0 e
255, que determina a intensidade de cinza apresentada naquele
pixel. Imagens pequenas têm cerca de 2562 pixels, mas outras
podem chegar facilmente a 5 ou 10 milhões de pixels. No caso
de uma imagem colorida, pode-se convertê-la em ńıveis de cinza
sem grande dificuldade. Maiores detalhes podem ser obtidos em
literaturas especializadas.

Os problemas aqui apresentados são o de super resolução e o
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de reconstrução de imagens, ambos bastante comuns em proble-
mas reais. Resolver tais problemas significa obter uma imagem
de melhor qualidade – mais ńıtida, com mais detalhes, etc. –
a partir de uma ou de um conjunto de imagens de qualidade
inferior, seja pela interferência de algum fator externo ou pelas
restrições dos sensores que as captaram.

Super Resolução de Imagens

Na super resolução desejamos melhorar a resolução de ima-
gens capturadas através de algum dispositivo de aquisição. No
exemplo apresentado, imagem Tree, desejamos obter uma ima-
gem com mais pixels (HR - high resolution), que fornece mais
informações, a partir de uma sequência de imagens com menos
pixels (LR - low resolution) e com rúıdo.

Neste tipo de problema, assume-se que as imagens LH são
altamente correlacionadas, no sentido que pequenas diferenças
de informação presente em cada imagem capturada proporciona
uma nova informação que permite a recuperação de detalhes da
imagem HR.

Imagem HR

Imagem 1 LH Imagem 2 LH

Figura 5.9: Imagem em alta resolução e duas em baixa resolução.

A Figura 5.9 mostra uma imagem original HR e duas ima-
gens em resolução mais baixa. A imagem HR tem 18× 24 pixels
enquanto as imagens em baixa resolução têm 9× 12 pixels cada.
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Para descrever o problema abordado aqui, seja f uma ima-
gem HR de tamanho M = M1 ×M2 cuja representação usando
a operação vec descrita na definição 3.10 é f = [f1, . . . , fM ]T ,
sendo M o número de pixels, e seja gk = [gk,1,gk,2, . . . ,gk,N ]T ,
k = 1, 2, . . . , p a k-ésima imagem LR de tamanho N = N1 ×N2,
com M = N1 × L1, M2 = N2 × L2, sendo L1 e L2 os fatores
de subamostragem nas direções horizontal e vertical, respectiva-
mente, do modelo que relaciona imagens HR e LR. Se assumimos
que o processo de aquisição das imagens gk envolve embaçamento
(blurring), movimento, subamostragem e rúıdo aditivo, um mo-
delo linear, que relaciona a imagem HR f com as imagens LR
gk, pode ser escrito como

gk = Akf + εk (5.6)

com Ak ∈ R
N×M e εk denotando um vetor de rúıdos [43]. O

problema de super resolução consiste na determinação de estima-
tivas da imagem f a partir da sequência de images gk. Devido
ao fato dos sistemas em (5.6) serem subdeterminados, podemos
encontrar infinitas soluções f e assim o problema de super reso-
lução é mal posto. Para contornar esta dificuldade, dentre vários
métodos dispońıveis na literatura, um deles é o método de re-
gularização de Tikhonov, que neste contexto pode ser formulado
como

f̂λ = argmin
f

= ‖g −Af‖22 + λ2 ‖Lf‖22 (5.7)

sendo

g =
[
gT

1 . . . gT
p

]T
, A =

[
AT

1 . . . AT
p

]T ∈ R
pN×M (5.8)

e L uma versão discreta de algum operador diferencial nas direções
horizontal e vertical, respectivamente. E uma vez mais o desafio
é determinar um parâmetro de regularização apropriado.

5.2.1 Imagem Tree

A imagem exata é uma paisagem com uma árvore, como mostrado
na Figura 5.10. A imagem tem tamanho 96 × 96 pixels e o ob-
jetivo é recuperar a imagem original, representado por xexato,
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a partir de uma sequência de cinco imagens em resolução mais
baixa, no caso, 48× 48 pixels.
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Figura 5.10: Imagem Tree exata e em alta resolução.

A informação das imagens em baixa resolução está contida
no vetor b que apresenta 5 × 482 = 11520 coordenadas. Para
os testes consideramos o lado direito b com um ńıvel de rúıdo
(NL) determinado pelo usuário, conforme mostrado no ińıcio do
caṕıtulo.

A Figura 5.11 traz quatro das cinco imagens em baixa reso-
lução que compõem o vetor b. De acordo com a discussão apre-
sentada anteriormente para super-resolução de imagens, temos
M1 = M2 = 96, M = 9216, N1 = N2 = 48, N = 2304, p = 5.
Sendo assim, como a imagens que desejamos recuperar tem 9216
pixels, a matriz A do sistema tem dimensão 11520 × 9216.

Como matriz L usamos a matriz

Lkron =

[
IN ⊗ L1

L1 ⊗ IN

]
∈ IR18240×9216 (5.9)

com L1 como definido em (5.1) para N = 96. Como Lkron tem
mais linhas do que colunas tomamos sua decomposição QR como
Lkron = QRkron em que Rkron ∈ IR9215×9216 e, na prática, usamos
Rkron como matriz regularizante pois

‖Lkronx‖2 = ‖QRkronx‖2 = ‖Rkronx‖2.
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A matriz Lkron aplica regularização na horizontal e na vertical
da imagem. Podemos pensar que cada pixel assume uma posição
(i, j) na imagem I com m × n pixels e assume um valor entre
0 e 255. Assim, podemos pensar na imagem I como sendo uma
função de duas variáveis. Seja pi,j o valor que o pixel da posição
(i, j) assume. O que a matriz Lkron faz é, para cada j0 fixo aplicar
a matriz L1 no vetor J0 da forma

J0 = [p1,j0 p2,j0 . . . pm,j0 ]

e para cada i0 fixo aplicar a matriz L1 no vetor I0 da forma

IT
0 = [pi0,1 pi0,2 . . . pi0,n] .

Imagem LH 1 Imagem LH 2

Imagem LH 3 Imagem LH 4

Figura 5.11: Sequências de imagens em baixa resolução, com
2304 pixels cada.
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A seguir apresentamos os resultados obtidos pelos métodos
apresentados no caṕıtulo 3. Como para este problema, devido
às dimensões, o cálculo da GSVD torna-se inviável, não foram
apresentados outros métodos para comparação com GGKB-FP,
PROJ-FP e G-LSQR. Também não foi posśıvel, assim, verificar
a condição discreta de Picard. No entanto, como os resultados
podem ser visualizados na forma de imagens, isso permite que o
leitor avalie o desempenho dos métodos.

Os métodos foram avaliados com rúıdo nos dados de 0, 1%, 1%
e 2, 5%, sendo os resulaltados apresentados nas tabelas 5.28, 5.29
e 5.30, respectivamente. Como parâmetros iniciais utilizamos
dimensão inicial p = 13, ε1 = ε2 = 10−4 para os métodos GGKB-
FP e PROJ-FP, e ε = 10−3 para G-LSQR.

GGKB-FP PROJ-FP G-LSQR

λ 0,0098 0,0026 -

λmin 0,0097 0,0025 -

λmax 0,0098 0,0026 -

λstd 1,8720e-5 2,480e-5 -

E 0,0391 0,0317 0,0390

Emin 0,0391 0,0303 0,0390

Emax 0,0392 0,0328 0,0391

Estd 2,1900e-5 0,5181e-3 0,0222e-3

kmin 117 172 117

kmax 117 189 117

t 20,1165 40,9726 25,9022

tmin 19,8150 37,6810 25,5200

tmax 20,7530 47,8400 27,7150

tstd 0,2400 2,6353 0,3659

Tabela 5.28: Resultados obtidos para o problema Tree após 50
execuções com 0, 1% de rúıdo nos dados e usando a matriz Lkron.

De acordo com a Tabela 5.28, os erros médios obtidos pelos
três métodos ficaram em torno de 3%, mantendo desvios padrão
bastante pequenos, o que significa que o erro ficou próximo da
média na maior parte das execuções. Isso pode também ser con-
firmado quando observamos os erros mı́nimos e máximos para
GGKB-FP, PROJ-FP e G-LSQR, que também ficaram na faixa
de 3%.
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Note que os parâmetros encontrados foram pequenos, se com-
parado aos parâmetros para os problemas testes apresentados
anteriormente. Este fato pode também ser observado para os
resultados com 1% e 2, 5% de rúıdo.

As dimensões dos subespaços projetados variaram de 117
a 189 para os métodos, equivalente a pouco mais de 2% da
dimensão do problema original. Uma das caracteŕısticas dos
métodos de projeção é que quanto menor o erro nos dados, maior
o número de iterações os métodos vão realizar. Com menos in-
fluência do rúıdo, pode-se executar mais iterações sem que se
perca a qualidade na solução calculada.

A Figura 5.12 traz as imagens obtidas pelos métodos quando
elevamos o rúıdo para 1% no vetor b. Como no caso para 0, 1%,
os métodos foram executados 50 vezes com diferentes vetores e e
os resultados são apresentados na Tabela 5.29. A imagem exibida
foi escolhida como sendo a solução com menor erro relativo, mas
conforme indica a tabela, os erros nas 50 execuções foram muito
próximos, para todos os métodos.

GGKB-FP PROJ-FP G-LSQR

λ 0,0365 0,0301 -

λmin 0,0360 0,0295 -

λmax 0,0374 0,0306 -

λstd 0,0003 0,0002 -

E 0,0461 0,0531 0,0478

Emin 0,0455 0,0519 0,0474

Emax 0,0469 0,0548 0,0484

Estd 0,0003 0,0005 0,0002

kmin 100 39 89

kmax 105 43 91

t 17,7297 3,1046 19,3656

tmin 16,4840 2,7650 18,0460

tmax 19,6720 3,8160 21,3370

tstd 0,5575 0,1645 0,6844

Tabela 5.29: Resultados obtidos para o problema Tree após 50
execuções com 1% de rúıdo nos dados e usando a matriz Lkron.

Note que os erros relativos médios ficaram em torno de 4%,
novamente com desvios padrão pequenos; e as imagens obtidas
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Imagem original HR GGKB−FP

PROJ−FP G−LSQR

Figura 5.12: Soluções obtidas para o problema Tree com 1% de
rúıdo.

ficaram bastante próximas à imagem original, mantendo o bom
desempenho como no caso para 0, 1% de rúıdo.

Para o método G-LSQR, vimos que o critério de parada é
determinado tomando o mı́nimo da função Ψ como em (4.27).
Também, o critério de parada é estabelecido de modo que o
método não ande desnecessariamente. Na Figura 5.13 exibimos
a função Ψ para o problema, obtida de uma das 50 execuções.

Quando o rúıdo no lado direito é de 2, 5%, ambos os métodos
novamente mostraram um desempenho bastante satisfatório. Os
parâmetros de regularização, mesmo com o aumento do rúıdo,
mantiveram-se pequenos. Os dados completos para este ńıvel de
rúıdo podem ser verificados na Tabela 5.30
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Figura 5.13: Função Ψ para o problema Tree com 1% de rúıdo.

GGKB-FP PROJ-FP G-LSQR

λ 0,0933 0,0823 0

λmin 0,0917 0,0809 0

λmax 0,0945 0,0835 0

λstd 0,0006 0,0005 0

E 0,0596 0,0709 0,0680

Emin 0,0588 0,0697 0,0607

Emax 0,0605 0,0723 0,2278

Estd 0,0004 0,0006 0,0329

kmin 97 24 9

kmax 98 24 68

t 15,9506 1,4577 13,0937

tmin 15,0940 1,3910 12,3280

tmax 21,3590 2,5940 16,4060

tstd 1,0275 0,1697 0,6417

Tabela 5.30: Resultados obtidos para o problema Tree após 50
execuções com 2, 5% de rúıdo nos dados e usando a matriz Lkron.

Reconstrução de Imagens

O objetivo é obter uma imagem de melhor qualidade a partir
de uma imagem que sofreu algum tipo de distorção (movimento,
fora de foco, etc.). O problema Rice, apresentado a seguir, é
exemplo de problemas desta natureza.
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Consideremos um problema discreto mal posto proveniente
da discretização de uma equação integral de primeria espécie em
duas dimensões dada por

∫ 1

0

∫ 1

0
K(s, t;x, y)f(x, y)dxdy = g(s, t), 0 ≤ s, t ≤ 1. (5.10)

Na área de reconstrução de imagens, a funçãoK é chamada de
point spread function (PSF), f é uma imagem cont́ınua (a “ima-
gem exata”), e g é a imagem embaçada (blurred image) cont́ınua.
A determinação de estimativas de f a partir de uma imagem
embaçada e contaminada por rúıdos g = g̃+ e, é conhecida como
o problema de deblurring, que aqui chamamos de problema de
reconstrução [32, 56].

Na prática, trabalha-se com imagens digitais que, informal-
mente falando, provém de amostragens de imagens cont́ınuas e
são, portanto, armazenadas em matrizes. Assim, se o problema
(5.10) é discretizado usando alguma regra de quadratura, obtém-
se um sistema de equações lineares

Af = g com f = vec(F ) e g = vec(G), (5.11)

sendo F eG as matrizes que contém as amostras de f e g respecti-
vamente. Quando a PSF é do tipoK(s, t;x, y) = K1(s, x)K2(t, y)
(conhecido como o caso em que a PSF é separável), o problema
discretizado torna-se

A1FA
T
2 = G, (5.12)

com A1 ∈ R
p×m, F ∈ R

m×n , A2 ∈ R
r×n e G ∈ R

p×r. Usando em
(5.12) a propriedade do produto de Kronecker dada em (3.63)

vec(A1FA
T
2 ) = (A2 ⊗A1)vec(F ), (5.13)

conclui-se que a matriz do sistema de equações lineares (5.11) é
da forma

A = A2 ⊗A1. (5.14)

Existem diversos fatores que podem fazer com que a imagem
fique embaçada. O efeito blur pode ser, entre outros, devido à
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Imagem Exata Imagem Borrada

Figura 5.14: Imagem exata e imagem em que foi aplicado o efeito
blur.

limitação em se representar as cores num sistema computacional
ou devido a uma má qualidade das lentes que podem desfocar
a imagem. A Figura 5.14 exibe uma imagem que sofreu um
embaçamento.

Em alguns casos, a PSF pode ser obtida explicitamente por
uma expressão matemática. Por exemplo, os elementos da PSF
P , pij, para o out-of-focus blur (imagem fora de foco) são definidos
por

pij =

{
1

πr2 , se(i− k)2 + (j − l)2 ≤ r2
0, caso contrário

(5.15)

em que (k, l) é o centro da PSF P e r o raio do embaçamento. A
PSF para um embaçamento causado por turbulência atmosférica
pode ser descrita como uma função Gaussiana bidimensional [32]
e os elementos da PSF são dados por

pij = exp

(
−1

2

[
i− k
j − l

]T [
s21 ρ2

ρ2 s22

]−1 [
i− k
j − l

])
, (5.16)

em que os parâmetros s1, s2 e ρ determinam a largura e a ori-
entação da PSF, que é centrada no elemento (k, l). Diferentes
PSFs produzem diferentes matrizes e efeitos na imagem original.
Para outras PSFs, ver [29].
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Em [24] é disponibilizada a rotina blur que gera uma matriz
A que modela o embaçamento de uma imagem N ×N , causado
por turbulência atmosférica.

A PSF usada pela rotina é descrita pela função Gaussiana

h(x, y) =
1

2πσ2
e−

x2+y2

2σ2

em que o parâmetro σ controla a largura da PSF e, então, o ńıvel
de suavidade (quanto maior o valor de σ, mais espalhada será a
função e mais mal posto o problema).

A matriz A ∈ IRN2×N2
é simétrica e Toeplitz e pode ser

escrita como
A = (2πσ2)−1T ⊗ T, (5.17)

onde T ∈ IRN×N é uma matriz simétrica, banda e de Toeplitz,
cuja primeira linha é

z = [1 e−
1

2σ2 e−
4

2σ2 e−
9

2σ2 . . . e−
(band−1)

2σ2 0 . . . 0] ∈ IRN

em que o parâmetro band é a metade da largura de banda da
matriz T . Os parâmetros padrão são band= 3 e σ = 0, 7.

A rotina também fornece os vetores x e b, em que o vetor
x contém os dados da imagem exata enquanto b mantém os da-
dos da imagem embaçada, isto é, b = Ax; ambos na forma de
um vetor de IRN2

, obtido pela operação vec. Para visualizar as
imagens, basta usar os comandos

imshow(reshape(x,N,N))

imshow(reshape(b,N,N))

5.2.2 Imagem Rice

Neste problema a imagem exata é a imagem de grãos de arroz
sobre uma superf́ıcie plana como mostrado na Figura 5.15. A
imagem tem tamanho 64× 64 pixels e nosso objetivo é recuperar
a imagem original, representada por xexato, a partir de uma ima-
gem embaçada pelo sistema óptico usado para gravá-la. Em ou-
tras palavras, temos um problema de reconstrução de imagem. A
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imagem exata rice.png está contida na toolbox Image Processing
do MATLAB. A matriz A utilizada é a gerada pelo rotina blur para
N = 64, band= 16 e σ = 2, o que nos fornece c = (8π)−1. Neste
caso, o número de condição da matriz A é 2 · 1016.

10 20 30 40 50 60

10

20

30

40

50

60

Figura 5.15: Imagem rice.png da toolbox Image Processing

A imagem embaçada sem rúıdo, denotada por bexato, é calcu-
lada como bexato = Axexato. A imagem embaçada e com rúıdo,
representada por b é obtida como descrito no ińıcio do caṕıtulo,
sendo que o ńıvel de rúıdo (NL) é determinado pelo usuário.

Como matriz L usamos novamente a matriz

Lkron =

[
IN ⊗ L1

L1 ⊗ IN

]
∈ IR8064×4096

com L1 como definido na equação (5.1) para N = 64. Também,
como para a imagem Tree, tomamos a fatoração QR de Lkron com
Rkron ∈ IR4095×4096 e usamos Rkron como matriz regularizante.

No caṕıtulo 3, mostramos que os método aqui propostos uti-
lizam a matriz do sistema (A ou A = AL†

A) apenas para produ-
tos matriz-vetor envolvendo a matriz e sua transposta. Note que
A ∈ IRN2×N2

é um produto de Kronecker de matrizes de ordem
N × N , como descrito na equação (5.17). Assim, ao invés de
montarmos a matriz A e em seguida usá-la para efetuar z = Ax

ou z = AT x, utilizamos somente a matriz T ∈ IRN×N .

Para efetuar produtos da forma y = c (A1 ⊗A2) x, com c
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Entrada: A1, A2, x e c.
Sáıda: Vetor y = c (A1 ⊗A2)x

1. Determina dimensão das matrizes A1 e A2

como m1 × n1 e m2 × n2, respectivamente.
2. Para i de 1 até m1 faça

Y = zeros(m2, 1);
2.1. Para j de 1 até n1 faça

Se A1(i, j) = 0 faça
a = zeros(m2, 1);
Senão faça
a = A1(i, j) ∗ (A2 ∗ (x(n2 ∗ (j − 1) + 1 : n2 ∗ j)))
Fim Se

Y = Y + a;
Fim Para

y(m2 ∗ (i− 1) + 1 : m2 ∗ i, 1) = Y ;
Fim Para

3. y = c ∗ y;

Tabela 5.31: Algoritmo mkron

constante, inclusive o produto T ⊗ T descrito anteriormente, us-
amos a rotina mkron, mostrada na tabela 5.31.

Para executar os métodos propostos na caṕıtulo 3, são ne-
cessários vários produtos envolvendo a matriz dos coeficientes
A, devido ao processo de Bidiagonalização de Golub-Kahan. A
estratégia de utilizar a matriz T para este problema, trouxe uma
redução de mais de 70% no tempo gasto para executar os métodos
GGKB-FP e PROJ-FP.

Como parâmetros iniciais utilizamos dimensão inicial p = 7,
ε1 = ε2 = 10−4 para os métodos GGKB-FP e PROJ-FP e ε =
10−2 para G-LSQR. Também, como t́ınhamos dispońıvel a de-
composição GSVD de (A,L), foi posśıvel calcular soluções pelos
métodos da Curva L e GCV. Mas ressaltamos que aos tempos de
execução apresentados para estes métodos, deve ser acrescentado
o tempo destinado ao cálculo da GSVD.

Na Figura 5.16 temos as imagens obtidas pelos seis métodos
com 1% de rúıdo no lado direito b. A imagem plotada é a solução
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Figura 5.16: Imagens estimadas com 1% de rúıdo nos dados e a
matriz Lkron.

que apresentou o menor erro relativo de 50 execuções. E na
Figura 5.17 exibimos a função Ψ para o problema, obtida de
uma das 50 execuções.

As Tabelas 5.32, 5.33 e 5.34 trazem os resultados obtidos após
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Figura 5.17: Função Ψ para o problema Rice com 1% de rúıdo.

50 execuções para os métodos GGKB-FP, PROJ-FP, G-LSQR,
Curva L e GCV com diferentes ńıveis de rúıdo de 0, 1%, 1% e
2, 5%, respectivamente.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,0730 0,0072 - 0,0064 0,0055

λmin 0,0727 0,0071 - 0,0063 0,0048

λmax 0,0731 0,0073 - 0,0066 0,0061

λstd 0,0001 0,0001 - 0,0001 0,0002

E 0,0733 0,0654 0,0848 0,0641 0,0641

Emin 0,0717 0,0649 0,0812 0,0637 0,0637

Emax 0,0740 0,0657 0,0876 0,0645 0,0647

Estd 0,0007 0,0002 0,0011 0,0002 0,0002

kmin 80 80 36 - -

kmax 92 92 51 - -

t 7,9387 7,4499 9,8337 13,0226 1,7151

tmin 7,5160 6,8440 8,2360 12,8910 1,5940

tmax 9,1410 8,5940 12,0570 13,4070 1,9380

tstd 0,3895 0,4096 1,5805 0,0938 0,0829

Tabela 5.32: Resultados obtidos para o problema Rice após 50
execuções com 0, 1% de rúıdo nos dados e usando a matriz Lkron.
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GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,1108 0,0816 - 0,0787 0,0382

λmin 0,1088 0,0807 - 0,0765 0,0331

λmax 0,1121 0,0830 - 0,0814 0,0441

λstd 0,0007 0,0005 - 0,0011 0,0022

E 0,0826 0,0822 0,0931 0,0801 0,0775

Emin 0,0821 0,0807 0,0871 0,0796 0,0760

Emax 0,0833 0,0831 0,0933 0,0810 0,0788

Estd 0,0003 0,0005 0,0022 0,0003 0,0007

kmin 61 27 15 - -

kmax 63 32 33 - -

t 6,2532 2,1279 6,0552 14,4147 1,8517

tmin 5,5780 1,7030 3,3700 12,8750 1,6250

tmax 10,8130 4,2970 7,5280 25,7440 2,4310

tstd 0,8716 0,4625 0,6918 2,8422 0,1711

Tabela 5.33: Resultados obtidos para o problema Rice após 50
execuções com 1% de rúıdo nos dados e usando a matriz Lkron.

GGKB-FP PROJ-FP G-LSQR CURVA L GCV

λ 0,2236 0,2129 - 0,2035 0,0939

λmin 0,2205 0,2100 - 0,1972 0,0833

λmax 0,2266 0,2164 - 0,2100 0,1065

λstd 0,0016 0,0015 - 0,0030 0,0060

E 0,0947 0,0960 0,1066 0,0909 0,0872

Emin 0,0940 0,0943 0,0995 0,0902 0,0853

Emax 0,0954 0,0981 0,1072 0,0919 0,0891

Estd 0,0003 0,0008 0,0025 0,0004 0,0008

kmin 40 15 15 - -

kmax 41 18 16 - -

t 4,4100 1,3340 3,4466 13,9853 1,8613

tmin 3,6090 0,8910 3,3610 12,8750 1,6250

tmax 7,5460 2,4690 3,9620 26,0630 2,5320

tstd 7,5460 2,4690 0,1154 26,0630 2,5320

Tabela 5.34: Resultados obtidos para o problema Rice após 50
execuções com 2, 5% de rúıdo nos dados e usando a matriz Lkron.
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Considerações Finais

Nosso objetivo, trabalhando com regularização na forma geral,
foi evidenciar a importância da escolha da matriz L e mostrar
métodos que possam atender ao caso em que ela é diferente da
identidade. Finalizamos este trabalho ressaltando novamente que
a escolha da matriz L não é uma tarefa fácil. Escolher uma matriz
que consiga incorporar ao problema o máximo de informações
sobre a solução exata é um problema tão complexo quanto obter
uma solução que atenda as exigências do problema original.

Entendemos que problemas de grande porte podem chegar
facilmente a milhões de variáveis, mas lembramos que as di-
mensões usadas aqui vão ao encontro das limitações das máquinas
utilizadas (computadores). Os exemplos apresentados no caṕıtulo
ilustram a possibilidade de utilizar as idéias desenvolvidas em
cada um dos três métodos do caṕıtulo 4 para resolver problemas
com um número muito maior de variáveis.

O estudo detalhado de projeções obĺıquas e pseudo-inversa
obĺıqua foi importante para a compreensão da transformação da
forma geral para a forma padrão. Por meio dele, pudemos en-
tendemos melhor as ferramentas utilizadas e, consequentemente,
desenvolver a teoria subjacente de forma consistente.

Os novos métodos obtiveram resultados próximos aos dos
métodos já consolidados como Curva L e GCV, destacando que
as três propostas não necessitam do cálculo da GSVD das ma-
trizes (A,L). Essa não dependência permite abordar problemas
com um grande número de variáveis, também pelo fato de que a
dimensão dos subespaços projetados é consideravelmente menor
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que a dimensão original do problema.
Como limitação dos métodos GGKB-FP e G-LSQR desta-

camos o fato de trabalharem apenas com o caso em que L tem
menos linhas do que colunas. Estratégias para contornar esta
caracteŕıstica foram também estudadas durante o peŕıodo de re-
alização deste trabalho, no entanto, o tempo de computação para
estes casos ultrapassou o que entendemos por aceitável.

Planos futuros estabelecem-se com intuito de:

1. Implementar GGKB-FP e G-LSQR eficientemente para o
caso em que L tem mais linhas do que colunas.

2. Conhecer melhor a influência da matriz L na solução do
problema e assim, poder escolher uma matriz que produza
melhores soluções.



Apêndice A

SVD e GSVD: história e
propriedades

A.1 A Decomposição em Valores Singulares

A decomposição em valores singulares — também denominada
SVD, do inglês, Singular Value Decomposition — consiste na fa-
toração de uma matriz A (m× n) como o produto UΣV T , onde
U e V são matrizes ortogonais de ordem m×m e n×n, respecti-
vamente; e Σ é uma matriz da forma Σ = diag(σ1, σ2, . . . , σp) ∈
IRm×n em que p = min{m,n}. Tal fatoração foi introduzida por
Eugenio Beltrami em 1873 e independentemente por Camile Jor-
dan, no ano seguinte. Outros matemáticos como J. J. Sylvester,
E. Schmidt, L. Autonne e H. Weyl também contribuiram para o
desenvolvimento da teoria.

A SVD tornou-se largamente conhecida na Matemática na
década de 60, quando G. H. Golub e outros matemáticos mos-
traram que poderia ser calculada eficazmente e usada como base
para muitos algoritmos estáveis. Informações sobre o desenvolvi-
mento histórico da decomposição em valores singulares podem
ser encontradas em [52].

Quanto às suas aplicações, a SVD é largamente conhecida nas
áreas de compressão de imagens e ainda possui diversas aplicações
teóricas.
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Formalmente, podemos enunciar a SVD de uma matriz real
como no Caṕıtulo 1:

Teorema A.1. Para cada A ∈ IRm×n, existem matrizes ortogo-
nais U = [u1, . . . ,um] ∈ IRm×m e V = [v1, . . . ,vn] ∈ IRn×n tais
que

UTAV = diag(σ1, σ2, . . . , σp) ∈ IRm×n, p = min{m,n}
com valores singulares σi, para cada i ∈ {1, 2, . . . , p}, ordenados
de modo não-crescente σ1 ≥ σ2 ≥ . . . ,≥ σp ≥ 0.

A demonstração deste teorema pode ser encontrada em [18].
Vamos denotar por σ(A) o conjunto dos valores singulares

não-nulos de A, isto é,

σ(A) = {σi; i ∈ {1, 2, . . . , r}}
em que r = posto(A). Reciprocamente, se A tem r valores singu-
lares não-nulos então posto(A) = r. Também σ(A) = λ(ATA)2 =
λ(AAT )2, desta forma

σ ∈ σ(A)⇒ det(ATA− σ2In) = 0. (A.1)

As colunas de U são denominadas vetores singulares à esquerda
e são os autovetores ortonormais de AAT , já as colunas de V
são denominadas vetores singulares à direita e são os autovetores
ortonormais de ATA. Por causa da seguinte relação entre as
colunas de U e V

Avi = σiui e AT ui = σivi

para i ∈ {1, 2, . . . , p}, podemos escrever a SVD de uma matriz A
como

A = σ1u1v
T
1 + σ2u2v

T
2 + . . . + σrurv

T
r ,

com σ1 ≥ . . . ≥ σr > σr+1 = . . . = σp = 0.
Também podemos observar que

{v1, . . . ,vr} é uma base ortonormal para R(AT )
{vr+1, . . . ,vn} é uma base ortonormal para N (A)
{u1, . . . ,ur} é uma base ortonormal para R (A)
{ur+1, . . . ,um} é uma base ortonormal para N (AH)

(A.2)
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Geometricamente, os valores singulares de uma matriz A são
os comprimentos dos semi-eixos do hiper-elipsóide E definido por
E = {Ax; ‖x‖ = 1}. Ou seja, para cada i ∈ {1, 2, . . . , p} temos

σi =
‖Ax‖
‖x‖ (A.3)

onde x é autovetor de ATA associado ao autovalor σ2
i . Note que

a fração em (A.3) pode ser nula quandoN (A) = N (ATA) 6= {0}.

Corolário A.1. Seja A ∈ IRm×n, m ≥ n, posto(A) = r ≤ n e
A = UΣV T a decomposição em valores singulares de A. Então
podemos reescrever U e V da forma

U =
[
U1 U2

]
, V =

[
V1 V2

]

com U1 ∈ IRm×r, V1 ∈ IRn×r e Σ̃ = diag(σ1, σ2, . . . , σr) tais que
A = U1Σ̃V

T
1 .

Este corolário define a chamada Decomposição em Valores
Singulares Reduzida, onde são considerados apenas os elementos
positivos da diagonal de Σ e o conjunto ortonormal {u1,u2, . . . ,ur}.

Também podemos utilizar a SVD reduzida da matriz A para
definir projeções ortogonais sobre R (A) e N (A). Desta forma,

V1V
T
1 é projeção ortogonal sobre N (A)⊥ = R(AT )

V2V
T
2 é projeção ortogonal sobre N (A)

U1U
T
1 é projeção ortogonal sobre R (A)

U2U
T
2 é projeção ortogonal sobre R (A)⊥ = N (AT )

(A.4)

Também

σ ∈ σ(A)⇒ σ2 é um valor estacionário da função η(x) =
‖Ax‖22
‖x‖22

.

(A.5)
De fato, se σ é um valor singular de A então existe x 6= 0 tal
que ATAx = σ2x. Por outro lado, note que η(x) é equivalente a
função

η(u) = uTATAu para ‖u‖2 = 1. (A.6)
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Assim, u é um ponto cŕıtico de η se existe α ∈ IR tal que ATAu =
αu. Tomando α = σ2 temos o resultado desejado.
A SVD de uma matriz A pode fornecer fórmulas simples para
certas expressões que envolvem normas de matrizes. Como e-
xemplos podemos citar:

• ‖A‖ = max
x6=0

‖Ax‖
‖x‖ = σ1;

• 0 < min
x6=0

‖Ax‖
‖x‖ = σp se p = posto(A);

• ‖A‖2F = traço(ATA) = σ2
1 + σ2

2 + . . .+ σ2
p.

Definição A.1. A matriz pseudo-inversa de Moore-Penrose de
A ∈ IRm×n é a matriz A† ∈ IRn×m que satisfaz as seguintes
condições:

(i) AA†A = A (iii)
(
AA†

)T
= AA†

(ii) A†AA† = A† (iv)
(
A†A

)T
= A†A

Observação A.1. Seja A ∈ IRm×n com posto(A) = r e A =
U1Σ̃V

T
1 a SVD reduzida de A, onde U1 ∈ IRm×r e V1 ∈ IRr×n

tem colunas ortonormais e

Σ̃ = diag (σ1, . . . , σr) ∈ IRr×r.

A matriz pseudo-inversa de A é dada por A† = V1Σ̃
−1UT

1

Observação A.2. Para A ∈ IRm×n, usando a SVD de A, verifica-
se que

A† =
(
ATA

)†
AT .

Se posto(A) = n ≤ m então ATA é inverśıvel, A† =
(
ATA

)−1
AT

e A†A = In. Por outro lado, se posto(A) = m < n então AAT é

inverśıvel, A† = AT
(
AAT

)−1
e AA† = Im.

Outros resultados bastante conhecidos, e que podem ser ve-
rificados rapidamente através da SVD, são expressões matriciais
para projetores ortogonais sobre R (A) e N (A), entre outros,
como mostrado na observação a seguir
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Observação A.3. Da SVD reduzida de A temos que R (A) =
R (U1) e R

(
AT
)

= R (V1). Também

a) AA† é a projeção sobre R (A)

b) Im −AA† é a projeção sobre R (A)⊥ = N
(
AT
)

c) A†A é a projeção sobre R
(
AT
)

d) In −A†A é a projeção sobre R
(
AT
)⊥

= N (A)

Proposição A.1. Sejam X ∈ IRm×p e Y ∈ IRp×n com posto(X) =
p = posto(Y ). Então (XY )† = Y †X† e posto(XY ) = p.

Demonstração. Vamos verificar se a matriz Y †X† satisfaz as con-
dições de Moore-Penrose, dadas na Definição A.1. De fato,

XY (Y †X†)XY = X(Y Y †)(X†X)Y = XIpIpY = XY

Y †X†(XY )Y †X† = Y †(X†X)(Y Y †)X† = Y †IpIpX
† = Y †X†

(Y †X†XY )T = (Y †IpY )T = (Y †Y )T = Y †Y = Y †X†XY

(XY Y †X†)T = (XIpX
†)T = (XX†)T = XX† = XY Y †X†

Agora vamos verificar que posto(XY ) = p. É imediato que
R (XY ) ⊆ R (X). Também, p = dimR (Y ) e R (Y ) ⊆ IRp então
R (Y ) = IRp. Assim, dado y ∈ IRp, existe z ∈ IRn tal que
Y z = y.

Para x ∈ R (X) segue que Xy = x para algum y ∈ IRp,
que por sua vez é Y z = y com z ∈ IRn. Portanto x = XY z e
x ∈ R (XY ).

Então R (XY ) = R (X), o que implica que posto(XY ) = p.
�

Proposição A.2. Seja A ∈ IRm×n com m ≥ n = posto(A) e
A = [A1 A2]. Então

A† =

[
B†

1

B†
2

]
(A.7)

onde B1 =
(
I −A2A

†
2

)
A1 e B2 =

(
I −A1A

†
1

)
A2
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Demonstração. Como A tem posto coluna completo, segue que
ATA é não singular. Então, da Observação A.2 temos que

(
ATA

)
A† = AT .

Considerando a divisão de A dada anteriormente, temos
[
AT

1A1 AT
1 A2

AT
2A1 AT

2 A2

] [
X
Y

]
=

[
AT

1

AT
2

]
(A.8)

onde A† =

[
X
Y

]
com X e Y a serem determinadas.

Como as matrizes A1 e A2 tem posto coluna completo, então
AT

1 A1 e AT
2A2 são matrizes não singulares. Assim, multiplicando

à esquerda da equação (A.8) a matriz
[ (

AT
1A1

)−1
0

0
(
AT

2A2

)−1

]
(A.9)

obtemos o seguinte sistema equivalente
{
X +A†

1A2Y = A†
1

A†
2A1X + Y = A†

2

(A.10)

lembrando que A†
i =

(
AT

i Ai

)−1
AT

i para i = 1, 2.
Isolando Y da segunda equação de (A.10) e substituindo na

primeira equação resulta

A†
1

(
I −A2A

†
2

)
A1X = A†

1

(
I −A2A

†
2

)
.

Multiplicando a última igualdade por AT
1A1 à esquerda segue

a equação

AT
1

(
I −A2A

†
2

)
A1X = AT

1

(
I −A2A

†
2

)
. (A.11)

Note que I − A2A
†
2 = PR(A2)⊥ , onde PX denota a projeção

ortogonal sobre o subespaço X . Assim, I − A2A
†
2 é uma matriz

simétrica e idempotente, e portanto
(
I −A2A

†
2

)
=
(
I −A2A

†
2

)T (
I −A2A

†
2

)
(A.12)
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Assim, a equação (A.11) pode ser escrita como

[(
I −A2A

†
2

)
A1

]T [(
I −A2A

†
2

)
A1

]
X =

[(
I −A2A

†
2

)
A1

]T
.

Se denotarmosB1 ≡
(
I −A2A

†
2

)
A1, comX = B†

1 na equação

acima obtemos

BT
1 B1B

†
1 = BT

1 PR(B1) =
(
PR(B1)B1

)T
= BT

1 . (A.13)

Portanto, X = B†
1 é uma solução da equação (A.11).

Analogamente, obtemos Y = B†
2. �.

Definição A.2. Seja X ∈ IRp×n com posto(X) = r. Dada a
fatoração QR de X, com Q ∈ IRp×p matriz ortogonal e R ∈ IRp×n

triangular superior e com o mesmo posto de X, considere

Q =
[
Q1 Q2

]
e R =

[
R1

O

]
(A.14)

com Q1 ∈ IRp×r com colunas ortonormais e R1 ∈ IRr×n. Defini-
mos a fatoração QR reduzida de X por X = Q1R1.

A.2 Generalizações para a SVD

Generalizações para a decomposição SVD foram inicialmente pro-
postas por Charles F. Van Loan em sua tese de Doutorado, defen-
dida em 1973 na Universidade de Michigan, EUA, e seus estudos
foram publicados em março de 1976. No artigo [54], ele apresenta
duas generalizações para a decomposição em valores singulares do
par de matrizes A e B, intituladas por BSVD e S,T-SVD e que
serão apresentadas mais adiante. A ideia fundamental destas ge-
neralizações é trabalhar propriedades já conhecidas dos valores
singulares de uma matriz A dada e, a partir disso, apresentar
uma generalização do conceito de valores singulares para o par
de matrizes (A,B), em que A e B tem o mesmo número de colu-
nas e A possui o número de linhas maior ou igual ao números de
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colunas. Finalizando o artigo, são apresentados problemas onde
os valores singulares generalizados são aplicáveis.

Em 1981, C. C. Paige e M. A. Saunders apresentaram uma
reformulação da versão de Van Loan, trabalhando com matrizes
A e B de quaisquer ordem, desde que com o mesmo número de
colunas.

Recentemente generalizações ainda mais amplas da decom-
posição em valores singulares têm sido propostas. Como exem-
plo, podemos citar o trabalho de B. De Moor e H. Zha [11] que
tem como objetivo fornecer uma decomposição em valores gene-
ralizados para um número qualquer de matrizes. Basicamente, a
generalização para k matrizes formam uma árvore de fatorações
onde, no ńıvel k, existem 2k fatorações, nem todas independentes.
Uma importante propriedade desta generalização é que se pode
obter uma decomposição em valores singulares para k matrizes a
partir da decomposição para k − 1 matrizes.

A versão generalizada da SVD como utilizada atualmente é
apresentada na equação (1.22) e provém da generalização apre-
sentada em 1981.

A seguir, detalharemos as generalizações de Van Loan e de
Paige e Saunders. No entanto, em [11] são apresentadas ideias
interessantes para tal generalização além de mais referências para
o assunto.

A.2.1 Decomposição CS

A decomposição CS descende do trabalho de C. Jordan em [33]
sobre ângulos canônicos entre subespaços; e está impĺıcita em
artigos de C. Davis e W. Kahan [10] e de A. Björck e G. H.
Golub [6]. A forma expĺıcita e o nome são devidos a G. W. Stew-
art [49], sendo a forma generalizada para uma matriz dividida
em submatrizes não quadradas proposta por Paige e Saunders
em [40]. Este caso mais geral é apresentado no Teorema A.3 e
contém ideias utilizadas na prova do teorema da decomposição
em valores singulares generalizada apresentada por Paige e Saun-
ders no mesmo artigo. Em [42] podemos encontrar uma pesquisa
histórica sobre a decomposição CS e algoritmos computacionais
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podem ser obtidos em [50].

Teorema A.2 (Decomposição CS - Versão I). Considere uma
matriz Q com colunas ortonormais decomposta como

Q =

[
Q1

Q2

]
(A.15)

em que Q1 ∈ IRm1×n e Q2 ∈ IRm2×n para m1,m2 ≥ n, então
existem matrizes ortogonais U1 ∈ IRm1×m1 , U2 ∈ IRm2×m2 e V1 ∈
IRn×n tais que [

U1 0
0 U2

]T

QV1 =

[
C
S

]
(A.16)

sendo

C = diag (cos θ1, . . . , cos θn) ∈ IRm1×n (A.17)

S = diag (sen θ1, . . . , sen θn) ∈ IRm2×n (A.18)

para
π

2
≥ θn ≥ . . . ≥ θ2 ≥ θ1 ≥ 0.

Demonstração. Consulte [18] para maiores detalhes.
Note que se escrevermos

C =

[
C̃

0

]
e S =

[
S̃

0

]
(A.19)

com C̃ ∈ IRn×n e S̃ ∈ IRn×n temos que Ĉ2 + Ŝ2 = I. Denotando
ci = cos θi e si = sen θi temos

1 ≥ c1 ≥ c2 ≥ . . . ≥ cn ≥ 0 e 1 ≥ sn ≥ sn−1 ≥ . . . ≥ s1 ≥ 0
(A.20)

Agora consideremos a decomposição CS de uma matriz or-
togonal Q ∈ IRn×n decomposta da forma

Q =

[
Q11 Q12

Q21 Q22

]
(A.21)

em que as submatrizes não são necessariamente quadradas. A
partir deste modelo mais geral temos a seguinte decomposição
CS.
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Teorema A.3 (Decomposição CS - Versão II). Seja Q ∈ IRn×n

matriz ortogonal como na equação (A.21). Então existem ma-
trizes ortogonais

U =

[
U1 0
0 U2

]
e V =

[
V1 0
0 V2

]
(A.22)

tais que

U
T
QV =




I 0 0 0 0 0
0 C 0 0 S 0
0 0 0 0 0 I

0 0 0 I 0 0
0 S 0 0 −C 0
0 0 I 0 0 0




(A.23)

em que

C = diag (c1, . . . , cp) ∈ IRp, 1 > c1 ≥ . . . ≥ cp > 0 (A.24)

S = diag (s1, . . . , sp) ∈ IRp, 1 > sn ≥ . . . ≥ s1 > 0 (A.25)

com p ≤ n
2 .

Demonstração. A demonstração pode ser encontrada em [40].
A seguir apresentaremos cada uma das GSVD mais detalha-

damente, enfatizando aspectos destacados pelos autores.

A.2.2 A Primeira Versão de Van Loan

Vamos agora discutir as generalizações apresentadas por Van
Loan. Para tal objetivo, serão consideradas as propriedades des-
critas em (A.1) e (A.5). Os valores singulares generalizados para
Van Loan seriam os valores reais não negativos γ que satisfizerem
algumas das propriedades abaixo:

det(ATA− γ2BTB) = 0 (A.26)

γ é um valor estacionário de η(x) =
‖Ax‖S
‖x‖T

, (A.27)

onde ‖x‖P já foi definido anteriormente. Para obter a genera-
lização sugerida por (A.26) considere a definição de “B-valores
singulares”.
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Definição A.3 (B-valores singulares). Os B-valores singulares
de uma matriz A são elementos do conjunto σ(A,B) definidos por
γ(A,B) = {γ; γ ≥ 0 , det(ATA−γ2BTB) = 0}, onde A ∈ IRm×n,
B ∈ IRp×n e m ≥ n.

A seguinte decomposição é uma generalização da SVD baseada
na definição de B-valores singulares.

Teorema A.4 (BSVD). Suponha A ∈ IRm×n, B ∈ IRp×n e m ≥
n. Então existem matrizes ortogonais U ∈ IRm×m e V ∈ IRp×p e
uma matriz não singular X ∈ IRn×n tal que

UTAX = ΣA = diag(α1, . . . , αn) com αi ≥ 0
V TBX = ΣB = diag(β1, . . . , βq) com βi ≥ 0

(A.28)

onde q = min{p, n}, r = rank(B) e β1 ≥ · · · ≥ βr > βr+1 =
· · · = βq = 0. Se αi = 0 para algum r + 1 ≤ i ≤ n, então
γ(A,B) = {γ; γ ≥ 0}. Caso contrário,

γ(A,B) = {αi

βi
; i = 1, . . . , r}.

Demonstração. Seja

[
A
B

]
de posto k e sua SVD dada por

QT

[
A
B

]
Z1 = diag(γ1, . . . , γn) (A.29)

onde γ1 ≥ . . . ≥ γk > γk+1 = . . . = γn = 0. Defina D =
diag(γ1, . . . , γk) ∈ IRk×k e escreva Z1 = [Z11 Z12] ∈ IRn×n com
Z11 ∈ IRn×k. Assim A1 = AZ11D

−1 ∈ IRm×k e B1 = BZ11D
−1 ∈

IRp×k satisfazem AT
1 A1 +BT

1 B1 = Ik. De fato,

AT
1A1 +BT

1 B1 = D−1Z11

(
ATA+BTB

)
Z11D

−1 (A.30)

e

ATA+BTB = Z11D
TDZT

11. (A.31)

135



O resultado segue do fato de ZT
11Z11 = Ik. Se r = posto(B),

s = min(p, k) e

V TB1Z2 = diag(β1, . . . , βs) (A.32)

sendo a SVD de B1 com β1 ≥ · · · ≥ βr > βr+1 = · · · = βs = 0,
então

V TBZ1

[
D−1Z2 0

0 In−k

]
= ΣB = diag(β1, . . . , βq) (A.33)

onde q = min{p, n} e βs+1 = . . . = βq = 0. Agora, observe que
as colunas de A1Z2 ∈ IRm×k são ortogonais pois

(A1Z2)
TA1Z2 = ZT

2 (Ik −BT
1 B1)Z2 = diag(1− β2

1 , . . . , 1− β2
k)

(A.34)
pois Z2 é ortogonal e usando equação (A.32). Seja A1Z2 = UR
a decomposição QR de A1Z2, com U ∈ IRm×m e

R =

[
R̂
0

]
, R̂ ∈ IRk×k (A.35)

para R̂ ∈ IRk×k triangular superior com elementos da diagonal
todos positivos. Denotemos tais elementos por α1, . . . , αk. Da
equação (A.34) segue que a matriz R̂ é diagonal e assim temos
que

UTA1Z2 = diag(α1, . . . , αk) ∈ IRm×k. (A.36)

Definindo αi = 0 para i = k + 1, . . . , n vemos que

UTAZ1

[
D−1Z2 0

0 In−k

]
= ΣA = diag(α1, . . . , αn) (A.37)

Denotando X = Z1

[
D−1Z2 0

0 In−k

]
e das equações (A.33) e

(A.37) segue as decomposições desejadas. Note queX é inverśıvel
pois Z1 e Z2 são matrizes ortogonais.

Para obtermos os B-valores singulares note que

ATA− γ2BTB = X−T ΣT
AΣAX

−1 − γ2X−T ΣT
BΣBX

−1

= X−T
(
ΣT

AΣA − γ2ΣT
BΣB

)
X−1.
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Assim,

det(ATA− γ2BTB) = det(X)−2
r∏

i=1

(α2
i − γ2β2

i )
n∏

i=r+1

(α2
i ).

Como X é inverśıvel segue que det(X) 6= 0, o que completa a
prova. �

Observação A.4. As matrizes U , V e X não são únicas. Em
particular, podemos substituir X em (A.28) por XD onde D =
diag(δ1, . . . , δn) com δi > 0. Se ATA e BTB comutam então é
posśıvel escolher X ortogonal. Se B = In então V = XΣ−1

B e
UTA

(
XΣ−1

B

)
= ΣAΣB é a SVD de A.

Observação A.5. Note que γ(A,B) = {γ; γ ≥ 0} ⇔ N (A) ∩
N (B) 6= {0}. De fato, se x ∈ N (A) ∩ N (B) então ATAx = 0
e BTBx = 0. Assim

(
ATA− γ2BTB

)
x = 0 ∀γ ≥ 0⇒ γ(A,B) = {γ; γ ≥ 0}.

(A.38)
Reciprocamente, se det

(
ATA− γ2BTB

)
= 0 ∀γ ≥ 0...

Neste caso, N (A) ∩N (B) = N
([

A
B

])
é o espaço gerado

pelas n − k colunas de X, onde k = posto

([
A
B

])
. Também

N (A) ∩ N (B) é ortogonal ao espaço gerado pelas k primeiras
colunas de X.

Observação A.6. Se xi denota as colunas de X então do teo-
rema A.4 segue que

‖Axi‖2 = αi, i = 1, . . . , n (A.39)

‖Bxi‖2 = βi, i = 1, . . . , q. (A.40)

Se as colunas de X são escalonadas de forma que se tornem
vetores unitários então

σmin(A) ≤ αi ≤ σmax(A) (A.41)

σmin(B) ≤ βi ≤ σmax(B). (A.42)
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Se posto(A) = n, a BSVD de A pode ser calculada de um
modo mais simples do que os passos mostrados no teorema A.4.
Os passos neste caso são mostrados abaixo.

1. Usando fatoração QR com pivoteamento obtemos QT
1AP =[

R
0

]
, com R ∈ IRn×n inverśıvel;

2. Calculando a SVD deBPR−1 temos V T
(
BPR−1

)
Z = ΣB;

3. Faça X = PR−1Z e U = Q1

[
Z 0
0 Im−n

]

A segunda generalização proposta por Van Loan segue da
propriedade em (A.27) e necessita das seguintes definições.

Definição A.4 (Matriz P ortogonal). Seja P ∈ IRn×n matriz
positiva definida. Uma matriz Q ∈ IRn×n é P ortogonal se
QTPQ = In.

Definição A.5 (S,T-valores singulares). Sejam S ∈ IRm×m e
T ∈ IRn×n matrizes simétricas positivas definidas com m ≥ n.
Os S,T-valores singulares de A ∈ IRm×n são os elementos do
conjunto γS,T (A) definidos por

γS,T (A) =

{
γ; γ ≥ 0, γ é um valor estacionário de

‖Ax‖S
‖x‖T

}
.

Teorema A.5 (S,T-SVD). Sejam S ∈ IRm×m e T ∈ IRn×n ma-
trizes simétricas positivas definidas com m ≥ n e A ∈ IRm×n.
Então existe uma matriz S ortogonal U ∈ IRm×m e uma T or-
togonal V ∈ IRn×n tais que

U−1AV = diag(γ1, . . . , γn) (A.43)

e γS,T (A) = {γ1, . . . , γn}.
Demonstração. Sejam S = LLT e T = KKT as fatorações Choleski
de S e T , respectivamente. Defina C = LTAK−T ∈ IRm×n e seja
QTCZ = ΣC = diag(γ1, . . . , γn) a SVD de C. Assim,

ΣC = QTCZ = QTLTAK−TV = (LQ)TA(K−TZ). (A.44)
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Denotando U = L−TQ ∈ IRm×m e V = K−TZ ∈ IRn×n temos

UTSU =
(
QTL−1

)
LLT

(
L−TQ

)
= Im (A.45)

V TTV =
(
ZTK−1

)
KKT

(
K−TZ

)
= In (A.46)

Considere a função η(x) =
‖Ax‖2S
‖x‖2T

e seu gradiente dado por

∇η(x) =
2ATSAx− 2Tx

xTTx
. Como T é definida positiva segue

que os valores estacionários de η são as ráızes de det(ATSA −
γ2T ) = 0. Também, escrevendo ATSA em termos de D, Z e K
e usando o fato de Z ser ortogonal temos que ATSA − γ2T =
KZ

(
DTD − γ2In

)
ZTKT . Assim

det(ATSA− γ2T ) = det(KZ) det(DTD − γ2In) det(ZTKT )

= det(KKT ) det(DTD − γ2In)

= det(T )

n∏

i=1

(γ2
i − γ2).

Como T é simétrica definida positiva segue que det(T ) 6= 0. Logo,
os elementos de γS,T são exatamente os elementos da diagonal de
D. �

Existem algumas conexões entre as duas decomposições pro-
postas por Van Loan. Por exemplo, se posto(B) = n ≤ p no
teorema A.4 então

a) γ(A,B) = γIm,BT B(A).

De fato, da definição A.5 temos

γIm,BT B(A) =

{
γ; γ ≥ 0, γ é um valor estacionário de

‖Ax‖Im

‖x‖BT B

}

e ‖Ax‖Im = ‖Ax‖ e ‖x‖BT B = ‖Bx‖. Com isso, γ ∈ γIm,BT B(A)
se

γ =
‖Ax‖
‖Bx‖ ⇒

(
ATA− γ2BTB

)
x = 0

para x 6= 0.
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b) a matriz X diag(β−1
1 , . . . , β−1

n ) é BTB ortogonal.

De fato, do teorema A.4 temos que B = V ΣBX
−1 e, denotando

Σ−1
B diag(β−1

1 , . . . , β−1
n ), segue que BTB = X−T ΣT

BΣBX
−1. Uti-

lizando a definição A.5 segue que

(
XΣ−1

B

)T
BTB

(
XΣ−1

B

)
= Σ−T

B XTX−T ΣT
BΣBX

−1XΣ−1
B = In

A.2.3 Melhoramentos por Paige e Saunders

No artigo de 1981, os autores trabalhavam com matrize com-
plexas, no entanto, apresentaremos aqui os resultados para ma-
trizes reais, fazendo as devidas adaptações.

Novamente, estamos interessados na generalização da SVD
para quaisquer duas matrizes A ∈ IRm×n e B ∈ IRp×n com o
mesmo número de colunas. Segundo os autores, uma das mo-
tivações para buscar tal generalização vem do fato que se p = n
e B é não singular, existem problemas teóricos e numéricos que
precisam da SVD de C ≡ AB−1 = USV T . No entanto, para B é
mal condicionada, formar AB−1 e encontrar sua SVD pode levar
a erros numéricos grandes e desnecessários.

Sugere-se, então, estabelecer um resultado da forma UTA =
SV TB, e se SB ∈ IRm×m é diagonal definida positiva e SA ≡ SBS
então

SBU
TA = SAV

TB (A.47)

onde SA = diag(α1, α2, . . . ) e SB = diag(β1, . . . , βm) em que
αi = βiσi para i = 1, . . . ,min{m,n}.

Uma decomposição desta forma seria a decomposição em va-
lores singulares generalizados (GSVD) para A e B não singular.
Neste caso, Paige e Saunders chamaram (αi, βi) de um par de
valores singulares para A e B. O uso de pares evita distinção
entre A e B, como apresentada por Van Loan [54].

Se B é não singular e m ≥ n, segue do Teorema A.4 que

UTAX = ΣA e V TBX = ΣB (A.48)
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com U e V matrizes ortogonais e X não singular. Então

UTA = ΣAΣ−1
B V TB (A.49)

pois ΣB também é não singular.
Como SB é positiva definida e, portanto, não singular, segue

que (A.49) é equivalente a (A.47). De fato, se escrevemos

SB =

[
S̃B 0

0 ŜB

]
, SA = SBS =

[
S̃BS̃

0

]
≡
[
S̃A

0

]
(A.50)

com S̃B ∈ IRn×n então

SBU
TA = SAV

TB

UTA = S−1
B SAV

TB

UTA =

[
S̃−1

B 0

0 Ŝ−1
B

][
S̃A

0

]
V TB

UTA =

[
S̃−1

B S̃A

0

]
V TB

UTA =

[
S̃AS̃

−1
B

0

]
V TB

UTA =

[
S̃A

0

]
S̃−1

B V TB

UTA = SAS̃
−1
B V TB

Então (A.49) fornece uma generalização de (A.47) para B não
quadrada quando m ≥ n.

A seguir apresentamos a generalização apresentada por Paige
e Saunders, sem restrições para as dimensão das matrizes A e B,
a menos da fato de que ambas devem ter o mesmo número de
colunas.

Nesta abordagem, são utilizadas transformações ortogonais
da forma: dada uma matriz C, podemos encontrar matrizes or-
togonais P e Q tais que

P TCQ =

[
R 0
0 0

]
, (A.51)
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onde R é não singular com posto(R) = posto(C). A equação
(A.51) pode ser a SVD de C ou, por exemplo, uma fatoração QR
de C tal que CE = QR, onde E é uma matriz de permutação
escolhida para que o módulo da diagonal de R seja decrescente.
Se a fatoração QR é usada, a matriz R é triangular superior mas
em ambos os casos, σ(R) = σ(C). Detalhes em [18].

Teorema A.6 (GSVD 1981). Para A ∈ IRm×n e B ∈ IRp× n
matrizes dadas e C =

[
A
B

]
com k = posto(C), existem ma-

trizes ortogonais U ∈ IRm×m, V ∈ IRp×p, W ∈ IRk×k e Q ∈
IRn×n tais que

UTAQ = ΣA

[
W TR O

]
, V TBQ = ΣB

[
W TR O

]
(A.52)

em que O ∈ IRk×(n−k) é matriz nula, R ∈ IRk×k é não singular
com valores singulares iguais aos valores singulares não-nulos de
C e

ΣA ≡



IA

SA

OA


 ∈ IRm×k, (A.53)

ΣB ≡



OB

SB

IB


 ∈ IRp×k, (A.54)

para

IA ∈ IRr×r

IB ∈ IR(k−r−s)×(k−r−s)

}
matrizes identidades,

OA ∈ IR(m−r−s)×(k−r−s)

OB ∈ IR(p−k+r)×r

}
matrizes nulas e

SA ≡ diag (αr+1, . . . , αr+s) ∈ IRs×s

SB ≡ diag (βr+1, . . . , βr+s) ∈ IRs×s

}

matrizes reais satisfazendo

1 > αr+1 ≥ · · · ≥ αr+s > 0 (A.55)

0 < βr+1 ≤ · · · ≤ βr+s < 1 (A.56)

α2
i + β2

i = 1 para i = r + 1, . . . , r + s. (A.57)
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Demonstração. Seja C =

[
A
B

]
∈ IR(m+p)×n e considere uma

fatoração de C como na equação (A.51). Neste caso, R ∈ IRk×k

com k = posto(R) = posto(C). Decomponha P e Q como

Q = [Q1 Q2] e P = [P1 P2] =

[
P11 P12

P21 P22

]

em que Q1 e P1 tem k colunas, P11 ∈ IRm×k e P21 ∈ IRp×k.
Assim

‖P11‖2 ≤ ‖P1‖2 = 1

pois P1 tem colunas ortonormais e, portanto, 0 ≤ σ(P11) ≤ 1.
Também, se P11 = UΣAW

T é a decomposição SVD de P11 então
ΣA é como nas equações (A.53) e (A.55).

Agora considere uma decomposição1 de P21W como

P21W = V L

em que V é ortogonal e L =

[
0

L̂

]
com L̂ triangular inferior com

diagonal não-negativa.
Note que a matriz

[
UT 0
0 V T

]
P1W

tem colunas ortonormais pois é um produto de matrizes com
colunas ortonormais e
[
UT 0
0 V T

]
P1W =

[
UT 0
0 V T

] [
P11

P21

]
W =

[
ΣA

L

]
.

Como ΣA =



IA

SA

OA


 e as colunas de

[
ΣA

L

]
tem

norma 1, segue que L = ΣB da equação (A.54) e

ΣT
AΣA + ΣT

BΣB = Ik.

1Mais detalhes sobre esse tipo de decomposição ver [18].
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Logo, se αi e βi são elementos de ΣA e ΣB , respectivamente, tais
que 0 < αi, β1 < 1 então a equação (A.57) é satisfeita, comple-
tando a demonstração. �

Os autores enfatizam que, diferentemente da BSVD apresen-
tada por Van Loan, nesta generalização A e B são tratadas da
mesma forma, a menos talvez pela ordenção dos elementos em ΣA

e ΣB . No entanto, os blocos diagonais de ΣA podem ser trocadas
se aqueles de ΣB forem trocados do mesmo modo e similarmente
para os elementos da diagonal de SA e SB. Por isso, esta fa-
toração é apresentada como a GSVD das matrizes A e B.

Mesmo com essa distinção, podemos relacionar as decom-
posições em (A.52) ao trabalho de Van Loan [54] escrevendo

X ≡ Q
[
R−1W 0

0 I

]
(A.58)

o que implica

UTAX = [ΣA 0] , V TBX = [ΣB 0] . (A.59)

Podemos atribuir n pares de valores singulares (αi, βi), i =
1, . . . , n para A e B, correspondente para cada coluna de UTAX
e V TBX em (A.59). Seguindo (A.53) e (A.54) determinamos os
k primeiros desses pares como

αi = 1, βi = 0 para i = 1, . . . , r, (A.60)

αi, βi para i = r + 1, . . . , r + s, (A.61)

αi = 0, βi = 1 para i = r + s+ 1, . . . , k, (A.62)

e chamamos estes pares de não-triviais. Note que para i entre
r+1 e r+s, αi ∈ SA e βi ∈ SB. Como os restantes correspondem
a colunas nulas em (A.59) e não tem valor numérico particular,
chamaremos estes n− k de pares triviais de valores singulares de
A e B.

Quando B é não singular, os valores singulares de AB−1 são

da forma
αi

βi
e para manter a analogia, Paige e Saunders de-

nominam os pares de valores singulares como valores singulares
generalizados:
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• infinitos para αi e βi como em (A.60),

• ordinários para αi e βi como em (A.61),

• nulos para αi e βi como em (A.62),

e ao restante como valores singulares generalizados arbitrários ou
indefinidos.

Em [54] Van Loan mostrou que esses pares de valores sin-
gulares correspondem a uma generalização do conceito de valor
singular de uma matriz C para duas matrizes A ∈ IRm×n e
B ∈ IRp×n:

Encontrar os pares de valores singulares (α, β) satisfazendo
α2 + β2 6= 0 para α, β ≥ 0 tais que det

(
β2ATA− α2BTB

)
= 0

Note que

β2ATA− α2BTB (A.63)

m
[

RT W

0

][ β2IA

β2S2
A − α2S2

B

−α2IB

]
[
W TR 0

]
(A.64)

Assim, det
(
β2ATA− α2BTB

)
= 0 se o determinante da ma-

triz n× n dada em (A.64) for nulo. Se esta matriz tem posto no
máximo k, podemos dizer há n − k pares de valores singulares
arbitrários (α, β), sendo estes os pares triviais. Os demais pares
são apenas os pares não triviais dados em (A.60), (A.61) e (A.62).
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Apêndice B

Métodos para Escolha
do Parâmetro de
Regularização

B.1 Método da Validação Cruzada Gene-
ralizada (GVC) e Weighted-GCV

A Validação Cruzada Generalizada, do inglês Generalized Cross-
Validation (GCV), desenvolvida por G. H. Golub, M. T. Heath
e G. Wahba [17], é um método muito popular para a escolha do
parâmetro de regularização baseada em considerações estat́ısticas.
A GCV sugere que um bom valor para o parâmetro de regula-
rização deve prever dados no vetor b que estejam faltando ou
que foram retirados. Mais precisamente, se um elemento (uma
equação do sistema de equações Ax = b) arbitrário bj do vetor b

for removido, então a solução regularizada correspondente deve
prever bem essa falta. Baseado nesse prinćıpio, o parâmetro de
regularização é o valor λ que minimiza a função GCV

GA,b(λ) =
n
∥∥∥(I −AA†

λ)b
∥∥∥

2

2(
tr(I −AA†

λ)
) (B.1)
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em que A†
λ = (ATA+ λ2I)−1AT representa a pseudo-inversa da

matriz A do sistema Axλ = b em que A = (ATA + λ2I) e b =
AT b, e a solução regularizada, xλ, pode ser escrita como xλ =
A†

λb. Substituindo a SVD da matriz A na função GSV temos

GA,b(λ) =

n

(
n∑

i=1

(
λ2

σ2
i
+λ2 uT

i b
)2

+
m∑

i=n+1

(
uT

i b
)2
)

(
(m− n) +

n∑
i=1

λ2

σ2
i +λ2

)2 (B.2)

o que torna a função GCV computacionalmente conveniente para
ser avaliada e utilizada por algoritmos de minimização. Em
outras palavras, se (bj − [Ax]j)

2 for removido, o método GCV
procura minimizar o erro quando x é o minimizador de

m∑

i=1,j 6=j

(bi − [Ax]i)
2 + λ2 ‖x‖22 . (B.3)

Seja Ej = diag(1, ..., 0, 1...1) ∈ R
m×m em que o elemento 0

aparece na j-ésima posição. Então a minimização acima é equi-
valente a

x = argmin
{
‖Ej(b−Ax)‖22 + λ2 ‖x‖22

}
(B.4)

Em estudos comparativos encontrados na literatura podemos
apontar que uma desvantagem do método GCV para a deter-
minação do parâmetro de regularização de Tikhonov é que nem
sempre este método funciona, no sentido de que dependendo de
como o erro está distribúıdo nos dados, o parâmetro encontrado
pode produzir uma solução não satisfatória.

Recentemente um novo método apareceu na literatura que é
baseado na GCV chamado de Weighted-GCV ou simplesmente
W-GCV [9]. Em vez de minimizar a função GCV, o método
W-GCV busca minimizar a função

GA,b(ω, λ) =
n
∥∥∥(I −AA†

λ)b
∥∥∥

2

2(
tr(I − ωAA†

λ)
)2 . (B.5)
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Seja 0 < ω < 1 e Fj = diag(1, ..., 1,
√

1− ω, 1, ...1) ∈ R
m×m

em que
√

1− ω aparece na j-ésima posição e, assim como no caso
da GCV, procuramos uma solução para o problema de minimi-
zação

x = argmin
x∈Rn

{
‖Fj(b−Ax)‖22 + λ2 ‖x‖22

}
. (B.6)

Neste caso a j-ésima observação é mantida (com peso
√

1− ω)
se 0 < ω < 1, mas desaparece se ω = 1. Uma conclusão similar é
obtida se ω ≥ 1 e Fj = diag(1, ..., 1,

√
1− ω, 1, ...1). Usando SVD

da matriz A podemos escrever o denominador em B.5 como

tr
(
I − ωAA†

λ

)
=

n∑

i=1

(1− ω)σ2
i + λ2

σ2
i + λ2

+ (m− n) (B.7)

=

n∑

i=1

(1− ω)fi +

n∑

i=1

λ2

σ2
i + λ2

+ (m− n) (B.8)

onde os fi são os fatores de filtro definidos anteriormente. Então,
se ω < 1 estamos adicionando um múltiplo da soma dos fatores
de filtro ao traço do termo original, se ω > 1 estamos subtraindo
um múltiplo. O gráfico da função GCV também sofre mudanças
quando ω deixa de assumir o valor 1. O denominador se torna
zero para alguns valores maiores do que 1, ou seja, ω > 1, nesse
caso a função W-GCV tem um pólo. No artigo [9] podem ser
encontradas informações a respeito de como, de maneira adapta-
tiva, o coeficiente ω pode ser determinado.

B.2 Prinćıpio da Discrepância

O método mais utilizado que baseia-se na estimativa da norma do
erro e é o prinćıpio da discrepância, atribúıdo a Morozov [38]. Se
o problema mal posto é consistente no sentido de que Axexato =
bexato vale, então a ideia é simplesmente escolher o parâmetro de
regularização λ tal que a norma do reśıduo seja igual a uma cota
superior δ para ‖e‖2 , isto é, devemos determinar λ da equação
não-linear

‖b−Axλ‖2 = δ, ‖e‖2 ≤ δ. (B.9)
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Usando a SVD da matriz A na equação (1.19) temos que a
norma do reśıduo pode ser escrita como

‖rλ‖22 =

r∑

i=1

(
(1− fi) u

T
i b
)

+ ‖b⊥‖22 (B.10)

e podemos perceber que a norma do reśıduo é uma função cres-
cente e monótona. Então, resolver (B.9) equivale a encontrar a
intersecção entre a curva da norma do reśıduo e a reta horizontal
z = δ.

O prinćıpio da discrepância é um dos poucos métodos exis-
tentes na literatura que tem análise de erro, ao contrário dos
critérios da GCV e da Curva-L que não possuem. Além disso, o
método da discrepância pode ser ótimo no sentido de minimizar
‖xexato − xλe

‖2 em que λe denota o parâmetro determinado pelo
prinćıpio da discrepância,quando a norma do erro e é conhecida
e o erro e tiver certa estrutura [19]. Da teoria geral de regulari-
zação de Tikhonov [19] sabemos que um limitante superior para
o erro na solução xλe

é

‖xexato − xλe
‖2 = O(‖e‖2) (B.11)

em que O é utilizado para descrever a cota

‖xexato − xλe
‖2 ≤ 2‖A†‖2 ‖e‖2 (B.12)

A grande dificuldade deste método é que precisamos de uma
estimativa para a norma do erro e. Caso essa estimativa seja
muito grande, podemos encontrar um parâmetro de regulariza-
ção muito grande causando os inconvenientes já discutidos. O
mesmo acontecendo com uma estimativa menor o que, neste caso,
pode ser mais indesejável pelo fato dos erros serem dominantes
na construção da solução.

B.3 Curva L

O método da Curva L escolhe como parâmetro de regularização
o valor que maximiza a curvatura da curva parametrizada por
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λ ∈ [0,∞) dada por

L(λ) =
{
(a, b) ; a = log(‖rλ‖22), b = log(‖xλ‖22)

}
(B.13)

com xλ solução regularizada e rλ = b−Axλ o reśıduo associado.
Este método surgiu em 1992 introduzido por P. C. Hansen

[23] e é muito popular, sendo utilizado com sucesso em diversos
problemas.

Essa escolha de λ baseia-se nas expressões para as normas de
xλ e rλ obtidas com a SVD (ou GSVD) de A (ou (A,L))

‖xλ‖22 =

r∑

i=1

(
fi

uT
i b

σi

)2

‖rλ‖2 =
r∑

i=1

(
(1− fi)u

T
i b
)2
2
+ ‖b⊥‖2 .

com b⊥ como em (1.19) e na influência do rúıdo no vetor b na
forma da curva L(λ).

Considerando b = bexato + e temos

uT
i b = uT

i bexato + uT
i e.

Dependendo do λ, são os coeficientes uT
i bexato ou os coeficientes

uT
i e que dominam. Então, a curva-L resultante consiste, essen-

cialmente, de uma parte da curva-L para bexato e outra parte para
e e em algum lugar existe uma faixa de valores que corresponde
à transição entre as duas curvas. O desenho de uma curva-L
genérica pode ser conferido na Figura B.1.

A região da curva indicada com o termo “Menos filtro” refere-
se a valores de λ que resultam em fatores de filtro fi próximos
de 1. Neste caso, conforme a análise dos fatores de filtro feita
na seção 1.4, a contribuição do erro não é filtrada o suficiente
para garantir uma solução regularizada apropriada. Já a solução
calculada com λ na região indicada com o termo “Mais filtro”
pode não ter incorporado informação suficiente da solução do
problema.

Baseado em consideraçòes desse tipo, Hansen propôs escolher
o parâmetro de regularização λ localizando a região em que se
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Figura B.1: Curva-L genérica

encontra a transição entre as curvas. Mais precisamente, o valor
que maximiza a curvatura

κ(λ) = ρη
ρη/|η′ | − λ2 − λ4η

(ρ2 + λ4η2)3/2

em que ρ = ‖b−Axλ‖2 e η = ‖xλ‖2.
O critério curva-L como método para a determinação do parâ-

metro de regularização de Tikhonov apresenta duas limitações. A
primeira refere-se à reconstrução de soluções exatas muito suaves,
isto é, soluções xexato tal que os coeficientes da SVD |vT

i xexato

decaem rápido para zero tal que a solução xexato seja dominada
pelas primeiras componentes da SVD. Para situações como estas
o parâmetro encontrado pelo critério da curva-L normalmente
é consideravelmente menor do que o parâmetro ótimo, entende-
mos por parâmetro ótimo como sendo aquele que ‖xλ−xexato‖2

‖xexato‖2

seja o menor posśıvel e, quanto mais suave for a solução, pior o
parâmetro. Outra limitação refere-se ao fato de que a curva L
pode apresentar mais de um “canto”. Detalhes a respeito das
limitações da curva-L são apontados em [20, 27, 55].
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Buletin de la Société Mathématique de France, Vol. 3, pp.
103-174, 1875.

[34] KILMER, M. E.; HANSEN, P. C.; ESPAÑOL, M. I.. A
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